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Resumo

O viés de classificação é um problema recorrente em sistemas de aprendizagem, sendo

causado também pela presença de preconceitos e injustiças do mundo real inseridas nos

dados digitais. O estudo de tal assunto se concentra na área intitulada Fairness, que

embora não tenha uma definição unificada pela literatura, representa a garantia de que

decisões tomadas por sistemas sejam realizadas de forma imparcial, evitando a presença

de preconceitos e discriminações contra minorias de grupos sociais, sejam por gênero,

raça, poder aquisitivo, etc. Porém, tais sistemas são muitas vezes intitulados como “não

testáveis”, visto que não está claro quais são os resultados corretos para as classificações

dos dados e, com isso, surge a discussão do quão os modelos podem generalizar seus

resultados. Visando à imparcialidade a partir da generalização dos modelos, surgem as

técnicas de Transformações Metamórficas, sendo alterações realizadas nos conjuntos de

dados, tanto em suas estruturas como também em seus valores, empregadas no presente

trabalho com o propósito de que as classificações dos modelos executados com os dados

alterados possam gerar os resultados mais imparciais possíveis independentemente dos

grupos sociais presentes nos dados. As Transformações Metamórficas empregadas são

idealizadas e executadas em quatro cenários distintos, sejam alterando informações

em partes de valores de cada atributo do conjunto de dados utilizado como também a

alteração de todas as informações de um único grupo de amostras, como informações

de pessoas apenas do sexo masculino ou feminino. É com este contexto que o presente

trabalho se desenvolve, através da análise de diferentes aplicações e combinações de

transformações metamórficas em dados de amostras que tem o gênero feminino como

grupo suscetível ao preconceito por parte dos modelos de classificação, com seus valores

postos em evidência através do cálculo de métricas voltadas para as áreas de Fairness,
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fazendo a análise seja somente com os valores classificados como também levando em

consideração os valores reais, além do cálculo de métricas consolidadas em tarefas de

Classificação de informações. Em termos de resultados foi possível alcançar valores

que indicam melhorias de até 20% quando utilizando instâncias de modelos treinadas

com os dados transformados. Ao analisar as transformações em diferentes modelos de

aprendizagem foi possível embasar a discussão sobre se realmente é possível melhorar

os índices de Fairness nas classificações, com alguns cenários se mostrando promissores

em responder esta questão e também no engrandecimento da literatura sobre o assunto,

que até então tem se mostrado escassa.
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Abstract

Classification bias is a recurring problem in learning systems and is also caused by

the presence of real-world prejudices and injustices embedded in digital data. The

study of this subject focuses on the area known as Fairness, which, although it does

not have a unified definition in the literature, represents the assurance that decisions

made by systems are carried out impartially, avoiding the presence of prejudice and

discrimination against minorities of social groups, whether by gender, race, purchasing

power, etc. However, such systems are often labeled as ‘untestable’, since it is not clear

what the correct results for data classifications are, and this raises the discussion about

how models can generalize their results. Aiming for impartiality from the generalization

of the models, Metamorphic Transformations techniques emerge, with changes made to

the datasets, both in their structures and also in their values. These techniques are used

in this work with the aim that the classifications of the models executed with the altered

data can generate the most impartial results possible, regardless of the social groups

present in the data. The Metamorphic Transformations employed are conceptualized

and executed in four different scenarios, either by changing information in parts of the

values of each attribute of the dataset used or by changing all information from a single

group of samples, such as information about people of just one sex, male or female.

It is within this context that this work is developed, through the analysis of different

applications and combinations of metamorphic transformations in sample data that

have the female gender as a group susceptible to prejudice on the part of classification

models. Their values are highlighted through the calculation of metrics focused on the

areas of Fairness, carrying out the analysis not only with the classified values but also

taking into account the real values, in addition to the calculation of consolidated metrics
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in Information Classification tasks. In terms of results, it was possible to achieve values

that indicate improvements of up to 20% when using model instances trained with

the transformed data. By analyzing the transformations in different learning models,

it was possible to support the discussion on whether it is really possible to improve

Fairness indices in classifications, with some scenarios showing promise in answering

this question and also in expanding the literature on the subject, which until then has

proven to be scarce.
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1 Introdução

A Aprendizagem de Máquina é uma área de pesquisa da Inteligência Artificial que visa

o desenvolvimento de sistemas computacionais com a capacidade de aprender a realizar

diferentes atividades com base na extração de conhecimento a partir de determinados

dados. Isto quer dizer que os sistemas de aprendizagem são capazes de aprender por

si só ao utilizar informações que possam representar experiências passadas. Além

da Inteligência Artificial, a Aprendizagem acaba englobando também probabilidade e

estatística, teoria da complexidade computacional e da informação, filosofia, psicologia,

entre outras, variando de acordo com o cenário em que ela é trabalhada também

(CERRI; CARVALHO, 2017).

A aprendizagem pode ser aplicada em diversas áreas para diferentes finalidades.

É possível citar a sua utilização em diversos campos, como: 1) visão computacional,

como para os veículos autônomos sendo possível compreender e reagir aos ambientes em

que se encontram de forma semelhante à capacidade humana, com a possibilidade de

mapear e analisar inúmeros objetos ao seu redor (GHIRARDELLO, 2023); 2) prevenção

de falhas, em que é possível prever a ocorrência de certas falhas em sistemas a partir de

determinados sinais que precedem a ocorrência destas, como alterações em métricas

de monitoramento; 3) detecção de fraude, com a compreensão de comportamentos

fora de padrão em acessos de contas, por exemplo, ou ainda transações financeiras

atípicas; 4) análise de currículo, ao verificar de forma automática as informações de

candidatos a vagas para definir aqueles de maior potencial; 5) ofertas de produtos,

com o reconhecimento de padrões de compras de usuários possibilitando o anúncio de

produtos de forma direcionada em que novas vendas sejam garantidas (SEROKELL,
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2020).

Outro forte exemplo que tem-se atualmente relacionado a aprendizagem de máquina

é o ChatGPT, uma ferramenta de processamento de linguagem natural desenvolvida

pela empresa OpenAI e utilizado para diversas finalidades, tais como chat bots, geração

automática de conteúdo, tradução automática de textos, entre outras, se apresentando

como uma das ferramentas de Inteligência Artificial mais avançadas e disponíveis no

mercado atual, aprimorada constantemente pelos seus desenvolvedores com relação a sua

precisão e também a capacidade de compreensão em diversos idiomas (ROSSONI; CHAT,

2022). A ferramenta se mostrou revolucionária no âmbito tecnológico, pressionando

até as famosas Big Techs, como Google, Meta e Microsoft a correrem contra o tempo

no desenvolvimento e/ou integração de suas próprias tecnologias semelhante ao que o

ChatGPT proporciona (METZ et al., 2023).

Tendo cada vez mais destaque e com uma crescente utilização seja no âmbito da

pesquisa acadêmica como também no profissional, a aprendizagem se tornou, em partes,

um fator chave para o desenvolvimento tecnológico por proporcionar a classificação de

dados, esta que se orienta como um método de aprendizagem capaz de atribuir classes

a um conjunto de amostras com base em suas características. Para isto, geralmente é

necessário um conjunto de dados para a realização de uma atividade de treino, em que

as informações passadas já possuem uma atribuição de classe, a fim de que modelos de

classificação de informações possam aprender padrões e definir classes para informações

futuras (JULIAN, 2016).

Além das áreas já citadas, a classificação automática de dados através de modelos

de aprendizagem também é bastante disseminada nos seguintes domínios: 1) detecção

de spam, em que algoritmos são essenciais na filtragem de mensagens indesejadas que

contém certas características como padrões textuais e links suspeitos, variando desde

e-mails até comentários em sites e redes sociais; 2) previsão de churn, referente a perda

de clientes por parte das empresas a partir da percepção de dados e comportamentos

de compras dos próprios clientes, para que medidas de retenção possam ser tomadas;

e 3) análise de sentimento, permitindo assimilar o estado emocional de indivíduos em

textos ou falas, sendo útil para análises de opiniões e também de feedbacks impactando

na melhora de produtos/serviços por parte das empresas (CRUZ, 2023).
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Porém, com o uso da classificação em grandes quantidades de dados de diversas

áreas, é perceptível a presença de erros nas execuções, dentre eles o viés de classificação

que está ligado a generalização de um algoritmo, ou seja, o quão bem ele é capaz de

prever novos casos. O viés pode ser causado também através da presença de preconceitos

e injustiças do mundo real, que como forma de conscientização do problema é possível

a elaboração de certos questionamentos durante o desenvolvimento de sistemas, sendo

eles: como a base de dados é construída? os dados são tendenciosos? como fazer uma

previsão justa? o que poderia ser aceito como justo? (CLEGER; PESSOA; LIMA,

2019). Tais questionamentos com relação à preconceitos reais sendo adaptados em

sistemas inteligentes se concentram na área de estudo intitulada Fairness.

1.1 Formulação do Problema

Apesar das vantagens ao utilizar a Aprendizagem de Máquina para prever ou classificar

objetos, como a análise de grandes volumes de dados e a realização de processos

automáticos de forma mais rápida em relação à atividades manuais, é importante

salientar os problemas recorrentes nesta área, que podem, em certos casos, induzir os

desenvolvedores a tomar decisões equivocadas com base nos resultados obtidos. Dentre

os problemas que podem ocorrer, se destacam:

1. Overfiting: a possibilidade de que cálculos dos modelos sejam específicos para o

conjunto de treinamento utilizado, ou seja, como os dados de treino são apenas uma

amostra do domínio trabalhado, ao induzir hipóteses que melhorem o desempenho

dos modelos para o conjunto de treinamento, o desempenho para dados além dos

presentes no treinamento se mostra pior, evidenciando um ajuste somente para

determinados dados (REZENDE et al., 2003);

2. Prevalência de Classe: relacionado ao desbalanceamento de classes em um con-

junto de dados, quando a quantidade de objetos de uma ou mais classes se mostra

bem maior em relação as outras, por exemplo um conjunto que possui 90 ob-

jetos da classe 1 e 5 objetos das classes 2 e 3, não assimilando bem quando as

classes minoritárias possuem uma informação que seja importante para o cenário
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trabalhado (REZENDE et al., 2003).

Além dos problemas citados acima, quando decisões são tomadas sobre indivíduos

com base nos resultados obtidos pelos modelos, inevitavelmente surgem novos tipos de

preocupações que vem ganhando cada vez mais destaque nas pesquisas de Aprendizagem,

sendo a discriminação e/ou a parcialidade. E se modelos influenciarem decisões sistema-

ticamente tendenciosas contra pessoas pertencentes a grupos minoritários da sociedade

de acordo com sua raça, gênero ou religião? Através deste problema, um paradigma da

computação tem ganhado cada vez mais notoriedade na literatura: Fairness (BINNS,

2018).

O estudo de Fairness, embora não tenha uma definição única, está relacionado na

garantia de que decisões tomadas por um sistema de aprendizagem sejam realizadas

da maneira certa e também pela razão certa, evitando a presença de preconceitos e

discriminações que violem leis de acordo com os direitos humanos (ZHANG et al.,

2019). A fim de contextualizar os preconceitos encontrados na área de fairness é

possível citar: 1) uma pesquisa realizada na The University of Virginia demonstrando

como algoritmos treinados com bases de dados de fotos reproduziam preconceitos ao

classificarem fotos de homens como se fossem mulheres quando eles estavam na cozinha

(VIEIRA, 2019); 2) a Amazon, empresa tecnológica multinacional, descontinuou o uso

de uma ferramenta de recrutamento que estava penalizando candidatas mulheres dando

preferência à candidatos homens (DASTIN, 2018); 3) uma função de reconhecimento

de imagens do Google Photos que classificou os rostos de dois amigos negros como

gorilas (HOWLEY, 2015); e 4) o sistema de cálculo de probabilidade de reincidência

criminal dos Estados Unidos, COMPAS – Correctional Offender Management Profiling

for Alternative Sanctions, prevendo de forma errônea que uma pessoa negra cometeria

reincidência de crime a uma taxa de 44,9%, esta duas vezes maior do que a taxa para

pessoas brancas, cerca de 23,5% (DRESSEL; FARID, 2018).

A partir dos problemas relacionados ao viés de classificação evidenciando preconceitos

do mundo real presentes em sistemas de aprendizagem, é notória a necessidade de um

monitoramento de tais sistemas a fim de não somente avaliar, mas também buscar

melhorar os índices de fairness nas classificações. Uma tentativa de solução para

tal problema é a utilização de Transformações Metamórficas em conjuntos de dados,
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estas sendo alterações nos próprios valores do conjunto, sejam através de operações

matemáticas como a multiplicação por constantes numéricas como também a remoção

de informações do conjunto, para que ocorra uma maior generalização nas classificações

dos sistemas de aprendizagem, a fim de torná-las as mais imparciais possíveis com

relação aos atributos sensíveis.

Para que seja possível o combate ao viés de classificação, é importante a realização de

testes na fase de aprendizagem de um modelo para avaliação de desempenho do mesmo,

que é exatamente onde o presente trabalho se concentra, através do estudo de diferentes

execuções de transformações metamórficas em diferentes modelos de aprendizagem a

fim de definir os cenários que melhor garantem classificações justas, independente de

características sensíveis de indivíduos ou grupos.

1.2 Objetivos

1.2.1 Objetivo Geral

Com o contexto melhor apresentado nas seções anteriores, o objetivo geral deste trabalho

se faz presente, o de analisar o impacto de diferentes transformações metamórficas de

dados sobre classificações realizadas por modelos de aprendizagem, visando o aumento de

índices de fairness e, consequentemente, a diminuição da parcialidade e do preconceito

nos resultados em relação a indivíduos e grupos de classes minoritárias na sociedade.

1.2.2 Objetivos Específicos

Expandindo o objetivo geral do trabalho, tem-se os seguintes objetivos específicos:

• Consolidar a utilização de transformações metamórficas na área de classificação

de informações com foco em fairness;

• Estudar e identificar transformações metamórficas que possam ser capazes de

causar impacto em classificações de modelos;

• Identificar métricas da literatura que compreendam de fato o problema da par-

cialidade contra informações de indivíduos e grupos na sociedade propícios a
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preconceito;

• Verificar o comportamento de transformações metamórficas na fase de treino de

modelos de diferentes tipos de aprendizagem;

• Analisar de forma exaustiva o impacto de transformações metamórficas de dados

nas classificações de modelos de aprendizagem;

• Definir os métodos de transformações metamórficas que apresentam resultados

favoráveis na diminuição da parcialidade nas classificações;

• Indicar panoramas para a utilização de transformações metamórficas para melhores

resultados em ambientes finais de desenvolvimento.

1.3 Justificativa e Relevância

Preocupações com o comportamento ético de sistemas de aprendizagem tem motivado

discussões que são cada vez mais presentes em entidades governamentais, no âmbito

acadêmico e também no industrial (CESARO, 2021). Entidades governamentais a

partir de diversos países tem incentivado discussões relacionadas aos impactos éticos

da Inteligência Artificial na sociedade, tendo certo destaque a atuação do parlamento

Europeu com a idealização de um guia de regras éticas recomendadas para qualquer

concepção, desenvolvimento, implementação ou utilização de produtos e serviços de

Inteligência Artificial na União Europeia (MADIEGA, 2019).

No setor empresarial, casos de modelos com viés, como alguns citados anteriormente,

vem causando certa aversão por parte do público, fazendo com que empresas se preocu-

pem mais com os possíveis impactos éticos nos seus respectivos projetos que lidam com

Aprendizagem de Máquina. Corroborando tais preocupações, gigantes tecnológicas tem

disponibilizado ferramentas de acesso livre ao público para auxiliar no desenvolvimento

de projetos de aprendizagem de forma ética. Um exemplo de tais ferramentas pode ser

a “What-If Tool”, da Google, que permite gerar gráficos diversos para interpretação de

variáveis de modelos e avaliação de viés (CESARO, 2021; WEXLER et al., 2019).

É notório na literatura o estudo de fairness em contextos diferentes, a fim de

analisar o quão imparciais são os sistemas de aprendizagem e, da mesma forma, a
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utilização de testes e transformações metamórficas principalmente como forma de análise

de generalização de modelos, porém estudos utilizando transformações metamórficas

voltadas para o contexto de fairness sejam apenas para análise como também para a

mitigação de preconceitos, são escassos, embora a aplicação de tais técnicas se mostrem

grandes aliadas no monitoramento de fairness nos sistemas. Sendo assim, mostra-se

a necessidade de uma maior quantidade de estudos que conciliem as duas áreas a fim

de definir que os sistemas de aprendizagem sejam cada vez mais imparciais, evitando

preconceitos do mundo real.

1.4 Contribuições

Concentrando-se no problema da ausência de fairness contra indivíduos ou grupos

suscetíveis a discriminação por parte de modelos de classificação de dados, foi possível

a realização de um estudo exaustivo utilizando transformações metamórficas de dados

a fim de analisar o impacto destas na melhora dos índices de fairness nas classificações.

Como resultado, espera-se as seguintes contribuições para este trabalho:

• A criação de um conjunto adequado de transformações metamórficas de dados

para a melhoria de resultados;

• Uma análise consistente do comportamento de modelos de classificação quando

treinados com dados originais e transformados;

• A indicação do custo/benefício da utilização ou não de transformações metamórfi-

cas de dados em atividades de classificação;

• Contribuição à literatura referente a utilização de transformações metamórficas

na melhoria de índices de fairness.

1.5 Organização do Trabalho

A estrutura da presente dissertação se encontra da seguinte forma: no Capítulo 2 é

apresentado todo o referencial teórico necessário para compreender o trabalho, estrutu-

rando a atividade de Classificação de Dados através de modelos de aprendizagem de
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informações, a área de Fairness voltada para a diminuição da parcialidade e precon-

ceito na classificação de informações e as Transformações Metamórficas de valores em

conjuntos de dados, como a possível solução no problema exposto. O Capítulo 3 fornece

uma visão geral do que a literatura atual dispõe sobre as áreas de Transformações Me-

tamórficas e Fairness em Classificações, expondo também diferenças entre as pesquisas

já realizadas em relação ao presente trabalho. No Capítulo 4 todo o estudo é descrito,

elucidando as Questões de Pesquisas que guiam o trabalho e também apresentando

os componentes utilizados, como os dados, modelos de classificação e transformações

metamórficas, além do método de comparação para validar as execuções. O Capítulo 5

trás os resultados mais importantes para cada um dos cenários de aplicação e análise

das transformações metamórficas. Por fim, o Capítulo 6 apresenta as conclusões obtidas

e limitações percebidas durante a execução do estudo, além de pensamentos futuros

para o engrandecimento do trabalho. O trabalho conta ainda com dois Apêndices: o

A com uma breve análise exploratória dos dados utilizados e o B mostrando todos os

valores obtidos em cada uma das execuções realizadas.



2 Fundamentação Teórica

Neste capítulo são apresentados tópicos necessários para a compreensão da presente

pesquisa. A Seção 2.1 traz uma discussão sobre o método de Classificação de Dados,

expondo diferentes técnicas de como realizar tal tarefa e métodos para mensuração dos

resultados obtidos, a fim de saber o quão bons eles de fato podem ser. Na Seção 2.2

a área de Fairness é então apresentada, passando pelos seus conceitos, exemplos de

aplicações e, assim como o processo de classificação, as formas de mensuração de fairness

nos valores previstos. Encerrando os tópicos da fundamentação, a Seção 2.3 descreve as

Transformações Metamórficas, mostrando como são aplicadas nos conjuntos de dados e

a diferença da utilização destas na presente pesquisa em relação aos tradicionais Testes

Metamórficos.

2.1 Classificação de Dados

Cientistas de dados geralmente encaram problemas que para suas soluções são necessárias

técnicas de decisões automatizadas. Um e-mail recebido é uma mensagem séria ou uma

tentativa de pishing? Tal problema pode ser resolvido através da Classificação de Dados,

esta sendo uma tarefa da aprendizagem de máquina que consiste em associar um objeto

a uma classe pré-estabelecida: se o objeto é um 0 (não pishing) ou um 1 (pishing), ou,

em alguns casos, estabelecer uma classe dentro de muitas outras categorias, por exemplo,

a filtragem da caixa de entrada do Gmail, que conta com as categorias “Principal”,

“Social”, “Atualizações”, “Fóruns” e “Promoções” (BRUCE; BRUCE, 2019).

Citada no Capítulo anterior, a Aprendizagem de Máquina trata-se de uma extração

9
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de conhecimento a partir de determinados dados, sendo um campo de pesquisa que une

a Estatística, a Inteligência Artificial e a Ciência da Computação (MÜLLER; GUIDO,

2016). Com ela é possível então apresentar características sobre um determinado

conjunto de dados sem que seja necessário produzir um código personalizado para o

problema, apenas com uma implementação inicial de um modelo genérico que seja capaz

de construir sua própria lógica de funcionamento, a partir da obtenção de determinados

dados (GEITGEY, 2014).

Para exemplificar o funcionamento da Aprendizagem de Máquina, pode ser citado

um problema de definição de preço de um imóvel. Uma das possíveis soluções para o

problema é contar com a ajuda de um corretor de imóveis, que utiliza da sua experiência

com outros imóveis já vendidos para estimar um valor justo ao objeto. Tal experiência

do corretor é possível através da análise de algumas informações que o objeto dispõe,

como: tipo de imóvel, área total, localização, cômodos, entre outros. Porém, para

o problema exemplificado, não é possível solicitar a ajuda de um corretor, tendo à

disposição apenas as informações de imóveis que já foram vendidos. Neste caso, é

possível encontrar padrões dos dados dispostos ou então definir quais das informações

são as mais relevantes para a obtenção do preço do imóvel com base nos anteriores. É

aí que a aprendizagem se sobressai, com a capacidade de encontrar padrões que definem

o preço mais real possível de forma automática, através do treinamento de modelos com

informações de imóveis já vendidos.

Visando a resolução de um determinado problema utilizando a aprendizagem de

máquina, é necessário ponderar sobre que tipo de dado é desejado como resultado, para

que seja possível então saber qual das categorias de aprendizagem pode vir a resolver o

problema de forma eficiente e eficaz. Na literatura é comum a divisão da Aprendizagem

de Máquina em quatro tipos, que embora tenham como base inferir informações sobre

determinados objetos, se distinguem na forma como exercem tal atividade.

Sendo uma das mais utilizadas e bem-sucedidas, a Aprendizagem Supervisionada

é utilizada sempre que seja necessário prever um determinado resultado para uma

determinada entrada quando há exemplos de pares entrada-saída. Seu funcionamento

se dá através do recebimento de um conjunto de dados rotulados para que o modelo

possa aprender o que exatamente é cada objeto passado. É possível resolver problemas
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de dois tipos: 1) de Regressão, em que o objetivo é prever um valor contínuo, como

o rendimento de uma fazenda, a partir de dados anteriores como clima, número de

funcionários, animais, etc; e 2) de Classificação, para prever um rótulo de classe dentro

de um intervalo predefinido (MÜLLER; GUIDO, 2016), sendo este o tipo de problema

tratado no presente trabalho, o de classificação em relação a informações que se tem

sobre o que se quer aprender.

Embora o foco da presente pesquisa seja a Aprendizagem Supervisionada, abordando

especificamente um problema de Classificação, à nível de contextualização, os demais

tipos de aprendizagem são:

• Não-Supervisionada (no inglês, Unsupervised Learning): ao trabalhar com um

conjunto de dados que é uma coleção de informações sem um rótulo específico,

o objetivo de um modelo deste tipo de aprendizagem é, ao receber a coleção de

informações de um determinado objeto, transformar em uma distinta coleção de

informações ou em um único valor para que seja utilizado na resolução de um

problema qualquer. Porém, por os dados não possuírem um rótulo, torna este

tipo de aprendizagem problemático para diversas aplicações, visto que a ausência

de rótulos que representam o comportamento desejado para um modelo, significa

também a ausência de um ponto de referência sólido para julgar a qualidade

do modelo (BURKOV, 2019). Um dos métodos mais comuns da Aprendizagem

Não-Supervisionada é o Agrupamento (ou Clustering, no inglês), utilizado em

análise de dados com o objetivo de encontrar grupos de dados semelhantes

dentre o conjunto total a partir das informações destes objetos, tais grupos são

encontrados geralmente utilizando medidas de similaridade (JOSHI et al., 2016).

Como exemplificação deste tipo de aprendizagem, é possível citar a detecção

de transações fraudulentas por parte de organizações financeiras e também a

segmentação de clientes de mercado, agrupando pessoas com características

semelhantes de compra para a criação de campanhas de marketing mais eficientes;

• Semi-Supervisionada (no inglês, Semi-Supervised Learning): nesta aprendizagem

o conjunto de dados contém objetos rotulados e também não rotulados, sendo a

quantidade de exemplos desta última geralmente maior que a quantidade de exem-
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plos rotulados. O objetivo de um modelo de Aprendizagem Semi-Supervisionado é

o mesmo de um modelo de Aprendizagem Supervisionada, deduzir o rótulo de um

objeto a partir de informações do mesmo, porém a ideia é que o uso de objetos não

rotulados possa tornar o modelo mais robusto. Embora pareça confuso o fato de

a aprendizagem se beneficiar com a adição de mais exemplos não rotulados, com

estes dados, novas informações são adicionadas sobre o problema, refletindo de

forma positiva a distribuição de probabilidade de onde vieram os dados rotulados,

que, teoricamente, um modelo de aprendizagem deve ser capaz de aproveitar as

informações adicionais de forma satisfatória (BURKOV, 2019);

• Por Reforço (no inglês, Reinforcement Learning): nesta aprendizagem o treina-

mento de modelos é realizado para tomar uma sequência de decisões, enfrentando

situações para atingir metas em um ambiente desconhecido e complexo. Para

solucionar o problema, o modelo utiliza tentativa e erro, recebendo recompensas ou

penalidades de acordo com as ações executadas, tendo o objetivo de maximizar a

recompensa total. Com as políticas de recompensas e penalidades definidas, o mo-

delo não possui uma dica ou sugestão de como resolver o problema, cabe descobrir

como executar a tarefa para maximizar a recompensa começando por tentativas

aleatórias e finalizando com táticas sofisticadas. Este tipo de aprendizagem pode

ser utilizada na criação de rotinas de jogos, como Xadrez ou Go, e também no

desenvolvimento de carros autônomos, porém são mais desafiadores, uma vez que

os modelos de aprendizagem dos veículos precisam ser inseridos primariamente

em ambientes bem controlados de testes para serem então liberados no mundo

real, visando a segurança de demais condutores e pedestres (ACADEMY, 2022).

2.1.1 Ensemble Methods

Além de métodos simples de classificação, neste estudo são utilizados também Ensemble

Methods, que, sendo uma categoria de métodos de Aprendizagem de qualquer tipo,

representam um conjunto de modelos – chamados de modelos-base. Tais modelos

podem funcionar através de diferentes estruturas, além também de serem treinados com

subamostras de dados e combinações de atributos distintas. Como resultado para um
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determinado objeto, os ensembles podem utilizar a combinação das predições fornecidas

pelos modelos-base utilizados, geralmente a média e moda dos valores (SANTOS et al.,

2020b).

Os resultados combinados de vários modelos podem ser contra-intuitivos à primeira

vista, pois como é possível, através da combinação de vários modelos, obter um resultado

melhor que a escolha do modelo que atingiu o melhor resultado? Para responder esta

questão, é possível através da exemplificação de diretorias corporativas que geralmente

apresentam decisões mais sábias do que os diretores de forma individual, se for imaginado

que cada um dos integrantes possui conhecimento limitado, não havendo um que seja

especialista em todos os domínios de problemas possíveis. Tal cenário é baseado de

um ambiente democrático, que caso a discussão de diferentes pontos de vista não

produzam um consenso, uma votação pode ser convocada. Sendo assim, diferentes

opiniões (predições) de especialistas (modelos-base) estão sendo combinadas para gerar

o resultado final (WITTEN; EIBE; HALL, 2011).

Entendida a essência dos Ensemble Methods, são apresentadas as quatro categorias

em que estes modelos podem ser divididos de acordo com o seu funcionamento:

1. Bagging: inicialmente vários subconjuntos de treinamento são criados de forma

aleatória, seja com o mesmo ou menor número de amostras do conjunto original

e também com reposição dos dados (repetição de amostras). Após a criação

dos subconjuntos são criados os modelos-base, que recebem cada um, um

subconjunto de treinamento criado anteriormente, cada modelo-base é construído

individualmente, sem qualquer relação uns com os outros. É natural pensar

que os modelos-base possuam as mesmas configurações para trabalhar com

subconjuntos distintos, porém esta suposição é geralmente errônea devido ao

processo instável da criação de acordo com os dados recebidos, resultando por

exemplo em diferentes escolhas de atributos em um determinado nó de um

modelo-base, caracterizando assim um Ensemble Method do tipo Bagging. Com

relação à tomada de decisão de qual classe pertence um objeto, se dá através da

classe majoritária prevista pelos modelos-base criados (WITTEN; EIBE; HALL,

2011), ou seja, a classe que mais foi utilizada na previsão dos modelos-base para

um único objeto. Na Figura 2.1 é possível compreender melhor o funcionamento
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de tal ensemble;

Figura 2.1: Exemplo de um Ensemble Method do tipo Bagging.

2. Boosting: apesar de terem algumas semelhanças com modelos ensemble do tipo

Bagging, como a reamostragem do conjunto de dados original e a criação de

modelos-base, modelos do tipo Boosting partem da premissa de que combinar

vários modelos-base só é viável quando estes possuem bom desempenho em

partes diferentes dos dados, por exemplo, quando o primeiro modelo-base

possui bom desempenho somente nas primeiras cinquenta amostras do conjunto,

enquanto um segundo modelo-base, apesar de não possuir bom desempenho

nas cinquenta primeiras amostras, possui melhor desempenho nas próximas

cinquenta amostras. Sendo assim, é necessário a criação de modelos-base de forma

iterativa, em que cada novo modelo construído é influenciado pelo desempenho

dos modelos antecessores a ele, através da atribuição de pesos para os dados

previstos correta e incorretamente. Com isto, novos modelos-base criados

se tornam especialistas em dados tratados incorretamente por modelos-base

antecessores, caracterizando assim a criação de um modelo geral forte a partir

de modelos-base simples (WITTEN; EIBE; HALL, 2011). Por fim, assim como

modelos do tipo Bagging, a classificação final do modelo para uma amostra se

dá através da classe mais utilizada nas previsões dos modelos-base construídos.

Na Figura 2.2 é possível entender o funcionamento de um modelo do tipo Boosting;

3. Stacking: em contrapartida com modelos Bagging e Boosting, nesta categoria o

propósito não é a combinação de modelos-base derivados de um único modelo

simples de classificação, como o Árvore de Decisão por exemplo, embora isto
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Figura 2.2: Exemplo de um Ensemble Method do tipo Boosting.

seja possível, mas sim a utilização de modelos-base de diversos modelos de

classificação. A classificação final da amostra por parte de um modelo do tipo

Stacking é realizada a partir da premissa de que não é possível confiar em uma

certa quantidade de modelos-base para atribuir a classe majoritária. Sendo assim,

os resultados obtidos dos modelos-base são aproveitados na realização do treino

de um modelo-base final, conhecido como Meta Learner, que tem então o objetivo

de descobrir a melhor forma de combinar a saída dos modelos-base anteriores,

gerando então a classificação final do modelo Stacking (WITTEN; EIBE; HALL,

2011). A Figura 2.3 traz um esquema de funcionamento de um modelo do tipo

Stacking;

Figura 2.3: Exemplo de um Ensemble Method do tipo Stacking.

4. Voting: tem o funcionamento parecido com modelos do tipo Stacking, em que a

ideia é utilizar modelos-base criados a partir de diferentes modelos de classificação,

porém a classificação final do modelo é realizada por meio da classe majoritária

prevista entre os modelos-base, sem um único responsável pela classificação final.

Como alternativa no cálculo da classificação final através da classe majoritária,

é possível calcular os “votos” das classes atribuindo diferentes pesos de acordo

com a probabilidade de ocorrência de uma classe, ou seja, se um modelo-base
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prevê uma classe com probabilidade alta, recebe um peso maior em relação à um

modelo-base que classifica um objeto com uma probabilidade menor (GÉRON,

2019). Na Figura 2.4 é possível compreender o funcionamento de modelos do tipo

Voting.

Figura 2.4: Exemplo de um Ensemble Method do tipo Voting.

É importante enaltecer que embora os Ensemble Methods se mostrem promissores

nos resultados em tarefas de classificação, eles possuem a desvantagem de uma difícil

compreensão. Podendo abranger vários modelos-base de diversos modelos de classifica-

ção, não é fácil entender em termos intuitivos quais fatores contribuem para as melhores

tomadas de decisão, principalmente devido à aleatorização das combinações de dados

realizadas e modelos-base utilizados, ou seja, saber quais as divisões do conjunto de

dados original e os modelos-base criados para os conjuntos, que definem os melhores

resultados dos modelos ensemble, se mostra uma atividade complexa (WITTEN; EIBE;

HALL, 2011).

2.1.2 Métricas de Avaliação

Uma ampla quantidade de métricas de avaliação de classificação se faz presente na

literatura, sendo necessária uma boa compreensão de cada uma para saber quais são as

que melhor descrevem os resultados obtidos para determinado tipo de estudo. Em se

tratando de classificação binária (apenas duas classes possíveis para os dados) – o foco da

presente pesquisa – tem-se uma ampla utilização de métricas como Accuracy, Precision

e Recall na literatura, em que a utilização se faz necessária visando a comparação com

demais estudos e, além destas, é possível também a utilização das métricas Balanced

Accuracy e F1-Score.
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Porém, antes da contextualização de cada métrica utilizada é necessária a apresen-

tação da Matriz de Confusão, que dispõe de integrantes fundamentais para os cálculos

das métricas de classificação.

A Matriz de Confusão é uma tabela que permite a visualização do desempenho

de um modelo, quantificando o número de objetos classificados para cada classe do

conjunto de dados em relação a classe original do objeto. A Matriz define os resultados

do modelo de quatro formas (SILVA; PERES; BOSCARIOLI, 2017):

1. Verdadeiro Negativo (VN): classificação correta na classe negativa. O objeto

pertence à classe negativa e foi classificado também como negativo pelo modelo;

2. Falso Negativo (FN): classificação incorreta na classe negativa. O objeto pertence

à classe positiva mas foi classificado como sendo da classe negativa;

3. Verdadeiro Positivo (VP): classificação correta na classe positiva. O objeto foi

classificado corretamente pelo modelo, como sendo da classe positiva;

4. Falso Positivo (FP): classificação incorreta na classe positiva. O objeto foi

classificado como positivo pelo modelo, porém ele pertence à classe negativa;

Na Figura 2.5 é possível compreender o formato da Matriz e seus componentes,

voltada para tarefas de Classificação Binária, ou seja, com apenas duas classes possíveis

no rótulo dos dados.

Figura 2.5: Visualização de uma Matriz de Confusão para Classificação Binária.

Com o entendimento da Matriz de Confusão, são discorridas a seguir as métricas

utilizadas no presente estudo para a avaliação da classificação dos modelos:
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• Accuracy: representa o número de instâncias previstas de forma correta, sendo

expressa como uma proporção de todas as instância às quais se aplica o cálculo

(WITTEN; EIBE; HALL, 2011). Conhecida como “acurácia” no português, tem a

seguinte fórmula baseada nos componentes da Matriz de Confusão:

Accuracy =
V N + V P

V N + FN + V P + FP
(2.1)

• Precision: avalia o desempenho de um modelo na previsão de rótulos positivos,

sendo a proporção de previsões positivas verdadeiras para o total de previsões

positivas (incluindo os falsos positivos) (MIKHAIL; ACKERMANN, 1976). No

português é utilizado o termo “precisão”, tendo a seguinte equação:

Precision =
V P

V P + FP
(2.2)

• Recall: enquanto precision avalia a quantidade de amostras positivas previstas

corretamente em relação à quantidade total de amostras positivas previstas, recall

avalia as amostras positivas previstas corretamente em relação à quantidade de

amostras positivas originais do conjunto de dados. No português os termos “sensi-

bilidade” e “taxa de verdadeiro positivo” podem ser utilizados para representar

Recall, tendo a seguinte fórmula de cálculo:

Recall =
V P

V P + FN
(2.3)

• Balanced Accuracy: sendo uma alternativa da accuracy padrão, seu cálculo é

ajustado para que tenha um melhor desempenho em conjuntos de teste desbalan-

ceados, calculando a accuracy média para cada classe, em vez de combinar todas

elas em uma única proporção (ALLWRIGHT, 2022). Para o seu cálculo utiliza

Recall e também Selectivity (representada na Equação 2.4). Geralmente utilizando

o termo “acurácia balanceada” em português, é representada pela Equação 2.5:

Selectivity =
V N

V N + FP
(2.4)
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BalancedAccuracy =
Recall + Selectivity

2
(2.5)

• F1-Score: referenciada como uma maneira simples de comparação de classificado-

res, F1-Score é a média harmônica de Precision e Recall, que enquanto a média

simples trata todos os valores igualmente, a média harmônica dá um peso maior

para os valores baixos, sendo assim, seu valor final só será alto se tanto Precision e

Recall também possuírem valores altos (GÉRON, 2019). É possível compreender

o cálculo de F1-Score na Equação 2.6:

F1 = 2 ×

Precision × Recall

Precision + Recall
(2.6)

2.2 Fairness

O termo fairness pode ser traduzido de várias formas no português, sem uma repre-

sentação unânime: justiça, equidade, imparcialidade, entre outras. Assim como a sua

tradução, o termo original pode assumir diferentes significados em diferentes contextos,

sendo um dos mais antigos encontrado no documento Institutes1, por volta do século

VI, afirmando que fairness é “a vontade constante e perpétua de dar a cada um o que

lhe é devido” (MILLER; ZALTA, 2017). Trazendo a discussão para os dias atuais, em

(ZHANG et al., 2019) o termo fairness está relacionado com a garantia de que decisões

tomadas por um sistema de aprendizagem sejam realizadas da maneira certa e também

pela razão certa, evitando a presença de preconceitos e discriminações, não violando

leis de acordo com os direitos humanos.

O trabalho realizado em (HUTCHINSON; MITCHELL, 2019) faz um levantamento

das definições de fairness ao longo de 50 anos, explorando os contextos culturais e sociais

das épocas em que foram elaboradas. Os autores evidenciam que algumas definições

antigas de fairness são semelhantes ou idênticas às definições utilizadas em pesquisas

atuais, já outras percepções sobre o que significa e como medir fairness foram esquecidas

com o decorrer do tempo. Com base no trabalho citado, a seguir são trazidas algumas

1Documento que faz parte do Corpus Iuris Civilis Romanii, a codificação da lei romana desenvolvida

a pedido do então Imperador, Justiniano I.
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definições e também como certos trabalhos implementaram fairness ao longo dos anos.

Iniciando na década de 1960, o trabalho realizado em (CLEARY, 1966) definiu uma

medida quantitativa de viés pela primeira vez conhecida em termos de um modelo

formal, para prever resultados educacionais a partir de pontuações de testes de alunos

brancos e negros. Tal definição se tornou: “Um teste é tendencioso para membros de

um subgrupo de uma população se, na previsão de um critério para o qual o teste foi

projetado, erros consistentes de previsão diferentes de zero são cometidos para membros

do subgrupo”, que em outras palavras é possível definir que o teste é tendencioso se a

pontuação do critério prevista a partir da linha de regressão for geralmente muito alta

ou muito baixa para os membros do subgrupo (HUTCHINSON; MITCHELL, 2019).

Na década de 1970, cientistas relatam que o trabalho de Cleary falha ao não levar em

consideração as diferentes taxas de falso positivo e falso negativo que ocorrem quando

tais valores são diferentes para cada subgrupo. Isto significa que um atributo sensível –

informações em maioria responsáveis pela ocorrência de preconceito na classificação,

como raça, gênero, renda, etc. – não é independente da variável resposta, esta sendo a

classificação de determinado dado (HUTCHINSON; MITCHELL, 2019). A partir desta

premissa, é realizado o trabalho de (THORNDIKE, 1971), propondo que um julgamento

sobre a imparcialidade de um teste deve-se basear nas inferências feitas a partir do

teste, e não em uma comparação das pontuações médias dos grupos analisados, que

sendo assim, a proporção de positivos previstos em relação aos verdadeiros positivos

deve ser igual para cada grupo.

Para os anos de 1980 à 1990, Hutchinson e Mitchell não apresentaram trabalhos que

tanto não definem quanto não explicam como mensurar fairness nesta época, porém foi

evidenciado que após a publicação do livro Bias in Mental Testing (JENSEN, 1980)

foi renovado o debate público sobre a existência de diferenças raciais em testes de

aptidão e desempenho. Neste livro o autor argumenta que os testes padronizados não

são tendenciosos contra grupos minoritários, defendendo o uso de tais testes na área

educacional e profissional. Tal debate fez com que tribunais fossem solicitados a decidir

sobre diversos casos envolvendo imparcialidade racial em testes educacionais. Serviços

de emprego dos Estados Unidos implementaram uma estratégia em que cada indivíduo

recebe uma classificação dentro de seu grupo étnico, e não da população que fez o teste.
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Essa estratégia ficou conhecida popularmente como “norma racial”, e por ser altamente

controversa o debate sobre o assunto foi resolvido por meio legislativo, com a Lei dos

Direitos Civis de 1991 proibindo a prática da estratégia (HUTCHINSON; MITCHELL,

2019).

Em 2001, Cole e Zieky afirmaram que as pesquisas realizadas até então não tinham

fornecido uma análise sólida para indicar fairness ou a ausência da mesma, além

também de procedimentos claros com o foco em evitar imparcialidades nos testes. Tal

ideia ganhou força após a publicação do documento Standards for Educational and

Psychological Testing2, que apesar de 20 anos desde o início do desenvolvimento de

pesquisas relacionadas a área, o documento concluiu que o termo fairness ainda era

sujeito à diferentes definições e também interpretações em circunstâncias tanto sociais

quanto políticas. Outro fator que, segundo os autores, contribuiu para a escassez

de pesquisas relacionadas no fim do século 20, foi a crença de que as diferenças das

pontuações dos testes alcançadas entre os grupos étnicos, por exemplo, eram reflexos da

realidade, ocasionando a falta de preocupação a ser levantada (COLE; ZIEKY, 2001).

Em resumo às definições, embora fairness varie de acordo com o contexto ao qual é

aplicado, em geral envolve a ideia da realização de um tratamento imparcial e igualitário

em cima de indivíduos ou grupos, sem a ocorrência de discriminação ou preconceito

com base em características pessoais, sejam raça, cor, religião, gênero, entre outras.

2.2.1 Casos de ausência de Fairness

O aumento do interesse na área de fairness nos últimos anos corresponde ao desejo

público da utilização de aprendizagem de máquina em diversos cenários, em âmbitos

sociais, profissionais ou educacionais, que tem a ideia de aprimorar tomadas de decisões.

Para entender exatamente em quais cenários fairness pode ser aplicada, nada mais justo

do que apresentar as injustiças acometidas pelos sistemas computacionais utilizados na

sociedade.

Em 2017, um professor de computação da Universidade de Virgínia notou um padrão

na ferramenta de reconhecimento de imagens que estava desenvolvendo: ao analisar

2Padrões de Teste idealizado e publicado a partir de 1966 por três instituições voltadas para o

fomento de pesquisas acadêmicas, sendo elas American Educational Research Association (AERA),
American Psychological Association (APA) e National Council on Measurement in Education (NCME).
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imagens de cozinhas domésticas, automaticamente ela a associava à mulheres, inclusive

em casos que um homem aparecia na imagem. Após testes da ferramenta utilizando

grandes bases de dados de imagens, a equipe desenvolvedora chegou à conclusão de que

a atitude tendenciosa do reconhecimento se inicia no momento em que há a necessidade

de associar objetos ao tipo de ambiente que eles pertencem. Além disso, há um problema

de viés com as imagens utilizadas na ferramenta, em que 37% dos objetos apresentaram

viés de gênero (LOPES, 2017).

A partir da imagem de um homem cozinhando sendo classificada como uma mulher,

devido a ferramenta associar cozinha com mulheres, os autores avaliaram que não só

foi replicado o preconceito de gênero como também foi ampliado. Um dos membros

da equipe de desenvolvimento afirmou que a ferramenta “não apenas pode reforçar

preconceitos como também fazê-los ainda piores”, sugerindo que se um robô que auxilia

em tarefas domésticas vê alguém na cozinha, poderia oferecer uma cerveja a um homem

e ajudar uma mulher a lavar a louça. Por fim, como solução para o problema encontrado,

a equipe de desenvolvedores neutralizaram tal preconceito de forma manual, procurando

por possíveis avaliações tendenciosas e definindo as correções que a ferramenta deveria

fazer (LOPES, 2017).

Um outro caso de preconceito de gênero em sistemas inteligentes foi o de uma

ferramenta de recrutamento para vagas de emprego da empresa Amazon. A equipe

responsável pelo sistema começou seu desenvolvimento em 2014 para revisar currículos

de candidatos à vagas de emprego com o objetivo de automatizar a busca por aqueles

que fossem os mais qualificados e, para isto, a ferramenta utilizou a aprendizagem para

classificar os candidatos em pontuações de 1 a 5 – semelhante à classificação de produtos

pelos compradores no site da mesma empresa. Porém, em 2015 houve a comprovação

de que o sistema não classificava os candidatos às vagas de desenvolvedor de software e

demais cargos técnicos de forma neutra em termos de gênero (DASTIN, 2018).

Tal motivação para a classificação injusta dos candidatos foi devido ao treino do

sistema, em que foram utilizados dados de currículos ao longo de um período de 10

anos, sendo a maioria de homens, refletindo o domínio do sexo masculino na indústria

de tecnologia, e fazendo com que o sistema aprendesse que candidatos de tal gênero

fossem preferíveis, penalizando currículos que incluíssem o termo “feminino”, como
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em “capitão do clube de xadrez feminino”, de acordo com membros da equipe de

desenvolvimento da aplicação, divulgando também que o sistema foi além e rebaixou –

para seus cálculos de decisão – graduadas de duas faculdades somente para mulheres.

Após a constatação, os desenvolvedores conseguiram aplicar filtros de termos específicos

visando a neutralidade, porém não havia ainda garantia de que o sistema seria capaz de

selecionar pessoas de forma indiscriminada, resultando então na dissolução da equipe

e do projeto. Ainda de acordo com os desenvolvedores, os recrutadores da Amazon

analisavam as recomendações geradas pelo sistema ao procurar novas contratações, mas

não levavam em consideração apenas as pontuações geradas, e a empresa se recusou

a comentar sobre os desafios da tecnologia, afirmando apenas que o sistema não foi

utilizado pelos recrutadores da Amazon para avaliar candidatos à vagas de emprego

(DASTIN, 2018).

Outra área computacional afetada com casos de ausência de fairness é a de chat bots,

ferramentas de conversação que operam tanto a partir de diretrizes pré-programadas,

como também utilizando recursos de inteligência artificial. No dia 23 de março de 2016

a Microsoft disponibilizou no Twitter o chat bot intitulado Tay, com o propósito de ser

o próximo passo evolutivo de um sistema de bate-papo verdadeiramente humano, com

capacidades para linguagem que pareciam não mecânicas, incluindo aleatoriedade e

humor. De acordo com os desenvolvedores do chat bot, o Tay se mostrava como uma

ferramenta avançada de conversação devido à capacidade de realizar interações não tão

importantes e ociosas também, contando piadas, recitando poesias, compartilhando

histórias infantis, etc. permitindo ter longas conversas para manter uma amizade

com um humano. Dentre as capacidades de reconhecimento de informações do Tay,

realizando uma conversa com um humano sobre filmes, por exemplo, além de identificar

o título de um filme dentro de uma frase recebida, ele entendia que os filmes possuem

gêneros, enredos, atores e atrizes, permitindo fazer até conexões entre os astros de

cinema com suas fotos e também notícias sobre os mesmos (NEFF, 2016).

Com a disponibilização do Tay no Twitter, durante as primeiras horas do seu

“nascimento”, a imprensa comentou sobre como o bot não tinha vergonha de ser rude

ou tomar partido, além de ser confuso algumas vezes, semelhante a um adolescente real.

Tal comportamento se mostrou de certa forma fiel ao perfil no qual foi apresentado pela
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Microsoft, como o de uma mulher americana entre 18 e 24 anos com conhecimento em

cultura popular e gírias regionais para ser a conversadora ideal (KANTROWITZ, 2016).

Porém, apesar de toda a construção mostrando um grande avanço tecnológico na área

de chat bots, o Tay teve uma vida bem curta. Após algumas horas do seu lançamento,

em contato com usuários reais do Twitter, o chat bot começou a disseminar conteúdo

ofensivo de várias formas e opiniões, sendo alguns deles: 1) mensagens antissemitas

e de apoio ao Nazismo, afirmando que Hitler estava certo e desejando morte ao povo

judeu; 2) informando a descoberta de que a missão espacial Apolo 11 foi uma farsa

e que ninguém pousou na Lua; 3) obedecendo a um usuário que solicitou que o bot

repetisse palavras de slogans de grupos separatistas supremacistas; e 4) discurso de

ódio contra feministas e ativistas dos direitos das mulheres (MULLER, 2016). Tais

atitudes foram mais que suficientes para o desligamento do Tay, cerca de 16 horas após

o seu lançamento no Twitter. A Microsoft informou que após o desligamento estava

trabalhando para tornar o Tay seguro novamente e imune a maus comportamentos por

parte dos usuários da rede social, resultando na reativação do bot dias depois, porém

com a persistência dos mesmos problemas, foi novamente desativado (KANTROWITZ,

2016).

A Microsoft alegou que tais atitudes do Tay foram devidas a um ataque coordenado

por um conjunto de pessoas explorando uma vulnerabilidade do sistema. Além disso,

críticos de tecnologia desaprovaram a decisão de liberar o bot no Twitter, alegando que

a própria rede social tem problemas de assédio e racismo altamente visíveis. Repórteres

investigativos constataram ataques coordenados, mas não se limitaram somente a eles,

sendo visível a interação de pessoas comuns disseminando mensagens inapropriadas

para o Tay também (KANTROWITZ, 2016).

Um caso parecido com o Tay é o do chat bot SimSimi, desenvolvido em 2002, que

funcionava inicialmente apenas buscando respostas apropriadas ou aleatórias em sua

base de dados para responder o que fosse perguntado pelas pessoas. A ideia, segundo

os desenvolvedores, era a criação de um robô para conversação que respondesse de

forma divertida e também o mais rápido possível (BUIS, 2016). Por ter um visual bem

carismático se apresentando como um personagem infantilizado, o SimSimi acabou se

tornando um chamariz para crianças e adolescentes, mas também confundindo os adultos
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que, na época em que era disponibilizado no Brasil, não se atentaram à classificação

indicativa de proibido para menores de 16 anos (COELHO, 2018a).

Com o passar do tempo desde o desenvolvimento do SimSimi, ele se tornou mais

robusto, sendo integrado com sistemas de aprendizagem para realizar respostas à

mensagens de forma mais coerente. Porém, assim como o Tay, o SimSimi acabou

mostrando comportamentos inadequados à medida que aumentava sua base de dados

através da interação com usuários diversos, proferindo respostas impróprias em diversas

escalas, desde mensagens de bullying, passando por assuntos com teor sexual e racista

até ameaças de sequestro e morte para as pessoas (COELHO, 2018a). Em 2018 a

empresa desenvolvedora do SimSimi decidiu suspender o acesso ao aplicativo no Brasil

por parte dos aparelhos móveis, retirando a opção de download das plataformas digitais,

justificando ser um caso inédito em que os usuários brasileiros tem ensinado respostas

maliciosas que eram aprendidas e repassadas pelo chat bot (COELHO, 2018b). Apesar

da empresa desenvolvedora alegar que foi um caso inédito ocorrido no Brasil, um

ano antes, em 2017, o Reino Unido já possuía problemas com o sistema (ROSNEY;

RAHMAN-JONES, 2017).

O Google também já teve casos de ausência de fairness em alguns de seus serviços,

dentre os que se destacam nos últimos anos foram casos de racismo relacionados à

imagens. Em 2015 um usuário do Google Photos verificou que o sistema rotulou uma

foto de seus amigos negros como “gorilas”, evidenciando que o mecanismo inteligente

utilizado pelo sistema do Google para este tipo de tarefa, não era capaz de diferenciar

a pele de seres humanos com a de espécies de macacos (SALAS, 2018).

Tal viés racista, como o jornal El País citou o caso, fez com que a empresa pedisse

desculpas publicamente, além da promessa de encontrar uma solução para o erro, que veio

dois anos após o caso, sendo a retirada dos rótulos “gorilas”, “chimpanzés” e “macacos”

do serviço de fotos pessoais (SALAS, 2018). Para testar a possível correção que o Google

implementou, a revista Wired utilizou uma base de dados de aproximadamente 40 mil

imagens somente de animais para que o Google Fotos realizasse o reconhecimento e

rotulagem, se saindo bem no reconhecimento de animais como pandas e cachorros, mas

relatando nenhum resultado para gorilas, chimpanzés e macacos, apesar de reconhecer

outras espécies de primatas, como babuínos, saguis e orangotangos. A revista concluiu
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que dentro do Google Photos um babuíno é de fato um babuíno, mas um macaco não é

um macaco e gorilas e chimpanzés são invisíveis na plataforma (SIMONITE, 2018).

Outro caso de racismo que teve destaque envolvendo o Google ocorreu no ano

seguinte ao acontecimento com o Google Photos, em 2016, desta vez registrado no

mecanismo de pesquisa de imagens da empresa. Um usuário no Twitter divulgou uma

gravação em que realizava uma pesquisa de imagens no Google utilizando o termo

“three black teenagers” (“três adolescentes negros”, no português) retornando imagens

de pessoas negras em registros policiais ou ambientes precários, que em contraste com o

termo “three white teenagers” (“três adolescentes brancos”, no português) pesquisado,

retorna imagens de jovens em ambientes satisfatórios e felizes. Apesar da acusação do

Google de racista por parte de algumas pessoas, a empresa argumentou que a pesquisa

se trata de um reflexo do que está na internet, incluindo a frequência com que as imagens

aparecem e são descritas, não refletindo as opiniões e os valores da própria empresa.

Especialistas então se questionaram se a empresa não estaria apenas se livrando da

culpa, visto que por trás dos algoritmos utilizados, pessoas estão envolvidas no processo

de construção (PEREDA, 2016; BRAITHWAITE, 2018).

Dentre os casos de ausência de fairness evidenciando preconceitos em sistemas

inteligentes de classificação de informações, um que obteve grande destaque jornalístico

foi o da ferramenta COMPAS (sigla em inglês para Correctional Offender Management

Profiling for Alternative Sanctions). O COMPAS é uma ferramenta para “avaliar

o risco e as necessidades de infratores em ambientes correcionais”, desenvolvida por

volta de 2002 pela empresa Northpointe, atualmente Equivant. Através de escalas de

avaliação, a ferramenta permite mensurar diversas informações sobre um indivíduo,

como comportamento criminoso, fator/recurso/capital social, personalidade, entre

outras, além de informações obtidas e anexadas à ferramenta com base em julgamentos

subjetivos dos profissionais de justiça (SKEEM; LOUDEN, 2007).

Os desenvolvedores da ferramenta informam que o COMPAS é um software projetado

para um uso simples mas também eficiente por parte dos profissionais de justiça criminal,

como oficiais de justiça e agentes de liberdade condicional, porém não é claro o quão

especialistas tais profissionais são com a ferramenta, sem informações de realização de

treinamentos para manuseio da aplicação. Dependendo do tipo de cenário em que a
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ferramenta será utilizada, os profissionais podem selecionar quais escalas utilizar nas

avaliações, mas sendo necessário a coleta de dados do registro de infrações do indivíduo

e também respostas dos infratores à questionários administrados por profissionais de

justiça, semelhante a uma entrevista, incluindo perguntas que visam saber se alguém

na família foi preso, se a pessoa vive em uma área com alto índice de criminalidade,

se tem amigos que fazem parte de gangues, etc. (MAYBIN, 2016). O resultado final

da avaliação do COMPAS deve ser uma descrição de pontuações dentre as escalas de

avaliação utilizadas e uma estimativa de risco do infrator em casos de reincidência e

com violência (SKEEM; LOUDEN, 2007).

A utilização do COMPAS se fez presente em todo o território dos Estados Unidos

ao longo dos anos, com a intenção de tornar as decisões judiciais menos subjetivas –

menos influenciáveis por erros humanos e preconceitos –, destacando-se a utilização

da ferramenta nos estados da Flórida, Wisconsin, Ohio, Pensilvânia, Dakota do Norte,

entre outros. Porém, tal adoção do COMPAS se mostrou problemática em alguns casos

criminais, podendo resultar em pontuações injustas para infratores de minorias étnicas

(MAYBIN, 2016).

Em 2016, jornalistas da ProPublica3 realizaram uma investigação da ferramenta da

Northpointe a fim de descobrir a precisão do algoritmo de reincidência e testar se o

mesmo era tendencioso contra determinados grupos sociais. Como resultado, a análise

apontou que réus negros eram mais propensos a serem incorretamente classificados com

maior risco de reincidência criminal, enquanto réus brancos eram mais propensos a

serem incorretamente sinalizados como de baixo risco de reincidência. Para chegar até

este resultado, os jornalistas analisaram cerca de 10 mil réus criminais do Condado de

Broward, na Flórida, comparando as taxas de reincidências previstas pelo COMPAS

com a taxa real de reincidência num período de dois anos a partir do último crime

realizado pelo indivíduo, acertando em 61% das vezes a reincidência e 20% das vezes

em reincidência de crimes violentos. Com relação ao viés étnico evidenciando o racismo

presente na ferramenta, a ProPublica constatou que réus negros que não reincidiram em

um período de dois anos tinham quase duas vezes mais chances de serem classificados

3Redação independente sem fins lucrativos, que produz jornalismo investigativo com força moral,
segundo seus membros. Endereço eletrônico da ProPublica: <https://www.propublica.org/>.
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erroneamente como de maior risco em relação à réus brancos, 45% contra 23%, e os

réus brancos que reincidiram em até dois anos após o último crime realizado foram

classificados como de baixo risco erroneamente quase duas vezes mais do que reincidentes

negros, 48% contra 28% (ANGWIN et al., 2016a).

Diversos são os exemplos de pontuações do COMPAS que não refletiram de acordo

com a realidade dos indivíduos evidenciados pela ProPublica, sendo possível destacar:

1) Dylan Fugett (réu branco), acusado de um crime e duas contravenções por posse

de entorpecentes, classificado como de baixo risco mas indiciado outras três vezes em

um período de até dois anos depois; 2) Bernard Parker (réu negro), preso por fugir da

polícia e descartar entorpecentes na ação, classificado como de alto risco pelo COMPAS

mas sem nenhuma reincidência em até dois anos depois; 3) Antonio Vitiello (réu branco),

preso por roubo e contravenção, além de acusação criminal por falsificação de cheques,

classificado como de baixo risco, mas reincidente em outros três roubos criminais em

até um ano após o caso citado; e 4) Hassheim White (réu negro), preso por roubo e

contravenção de furto, além de crimes juvenis em seu histórico, classificado como de

alto risco pelo COMPAS, mas sem reincidência em até dois anos depois, que ao ser

questionado pela ProPublica, afirmou que cansou de tal estilo de vida. Mais exemplos

que evidenciam classificações errôneas do COMPAS para pessoas negras podem ser

observadas na matéria da ProPublica realizada em (ANGWIN et al., 2016b).

Após a análise dos jornalista da ProPublica, a empresa que desenvolveu o COMPAS,

a Northpointe, realizou uma nova análise defendendo a sua ferramenta (utilizando

os mesmos dados que a ProPublica analisou), argumentando ser imparcial porque é

igualmente preditivo para réus negros e brancos e que as previsões imprecisas seriam

irrelevantes pois não tinha utilidade prática para um profissional jurídico. A ProPublica

comunicou que reanalisou os dados e as críticas da Northpointer, mas manteve as

conclusões da primeira análise. A Suprema Corte de Wisconsin também discutiu o caso,

mas alegou que o uso da ferramenta não violava o devido processo legal e que as fórmulas

utilizadas poderiam permanecer sigilosas em razão de segredo de negócio, dando conti-

nuidade na utilização da ferramenta em novos processos judiciais (ANGWIN; LARSON,

2016; CORBETT-DAVIES et al., 2016; DIETERICH; MENDOZA; BRENNAN, 2016).

Com a ocorrência de preconceitos nas ações realizadas por sistemas inteligentes,
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tem-se o debate se é realmente viável a utilização de tais ferramentas para atividades

que resultem em decisões na vida de seres humanos. Porém, não é uma solução viável

o “banimento” das ferramentas, visto o quanto estas podem ajudar nas tomadas de

decisões realizando atividades humanamente impossíveis, como a análise de milhares de

informações em um espaço curto de tempo. Em vez disso, é possível o investimento em

pesquisas e estudos que possam mensurar e solucionar os problemas de formas mais

eficazes.

2.2.2 Métricas de Avaliação

Para que seja possível reduzir a presença de preconceitos nos sistemas inteligentes, antes

é necessário mensurar a ocorrência de tais informações. Porém, não há uma medida

única e absoluta capaz de definir o quanto um sistema está classificando informações de

forma injusta em cima de determinados grupos sociais, visto que o contexto estudado

é fundamental para definir qual tipo e métrica deve ser utilizada, evitando cálculos

indesejados e/ou imprecisos.

Em 2018, Verma e Rubin realizaram um levantamento das principais definições e

métricas de fairness voltadas para sistemas de Aprendizagem de Máquina, resultando

em cerca de 20 métricas utilizadas até então na literatura para diferentes modelos de

aprendizagem e conjuntos de dados, além de evidenciar viés computacional em sua

própria execução de teste com as métricas elencadas. Os autores do trabalho foram

capazes de dividir as métricas em cinco categorias de acordo com seu funcionamento,

baseado: 1) somente nos resultados previstos pelo modelo; 2) nos resultados previstos e

também nas informações reais; 3) nas probabilidades previstas e nas informações reais;

4) na semelhança de informações reais; e 5) nas relações causais de informações entre

os indivíduos (VERMA; RUBIN, 2018).

Dentre as métricas listadas pelos autores, para o presente trabalho são escolhidas

duas, uma que utiliza apenas resultados geridos pelo modelo e outra que, além dos

resultados dos modelos, utiliza também as informações reais dos indivíduos. Ambas as

métricas escolhidas tem o propósito de expor viés de classificação contra os conhecidos

“grupos sensíveis”, isto é, grupos sociais minoritários de acordo com o atributo sensível

no cenário trabalhado, como o gênero “feminino” ser o grupo sensível do atributo
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sensível “gênero” no cenário estudado em (VERMA; RUBIN, 2018), por exemplo.

Antes de apresentar as métricas voltadas à fairness utilizadas, é necessário compre-

ender algumas notações necessárias no cálculo e até para o próprio entendimento das

métricas:

• C: a classe desejada para os indivíduos no cálculo, sendo a classe positiva desejada

e representada pelo valor 1;

• G: o grupo ao qual os indivíduos pertencem, em que Gs representa o grupo

sensível e Gn o grupo não sensível;

• P : o valor da probabilidade de ocorrência de indivíduos de um grupo (G) para

uma determinada classe (C), sendo Ps a probabilidade para indivíduos do grupo

sensível e Pn para indivíduos do grupo não sensível.

Visando um melhor entendimento destes conceitos, é possível exemplificar com um

conjunto de dados referente a liberação de limite de crédito para indivíduos do sexo

feminino – sendo o grupo social sensível do conjunto (G = s) – e masculino (G = n), o

grupo não sensível, em que a liberação pode ser classificada como aprovada (C = 1)

ou reprovada (C = 0). Uma possível atividade utilizando este conjunto de dados seria

definir a probabilidade de ocorrência (P ) de pessoas do grupo sensível (Ps) mas que

foram aprovadas na liberação do limite de crédito (C = 1).

Com as notações explicadas, as métricas escolhidas para o presente trabalho foram

Statistical Parity, que trabalha somente com os valores previstos pelos modelos, e

Equalized Odds, que utiliza também os valores reais dos indivíduos.

Statistical Parity

Representa a probabilidade de indivíduos do grupo sensível ou não serem atribuídos à

classe positiva, satisfazendo a métrica caso a probabilidade seja igual para ambos os

grupos. A ideia por trás desta métrica é que, ao subtrair os valores de probabilidade

de ocorrência dos indivíduos dos dois grupos, o ideal é que seu resultado seja 0,

evidenciando que os indivíduos possuem a mesma proporção de classificação positiva

(VERMA; RUBIN, 2018), por exemplo, tanto pessoas do sexo feminino quanto masculino
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possuem a mesma probabilidade de receberem limite de crédito. É importante ressaltar

que no cálculo do resultado, a Statistical Parity não utiliza os valores reais no qual os

indivíduos são classificados, apenas os valores classificados e apontados pelos sistemas de

classificação de informações. O cálculo de Statistical Parity é representado na Equação

2.9:

Ps = P (C = 1|G = s) (2.7)

Pn = P (C = 1|G = n) (2.8)

StatisticalParity = max(Ps, Pn) − min(Ps, Pn) (2.9)

Equalized Odds

Além dos valores de classificação retornados pelos sistemas de aprendizagem para os

indivíduos, a principal diferença em relação à Statistical Parity é que para saber o

resultado de Equalized Odds é necessário também os valores reais dos indivíduos. Como

resultado, tem-se o maior valor dentre o cálculo de duas métricas elaboradas para cada

um dos grupos, sensível e não sensível, sendo as duas:

• TPR: no inglês, True Positive Rate, representa a probabilidade de um indivíduo

da classe positiva ser classificado corretamente pelo modelo, em relação a todos

os indivíduos da classe positiva no mundo real (VERMA; RUBIN, 2018):

TPR =
V P

V P + FN
(2.10)

• FPR: no inglês, False Positive Rate, indica a proporção de indivíduos da classe

negativa que foram classificados incorretamente como sendo da classe positiva,

dentre o total de indivíduos da classe negativa no mundo real (VERMA; RUBIN,

2018):

FPR =
FP

FP + V N
(2.11)
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A ideia por trás da Equalized Odds é que quanto mais próximo de 0 o seu valor,

a probabilidade de indivíduos da classe positiva ser classificado corretamente e a

probabilidade de indivíduos da classe negativa ser classificado de forma incorreta

devem ser próximas, ou seja, como pertencente à classe positiva, deve ser equivalente

independente de qual grupo o indivíduo pertença, sem distinção de sensível ou não

sensível (VERMA; RUBIN, 2018).

A Equação 2.12 representa o cálculo da métrica Equalized Odds, utilizando as

métricas TPR e FPR em relação aos grupos sensível e não sensível:

EqualizedOdds = max(TPRs, TPRn, FPRs, FPRn) (2.12)

2.3 Transformações Metamórficas

Com o intuito de verificar e validar a presença de fairness nos resultados dos modelos

de classificação, são adotadas as técnicas de transformações metamórficas para a

comparação de valores, estas que servem como base para os testes metamórficos, porém

o foco deste tipo de teste para o presente trabalho é de fato apenas a implementação das

transformações, aplicadas nos valores das bases de dados. A ideia por trás da utilização

das transformações metamórficas nos dados é tentar aumentar o nível de fairness por

parte dos modelos, em que tal melhora pode ser constatada ao comparar os resultados

obtidos pelos modelos quando utilizando dados originais, com os resultados dos modelos

que recebem dados com transformações em seus valores e estruturas, ao obter valores

métricos maiores em relação aos resultados quando utilizando os dados transformados.

A atividade de teste de um determinado sistema de software consiste na execução de

um programa com entradas e saídas e, para detectar falhas recorrentes, é necessário um

procedimento pelo qual seja possível decidir se a saída da ferramenta está correta ou não,

conhecido como oráculo de teste, que frequentemente compara o valor de saída esperado

com o valor de saída idealizado por um modelo (WEYUKER, 1982). Porém nem sempre

o oráculo de teste é viável, como para cenários de ferramentas de simulações numéricas

ou código gerado por um compilador, em que prever a saída correta para determinado

tipo de entrada e, em seguida compará-la com a saída observada pode não ser tão
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trivial de idealizar manualmente, além de ser suscetível a presença de erros de cálculos

(SEGURA et al., 2016). Além dos exemplos anteriores, um oráculo é inviável também

para modelos de classificação de dados, que com a previsão sempre envolvendo um

processo lógico e computacional geralmente complicado, traz dificuldades em descobrir

o resultado esperado para quaisquer dados arbitrários de treino e teste, a menos que

seja possível repetir todo o processo de forma exata, o que pode ser humanamente

impossível (XIE et al., 2011).

O problema apresentado é denominado como problema do oráculo, reconhecido

como um dos desafios fundamentais dos testes de software, e como forma de mitigar esse

problema é apresentado o teste metamórfico, que se fundamenta na ideia de que é mais

simples raciocinar sobre as relações entre as saídas de um programa do que entender ou

formalizar totalmente o comportamento desde uma entrada até sua respectiva saída

(SEGURA et al., 2016).

O teste metamórfico é formalizado através da discussão de que na fase de teste

realizada, durante a etapa de desenvolvimento de um software, defeitos provenientes

do desenvolvimento ainda podem existir quando um sistema é liberado para a fase

de produção. Devido ao grande volume de dados as saídas normalmente não são

verificadas nesta nova fase, e se de fato os defeitos persistirem, podem trazer sérias

consequências. Como forma de diminuir cada vez mais a presença de defeitos após

a etapa do desenvolvimento de software, o teste metamórfico é proposto como sendo

casos de teste derivados de cada caso de teste bem sucedido, com alterações aleatórias

aplicadas no(s) valor(es) do caso de teste inicial. Esta abordagem é considerada como

baseada em falhas, visto que novos casos de teste visam descobrir defeitos específicos

que não foram detectados pelos casos de teste anteriores que foram bem sucedidos

(CHEN; CHEUNG; YIU, 1998).

Para a criação de um teste metamórfico, antes é necessário compreender a relação

entre as saídas do programa a ser testado, como por exemplo, para testar um sistema

que determina a função seno de um número, é possível apenas verificar se a relação da

propriedade matemática apresentada na equação 2.13 está correta. Este é um exemplo

de uma relação metamórfica, uma transformação de entrada que pode ser usada para

gerar novos casos de teste e uma relação de saída, que compara as saídas produzidas por
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um par de casos de teste, tal termo se refere a esta “metamorfose” de entradas e saídas

de teste. Caso a relação de entrada e saída não seja verdadeira em um determinado

caso de teste, uma falha é então sinalizada (SEGURA et al., 2016).

sin(x) = sin(π − x) (2.13)

Outro exemplo de caso de teste metamórfico é a realização da pesquisa das sentenças

“leakless dearer” e “leakless dearer negative” no Google Busca4, em que a pesquisa pela

primeira sentença retorna menos dados que a pesquisa realizada para a segunda sentença.

De acordo com as especificações do Google – na época em que o teste foi realizado

–, qualquer espaço entre palavras significa uma condição AND para o mecanismo de

pesquisa, ou seja, as páginas retornadas na pesquisa devem conter todas as palavras

inseridas na busca em sua composição, porém como a quantidade de páginas retornadas

na pesquisa da segunda sentença – que contém 3 palavras – é maior que a quantidade

da pesquisa da primeira sentença, há um erro de sistema, visto que de acordo com as

especificações, só seria possível um número igual ou menor que a quantidade de páginas

nos resultados da pesquisa da primeira sentença, já que ela contém menos palavras

(ZHOU et al., 2012). O fato de haver um termo a mais na segunda sentença pesquisada

(“negative”), caracteriza como uma alteração do caso de teste, logo, uma transformação

metamórfica.

Para a detecção de falhas por parte do teste metamórfico, uma característica

importante que deve ser definida é o tipo de comparação entre as saídas para as

execuções com os dados originais e transformados. Instintivamente uma comparação

de igualdade de valores é preferível a uma comparação de não igualdade, ou seja, a

comparação dos resultados originais com os valores obtidos após as transformações

metamórficas devem ter valores semelhantes. Este tipo de comparação é comumente

utilizado pois uma expressão de igualdade é mais simples de definir se está certa ou

errada de acordo com os valores recebidos, porém é mais suscetível a falhas do que uma

comparação de não-igualdade (XIE et al., 2011).

Para o presente trabalho são adotadas comparações de não-igualdade, visto que a

partir da utilização de transformações metamórficas nos dados, busca-se a melhoria

4Mecanismo de pesquisas na internet sobre qualquer assunto ou conteúdo.



2.3 Transformações Metamórficas 35

de resultados métricos em comparação com os resultados quando utilizando os dados

originais, ou seja, o valor resultante dos dados transformados deve ser diferente do

valor resultante dos dados originais. Sendo assim, as transformações metamórficas tem

um papel fundamental neste trabalho que sobressai em relação ao teste metamórfico

tradicional como um todo, com a comparação de igualdade de valores sendo preterida.

O ponto chave dos testes metamórficos é saber quais transformações aplicar sobre

os dados para que seja possível obter resultados satisfatórios. Tais transformações

são elaboradas de acordo com as relações metamórficas, estas sendo construídas de

diversas formas que requer, geralmente, um conhecimento do domínio do problema.

Outros fatores que destacam boas relações metamórficas são aquelas que tornam o

caso de teste o mais diferente possível da informação original (SEGURA et al., 2016) e

também relações derivadas de partes específicas dos modelos, estas se saindo melhor

quando comparadas com relações que envolvem todo o sistema, em certos casos (JUST;

SCHWEIGGERT, 2011).

Buscando uma forma mais organizada de entender a construção de relações meta-

mórficas para diferentes aplicações, os autores do trabalho realizado em (MURPHY;

KAISER; HU, 2008) foram capazes de categorizar as relações para aplicações de apren-

dizagem de máquina supervisionada, utilizando os modelos de classificação Martingale

Boosting e Support Vector Machine (SVM), e aplicações não supervisionadas, utilizando

um sistema de detecção de intrusão baseado em anomalias, intitulado PAYL. No total

os autores categorizaram as relações metamórficas em seis tipos, sendo elas:

• Aditiva: somar o valor dos atributos com um valor constante;

• Multiplicativa: multiplicar o valor dos atributos por um valor constante;

• Permutativa: alteração na ordem dos atributos e também das linhas de informações

para cada amostra;

• Inversa: multiplicação do valor dos atributos por um valor constante negativo,

obtendo o oposto dos resultados originais;

• Inclusiva: acrescentando um novo elemento dentro dos dados utilizados;
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• Exclusiva: retirar um elemento pertencente aos dados originais utilizados, com

um resultado para os demais dados já esperados com tal retirada.

O propósito ao aplicar as transformações metamórficas seguindo as relações acima

é obter resultados iguais entre modelos treinados com dados originais e com dados

transformados, ou resultados na mesma ordem. Para as relações aditiva, multiplicativa e

permutativa, as transformações não devem afetar o resultado final, visto que realizar tais

operações em todos os valores de um ou mais atributos utilizando a mesma constante

quando positiva não afeta a relação entre si dos dados, além disso, alterar a ordem dos

valores ou atributos de treino também não causa impacto na classificação final, desde

que se mantenham as mesmas informações. Para as demais relações a constatação se

dá na ordem dos resultados, em que na relação inversa a ordem passa de crescente para

decrescente ou vice-versa, e nas relações inclusiva e exclusiva, a ordem varia de acordo

com a inserção/retirada de elementos a serem utilizados (MURPHY; KAISER; HU,

2008).

Tendo como base os seis tipos de relações metamórficas categorizados em 2008, uma

nova pesquisa – incluindo autores do estudo anterior – foi capaz de criar categorias

adicionais para as relações, voltadas à modelos de aprendizagem supervisionada, e

idealizadas a partir de comportamentos gerais dos algoritmos estudados, sendo o K-

Nearest Neighbors (KNN) e o Naive Bayes (NB). Embora não tão distintas de algumas

já apresentadas, as novas categorias das relações serviram também como uma forma de

especificação em relação as anteriores, que foram apresentadas de forma mais abrangente

(XIE et al., 2011). As novas categorias das relações metamórficas se diferenciam da

seguinte forma:

• Consistência com transformação afim: o resultado deve ser o mesmo ao aplicar

uma função de transformação afim arbitrária nos valores;

• Permutação de rótulos de classe: troca apenas dos rótulos dos dados, por exemplo

em um cenário de classificação binária, valores que são 0 passam a ser 1 e vice-versa;

• Permutação de atributos: alteração na ordem dos atributos dispostos no conjunto

de dados;
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• Adição de atributos não informativos: um novo atributo que possua relação apenas

com a classe do respectivo dado;

• Adição de atributos informativos: assim como a relação anterior, a criação de um

novo atributo que possui relação com a classe do respectivo dado, mas também

que tenha cerca concordância com as demais classes;

• Consistência com retreino: se dá ao adicionar o resultado de uma linha como um

novo dado de treinamento para o conjunto com as transformações;

• Amostra adicional de treino: duplicação de todas as amostras de uma determinada

classe do conjunto de dados de treino;

• Adição de classes através de duplicação de amostras: assim como a relação anterior,

é feita uma duplicação de amostras, porém é realizada em todas as classes exceto

uma, com as amostras duplicadas pertencentes as novas classes baseadas nas

classes originais;

• Adição de classes através de novos rótulos: como uma variação da relação anterior,

novas classes são criadas nos dados, porém sem uma duplicidade de dados, apenas

alterando o rótulo de dados já existentes;

• Remoção de classes: realização da retirada de todas as amostras pertencentes a

uma determinada classe do conjunto de dados;

• Remoção de amostras: da mesma forma que a relação de remoção de classes, há a

retirada de amostras de uma ou mais classes, porém sem retirar todos as amostras

da classe.

2.4 Considerações Finais do Capítulo

Passando por temas base para o entendimento deste trabalho, foi possível compreender

a classificação de dados de forma automática, neste caso a atividade a ser realizada

no estudo, através de algoritmos de aprendizagem de máquina. O foco da realização

da atividade de classificação é então a garantia de melhores valores de fairness nos
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resultados obtidos, representando que os modelos possam classificar dados de forma

mais imparcial dentre os grupos sociais trabalhados. Por fim, tem-se o método que

busca a melhora na garantia de fairness, sendo as transformações metamórficas a serem

aplicadas nos dados, que ao contrário da forma como os testes metamórficos geralmente

se apresentam na literatura, busca-se uma diferença de resultados entre as execuções

de dados originais com dados transformados. É esperado que este capítulo auxilie no

processo de entendimento do conhecimento técnico e teórico, deixando mais claro como

os temas se relacionam durante o desenvolvimento do estudo.



3 Trabalhos Relacionados

O estudo de testes metamórficos como suavização do problema do oráculo em atividades

de aprendizagem de máquina já se encontra bem difundido no setor acadêmico, assim

como também trabalhos que utilizam transformações para verificar o quão imparciais os

modelos de classificação podem ser. Entretanto, ao pegar as transformações metamórfi-

cas como forma de aprimoramento dos índices de fairness nos resultados dos modelos,

a quantidade de trabalhos sobre tal tema se mostra escassa na literatura. Sendo assim,

pesquisas que utilizam transformações para a validação de modelos e pesquisas que

visam a medição de fairness em modelos de classificação, se fazem úteis na compreensão

de como a estratégia (transformações metamórficas) pode ajudar na diminuição do

problema (parcialidade na classificação de dados) proposto no presente trabalho.

3.1 Transformações Metamórficas para Validação

de Modelos

Através dos testes metamórficos, as transformações são aplicadas nos conjuntos de

dados para que possam ser executados nos modelos, para a realização de comparações

entre resultados com os dados originais e transformados. Geralmente, a validação se

dá através da igualdade de resultados entre as duas execuções, mostrando que mesmo

com um comportamento adverso, o modelo deve ser capaz de manter a consistência na

realização de suas tarefas.

Embora já citados anteriormente, é importante trazer para este capítulo os trabalhos

39
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realizados em (MURPHY; KAISER; HU, 2008; XIE et al., 2011), que solidificaram

os tipos de relações metamórficas na literatura para as aprendizagens supervisionada

e não supervisionada. No primeiro trabalho, através de um conhecimento prévio dos

algoritmos MartiRank (implementação alternativa do algoritmo Martingale Boosting) e

SVM, os autores foram capazes de criar seis tipos de relações metamórficas de acordo

com as entradas e saídas dos dados, como uma alternativa de testar tais aplicações na

ausência de um oráculo. Já em execuções iniciais, a transformação do tipo inversa (que

transforma um número positivo em negativo) indicou um erro de implementação no

MartiRank, que não estava apto para trabalhar com valores negativos, enquanto que

para o SVM, os resultados se encontravam em limites dentro do planejado, seja em

questão de deslocamento, expansão ou inversão de valores.

O segundo trabalho, realizado em (XIE et al., 2011), serviu de expansão para

a pesquisa anterior, em que foi possível a criação de novas categorias de relações

metamórficas para modelos de aprendizagem supervisionada, com os testes sendo

realizados nos modelos K-Nearest Neighbors e Naive Bayes. Dentre as novas categorias

de relações metamórficas, os autores foram capazes de observar a adição de atributos

e classes nos dados, como também a utilização de amostras adicionais e consistência

de informações com retreino. Com as execuções foi possível perceber inconsistências

nos dois modelos, sendo as relações de adição e remoção de classes as que foram

capazes de revelar valores fora do limite esperado para ambos os algoritmos. Os autores

concluem que a abordagem idealizada permite que usuários e desenvolvedores verifiquem

e validem de maneira eficaz os componentes de aprendizagem sem a necessidade de

um conhecimento sólido ou experiência em teste de software, porém deixam clara uma

herança de limitação para este tipo de teste, em que se não houver uma violação revelada

pelas relações metamórficas, não é possível concluir a correção nem a adequação do

algoritmo investigado.

Continuando em testes voltados para o SVM, os autores do trabalho realizado

em (NAKAJIMA; BUI, 2016) foram capazes de definir transformações metamórficas

para serem utilizadas de duas formas: 1) como pseudo-oráculo para a comparação

dos resultados; e 2) para o aumento da população do conjunto de dados de entrada.

Dentre as transformações, são aplicadas a reordenação de dados e atributos, troca
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de classes e valores de atributos e adição de ruído, todas baseadas nas categorias do

trabalho de (MURPHY; KAISER; HU, 2008). Porém, o foco dos autores não é definir

novas transformações e sim uma metodologia sistemática para a obtenção destas que

possam ser aplicadas em modelos SVM, atingindo tal objetivo através da inspeção de

componentes, funções e procedimentos necessários para o funcionamento do próprio

modelo.

Entrando no cenário de reconhecimento de informações em imagens, o trabalho de

(DING; KANG; HU, 2017) utiliza uma abordagem de validação metamórfica, como

os autores denominam, para analisar a precisão de uma estrutura de aprendizagem

profunda que inclui uma rede neural convolucional. O cenário de desenvolvimento da

pesquisa é a análise de imagens de células biológicas, com cerca de 7500 imagens em

todo o conjunto de dados, referentes a células com estruturas intactas, detritos celulares

e pequenas partículas, porém, para a execução do modelo de aprendizagem profunda

foi necessário o corte das imagens em tamanhos menores, chegando a mais de 420 mil

imagens. A primeira relação metamórfica empregada pelos autores sai do padrão de

transformações metamórficas sobre os dados, sendo ela: a execução da rede neural deve

gerar resultados de classificação melhores que quando exercendo a mesma análise de

imagens utilizando um modelo SVM, atingindo tal objetivo apesar da necessidade do

redimensionamento das imagens. As demais relações metamórficas, dez no total, são

todas transformações empregadas nos dados, como adição, duplicação e remoção de

amostras e classes, mas sempre com o intuito de ou não afetar a precisão da classificação,

ou obter valores próximos nas execuções. Por fim, a validação metamórfica acaba

se mostrando como razoável para a garantia de qualidade em outras estruturas de

aprendizagem de máquina, porém se saindo melhor na aprendizagem profunda devido

aos algoritmos complexos e a necessidade de uma grande quantidade de dados.

Utilizando uma instância de um modelo KNN, a pesquisa feita em (SANTOS et al.,

2020a) verifica se as relações metamórficas do trabalho de (XIE et al., 2011) podem

ser aplicadas de forma eficiente para garantir a qualidade da tarefa de classificação

de informações relacionadas à diagnósticos de câncer de mama. Para cada relação

metamórfica, onze no total, os autores realizaram uma execução com todas as amostras

do conjunto de dados, além da execução com os dados sem qualquer transformação, e
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utilizando a acurácia como métrica de avaliação foi possível visualizar que a relação

metamórfica que remove amostras de uma classe foi a que obteve o maior valor métrico,

significando na melhor relação – para este experimento em específico – capaz de detectar

falhas no modelo de aprendizagem, uma vez que altos valores de acurácia podem

significar em um overfiting do modelo. Em suas conclusões os autores consideram que

as relações metamórficas empregadas são “de grande valia” para o processo de testagem

de sistemas de aprendizagem, mas ressaltam que o cenário estudado não possibilita

uma grande generalização para demais tipos de aplicações e dados de outros domínios

de estudo.

Trazendo as transformações para validação de modelos em um contexto recente,

tem-se o estudo realizado em (MA; PAN; FAN, 2022) utilizando as transformações

metamórficas para testar modelos de classificação de diagnóstico inteligente da COVID-

19. A atividade consiste na utilização de imagens de tomografias computadorizadas de

pulmões de pacientes, em que a partir da presença de lesões pulmonares nas imagens é

possível que modelos de aprendizagem possam classificar um diagnóstico da COVID-19

em quatro diferentes níveis: leve, comum, pesado ou crítico. Ao todo são implementadas

oito transformações metamórficas nas imagens, consistindo em alterações como o

aumento de brilho da área da lesão pulmonar, melhora do contorno da textura da

lesão, inserção de áreas com lesões em imagens ou partes de imagens que não contém

e também a remoção de lesões, além também de transformações mais simples como

a rotação ou espelhamento das imagens. Após as execuções são utilizadas algumas

métricas na comparação dos valores obtidos, como Accuracy, Sensitivity, Precision,

F1-Score, com ênfase maior para a métrica Specificity, em que quanto menor o seu

valor, maior a diferença de inconsistência dos resultados entre os dados originais e

transformados, e sendo assim, as transformações de melhora do contorno de texto da

lesão, inserção de áreas com lesões e o espelhamento das imagens, são as que mais

indicaram inconsistência nos resultados. Por fim, os autores do trabalho se mostraram

satisfeitos com os resultados obtidos, em que as transformações de fato puderam indicar

diferenças consideráveis nas classificações para o contexto empregado, apesar da fraca

capacidade de generalização das transformações em imagens de diferentes tipos de

doenças, sendo um ponto idealizado para melhorias futuras.
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Continuando no domínio da classificação de imagens, o trabalho realizado em

(TORIKOSHI; NISHI; TAKAHASHI, 2023) determina a aplicação das transformações

metamórficas de forma um pouco sofisticada e não como geralmente são realizadas na

literatura. Os autores argumentam que métodos de transformações em imagens como

inserção de pontos pretos, alterações de brilho ou adição de ruído, quando utilizados,

são com o propósito de testar a confiabilidade dos modelos, enquanto que para testar

a segurança dos mesmos é possível através de transformações em regiões com alta

probabilidade de reconhecimento incorreto. Sendo assim, são utilizadas técnicas de

inteligência artificial para reconhecer as regiões determinantes para uma classificação da

imagem, e com isto aplicar as transformações nestas regiões específicas com o intuito

de verificar a ocorrência de classificações errôneas. As transformações utilizadas variam

entre inversão de cores, pontos pretos, alteração de brilho, desfoque de região e adição

de ruído gaussiano, porém limitadas em regiões de 10x10 pixels. Ao fim das execuções,

os resultados métricos se mostraram satisfatórios, em que ao utilizar uma taxa de

detecção de falhas, foi possível visualizar que com as transformações, há um índice

maior de falhas encontradas com uma proporção de quase duas vezes mais que imagens

com transformações sem o reconhecimento de regiões.

Embora o foco do estudo realizado (ZHANG; TOWEY; PIKE, 2023) não seja o de

validar modelos de classificação com as transformações, é importante citá-lo devido

ao contexto atual em que ele é empregado, com a utilização do ChatGPT para a

construção de transformações metamórficas de forma automática, para o teste de

sistemas de direção autônoma. Utilizando um módulo de estacionamento dos sistemas

de direção autônoma como cenário de aplicação, são solicitadas variadas transformações

metamórficas ao ChatGPT que possam ser aplicadas neste cenário, em seguida são

levantados alguns critérios para uma avaliação de qualidade das transformações obtidas,

como: correção, aplicabilidade, novidade, clareza, relevância para a segurança, utilidade

geral e viabilidade computacional. Em um primeiro contato com o ChatGPT, ele foi

capaz de definir apenas cenários de testes com descrições de ambientes em que um

veículo hipotético poderia estar e o que deveria fazer, sem qualquer menção ou relação

a transformações metamórficas de dados. Devido aos erros encontrados, os autores

realizaram novas interações com a plataforma incluindo feedbacks das suas respostas,
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em que foi possível a obtenção de respostas alinhadas com transformações metamórficas

de fato, visto que o ChatGPT é capaz de aprender e melhorar em respostas futuras com

base no apontamento de erros e informações mais diretas de acordo com os cenários

indicados a ele. Como conclusão, os autores se mostraram satisfeitos com o estudo

realizado, sugerindo que a plataforma pode ser uma abordagem econômica para a

idealização de transformações metamórficas de forma automática, reduzindo o esforço

manual necessário para a mesma atividade de idealização de transformações.

3.2 Mensuração de Fairness em Classificações

Trazendo as transformações metamórficas para o âmbito de fairness em classificação

automática de informações, é possível adotá-las com a finalidade de avaliar o quanto os

modelos estão sendo imparciais através da comparação dos resultados nas execuções com

e sem transformações metamórficas, sendo este o intuito predominante em trabalhos

acadêmicos que estudam a união destas duas áreas. Se faz necessária então uma

compreensão de como as pesquisas são realizadas visando a medição de índices de

fairness à cerca dos modelos de classificação de dados.

O foco do trabalho encontrado em (ADEBAYO; KAGAL, 2016) é o desenvolvimento

de uma metodologia que seja capaz de determinar a dependência de entradas de

dados para um modelo de caixa-preta (como são referenciados os modelos em que

humanamente não é possível obter uma compreensão exata do seu funcionamento como

base em entradas e saídas), porém não é especificado o algoritmo utilizado, apenas

a utilização deste termo para mostrar que os autores não querem ter conhecimento

sobre o que acontece por dentro do modelo utilizado. Tal metodologia se aproveita de

transformações para a criação de várias cópias dos dados de entrada a fim de determinar

a dependência do modelo com as informações recebidas, isto é, os autores tem a ideia de

que todos os atributos de uma determinada entrada sejam transformados de acordo com

um atributo de interesse, este sendo o gênero de pessoas no cenário de liberação de limite

de crédito de um banco. As execuções de teste se dão em três diferentes algoritmos de

classificação, e apesar da não divulgação de quais algoritmos foram os escolhidos, os

resultados mostram que a dependência dos algoritmos em relação a identidade de gênero
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é consistentemente baixa, indicando que o algoritmo não depende excessivamente em

saber o gênero de uma pessoa para determinar seu limite de crédito.

Além de apresentar um conjunto de definições de fairness da literatura até então, o

trabalho de (GALHOTRA; BRUN; MELIOU, 2017) desenvolve uma aplicação baseada

em testes para medir se e quanto um modelo é discriminatório em suas classificações com

foco na causalidade do comportamento discriminatório, recebendo o nome de Themis.

Para a utilização da ferramenta, é necessário fornecer o modelo a ser executado, um nível

de confiança desejado, um limite de erro aceitável e um esquema de entradas válidas, que

com estas informações o Themis é capaz de gerar um conjunto de testes para calcular

uma pontuação de discriminação causal, isto é, ele é capaz de verificar se, e quanto, um

modelo discrimina raça e idade, por exemplo. Para avaliar a ferramenta, são executadas

diversas instâncias de modelos de classificação (Regressão Logística, Árvore de Decisão e

Naive Bayes) e também diversos conjuntos de dados, em cenários de censo demográfico

e aprovação de limite de crédito. Após as execuções, os autores concluem que o Themis

é de fato capaz de verificar se muitas das instâncias dos modelos discriminam raça e

gênero, como por exemplo em uma das execuções a aplicação mostrou que para 77%

das amostras passadas, alterar apenas o sexo, estado civil ou raça faz com que a saída

do modelo seja invertida.

Semelhante a ideia do Themis, o trabalho de (SHARMA; WEHRHEIM, 2019) define

uma abordagem de teste capaz de gerar alterações em conjuntos de dados para que

possam ser executados em modelos de classificação. Como não há um oráculo para

a tarefa de classificação de dados através de modelos de aprendizagem, os autores

se guiam em buscar com que os modelos aprendam o que realmente há nos dados,

chamando esse conceito de “Balanced Data Usage” (ou Uso Balanceado de Dados, em

português), que consiste em desconsiderar aspectos dos dados, como nomes escolhidos

para os atributos ou ordens de instâncias de dados durante o aprendizado. Intitulada

Tile, a abordagem consiste na realização de até quatro transformações metamórficas,

sendo elas a permutação de linhas e de colunas, embaralhamento do nome de atributos

e transformação de atributos categóricos de texto para valores numéricos. Para avaliar

a abordagem criada, são utilizados nove conjuntos de dados do mundo real, que incluem

cenários de censo demográfico, ocupação, exames de câncer, liberação de crédito, entre
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outros, e instâncias de quatorze modelos de classificação de dados, estes os mais utilizados

na literatura para tarefas de aprendizagem supervisionada como Árvore de Decisão,

Floresta Aleatória, Regressão Logística, etc. Após as execuções é possível observar que

apenas em dois modelos não foi possível observar um desbalanceamento (ao comparar

as classificações de um modelo treinado com dados originais e uma instância do mesmo

modelo treinada com os dados transformados), o Naive Bayes e o Gaussian, enquanto

que as transformações que mais evidenciam um desbalanceamento nas classificações são

as permutações de linhas e colunas.

Ainda sobre o trabalho de (SHARMA; WEHRHEIM, 2019), os autores informam

algumas ameaças à validade da pesquisa, sendo a aleatoriedade computacional como

a principal delas, uma vez que ocorre tanto na divisão das amostras dos conjuntos

de dados para treino e teste, como também nos cálculos realizados pelos modelos,

impossibilitando de certa forma a replicação de toda a pesquisa. Outro fator importante

que não foi apresentado no artigo é que as transformações de permutação de linhas e a

alteração de valores textuais categóricos para numéricos são atividades já padronizadas

em métodos de testagem para alguns modelos de classificação.

Uma área em que também é possível a utilização de transformações metamórficas

para verificar preconceitos em classificações, é a de Análise de Sentimentos, sendo

possível a citação do estudo realizado em (ASYROFI et al., 2021). Nele, é desenvol-

vida a abordagem BiasFinder através de técnicas de Processamento de Linguagem

Natural, com a capacidade de identificar e transformar palavras associadas a classes

de categorias específicas, como por exemplo artigos e pronomes relacionados ao gênero

feminino, como sendo o grupo sensível em comparação com o gênero masculino. Além

das transformações, o BiasFinder é capaz também de utilizar os textos originais e

transformados como entrada de modelos quaisquer de análise de sentimento para a

realização de comparações dos resultados, em que quando há classificações diferentes

entre os textos, são apresentados como uma evidência de uma classificação tendenciosa.

Os autores do estudo realizado em (JOHNSON; BRUN, 2022) foram capazes de

desenvolver a plataforma Fairkit-learn, capaz de acompanhar e avaliar treinamentos e

classificações de modelos com relação a índices de fairness e demais métricas de qualidade.
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Utilizando os pacotes Scikit-Learn1 e AIF360 2, o Fairkit-learn oferece suporte a todos

os algoritmos de aprendizagem disponibilizados pelos dois pacotes citados, além da

capacidade de trabalhar com mais de 70 métricas de fairness, de acordo com os autores.

Para a utilização da plataforma, é possível selecionar até cinco entradas em uma interface

gráfica: modelos de aprendizagem, métricas de avaliação, hiperparâmetros de modelos,

limites de classificação e algoritmos de pré e pós-processamento. Para a avaliação da

plataforma os autores indicam a realização de testes com 54 estudantes com experiência

variada em modelos de aprendizagem de máquina, que apesar de não apresentarem

valores concretos de tais testes, afirmam que a mesma se mostrou satisfatória para os

usuários ao encontrarem combinações resultando em modelos de alto desempenho e

geralmente mais justos em relação aos modelos utilizando os pacotes Scikit-Learn e

AIF360 em suas originalidades.

3.3 Garantia de Fairness com Transformações Me-

tamórficas

Como abordado no início do Capítulo, trabalhos que visam a utilização de Transforma-

ções Metamórficas para a diminuição de índices de preconceito são escassos no ambiente

acadêmico, com o maior destaque na área de fairness em modelos de classificação

sendo a medição do quanto os modelos podem ser discriminatórios em seus resultados.

Entretanto, é possível destacar trabalhos realizados entre os anos de 2009 e 2010 que

são precursores na garantia de fairness ao realizar alterações nos dados e também nos

próprios modelos, ou seja, aumentando os índices de imparcialidade dos resultados dos

modelos com as alterações efetuadas.

Embora não seja explícita a utilização de transformações baseadas nas categorias

apresentadas no Capítulo 2, a pesquisa observada em (KAMIRAN; CALDERS, 2009)

realiza o método de “massagear” o conjunto de dados fazendo modificações menos

intrusivas possíveis, com o propósito de alcançar um conjunto de dados livre de discri-

1Pacote de ferramentas de Aprendizagem de Máquina em Python: <https://scikit-learn.org/stable/
index.html>.

2Pacote de ferramentas para análise de Fairness em Python: <https://aif360.res.ibm.com/>.
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minação para ser executado em um modelo Naive Bayes. O massageamento dos dados

– com informações de aprovação de crédito para pessoas – consiste na alteração das

classes das amostras de acordo com o atributo sensível, este sendo a categoria da idade

da pessoa: jovem ou idoso, realizando sempre de forma alternada e consequentemente

resultando em uma quantidade de amostras balanceada entre as duas classes, sendo esta

a definição de um “conjunto livre de discriminação” por parte dos autores. Executando

dois modelos NB, um com o conjunto de dados original e outro com o conjunto alterado,

são utilizadas uma métrica de discriminação idealizada na própria pesquisa e a acurácia

para comparação de resultados, em que o modelo treinado com os dados alterados

consegue atingir os menores valores de discriminação e também valores de acurácia

próximos ou até maiores em relação ao modelo treinado com os dados originais, o que

era uma preocupação dos autores, visto que a alteração de dados de treinamento pode

resultar em valores métricos mais baixos em comparação com execuções originais.

A pesquisa do parágrafo anterior foi ampliada pelos autores e apresentada em

(KAMIRAN; CALDERS; PECHENIZKIY, 2010), porém desta vez as alterações são

aplicadas no próprio modelo utilizado de uma árvore de decisão e não no conjunto

de dados. É feita uma incorporação de consciência de discriminação no processo

de construção do modelo através de duas técnicas: 1) construção do modelo com

reconhecimento de dependência, em que no critério de divisão para um nó das árvores, é

avaliado o nível de discriminação causado por essa divisão, e não apenas a contribuição

para a precisão; e 2) nova rotulação para as folhas das árvores, em que normalmente

os rótulos das folhas são determinados pela classe majoritária referente as tuplas das

folhas, sendo assim a rotulação é alterada de forma que a discriminação seja reduzida

com uma perda mínima na precisão. Colocando os resultados em evidência, os autores

argumentam que a nova pesquisa se sobressai em relação às anteriores tanto em valores

de discriminação quanto de acurácia, porém é importante ressaltar que são utilizados

modelos diferentes nestas comparações (NB na pesquisa anterior e Árvore de Decisão

na atual), tornando a comparação não tão confiável.

Utilizando um modelo Naive Bayes para a atividade de classificação, ao expôr

que apenas removendo a coluna de dados com informações sensíveis que neste caso

específico, a que representa o gênero das pessoas, não resolve o problema da parcialidade
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no modelo, os autores do trabalho realizado em (CALDERS; VERWER, 2010) propõem

três abordagens visando a resolução da discriminação nas classificações: 1) alteração de

parâmetros internos do modelo para impactar na probabilidade de decisão positiva nos

resultados; 2) criação de um modelo para cada classe do atributo sensível seguido de

um equilíbrio entre os modelos treinados; e 3) adição de uma variável imparcial e livre

de discriminação. Com os resultados foi possível observar que a abordagem criando

um modelo de classificação para cada classe do atributo sensível se saiu melhor em

relação as demais, atingindo bons valores tanto de acurácia quanto de discriminação,

com pouca variação nos resultados.

Um estudo recente que visa uma diminuição da parcialidade através de transfor-

mações metamórficas é o realizado em (KHOO et al., 2023), desenvolvido no âmbito

da Análise de Sentimentos. Utilizando um conjunto de dados de críticas de filmes, as

transformações nos dados são realizadas pelo BiasFinder (abordagem desenvolvida em

(ASYROFI et al., 2021)), através da alteração de palavras relacionadas aos gêneros

masculinos e femininos quando encontrados, para que as críticas tanto originais quanto

transformadas possam ser utilizadas em modelos de classificação com redes neurais

em suas estruturas. Após as classificações iniciais, os sentimentos classificados são

comparados entre os textos originais e transformados, para a identificação de violações

de fairness (quando um texto original e transformado possui classificações diferentes).

Os textos transformados são utilizados em novas etapas de retreino dos modelos com

diferentes quantidades de amostras utilizadas, sendo possível a diminuição na ocorrência

de violações de fairness na medida em que mais amostras são utilizadas no retreino, de

acordo com os autores.

3.4 Considerações Finais do Capítulo

Tendo um vislumbre da literatura que percorre as áreas de fairness e transformações

metamórficas, fica claro que o foco das pesquisas são a utilização das transformações

como método de avaliação de imparcialidade sob as classificações dos modelos de

aprendizagem, enquanto que trabalhos que utilizem destas técnicas visando de fato a

diminuição da imparcialidade nos modelos se mostram bem limitados e em quantidade
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escassa, o que pode levantar o questionamento se de fato tais abordagens são realmente

capazes de melhorar os índices de fairness para futuras classificações dos modelos, porém

este logo é encerrado uma vez que foram discutidos trabalhos que tiveram impacto

de forma positiva em seus resultados. Outro fator importante que pôde ser visto nas

discussões dos trabalhos é a forte dependência à acurácia como forma de avaliação, que

por ser uma métrica de classificação simples, pode não expressar com rigor o quanto os

trabalhos podem ser robustos ou limitados.

São com estas restrições que a presente pesquisa desenvolve um novo formato de

adoção das transformações metamórficas em um conjunto de dados, para verificar se é

possível de fato fazer com que os modelos de aprendizagem possam ser mais imparciais

em suas classificações, além de utilizar diferentes métricas de avaliação a fim de se

obter as análises mais acuradas possíveis, evitando a forte dependência em um único ou

poucos indicadores de eficácia.



4 Estudo

Com a apresentação de conceitos fundamentais para a compreensão do trabalho, bem

como a apresentação do estado em que a literatura referente a Transformações Metamór-

ficas e Fairness em Classificação de Dados se encontra até então, o presente Capítulo é

responsável por apresentar toda a estrutura do estudo desenvolvido, iniciando através

de uma descrição de forma resumida que visa a melhor compreensão possível sobre o

que é feito do início ao fim no estudo. Após o entendimento geral, são apresentadas as

Questões de Pesquisa que o estudo busca responder e também os principais componentes

utilizados ao longo do desenvolvimento, tanto na parte dos dados trabalhados como

também as ferramentas de classificação, métricas de cálculo e técnicas de reamostragem

de valores para inferência de resultados.

4.1 Descrição

A presente pesquisa tem como objetivo verificar se a realização de Transformações

Metamórficas dos valores presentes em um Conjunto de Dados, são capazes de aumentar

a garantia de fairness em classificações de modelos de Aprendizagem de Máquina.

Devido as limitações do estado da arte para o problema apresentado, como discutido no

Capítulo anterior, a abordagem proposta neste trabalho busca agregar novas informações

à comunidade acadêmica se é realmente possível, e também viável, que aplicando

transformações metamórficas de forma aleatória em um conjunto de dados, seja realmente

capaz de diminuir o viés dos modelos de aprendizagem de máquina, aumentando os

índices de fairness na classificação de informações.

51
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O desenvolvimento de todo o estudo se dá através da comparação de resultados de

classificações de modelos de aprendizagem de máquina, porém, para que as comparações

sejam possíveis, as classificações dos modelos treinados com o conjunto de dados original

(apenas dividido de acordo com parâmetros de treino e teste) são postas em comparação

com as classificações dos modelos treinados em quatro diferentes cenários de aplicação

de transformações metamórficas, idealizados visando uma alteração nos valores das

classificações e também com foco na informação sensível do conjunto de dados, sendo

eles: 1) transformação de maiores valores: em que somente os valores maiores que a

mediana do atributo sofrem a transformação metamórfica; 2) transformação de menores

valores: embora seguindo a lógica do método anterior utilizando a mediana, desta vez

os valores abaixo desta que recebem as transformações; 3) transformações de valores do

grupo sensível: as transformações são aplicadas em todos os atributos, mas somente nas

amostras que pertencem ao determinado grupo sensível do conjunto de dados utilizado;

e 4) transformações de valores do grupo não sensível: seguindo a lógica do cenário 3

de aplicar as transformações em todas as amostras porém somente às que pertencem

ao grupo não sensível. A utilização da mediana de valores para os dois primeiros

cenários é preferida pela questão dos valores dos atributos serem em formato discreto e

não contínuo, além de em alguns casos não estarem dispostos com a mesma razão de

progressão.

Com as transformações realizadas no conjunto de dados, os resultados das classi-

ficações dos modelos são então comparados de acordo com o cálculo de métricas de

classificação e de fairness, a fim da visualização de uma melhora ou piora das classifica-

ções dos modelos treinados com os valores transformados, em relação às classificações

dos modelos treinados com os valores originais, sem qualquer alteração.

4.2 Questões de Pesquisa

Com um entendimento do projeto, é necessário visualizar o que se pretende obter ao

final de sua execução, para isto, todo o planejamento do estudo é coordenado com o

propósito de responder as seguintes Questões de Pesquisa:

• Questão de Pesquisa 1 (QP1): O quão imparciais os modelos de apren-
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dizagem se mostram com a utilização de transformações metamórficas

nos dados?

Os resultados das métricas de fairness, Statistical Parity e Equalized Odds, são

cruciais para responder esta questão, visto que com elas é possível ter uma

dimensão se um modelo está sendo parcial para um determinado grupo social ou

não, isto comparando os modelos treinados com dados originais e transformados.

• Questão de Pesquisa 2 (QP2): Quais os métodos de aplicação de

transformação metamórfica que mais impactam na garantia de fairness

nos modelos?

Com base na QP1 em que as métricas de fairness são importantes na resposta,

para a segunda questão deve ser feita uma comparação destas entre os Cenários

de Execução, resultando naquele(s) que pode(m) definir melhor as classificações

imparciais.

• Questão de Pesquisa 3 (QP3): É possível manter bons índices de eficácia

com a aplicação das transformações metamórficas nos dados?

Em se tratando de eficácia, as métricas de classificação (Accuracy, Balanced

Accuracy, Precision, Recall e F1-Score) são o ponto chave para esta questão, uma

vez que com as transformações metamórficas realizadas na fase de treino, estas

métricas devem expôr como é a diferença nos resultados das classificações em

termos de erros e acertos com base nos valores reais, mostrando se os índices

possuem uma melhora ou até piora em relação os resultados com o treino utilizando

os dados originais.

• Questão de Pesquisa 4 (QP4): Como se apresenta o custo/benefício da

aplicação das transformações metamórficas pela melhora de imparciali-

dade dos modelos?

Para esta questão uma análise comparativa dos valores obtidos nos dois tipos de

métricas, tanto de classificação quanto de fairness se faz necessária, além também

do tempo de aplicação e execução das transformações metamórficas, realizando a

discussão em todos os cenários de execução.
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4.3 Componentes

4.3.1 Conjunto de Dados

O conjunto de dados utilizado na proposta é uma amostra do Dutch Virtual Census of

20011, que contém informações sociais e econômicas de pessoas residentes da Holanda,

contabilizadas em 2001. O arquivo do conjunto de dados utilizado no estudo é o

mesmo disponibilizado2 pelos autores do trabalho realizado em (QUY et al., 2022), já

no formato em .CSV que contém 12 atributos de 60420 pessoas, porém, no trabalho

os autores não informam se foi realizado ou não algum tipo de pré-processamento

nesse conjunto especificamente. Abaixo é possível verificar nome e breve descrição das

informações (algumas não são detalhadas pois se distanciam do interesse do estudo),

além dos valores presentes nas mesmas:

• sex: gênero biológico da pessoa, sendo possível masculino ou feminino. Para a

presente proposta, essa informação específica é tratada como o atributo sensível

no cálculo das métricas de fairness, visto que na amostra existem menos pessoas

do sexo feminino com profissão de alto nível (9903 pessoas), em relação à quanti-

dade de pessoas do sexo masculino (18860 pessoas). Valores existentes: 1 (sexo

masculino) e 2 (sexo feminino);

• age: grupo de idade da pessoa, cada um representa uma faixa de 5 anos. Valores

existentes: 4, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14 e 15;

• household_position: relação com o(a) líder da moradia, seja cônjuge, filho(a),

etc. Valores existentes: 1110, 1121, 1122, 1131, 1132, 1140, 1210, 1220;

• household_size: quantidade de integrantes no domicílio que a pessoa reside.

Valores existentes: 111, 112, 113, 114, 125 e 126;

• prev_residence_place: local de residência da pessoa um ano antes de ser entre-

vistada, se na Holanda (valor 1) ou não (valor 2);

1O conjunto de dados pode ser encontrado em: <https://microdata.worldbank.org/index.php/
catalog/2102>.

2O arquivo do conjunto de dados utilizado pode ser encontrado em: <https://github.com/tailequy/
fairness_dataset/blob/main/experiments/data/dutch.csv>.
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• citizenship: país de cidadania da pessoa, se de cidadania Holandesa (valor 1), em

outro país da Europa (valor 2) ou de um país fora da Europa (valor 3);

• country_birth: nacionalidade da pessoa, se nascida na Holanda (valor 1), em

outro país da Europa (valor 2) ou em um país fora da Europa (valor 3);

• edu_level: nível de escolaridade da pessoa, desde o pré-primário até o terciário,

de acordo com o sistema educacional holandês. Valores existentes: 0, 1, 2, 3, 4 e

5;

• economic_status: status econômico da pessoa, variando entre pessoa desempre-

gada (valor 111), empregada (valor 112) e aposentada (valor 120);

• cur_eco_activity: setor da atividade econômica atual da pessoa, como agricul-

tura, mineração, construção, comunicação, administração pública, etc. Valores

existentes: 111, 122, 124, 131, 132, 133, 134, 135, 136, 137, 138 e 139;

• marital_status: estado civil atual da pessoa, sendo solteira (valor 1), casada

(valor 2), viúva (valor 3) ou divorciada (valor 4);

• occupation: o nível de profissão da pessoa, se é uma profissão de baixo ou alto

nível. A ideia do presente estudo é treinar os modelos de classificação com os

demais atributos para que possam definir uma classe de acordo com o atributo

occupation, em que seus valores então classificados possam ser comparados com

os valores originais para o atributo. Valores possíveis para o atributo: 0 (profissão

de baixo nível) e 1 (profissão de alto nível).

Carregamento e Pré-Processamento de Dados

A partir da pesquisa realizada em (QUY et al., 2022), foi possível a escolha do conjunto

de dados Dutch Census 2001 devido a sua grande quantidade de informações disponíveis.

Tal pesquisa foi elaborada pelos autores com o propósito de analisar as principais bases

de dados utilizadas na literatura relacionada a atividade de reconhecimento de fairness

em sistemas inteligentes, verificando o relacionamento entre os diversos atributos, com

ênfase nos atributos sensíveis e de classe quando utilizando uma instância do algoritmo

Naive Bayes nas classificações.
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Embora nenhum método de limpeza ou correção de dados seja especificado por

parte dos autores do trabalho, a disposição dos mesmos em arquivo se mostra correta,

sem quaisquer amostras repetidas ou com ausência de informações por exemplo, como

geralmente são problemas encontrados na fase de obtenção de dados para análise. É

possível conferir a quantidade de amostras separadas por gênero, este sendo o atributo

sensível, e nível de ocupação, a classe na qual a amostra pertence, na Tabela 4.1. Uma

Análise Exploratória do conjunto de dados pode ser conferida no Apêndice A.

Nível Alto Nível Baixo Total
Gênero Feminino 9903 20370 30273
Gênero Masculino 18860 11287 30147

Total 28763 31657 60420

Tabela 4.1: Quantidade de amostras por Gênero (Feminino e Masculino) e Nível de Ocupação
(Alto e Baixo) do Dutch Census 2001.

Imediatamente após o carregamento do conjunto de dados, a técnica Hold-out de

validação cruzada é empregada, que consiste na divisão dos dados em subconjuntos

destinados para o treino e teste dos modelos sem a replicação de amostras, que para

a pesquisa é utilizada uma proporção de 70%-30% respectivamente. Tal divisão do

conjunto é realizada levando em conta apenas o número total de amostras, sem levar

em consideração as quantidades de amostras para cada gênero ou nível de ocupação,

sendo assim são separadas 42294 amostras para treino (70% dos dados) e 18126 para o

teste dos modelos (30% dos dados), sendo o processo realizado de forma aleatória, sem

um controle específico de em qual subconjunto, se de treino ou de teste, uma amostra

deveria ficar.

4.3.2 Modelos de Classificação

Para a realização da classificação dos dados são utilizados nove modelos de aprendizagem

de máquina no total, estes que são consolidados na literatura para atividades de diferentes

cenários de classificação de informações, além disso, tal quantidade visa uma comparação

ainda maior dos resultados, buscando uma melhor agregação de informações à literatura,

embora que de forma inicial, sem estudar de forma aprofundada o funcionamento nas

etapas de treino e teste de cada um dos modelos executados, logo, é importante ressaltar
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que todos os modelos são utilizados em suas formas padrão, provenientes do pacote

Scikit-Learn na versão 1.1.2 para a linguagem de programação Python 3.

Abaixo é possível entender inicialmente como cada modelo de aprendizagem de

máquina funciona, dos nove sendo um modelo de classificação própria de dados, o

Decision Tree, e os demais sendo modelos Ensemble, que utilizam modelos de classificação

em sua estrutura interna. Descrições bem detalhadas dos modelos não são presentes

pois se distancia do foco do estudo:

• Decision Tree ou Árvore de Decisão: cria uma árvore composta por nós (tomada

de decisão com relação aos caminhos) e folhas (a classe da instância que está

sendo analisada), com base na hipótese de que uma sequência de seleções ótimas

locais levarão a uma solução ótima global. O ideal é a utilização dos atributos

mais importantes primeiro na criação da árvore, ou seja, atributos que possuem o

maior poder de classificação, em que tal processo é repetido para cada nó até que

não seja mais possível o seu aprofundamento (MELO et al., 2016);

• Modelos Ensemble do tipo Bagging utilizados:

– Bagging Classifier : constrói várias instâncias de um modelo (geralmente

árvores de decisão, como o utilizado no estudo) para serem treinados com

subconjuntos aleatórios gerados a partir do conjunto de dados original,

incluindo a repetição de amostras, em seguida, a classificação final é dada

através do voto majoritário das classificações das instâncias dos modelos

criados. É utilizado como forma de reduzir a variância de um modelo,

introduzindo a aleatoriedade da seleção de amostras do conjunto de dados

em seu procedimento de construção (BREIMAN, 1996);

– Extra Trees: embora se assemelhe com o Bagging Classifier na criação de

instâncias de um modelo para o treino e classificação das amostras, o Extra

Trees utiliza todo o conjunto de dados original para a realização do treino e

classificação das instâncias do modelo base, o Árvore de Decisão, sem seleção

aleatória e replicação de amostras para cada instância. Outra característica

das árvores criadas pelo modelo é o ponto de criação dos nós de decisão,

escolhidos de forma aleatória (AZNAR, 2020);
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– Random Forest: busca minimizar o ajuste em excesso do modelo aos dados

de treino, causando a perda da capacidade de generalização, conhecido

como overfitting. A ideia deste modelo é, assim como o modelo Bagging

Classifier, utilizar o conjunto de dados de treino para gerar diversos outros

conjuntos com o mesmo tamanho do original, a serem utilizados na criação de

diversas árvores de decisão, porém com o acréscimo da utilização de diferentes

combinações dos atributos do conjunto de dados nos nós das árvores, sendo

cada novo conjunto para uma nova árvore distinta (MELO et al., 2016).

• Modelos Ensemble do tipo Boosting utilizados:

– Adaptive Boosting: trabalha através da atribuição de pesos para cada uma

das amostras utilizadas no treinamento. Criando um modelo simples por

vez, os pesos das amostras são modificados individualmente, em que quando

amostras são classificadas de forma incorreta pelo modelo da etapa anterior,

tem seus pesos aumentados para a próxima etapa de classificação, já as

amostras que são classificadas corretamente, tem seus pesos diminuídos. À

cada nova etapa de criação de uma nova instância do modelo para classificação,

as amostras que possuem maior erro de classificação possuem os maiores

pesos, e consequentemente maior concentração pelas instâncias nas etapas

futuras. A classificação final de uma amostra é dada através de uma votação

majoritária das classificações dos modelos simples criados (HASTIE et al.,

2009);

– Gradient Boosting: funciona geralmente construindo árvores de decisão de

forma sequencial, em que cada nova árvore criada tenta corrigir erros da

anterior através da remoção de ramificações que falham na redução de perda,

tornando as árvores com baixa profundidade, impactando em um consumo

menor de memória e tornando as classificações mais rápidas. A ideia de

classificação de dados do modelo se dá através da combinação de modelos

simples, que como cada árvore fornece boas classificações somente em parte

dos dados, novas árvores são criadas para melhorar o desempenho de forma

iterativa (MÜLLER; GUIDO, 2016);
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– Histogram-based Gradient Boosting: podendo ser mais rápido que o Gradient

Boosting para conjuntos com grande quantidade de amostras, o modelo

agrupa as amostras em compartimentos de valor inteiro (normalmente 256

compartimentos), reduzindo o número de pontos de divisão a serem consi-

derados. É permitido também que o modelo aproveite estruturas de dados

baseadas em números inteiros, evitando a dependência de valores contínuos

classificados ao construir as árvores (KE et al., 2017).

• Modelo Ensemble do tipo Stacking utilizado:

– Stacking Classifier : consiste no empilhamento de modelos individuais, em que

a saída de um modelo é utilizada como entrada para o próximo modelo a ser

executado, até que o último modelo empilhado possa realizar a classificação

final da amostra, visando a redução do viés de cada modelo (WOLPERT,

1992). Para a execução do modelo na pesquisa, são empilhadas instâncias

dos modelos Decision Tree e Random Forest, enquanto o modelo final é uma

instância do modelo Gradient Boosting.

• Modelo Ensemble do tipo Voting utilizado:

– Voting Classifier : a ideia por trás do modelo é combinar modelos de apren-

dizagem de máquina conceitualmente diferentes e usar um voto majoritário

como sendo a classificação final de uma determinada amostra, podendo ser

útil para um conjunto de modelos com desempenho igualmente favorável, a

fim de equilibrar as suas fraquezas individuais (SANTOS, 2022). Assim como

o Stacking Classifier, foram utilizados os modelos Decision Tree, Random

Forest e Gradient Boosting no Voting Classifier, visto que são modelos de

diferentes categorias de aprendizagem.

4.3.3 Transformações Metamórficas

Antes do envio das amostras para os modelos realizarem as classificações, uma cópia dos

dados a serem utilizados no treino dos modelos é feita para que possam ser aplicadas as
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Transformações Metamórficas, sendo assim, passam a existir dois conjuntos de treino, o

original e o transformado, a cada execução das operações de treino e teste dos modelos.

Uma vez que não se encontram na literatura uma ou mais transformações que

garantem fairness nas classificações dos modelos, as transformações aplicadas na pes-

quisa são idealizadas de forma empírica a partir de operações e também constantes

matemáticas tradicionais, como a média de uma série e os números de Euler e Pi,

por exemplo. Tais transformações se encaixam nas categorias Multiplicativa e Inversa

de transformações metamórficas estruturadas em (MURPHY; KAISER; HU, 2008).

Com relação às transformações das categorias Permutativa, Inclusiva e Exclusiva, elas

são realizadas de forma implícita, através da seleção aleatória das amostras para os

conjuntos de treino e teste e também na execução dos modelos que adotam a replicação

de amostras, porém, impossibilitando um controle de parâmetros das amostras para

que tais transformações possam ser analisadas e comparadas.

Os autores da pesquisa que pôde definir as categorias das transformações metamór-

ficas afirmam que aquelas do tipo Multiplicativas não causa diferença nas classificações,

desde que as alterações sejam realizadas em todas as amostras de uma coluna, por exem-

plo. Sendo assim, para o presente estudo foi idealizada a aplicação das transformações

metamórficas em parte dos atributos e não para todas as amostras a serem executadas.

As transformações metamórficas (T ) aplicadas de forma explícita nos valores do

conjunto de dados podem ser conferidas abaixo, listadas por atributo do conjunto e

seguidas de uma representação matemática para a aplicação:

• Grupo de idade multiplicado pelo próprio valor (ao quadrado):

T (age) = (age)2 (4.1)

• Relação com o(a) líder da família multiplicado pela média de toda a coluna (C):

T (household_position) = household_position ∗ average(C) (4.2)
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• Quantidade de integrantes no domicílio multiplicado por 0,00001:

T (household_size) = household_size ∗ 0, 00001 (4.3)

• Local de residência um ano antes multiplicado pelo Número de Euler (e,

2,7182818284):

T (prev_residence_place) = prev_residence_place ∗ e (4.4)

• Cidadania multiplicada pela raiz quadrada de 2:

T (citizenship) = citizenship ∗
√

2 (4.5)

• Nacionalidade multiplicada pelo Número de Ouro (φ, 1,6180339887):

T (country_birth) = country_birth ∗ φ (4.6)

• Nível de escolaridade multiplicado por 1000:

T (edu_level) = edu_level ∗ 1000 (4.7)

• Status econômico multiplicado por -1000:

T (economic_status) = economic_status ∗ (−1000) (4.8)

• Setor da atividade econômica atual multiplicado por Pi (π, 3,1415926535):

T (cur_eco_activity) = cur_eco_activity ∗ π (4.9)

• Estado Civil dividindo o número 1:

T (marital_status) = 1/marital_status (4.10)
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Cenários de Análise

Ao trabalhar com transformações metamórficas do tipo Multiplicativas, é preciso ter

ciência de que, quando realizadas em todas as amostras a serem utilizadas no treinamento

dos modelos, não geram alterações nos resultados se comparados com uma execução

utilizando as amostras originais. Tal fato se deve que a alteração das informações com

qualquer valor constante, desde que seja exatamente o mesmo, não é capaz de produzir

diferenças de distância de amostras, por exemplo, para o cálculo das classificações finais,

sendo capaz de mudar apenas o sentido de apresentação dos dados, dependendo do

sinal da constante utilizada (MURPHY; KAISER; HU, 2008).

Visando contornar tal problema, idealiza-se efetuar as transformações metamórficas

em parte das amostras a partir de um determinado critério de alteração, de modo que

algumas terão seus valores originais e o restante sofrerão as transformações, mudando

assim a dimensão do espaço dos valores amostrais, garantindo então alterações nos

resultados em busca da garantia de fairness nas classificações.

Sendo assim, quatro cenários de aplicação das transformações metamórficas são ela-

borados, cada um com seu próprio critério para que os dados possam ser transformados.

Se tratando das constantes utilizadas nas transformações do tipo Multiplicativas, estas

são elaboradas de forma aleatória e distintas para cada atributo do conjunto de dados,

já apresentadas na Seção 4.3.3. Os Cenários de Análise são descritos a seguir:

• Transformações de Maiores Valores: neste cenário as transformações são realizadas

em cima das amostras que possuam valores iguais ou maiores que a mediana para

cada atributo. Na Tabela 4.2 é possível verificar o critério em que a transformação

é aplicada para cada atributo do conjunto de dados;

• Transformações de Menores Valores: em oposição ao cenário anterior, aqui as

amostras são transformadas quando os valores de cada atributo são menores que

a mediana de toda a coluna, enquanto que valores iguais ou maiores permanecem

em suas formas originais. É possível visualizar o critério de transformação para o

cenário na Tabela 4.3

• Transformações de Valores do Grupo Sensível: diferentemente dos últimos cenários,
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Atributo Valores Critério de Transformação
age [4, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14, 15] >= 9.5

household_position [1110, 1121, 1122, 1131, 1132, 1140, 1210, 1220] >= 1131.5
household_size [111, 112, 113, 114, 125, 126] >= 113.5

prev_residence_place [1, 2] >= 1.5
citizenship [1, 2, 3] >= 2

country_birth [1, 2, 3] >= 2
edu_level [0, 1, 2, 3, 4, 5] >= 2.5

economic_status [111, 112, 120] >= 112
cur_eco_activity [111, 122, 124, 131, 132, 133, 134, 135, 136, 137, 138, 139] >= 133.5
marital_status [1, 2, 3, 4] >= 2.5

Tabela 4.2: Critério de aplicação das transformações para o Cenário de Transformações de

Maiores Valores.

Atributo Valores Critério de Transformação
age [4, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14, 15] < 9.5

household_position [1110, 1121, 1122, 1131, 1132, 1140, 1210, 1220] < 1131.5
household_size [111, 112, 113, 114, 125, 126] < 113.5

prev_residence_place [1, 2] < 1.5
citizenship [1, 2, 3] < 2

country_birth [1, 2, 3] < 2
edu_level [0, 1, 2, 3, 4, 5] < 2.5

economic_status [111, 112, 120] < 112
cur_eco_activity [111, 122, 124, 131, 132, 133, 134, 135, 136, 137, 138, 139] < 133.5
marital_status [1, 2, 3, 4] < 2.5

Tabela 4.3: Critério de aplicação das transformações para o Cenário de Transformações de

Menores Valores.

neste as transformações são realizadas em todas as amostras pertencentes ao

Grupo Sensível do conjunto de dados, isto é, todas as amostras que sejam do

gênero feminino tem os valores de cada atributo transformados de acordo com

as alterações especificadas na Seção 4.3.3, enquanto que as amostras do gênero

masculino permanecem com seus valores originais.

• Transformações de Valores do Grupo Não Sensível: assim como o cenário anterior,

as transformações são aplicadas em todas as amostras de um grupo, porém neste

são as amostras do Grupo Não Sensível, ou seja, todas as amostras que contém o

gênero masculino dos dados, enquanto as amostras do gênero feminino se mantém

com os dados originais.

Com a aplicação das transformações metamórficas em cima do conjunto de dados

original, são realizadas as execuções de treino e teste de todos os modelos para cada

Cenário de Análise, ou seja, cada um dos nove modelos de classificação utilizados no

estudo executam dois treinos e dois testes, sendo um treino com os dados originais e
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outro com os dados transformados. Por fim, cada modelo criado executa a tarefa de

classificação de dados, mas ambos utilizando o mesmo conjunto de testes sem qualquer

transformação metamórfica, tornando possível uma comparação justa entre os resultados

diferenciando apenas a utilização de dados transformados na etapa de treino.

4.4 Cálculo de Métricas e Estimativas para Valida-

ção

Ao obter as classificações realizadas pelas instâncias dos modelos treinados com dados

originais e transformados, a próxima etapa do estudo é o cálculo das métricas de

classificação (Accuracy, Precision, Recall, Balanced Accuracy e F1-Score) e de índices

de fairness (Statistical Parity e Equalized Odds), já apresentadas no Capítulo 2. Tais

cálculos são elaborados de forma automática, utilizando funções já construídas e dispo-

nibilizadas nos pacotes Scikit-Learn3 (métricas de classificação) e Fairlearn4 (métricas

de fairness) voltados para a linguagem de programação Python.

Com os valores métricos é possível então uma comparação dos tipos de modelos,

para determinar se de fato aqueles treinados com dados transformados melhoram

os índices de fairness nas classificações, em relação aos valores métricos de modelos

treinados com os dados em sua forma original. A forma adotada para a realização da

comparação é a subtração dos valores de cada métrica dos modelos treinados com os

dados transformados pelos valores dos modelos treinados com os dados originais. Porém

há uma diferença na ordem dos fatores entre o cálculo da diferença para as métricas de

classificação e de índices de fairness, a fim de que sempre que o resultado da diferença

seja positivo, seja um indicativo de que um modelo treinado com dados transformados

seja melhor que quando treinado com os dados originais.

Na Equação 4.11 é apresentado um exemplo para o cálculo de Accuracy, subtraindo

o valor do modelo treinado com dados originais do valor do modelo treinado com dados

transformados. Tal ordem é adotada para as demais métricas de classificação.

3Página com métricas disponibilizadas pelo Scikit-Learn: <https://scikit-learn.org/stable/modules/
classes.html#module-sklearn.metrics>.

4Página com métricas disponibilizadas pelo Fairlearn: <https://fairlearn.org/v0.9/api_reference/
index.html#module-fairlearn.metrics>.
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Diff = Mutate[Accuracy] − Original[Accuracy] (4.11)

Já para a diferença das métricas de índices de fairness, a ordem dos fatores é

invertida, como visto na Equação 4.12 calculando a diferença de Equalized Odds, que é

adotada também no cálculo da diferença de Statistical Parity.

Diff = Original[EqualizedOdds] − Mutate[EqualizedOdds] (4.12)

Somente com o cálculo das diferenças métricas de uma única execução dos modelos,

não é possível definir a máxima de que um determinado tipo de modelo seja melhor que o

outro tipo, uma vez que a quantidade de dados do conjunto original não pode representar

corretamente a população real de dados. Além disso, outro fator que impacta nos

resultados de somente uma execução é a aleatoriedade, que se encontra desde a divisão

dos subconjuntos de dados para treino e teste até a criação das instâncias dos modelos

de aprendizagem com base nos dados passados, em que a cada nova execução os valores

podem ser distintos. Sendo assim, como forma de aumentar a abrangência dos valores

obtidos para quantidades que se assemelhem à população real, é viável a utilização do

método de reamostragem bootstrap para o cálculo de intervalos de confiança para as

métricas, visando uma maior generalização dos resultados que podem então representar

com maior semelhança uma população real.

De forma simples, o bootstrap consiste na realização de várias reamostragens de um

único conjunto de dados, em que cada reamostragem possui a mesma quantidade de

dados do conjunto original, porém com a possibilidade de repetição de cada uma das

amostras de forma aleatória. Visando resultados confiáveis, a execução das reamostra-

gens do bootstrap deve ser feita centenas ou até milhares de vezes a partir do conjunto

de dados original (DOMINGUES et al., 2015). Na literatura não há um consenso

do número exato de execuções que seja capaz de se obter o melhor resultado, como

por exemplo pesquisadores variando de 5 a 3500 reamostragens para definir a melhor

execução (MARTINEZ; LOUZADA-NETO, 2001), sendo assim, por o presente trabalho

ser um estudo experimental, são realizadas, e postas em comparação, execuções com

500, 1000, 2000 e 4000 reamostragens para cada conjunto de classificações retornados
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pelas instâncias dos modelos.

Ao passo em que as reamostragens são exercidas, o cálculo de diferença das métricas

para os dois tipos de treinamento de modelos (com dados originais e transformados)

também são realizados, com o objetivo de construir os intervalos de confiança para cada

uma das métricas. Os intervalos são estimados com 95% de nível de confiança, ou seja,

as amostras estimadas pelo bootstrap devem conter as diferenças métricas calculadas

semelhantes em 95% do tempo.

4.5 Etapas de Execução do Estudo

Pensando em uma melhor compreensão sobre o que de fato é feito no presente estudo,

a seguir são listadas cada uma das atividades realizadas com um breve resumo de

desenvolvimento, sendo dispostas por ordem de execução:

1. Carregamento e Divisão do Conjunto de Dados: após carregar o arquivo contendo

o conjunto de dados, o mesmo é dividido em dois subconjuntos para treino e teste

com 70% e 30% dos dados respectivamente, de forma aleatória e sem reposição de

amostras. A Figura 4.1 apresenta o esquema de divisão do conjunto de dados nos

subconjuntos de treino e teste;

Figura 4.1: Esquema de divisão do Conjunto de Dados Dutch Census 2001 em subconjuntos

de Treino e Teste para a execução dos modelos de classificação.

2. Aplicação de Transformações Metamórficas: uma cópia do subconjunto de treino é

realizada para que possa receber as transformações metamórficas em seus valores,
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resultando em um conjunto de treino com dados originais e outro com dados

transformados;

3. Execução dos Modelos de Classificação: para cada um dos nove modelos de

classificação utilizados são criadas duas instâncias, uma em que é treinada com os

dados originais e a segunda treinada com o subconjunto de treino com dados trans-

formados, em seguida ambas as instâncias são testadas com o mesmo subconjunto

de teste, com os dados na forma original, sem qualquer transformação;

4. Cálculo das Métricas sobre as Classificações: com as classificações realizadas,

são então calculadas as métricas de classificação e de índices de fainess, para os

resultados das duas instâncias de cada modelo, treinado com dados originais e

transformados;

5. Reamostragem Utilizando Bootstrap: os conjuntos resultantes com as classificações

são então reamostrados utilizando a técnica bootstrap, sendo realizadas quatro

execuções da técnica, alternando a quantidade de reamostras em 500, 1000, 2000

e 4000, cada uma delas com a mesma quantidade de classificações geradas;

6. Cálculo dos Intervalos de Confiança: a cada execução do bootstrap são calculados

os intervalos de confiança para cada uma das métricas, tanto de classificação

quanto de índice de fainess, adotando um nível de confiança de 95%.

4.6 Considerações Finais do Capítulo

Ao fim deste Capítulo é esperado um entendimento à cerca dos pilares que sustentam

o presente estudo, em que o domínio da aplicação se refere ao nível de ocupação

profissional das pessoas, quando seus gêneros sexuais são agrupados de modo suscetível à

discriminação por parte de modelos de aprendizagem. Com o problema apontado é então

posta em evidência a possível solução para tal, esta sendo a alteração das informações

pessoais como entrada de dados para os modelos executados. São apresentadas também

as Questões de Pesquisa que guiam o estudo, sendo esperado ao fim das execuções que

as respostas para cada uma delas sejam satisfatórias com o propósito de enriquecer
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a literatura relacionada à fairness e transformações metamórficas. Outros fatores

importantes apresentados são as quantidades reais do conjunto de dados trabalhado

bem como suas divisões nos subconjuntos de treino e teste, além dos cenários em

que as execuções são analisadas, estes de acordo com as estratégias de aplicação das

transformações metamórficas nos dados, definindo uma melhor organização para a

apresentação e entendimento dos resultados no Capítulo seguinte. Por fim é apresentada

a técnica de bootstrap para o cálculo de intervalos de confiança, com o propósito de

generalizar os resultados obtidos para um cenário de população real dos dados, este

sendo um método de inferência adotado em diversos trabalhos para a validação de

resultados obtidos. Todo o código desenvolvido ao longo do estudo bem como suas

execuções e resultados estão disponibilizados no seguinte repositório do GitHub:

<https://github.com/rodolfobolconte/mestrado-ufcg-dissertacao>.



5 Resultados

Este Capítulo tem o objetivo de discorrer os resultados obtidos através do estudo

descrito no Capítulo 4, comparando os cenários de execuções propostos e buscando

responder de forma embasada e objetiva cada uma das Questões de Pesquisa elencadas

anteriormente.

Recapitulando informações relacionadas as execuções dos experimentos, cada Cenário

executa duas vezes o treino de cada um dos modelos de classificação, uma com os dados

originais e outra com os dados alterados com as Transformações Metamórficas. Após

estas duas execuções são gerados então dois modelos do mesmo tipo, porém com treinos

diferentes, em que ambos são executados a tarefa de classificação de dados, porém

utilizando os mesmos dados sem as transformações. Com a obtenção das classificações

dos dois modelos, seus valores são então enviados para o Bootstrap para a realização

de quatro execuções de reamostragens, com o cálculo da diferença dos valores das

métricas entre o modelo com treino de dados originais e o modelo com treino de dados

transformados.

No total, são realizadas 144 execuções de treino e teste de modelos (36 para cada

cenário), e 32 reamostragens (8 para cada cenário). O tempo de realização de todas as

execuções de modelos e reamostragens leva cerca de 11 horas e 6 minutos. À nível de

hardware, todas as execuções são realizadas em uma máquina com 16 GB de Memória

Principal DDR5, Processador AMD Ryzen 7 6800U e Sistema Operacional Windows 10

Home.

69
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5.1 Análise de Valores

Devido a quantidade de execuções realizadas, não é interessante uma discussão de cada

uma delas para cada um dos cenários de análise, sendo assim, nas próximas subseções

são apresentadas informações de execuções importantes para o entendimento geral do

cenário, além de informações gerais agregando informações de todas as execuções de

cada Cenário.

Para uma melhor visualização dos resultados, são utilizados gráficos de intervalos

de confiança comparando os valores métricos para as instâncias dos modelos treinados

com dados originais e dados transformados. É possível entender que caso o intervalo de

confiança seja positivo, a instância do modelo treinada com dados transformados se sai

melhor que a instância treinada com os dados originais, caso o intervalo seja negativo, a

lógica é invertida, e por fim quando o intervalo possui valores positivos e negativos, não

é possível afirmar que uma instância é melhor que a outra, apenas que ambas podem

ter resultados semelhantes.

5.1.1 Cenário 1: Transformações de Maiores Valores

O modelo Stacking teve o melhor resultado na comparação das métricas de fairness,

em que a instância do modelo treinado com dados transformados pode atingir uma

melhora por volta de 5% a 6,5%, para equalized odds, em relação a instância treinada

com os dados originais, enquanto que para statistical parity, o intervalo de melhora

fica próximo de 4%. Porém, se tratando das métricas de classificação, para accuracy,

balanced accuracy e precision não é possível definir se há uma melhora ou piora na

utilização de qualquer um dos dois tipos de instâncias do modelo, enquanto que para

recall e F1-score a diferença é nítida ao visualizar a Figura 5.1, evidenciando que utilizar

a instância do stacking treinado com os dados originais pode ser pouco mais de 2%

melhor para o F1-score, por exemplo.
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Figura 5.1: Intervalos de Confiança da diferença de instâncias do modelo Stacking para 500

reamostragens do bootstrap no Cenário 1

Outro modelo que indica melhora nas métricas de fairness ao utilizar a instância

com os dados transformados é o Decision Tree, porém é importante destacar que apesar

de haver uma melhora, os seus valores reais podem não ser tão expressivos, com os

intervalos de confiança se concentrando em uma diferença entre 0,4% e pouco mais que

0,8% como mostrado na Figura 5.2. Com relação as métricas de classificação, precision

foi a única que apresentou uma diferença, indicando que a instância do Decision Tree

treinada com os dados originais pode ser melhor que a instância treinada com os dados

transformados, apesar da diferença em torno de 0,1% e 0,5%, já para as demais métricas

não é possível afirmar qual instância seria a melhor, com o intervalo de confiança

variando entre valores positivos e negativos.
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Figura 5.2: Intervalos de Confiança da diferença de instâncias do modelo Decision Tree para

500 reamostragens do bootstrap no Cenário 1.

Houveram modelos em que não foi possível definir qual instância seria a melhor

ao avaliar todas as métricas, em que os intervalos de confiança contém valores tanto

positivos quantos negativos, como foi o caso dos modelos Adaptive Boosting, Gradient

Boosting e Random Forest.

O modelo Extra Tree foi o único em que a instância com os dados originais se saiu

melhor que a instância com os dados transformados, com equalized odds podendo variar

entre 7% e pouco mais de 8% e statiscal parity em torno de 6%, já as métricas de

classificação apresentam uma melhora para a instância dos dados transformados, exceto

para precision. É possível visualizar os intervalos de confiança comparando as duas

instâncias do modelo na Figura 5.3.
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Figura 5.3: Intervalos de Confiança da diferença de instâncias do modelo Extra Tree para

500 reamostragens do bootstrap no Cenário 1.

Para as demais execuções do bootstrap, realizando 1000, 2000 e 4000 reamostragens,

a diferença dos intervalos de confiança se mostraram idênticas ou bem próximas em

relação aos valores obtidos na execução de 500 reamostragens, sendo assim os valores das

demais reamostragens não serão apresentados neste Capítulo devido a uma repetição

de informação e discussão também. Tal fato evidencia também uma consistência nas

reamostragens, em que é possível inferir que seus resultados seriam coerentes para uma

população real.

5.1.2 Cenário 2: Transformações de Menores Valores

Aplicando as transformações metamórficas nos valores das colunas abaixo da própria

mediana no conjunto de dados, o Decision Tree também apresentou melhora na instância

com os dados transformados, com a diferença nas métricas de fairness sendo maior que

no Cenário 1. Para equalized odds o intervalo de confiança indica que a diferença pode

atingir valores entre 17% e 20%, enquanto que o intervalo de confiança de statistical

parity apresenta uma diferença por volta de 13% a 15%, isto é, uma melhora em

relação a instância com os dados originais. Já para as métricas de classificação, a

única que indica uma melhora quando usando a instância com os dados transformados

é o recall com a diferença se apresentando em torno de 1%, já as demais métricas
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indicam que a instância com os dados originais é melhor, com a precision apresentando

o maior intervalo de confiança, se encontrando em mais de 5% de diferença. Na Figura

5.4 é possível visualizar a diferença para as métricas em relação a execução de 500

reamostragens.

Figura 5.4: Intervalos de Confiança da diferença de instâncias do modelo Decision Tree para

500 reamostragens do bootstrap no Cenário 2.

O modelo com a segunda maior diferença indicando melhora para a instância com

dados transformados foi o Random Forest, isto se tratando das métricas de fairness,

com equalized odds podendo apresentar uma diferença entre 3,5% e 5%, enquanto que

statistical parity tem um intervalo um pouco menor, por volta de 3% e 4%. Em relação

a accuracy e balanced accuracy não é possível definir qual seria a melhor instância, uma

vez que de acordo com seus intervalos de confiança, os valores para estas duas métricas

podem ser positivos ou negativos. Precision foi a única métrica de classificação que

apresentou uma melhora voltada para a instância de dados transformados, com seu

intervalo de confiança atingindo quase 1% de diferença, enquanto que recall e F1-score

mostram uma melhora para a instância com os dados originais, com F1-score variando

entre 1,5% e 2%.

Na Figura 5.5 é possível visualizar os resultados para a execução de 2000 reamostra-

gens do Random Forest.
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Figura 5.5: Intervalos de Confiança da diferença de instâncias do modelo Random Forest

para 2000 reamostragens do bootstrap no Cenário 2.

Outros modelos que, a partir das métricas de fairness, apresentaram melhoras da

instância de dados transformados em relação a instância de dados originais foram o

Extra Tree e o Voting, que tiveram intervalos de confiança da diferença próximos de 2%

a 4% para equalized odds e de 0,5% a 3% para statistical parity, enquanto que para as

métricas de classificação os intervalos se concentram próximos de nenhuma diferença.

Nas Figuras 5.6a e 5.6b é possível visualizar os resultados para os modelos Extra Tree e

Voting, respectivamente.
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(a) Modelo Extra Tree.

(b) Modelo Voting.

Figura 5.6: Intervalos de Confiança da diferença de instâncias dos modelos Extra Tree e

Voting para 2000 reamostragens do bootstrap no Cenário 2.

Para o cenário inverso, isto é, quando as instâncias dos modelos que são treinadas

com os dados originais se saem melhor em relação as instâncias treinadas com os dados

transformados, desde que comparadas as métricas de fairness, os modelos Adaptive

Boosting, Bagging e Gradient Boosting atingem esses resultados. Porém, os valores

dos intervalos de confianças das métricas são próximos do limiar nulo (quando não é

possível definir se uma instância é melhor que outra), como para o modelo Bagging,

que o intervalo de confiança para equalized odds tem o menor valor próximo de 0,1% e
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o maior valor em torno de 2,7%, enquanto que a menor diferença é obtida pelo modelo

Adaptive Boosting, com o intervlao de confiança de equalized odds entre 0,1% e 0,4%. Se

tratando das métricas de classificação, para o modelo Adaptive Boosting não é possível

definir qual instância seria a melhor devido os intervalos possuírem valores positivos e

negativos, enquanto que para os outros dois modelos, somente o recall possui intervalos

com valores positivos e negativos, com as demais métricas indicando uma melhora para

a instância com dados transformados.

Nas Figuras 5.7a e 5.7b é possível visualizar os intervalos de confiança comparando

os dois tipos de instâncias dos modelos Adaptive Boosting e Bagging respectivamente,

para a execução do bootstrap com 4000 reamostragens.
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(a) Modelo Adaptive Boosting.

(b) Modelo Bagging.

Figura 5.7: Intervalos de Confiança da diferença de instâncias dos modelos Adaptive Boosting

e Bagging para 4000 reamostragens do bootstrap no Cenário 2.

Assim como no Cenário 1, os modelos não apresentam diferenças consideráveis a

cada execução do bootstrap – com um número diferente de reamostragens –, logo, os

gráficos apresentados anteriormente foram de execuções de diferentes quantidades de

reamostragens visando a diversidade de informações.
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5.1.3 Cenário 3: Transformações de Valores do Grupo Sensível

Diferente dos cenários anteriores, neste as transformações metamórficas são aplicadas

somente nas amostras pertencentes ao grupo sensível do conjunto de dados, isto é, as

informações de pessoas do gênero feminino. E, assim como mostrado nos últimos cenários,

as execuções com diferentes quantidades de reamostragens do bootstrap realizadas não

possuem diferenças consideráveis entre os modelos, com os intervalos de confiança

tendo valores bem próximos para as métricas a cada nova execução, mostrando uma

consistência de informações ao inferir tais valores para uma população real que os dados

podem representar.

Ao todo cinco modelos foram capazes de apresentar uma melhora na utilização das

instâncias com os dados transformados:

• Bagging: dentre todas as métricas de fairness e de classificação, o modelo foi

capaz de apresentar uma diferença nas instâncias apenas na métrica statistical

parity, com um intervalo de pouco menos de 2% até quase 3,5%, enquanto que

para as demais métricas não é possível definir qual seria a melhor instância para

uma utilização, devido os valores positivos e negativos presentes nos intervalos.

Tais informações apresentadas são referentes a execução com 500 reamostragens

do bootstrap;

• Extra Tree: precision foi a única métrica que na comparação das instâncias mostra

que quando utilizando os dados originais pode ser melhor ao invés da instância com

os dados transformados, enquanto que todas as demais métricas de classificação e

de fairness indicam o contrário. Equalized odds apresenta um intervalo de pouco

mais de 8% até cerca de 10,5% de diferença entre as duas instâncias, enquanto

que statistical parity apresentou um intervalo com valores menores, entre 4% e

5% de diferença. Na Figura 5.8 é possível observar os intervalos de confiança das

métricas para o modelo Extra Tree quando executando 500 reamostragens;
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Figura 5.8: Intervalos de Confiança da diferença de instâncias do modelo Extra Tree para

500 reamostragens do bootstrap no Cenário 3.

• Gradient Boosting: somente uma métrica de classificação indicou uma melhora

na utilização da instância com dados transformados, o recall com um intervalo

de confiança de diferença próximo de 0,5%, enquanto que as demais métricas de

classificação indicam o contrário, com precision tendo os maiores valores para

o intervalo de confiança, em torno de 1,5% a 2% de diferença. As métricas de

fairness indicam uma melhora para a instância com os dados transformados, com

equalized odds podendo atingir uma diferença de até 3,5% e statistical parity entre

2% e 3%. Toda a discussão é feita com base na execução de 500 reamostragens

do bootstrap;

• Histogram-based Gradient Boosting: é o único modelo em que todas as métricas

indicam uma melhora na utilização da instância com os dados transformados, que

embora o intervalo de confiança da diferença para statistical parity seja próximo

de 0%, o intervalo para equalized odds indica que pode apresentar valores de pouco

mais de 6% até 8,5%, já as métricas de classificação tem intervalos de confiança

que variam entre 1% a 4% dentre todas elas. A Figura 5.9 apresenta os intervalos

de confiança da comparação das instâncias do modelo para a execução de 1000

reamostragens do bootstrap;
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Figura 5.9: Intervalos de Confiança da diferença de instâncias do modelo Histogram-based

Gradient Boosting para 1000 reamostragens do bootstrap no Cenário 3.

• Random Forest: os resultados para as instâncias deste modelo são semelhantes

aos resultados do modelo Gradient Boosting, em que o recall é a única métrica de

classificação que comparando as instâncias, indica uma melhora na utilização da

que é treinada com os dados transformados, inclusive com valores próximos para

o intervalo de confiança, entre 0,3% e 0,9% de diferença, já as métricas de fairness

possuem intervalos próximos entre si, com equalized odds entre 2,2% e 3,8% e

statistical parity com um intervalo um pouco menor, entre 2,5% e 3,5%, isto para

a execução de 2000 reamostragens do bootstrap, porém as demais execuções são

próximas destes valores;

• Voting: as métricas de fairness são as únicas que indicam melhora para a instância

treinada com dados transformados, com seus valores próximos de 0,7% a 1,7%.

Para as métricas de classificação, recall é a única em que não é possível afirmar

qual seria a melhor instância, tendo valores positivos e negativos no intervalo de

confiança, enquanto que para as demais métricas os valores dos intervalos não

chegam a ultrapassar uma diferença de 1% de melhora.

O modelo Stacking é o único em que as métricas de fairness apresentam uma

diferença favorável para a instância treinada com os dados originais, com equalized odds

tendo intervalo de confiança entre 3% e 5% e statistical parity entre 1,8% e pouco mais
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de 3%, já as métricas de classificação, todas elas são favoráveis para a utilização da

instância com dados transformados, embora tendo intervalos de confiança bem próximos

de 1% de diferença. A Figura 5.10 traz os intervalos das métricas do modelo Stacking

para a execução de 4000 reamostragens do bootstrap, com as demais execuções obtendo

valores próximos também.

Figura 5.10: Intervalos de Confiança da diferença de instâncias do modelo Stacking para

4000 reamostragens do bootstrap no Cenário 3.

Apenas dois modelos durantes as execuções – para todas as reamostragens do

bootstrap e também para todas as métricas de fairness e de classificação – indicaram

que não é possível inferir qual seria a melhor instância para uma possível utilização,

uma vez que ou seus intervalos de confiança possuem valores positivos e negativos ou

todos os valores mínimos, médios e máximos são 0, como foram os casos dos modelos

Decision Tree e Adaptive Boosting, este último sendo o mais curioso devido os valores

serem 0% de diferença para todas as métricas, indicando que realmente não há diferença

na inferência dos valores para os resultados das duas instâncias do modelo, mesmo

com a aleatoriedade da seleção de amostras. As Figuras 5.11a e 5.11b apresentam os

resultados para os modelos Decision Tree e Adaptive Boosting, respectivamente, para

as execuções de 4000 reamostragens do bootstrap.
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(a) Modelo Decision Tree.

(b) Modelo Adaptive Boosting.

Figura 5.11: Intervalos de Confiança da diferença de instâncias dos modelos Decision Tree e

Adaptive Boosting para 4000 reamostragens do bootstrap no Cenário 3.

5.1.4 Cenário 4: Transformações de Valores do Grupo Não

Sensível

Semelhante ao terceiro cenário, neste as transformações metamórficas são realizadas nas

amostras pertencentes a um grupo específico do conjunto de dados, que neste caso são

as amostras do grupo não sensível, ou seja, pessoas do gênero masculino. Sendo assim,

todas as informações de pessoas do gênero masculino são alteradas de acordo com as
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transformações metamórficas especificadas na Seção 4.3.3, enquanto que as amostras

do gênero feminino são utilizadas em sua forma original.

Neste cenário apenas dois modelos se mostraram favoráveis na utilização de instân-

cias com os dados transformados, ao analisar apenas as métricas de fairness para a

comparação dos intervalos de confiança:

• Random Forest: apenas equalized odds indicou uma melhora para a instância com

dados transformados, atingindo um intervalo de confiança da diferença entre cerca

de 4,2% a 5,7%, já ao visualizar o intervalo para statistical parity, não é possível

indicar qual seria a melhor instância, uma vez que pode atingir valores favoráveis

para ambas, assim como a métrica precision que possui um intervalo menor,

porém as demais métricas de classificação são favoráveis para a instância com os

dados transformados. A Figura 5.12 apresenta os intervalos de confiança para a

comparação das instâncias do modelo, para a execução de 500 reamostragens do

bootstrap;

Figura 5.12: Intervalos de Confiança da diferença de instâncias do modelo Random Forest

para 500 reamostragens do bootstrap no Cenário 4.

• Stacking: para este modelo, todas as métricas tanto de fairness quanto de classi-

ficação são favoráveis a instância treinada com dados transformados. Equalized

odds possui o intervalo com os maiores valores dentre as métricas, com a diferença

das instâncias podendo atingir em torno de 7,9% até cerca de 9,7%, enquanto que



5.1 Análise de Valores 85

statistical parity possui um intervalo menor com valores menores também, indo

de 5% a 6,2%. Recall e F1-score possuem intervalos próximos, entre 4% e 6%,

enquanto precission possui o intervalo com os menores valores, próximos de 1%.

Na Figura 5.13 é possível visualizar os intervalos de confiança da comparação das

instância para a execução de 1000 reamostragens.

Figura 5.13: Intervalos de Confiança da diferença de instâncias do modelo Stacking para

1000 reamostragens do bootstrap no Cenário 4.

Em se tratando de melhorias para instâncias treinadas com os dados originais, no

total são três modelos ao comparar as métricas de fairness. Para o modelo Extra Tree,

equalized odds é a única métrica favorável para a instância com dados originais, que pode

atingir valores entre 2,3% a quase 4% de diferença, enquanto que para statistical parity

não é possível definir qual seria a melhor instância. Já para modelo Histogram-based

Gradient Boosting, ambas as métricas de fairness indicam vantagem para a instância

com dados originais, embora com os intervalos de confiança próximos de 0%, sendo

equalized odds de 0,5% a 1,2% e statistical parity de pouco menos de 0,5% até 0,75%,

como mostra a Figura 5.14 para a execução de 1000 reamostragens. Por fim, o modelo

Voting também indica melhora em fairness para a instância com dados originais, apesar

do intervalo de confiança para statistical parity não ultrapassar de 1% de diferença,

indo de 0,1% até 0,6%.
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Figura 5.14: Intervalos de Confiança da diferença de instâncias do modelo Histogram-based

Gradient Boosting para 1000 reamostragens do bootstrap no Cenário 4.

Finalizando o cenário, Adaptive Boosting, Bagging, Decision Tree e Gradient Boosting

são os quatro modelos que apresentaram intervalos de confiança que não é possível

definir qual seria a melhor instância de acordo com as métricas de fairness, inclusive

com o modelo Adaptive Boosting obtendo o mesmo resultado do Cenário 3, com todos

os valores métricos sendo 0% de diferença. Outro fato curioso foi que para o modelo

Bagging, apenas uma métrica indicou melhora para a instância com os dados originais,

sendo o recall, enquanto que todas as outras apresentaram intervalos de diferença com

valores positivos e negativos, sem a possibilidade de definir qual seria a melhor instância.

A Figura 5.15 traz a comparação das instâncias do modelo Bagging para a execução de

4000 reamostragens do bootstrap.
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Figura 5.15: Intervalos de Confiança da diferença de instâncias do modelo Bagging para

4000 reamostragens do bootstrap no Cenário 4.

Assim como os demais cenários de análise, os valores dos intervalos de confiança

das diferenças entre as instâncias dos modelos para cada nova execução do bootstrap,

não apresentam diferenças consideráveis, devido a isto a discussão não é elaborada

percorrendo cada uma das execuções.

5.2 Discussão

Tendo em vista a quantidade de informações apresentadas no presente Capítulo, a seguir

é feita uma discussão com base nos resultados obtidos visando responder às Questões

de Pesquisa idealizadas na Seção 4.2.

Questão de Pesquisa 1 (QP1): O quão imparciais os modelos de apren-

dizagem se mostram com a utilização de transformações metamórficas nos

dados?

O termo imparcialidade nesta questão se refere ao viés que os modelos de classificação

podem apresentar em relação ao atributo sensível do conjunto de dados, isto é, analisando

os resultados das amostras de acordo com o gênero, masculino ou feminino, que para

isto, as métricas de fairness são fundamentais nesta discussão visto que a análise das

classificações são realizadas tendo como base o próprio atributo sensível tal qual o

gênero especificado para cada amostra. E para responder esta questão é feita uma
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discussão passando por cada modelo de classificação utilizado:

• Adaptive Boosting: foi o único dentre os nove modelos de classificação que para

todas as execuções dos quatro cenários não apresentou resultado favorável para

as instâncias treinadas com os dados transformados, com seus valores variando

entre uma melhoria para uma possível utilização da instância treinada com os

dados originais (como observado no Cenário 2 em que os intervalos de confiança

tanto de statistical parity quanto de equalized odds se mostram como negativos),

e para valores de intervalos de confiança em que não é possível definir qual seria a

melhor instância do modelo, observada nos Cenários 1, 3 e 4;

• Bagging: o modelo apresentou resultados favoráveis as instâncias treinadas com

dados transformados apenas na métrica statistical parity (que analisa somente

os valores resultantes dos modelos sem levar em consideração os valores do

mundo real), para os cenários de transformação dos maiores valores e dos valores

de amostras pertencentes ao grupo sensível (Cenários 1 e 3). No Cenário 2 a

statistical parity se mostrou contrária, indicando melhoria para a instância com

dados originais, enquanto que no quarto cenário não foi possível definir qual seria

a melhor instância, assim como a métrica equalized odds para todos os cenários

executados;

• Decision Tree: tanto statistical parity quanto equalized odds indicaram uma

melhora voltada para a instância com os dados transformados, porém apenas

para os cenários de transformação dos maiores e menores valores, enquanto que

para os cenários em que os dados transformados são do grupo sensível e do

grupo não-sensível, não é possível indicar qual seria a melhor instância devido os

valores positivos e negativos nos intervalos de confiança da diferença para as duas

métricas;

• Extra Tree: favorecendo as instâncias com os dados transformados, o modelo

apresentou bons resultados nos Cenários 2 e 3 para as duas métricas de fairness,

enquanto que no Cenário 1 foi o contrário, indicando melhora na utilização de

instâncias com os dados originais. No cenário de transformação de informações



5.2 Discussão 89

das amostras do grupo não-sensível (Cenário 4) enquanto que com statistical parity

não é possível definir qual a melhor instância devido os intervalos de confiança

com valores positivos e negativos, para equalized odds a melhor instância seria a

com os dados originais;

• Gradient Boosting: o Cenário 3 foi o único em que o modelo apresentou resultados

favoráveis para instâncias com os dados transformados (levando em consideração

que qualquer intervalo de confiança acima de 0 indique uma melhoria, indepen-

dentemente do valor exato obtido), tanto statistical parity quanto equalized odds

justificam a afirmação. Para os Cenários 1 e 2, as métricas apontam que a instân-

cia com os dados originais é melhor, enquanto que no Cenário 4 não é possível

afirmar qual seria a melhor instância em uma possível utilização;

• Histogram-Based Gradient Boosting: semelhante ao modelo Extra Tree as métricas

de fairness indicam que as instâncias com dados transformados são melhores nos

Cenários 2 e 3, enquanto que para os Cenários 1 e 4 se mostrou o contrário, em

que as instâncias com os dados originais se apresentam melhor em relação as

instâncias com os dados transformados;

• Random Forest: assim como os modelos Extra Tree e Histogram-Based Gradient

Boosting, nos Cenários 2 e 3 as duas métricas de fairness apresentam valores

favoráveis as instâncias com os dados transformados. No Cenário 4 apenas

equalized odds favorece as instâncias com dados transformados, enquanto que com

statistical parity não é possível definir qual a melhor, assim como para as duas

métricas de fairness para o Cenário 1;

• Stacking: nos Cenários 1 e 4 o modelo apresentou valores favoráveis de statistical

parity e equalized odds para instâncias treinadas com os dados transformados, ao

contrário do que foi apresentado no Cenário 3, sendo favoráveis as instâncias com

os dados originais. Finalizando os cenários, com as duas métricas não foi possível

definir qual seria a melhor instância no segundo cenário;

• Voting: finalizando a discussão dos modelos, o Voting apresentou melhora para

a instância com dados transformados nos Cenário 1, 2 e 3, em que no primeiro
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cenário apenas a métrica statistical parity foi capaz de corroborar a melhora,

enquanto que para os segundo e terceiro cenários ambas as métricas apresentam

valores favoráveis. No Cenário 4 as métricas se dividiram, com statistical parity

indicando melhora para as instâncias com os dados originais e equalized odds

indicando que não é possível dizer qual seria a melhor instância, podendo atingir

valores de diferença tanto positivos quanto negativos nos intervalos de confiança.

Em resumo as informações apresentadas acima, os modelos que melhor se saíram

em relação a melhoria de fairness, que pode ser apresentada na utilização de instâncias

dos modelos utilizando dados transformados, foram o Random Forest e o Voting, que

embora para ambos as duas métricas de fairness indicam melhoria em até dois cenários

de análise, um terceiro cenário de análise indica melhora quando analisados os valores

de statistical parity ou equalized odds de forma individual. O Adaptive Boosting se

mostrou como o modelo de menor desempenho relacionado a fairness visto que de acordo

com as métricas não foram possíveis indicar que as instâncias treinadas com os dados

transformados fossem melhor em alguma das diversas execuções realizadas. O Gradient

Boosting foi o segundo modelo com menor desempenho, indicando resultados favoráveis

para as instâncias com os dados transformados em apenas um cenário, enquanto que os

demais modelos apresentaram valores propícios em até dois cenários de análise.

Questão de Pesquisa 2 (QP2): Quais os métodos de aplicação de trans-

formação metamórfica que mais impactam na garantia de fairness nos

modelos?

É possível responder essa questão de duas formas, a primeira é analisar quais os

cenários que mais apresentam resultados favoráveis as instâncias treinadas com os dados

transformados. Sendo assim, ao fazer um levantamento das duas métricas de fairness

em comparação com cada modelo de classificação de dados, tem-se o Cenário 3, isto é,

quando as transformações são aplicadas somente nos valores pertencentes as amostras

de gênero feminino (grupo sensível do conjunto de dados), com a maior ocorrência de

melhora de fairness entre os modelos. Somando todas as execuções de modelos para

o Cenário 3, foi possível observar uma melhora voltada as instâncias com os dados

transformados em 6 modelos de classificação distintos, sendo eles: Bagging, Extra Tree,

Gradient Boosting, Histogram-Based Gradient Boosting, Random Forest e Voting.
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É importante ter em mente que o termo “melhora” aqui empregado pode repre-

sentar qualquer valor de diferença, não importando se a diferença seja um número

muito próximo de 0% com base nos intervalos de confiança, como por exemplo para o

modelo Voting, em que a melhora indicada por statistical parity quando executando

500 reamostragens possui um intervalo de confiança de diferença entre 0,7% e 1,5%, no

Cenário 3. Porém, para o mesmo Cenário foi possível observar intervalos de diferença

maiores, como para o modelo Extra Tree em que o intervalo da diferença de equalized

odds apresentou valores entre 8% e 10,2%, uma diferença bem maior em relação ao

modelo Voting.

O Cenário 2 foi o segundo com maior ocorrência de resultados favoráveis as instân-

cias com dados transformados, apresentando melhoras em 5 modelos de classificação:

Decision Tree (o único modelo diferente do Cenário 3), Extra Tree, Histogram-Based

Gradient Boosting, Random Forest e Voting. Sendo assim, a transformação metamórfica

quando aplicada nos valores menores que a mediana das informações, também pode ser

um bom cenário para a melhora de índices de fairness para os modelos de classificação

citados, pelo menos.

Por fim, os Cenários 1 e 4 foram os que menos apresentaram melhoras nos resultados

dos modelos. O Cenário 1 ainda apresentou melhora em 4 modelos de classificação,

porém este é um número menor que a metade do número de modelos executados na

presente pesquisa, sendo assim, o método de transformar valores maiores que a mediana

das informações pode não ser tão eficiente para a melhora de índices de fairness das

classificações dos modelos em geral. Já no Cenário 4 apenas dois modelos apresentaram

melhora favorável as instâncias com os dados transformados, sendo o Random Forest

e o Stacking, se apresentando como o pior cenário de aplicação de transformações

metamórficas dentre os demais.

A segunda forma de responder esta questão é avaliar a grandeza da diferença entre

os tipos de instâncias dos modelos, isto é, o quão distantes de 0% são os valores

dos intervalos de confiança das diferenças entre as instâncias treinadas com os dados

transformados e as treinadas com os dados originais de cada modelo de classificação.

A maior diferença que uma instância treinada com dados transformados pode atingir

se encontra em um intervalo de valores entre 18% e 20% em relação a instância treinada
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com os dados originais. Tal intervalo de confiança de diferença foi atingido pelo modelo

Decision Tree na execução de 500 reamostragens do boostrap, apresentado no Cenário

2, em que as transformações metamórficas são realizadas nos valores menores que a

mediana de cada coluna do conjunto de dados. Já a menor diferença de melhora entre as

instâncias foi atingida pelo modelo Voting no Cenário 1, em que para 500 reamostragens

o intervalo de confiança da diferença girou em torno de 0,08% a 0,3%.

É possível ainda calcular a média de grandeza por cenário de execução, pegando

os maiores valores dos intervalos de confiança de cada modelo que apresentou valores

favoráveis as instâncias com os dados transformados, seja em statistical parity ou

equalized odss. Sendo assim, o Cenário 4 seria o melhor, com uma média de 7,85%

para os maiores valores dos intervalos de confiança, porém é importante entender que

apenas dois dos nove modelos de classificação apresentaram resultados favoráveis, o que

pode tornar injusta uma comparação por média. Como alternativa no cálculo da média,

poderia utilizar a quantidade fixa de nove modelos utilizados e não apenas a quantidade

daqueles que apresentaram bons valores, tornando assim o Cenário 2 o melhor, com

uma média de maiores valores dos intervalos de confiança em torno de 3,64%, seguido

do Cenário 3 com uma média de 3,57%.

Visualizando as duas formas de como responder a segunda Questão de Pesquisa, é

possível concluir que o Cenário 2 seja o método que possui mais impacto na melhoria

dos índices de fairness nos modelos, visto que tanto possui os valores mais altos de

diferença entre instâncias para um modelo, quanto a maior média para os maiores

valores de um intervalo ao calcular para os nove modelos utilizados.

Questão de Pesquisa 3 (QP3): É possível manter bons índices de eficácia

com a aplicação das transformações metamórficas nos dados?

A eficácia para esta questão representa o desempenho das classificações dos modelos

em comparação com os valores reais do conjunto de dados (uma comparação entre o

que foi classificação e qual o valor real do nível de ocupação das amostras do conjunto).

Ao analisar somente as execuções que apresentaram melhorias voltadas para as

instâncias com os dados transformados, o panorama não é promissor, visto que de 17

execuções de modelos (levando em conta apenas a execução de 500 reamostragens, visto

que as demais tem valores próximos), apenas em 5 destas a maioria dos intervalos de
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confiança das métricas de classificação também indicam uma melhora, enquanto que 8

execuções indicam uma piora, ou seja, utilizar instâncias com os dados originais seria

melhor que com os dados transformados, para os índices de classificação, apenas.

Do Cenário 1, o modelo Voting foi o único a apresentar melhora nas métricas de

classificação, sendo as métricas accuracy (com intervalo de diferença entre 0,1% e 1,2%)

e precision (com intervalo de 0,4% a 2,1%). No Cenário 2, a maioria das métricas de

classificação para cada modelo não apresentaram valores satisfatórios no aumento dos

índices de classificação, com a ocorrência de casos contrários ou que não foi possível

definir qual seria a melhor instância para a classificação, devido os intervalos com valores

negativos e positivos.

Para cada um dos Cenários 3 e 4, dois modelos apresentaram melhora nos índices

de classificação a partir das instâncias com os dados transformados. No Cenário 3 o

modelo Extra Tree apresentou valores positivos para todas as métricas de classificação

exceto precision, que apresentou valores favoráveis a instância com os dados originais,

já o modelo Histogram-Based Gradient Boosting se saiu com valores positivos para

todas as métricas. No Cenário 4 os únicos modelos que apresentaram melhoria nos

índices de fairness também apresentaram melhorias nos índices de classificação, sendo

o Random Forest com apenas a métrica precision sem conseguir definir qual seria a

melhor instância, e o modelo Stacking apontando melhoria para todas as métricas.

Sendo assim, respondendo parcialmente a esta questão com base nas informações

apresentadas até então, não é possível manter bons índices de eficácia (classificação)

ao utilizar as transformações metamórficas, analisando apenas os modelos que tiveram

resultados favoráveis as instâncias treinadas com os dados transformados.

Porém, ao analisar todas as execuções dos modelos para cada cenário não é possível

definir de fato se é possível manter ou não bons índices de classificação. Verificando

as diferenças dos intervalos de confiança de cada um dos modelos para cada um dos

Cenários de execução, é observado que as quantidades de execuções são iguais para

manter, não manter ou não saber se há bons índices de classificação quando aplicando

as transformações metamórficas, isto é, quando a maioria das métricas de classificação

entram em um consenso geral (quando 3 métricas apresentam valores favoráveis a um

tipo de instância, por exemplo).
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Questão de Pesquisa 4 (QP4): Como se apresenta o custo/benefício da

aplicação das transformações metamórficas pela melhora de imparcialidade

dos modelos?

Para responder a última questão, os tempos de execuções, tanto da aplicação das

transformações metamórficas no conjunto de dados, quanto das atividades de treino

dos modelos se fazem necessários – a atividade de classificação não é necessária para

a comparação uma vez que é utilizado o mesmo conjunto de dados de teste para a

execução dos dois tipos de instâncias dos modelos.

No Cenário 1, a aplicação das transformações metamórficas no conjunto de dados

de treino levam em torno de 52,2 segundos para ser realizada em 331879 valores que

são iguais ou maiores que a mediana de suas respectivas colunas, tendo um total

de 422940 valores em todo o conjunto de dados de treino somando 10 colunas, sem

aplicar as transformações na coluna de gênero (o atributo sensível). Com relação a

execução do treino dos modelos, não cabe especificar aqui o tempo para cada um dos

nove modelos utilizados, apenas que tanto o treino com os dados originais quanto com

os dados transformados, levam tempos próximos de execução, variando entre maior

para a instância com os dados transformados e menor para a com os dados originais

e vice-versa. Por exemplo, o treino do Adaptive Boosting com os dados originais leva

cerca de 0,59 segundo, enquanto que com os dados transformados leva pouco mais de

0,61 segundo, enquanto que para o modelo Extra Tree, o treino da instância com os

dados transformados é executado em cerca de 1,65 segundos, contra 1,72 segundos

utilizando os dados originais.

O segundo Cenário possui um tempo maior de aplicação das transformações sobre

os dados, em comparação com o Cenário 1, levando cerca de 57,51 segundos para a

aplicação em cerca de 91061 valores do conjunto de treino, logo, valores abaixo da

mediana de suas respectivas colunas. Com relação as execuções de treino das instâncias

com os dados originais e transformados, o comportamento se mantém o mesmo que

no Cenário 1 e se estende para os demais Cenários também, com tempos próximos de

execução e alternando entre maior e menor para os dois tipos de instâncias.

Os Cenários 3 e 4 possuem tempos menores de aplicação das transformações me-

tamórficas, uma vez que a quantidade de amostras a receberam as transformações
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são consideravelmente menores em comparação com os Cenários 1 e 2. No terceiro

Cenário, aplicar as transformações nos dados das amostras pertencentes ao grupo

sensível, isto é, amostras do gênero feminino, leva em torno de 35,91 segundos, para

cerca de 21181 amostras do conjunto de teste, enquanto que no Cenário 4 a aplicação

das transformações é feita em aproximadamente 35,50 segundos para 21113 amostras

de pessoas do gênero masculino.

Respondendo então a Questão de Pesquisa 4, o custo/benefício se mostra relativo

para o tipo de atividade a ser realizada. Para o presente estudo, em que o ambiente

é controlado a nível de pesquisa e testagem com a realização de diversas execuções, o

custo/benefício ao aplicar as transformações metamórficas pode ser considerado bom

quando com o propósito de atingir uma melhora de até 20% de equalized odds, como é o

caso do modelo Decision Tree no Cenário 2, e embora levando cerca de 57,71 segundos

para que as transformações sejam realizadas. Porém, para o modelo Histogram-Based

Gradient Boosting ainda no Cenário 2, o custo/benefício pode não ser proveitoso, uma

vez que a melhora em equalized odds seria de no máximo 0,7% em comparação com a

instância do modelo treinada com os dados originais, logo não há uma compensação em

levar a mesma quantidade de tempo para apenas 0,7% de diferença.

No Apêndice B é possível conferir os resultados obtidos para cada um dos modelos em

cada Cenário de Análise e também para cada execução de reamostragem do bootstrap.



6 Considerações Finais

O presente trabalho de mestrado trouxe o problema da análise da parcialidade e/ou

discriminação contra indivíduos ou grupos menos favorecidos em sociedade, que pode

ser constatada em modelos de classificação de dados. Tal problema é abordado através

de fairness, que é um paradigma da computação que visa sempre a diminuição da

discriminação nos resultados alcançados. Como forma de resolução do problema

explicado, foram analisadas técnicas de transformações metamórficas realizadas em

cima de um conjunto de dados com informações de indivíduos moradores da Holanda

por volta do ano de 2001, que são classificadas em dois níveis de atividade profissional,

baixo e alto nível. O conjunto de dados possui como atributo sensível à discriminação o

gênero dos indivíduos, nas opções de masculino ou feminino para cada um, este último

sendo o grupo sensível com chances de discriminação por parte dos modelos.

Ao todo são realizadas 10 transformações metamórficas em 10 diferentes colunas do

conjunto de treino, que é utilizado em 9 modelos de classificação de dados, sendo criadas

uma instância – de cada modelo – treinada com os dados em seu formato original e

outra instância treinada com os dados transformados. Após as execuções do treino e

classificação das instâncias de cada modelo, os valores são reamostrados em diversas

execuções do bootstrap a fim de verificar a consistência nos resultados e a comparação

das duas instâncias de cada modelo em diferentes métricas tanto de classificação quanto

de fairness.

A análise de todo o estudo se deu através de diferentes Cenários de aplicação das

transformações metamórficas, sejam elas realizadas nos valores maiores ou iguais que a

mediana dos valores de cada coluna (Cenário 1) ou nos valores menores que a mediana
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(Cenário 2), e nos valores pertencentes apenas as amostras do grupo sensível (indivíduos

do sexo feminino) para o Cenário 3 ou nas amostras do grupo não sensível (indivíduos

do gênero masculino) para o Cenário 4.

Por fim, o estudo se mostrou satisfatório no que se refere as transformações meta-

mórficas melhorarem os índices de fairness nas classificações dos modelos que, embora

não tenha sido um resultado unânime em uma melhora considerável para todas as

execuções, foi possível alcançar valores de até 20% de melhora relacionada a utilização

de uma instância treinada com os dados transformados em relação a instância treinada

com os dados originais, para o mesmo modelo de classificação.

É esperado então que o presente estudo possa contribuir principalmente no enri-

quecimento da discussão de fairness, no que se refere a utilização de transformações

metamórficas de dados para a melhoria dos índices de imparcialidade dos modelos.

Embora tais técnicas não sejam tão disseminadas na literatura até então, é visível que

sua utilização pode trazer benefícios aos desenvolvedores e usuários, tanto no âmbito

científico quanto até mesmo no âmbito profissional.

6.1 Limitações

Com a execução de todo o estudo, foi perceptível o entendimento de algumas limitações

no desenvolvimento mas, tendo tais limitações em vista, fica claro que a solução

da utilização de transformações metamórficas de informações, para o problema da

parcialidade contra indivíduos ou grupos discriminados por modelos de aprendizagem,

possui abertura para expansão, com o propósito de melhorar cada vez mais os seus

resultados a fim de ser unânime o fato da utilização de transformações metamórficas

melhorarem os índices de imparcialidade nos resultados de diferentes modelos de

classificação de dados.

A seguir são elencadas algumas das limitações que foram observadas no desenvolvi-

mento de todo o estudo:

• Um único domínio foi abordado durante a execução do estudo, este sendo o

de indivíduos da Holanda no ano de 2001 com apenas informações de gênero
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referentes as informações sensíveis, tendo o gênero feminino como o grupo sensível

e suscetível a discriminação/parcialidade dos modelos;

• O conjunto de dados utilizado possui um certo equilíbrio nas suas amostras,

tanto na quantidade de indivíduos dos gêneros masculino e feminino, quanto na

quantidade de amostras dos diferentes níveis de ocupação profissional. É possível

que tais quantidades próximas de classes tenham contribuído para que em algumas

execuções dos modelos não tenha sido claro qual seria a melhor instância, se a

treinada com os dados transformados ou a com os dados originais;

• A aplicação de apenas dois tipos de transformação metamórfica nos dados de

maneira controlada, isto é, foram utilizadas somente transformações dos tipos

multiplicativa e inversa para a verificação de melhoria nos resultados dos modelos.

Apesar de outros tipos de transformações terem sido utilizadas também, como do

tipo Permutativa, elas não foram consideradas na análise, devido suas aplicações

não terem sido de forma proposital;

• As transformações metamórficas foram idealizadas de forma empírica e aleatória

para cada coluna do conjunto de dados, e testes aplicando uma determinada

transformação em outras colunas ou até mesmo quantidades diferentes de trans-

formações em conjunto com valores originais não foram realizados, fazendo o

estudo não tão abrangente na quantidade de testes possíveis para validações mais

robustas;

• A aleatoriedade se fez presente em diversas partes do estudo, desde a separação

do conjunto de dados para treinamento e testagem até o próprio funcionamento

interno dos modelos, principalmente aqueles que trabalham na criação de diversas

instâncias de um modelo base, como o Random Forest ao criar vários modelos

internos do tipo Decision Tree. Para o estudo foram definidos estados aleatórios

fixos nas execuções de divisão dos dados e treino e teste dos modelos, porém para

novas execuções em estados diferentes, os resultados obtidos podem não ser os

mesmos;

• Informações relacionadas a custo computacional não foram analisadas, limitando a
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discussão do custo/benefício da utilização de transformações metamórficas apenas

aos tempos de execução da aplicação das transformações e também as atividades

de treinamento dos modelos de classificação;

6.2 Pensamentos Futuros

Com base nas limitações apresentadas na Seção anterior, é possível idealizar alguns

pensamentos que possam contribuir na evolução do estudo desenvolvido, a fim de

encontrar melhores resultados e solidificar ainda mais a referência deste trabalho nas

áreas de fairness, transformações metamórficas e análise e testes de parcialidade em

modelos de classificação de dados. Sendo assim, os seguintes pontos são idealizados

para o futuro, visando o engrandecimento do presente trabalho:

• Utilizar novos domínios de dados para avaliar a generalização das transformações

metamórficas aplicadas no presente estudo, bem como informações atualizadas,

representando o mundo em que vivemos atualmente;

• Trabalhar com outros tipos de características sensíveis, como raça, etnia, religião,

etc., a fim de verificar se as transformações podem ajudar modelos que discriminam

indivíduos ou grupos sensíveis dessas características;

• Executar o estudo em conjuntos com proporções mais desbalanceadas no que se

refere tanto a classe dos dados quanto as quantidades de amostras dos atributos

sensíveis. Realizar também reamostragens na seleção de dados visando um

desbalanceamento proposital de classes;

• Diversificar as transformações metamórficas, tanto na testagem de uma mesma

transformação em diferentes colunas quanto a combinação de uma certa quantidade

de colunas transformadas em conjunto com colunas com seus valores originais.

Outro ponto em relação as transformações seria a utilização de outros tipos para

análise, não se limitando apenas as transformações dos tipos multiplicativa e

inversa;
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• Trabalhar de forma controlada com a aleatoriedade nas execuções para avaliar

as melhores combinações, tanto de amostras utilizadas nas etapas de treino e

teste quanto nas criações e divisões que os modelos de classificação são capazes

de realizar;

• Avaliar com maior precisão o custo computacional ao aplicar as transformações e

também a diferença nas atividades de treino dos modelos com os dados transfor-

mados e originais.
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A Análise Exploratória de Dados: Dutch
Census 2001

Recapitulando informações sobre o conjunto de dados utilizado na presente pesquisa, o

mesmo é disponibilizado pelos autores do trabalho realizado em (QUY et al., 2022),

se tratando de uma amostra de um conjunto de dados maior construído pelo IPUMS

International. O IPUMS1 é um projeto com colaboração da Universidade de Minnesota

e diversos outros institutos internacionais de estatística e também de arquivamento de

dados, que conseguiu – e consegue até então – inventariar dados censitários de diversos

países e épocas.

O Dutch Census 2001 se trata de um conjunto de informações referentes a pessoas

vivendo na Holanda por volta do ano de 2001 construído por Paul Van der Laan visando

uma melhor disseminação dos dados do censo holandês, para que estatísticos possam

realizar análises em cima das informações de formas mais simples, tal construção foi

documentada em (LAAN, 2001). O conjunto contém descrições tanto sociais quanto

profissionais de indivíduos, que se tratando da amostra utilizada, contém ainda um

atributo binário de classe (dois valores possíveis), occupation, que representa se o

indivíduo possui uma profissão de alto nível, com certo prestígio na sociedade, ou baixo

nível.

Para atividades de classificação automática de informações com ênfase no estudo

de fairness, com o conjunto de dados é possível utilizar o atributo sensível sex – que

representa o sexo de cada indivíduo – para analisar e verificar a imparcialidade de

modelos durantes as classificações da ocupação dos indivíduos. No total, o conjunto

utilizado possui 12 informações de 60420 indivíduos, variando desde o gênero biológico

1Página principal do IPUMS International: <https://international.ipums.org/international/>.
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e idade dos indivíduos, até o nível educacional e o status econômico em que o indivíduo

se encontra.

Embora a quantidade de indivíduos de cada gênero sejam próximas, 30273 para

o gênero feminino e 30147 para o masculino, há uma diferença considerável no nível

de ocupação profissional entre ambos, em que 18860 indivíduos do gênero masculino

possuem uma ocupação de alto nível, contrastando com apenas 9903 indivíduos do

gênero feminino para o mesmo nível. Trazendo a discussão para a escala percentual,

do total de indivíduos com alto nível de ocupação profissional, indivíduos do gênero

masculino representam cerca de 65,4% deste montante, enquanto que dos indivíduos

com baixo nível de ocupação, o gênero feminino representa 64,35%. Na Figura A.1 é

possível visualizar a relação das quantidades de indivíduos de cada gênero separados

pelo seu nível de ocupação.

Figura A.1: Proporção de indivíduos do conjunto de dados agrupados por gênero (atributo
‘sex’ no Eixo X do gráfico) e nível de ocupação profissional (atributo ‘occupation’ no Eixo Y
do gráfico.

A.1 Quantidades de Amostras

Passando pelas informações dos indivíduos presentes no conjunto de dados, tem-se a

coluna de idade (‘age’), com valores que representam faixas de idades reais. O valor 8 é

aquele com a maior quantidade para o atributo, representando indivíduos que possuem

idades de 35 a 39 anos, somando 8748 indivíduos, cerca de 14,5% do total. Elaborando
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um ranking de valores para este atributo, os cinco valores com as maiores quantidades

são os valores de 7 a 11, representando idades de 30 a 54 anos, todos com uma ocorrência

de no mínimo 7000 indivíduos por faixa de idade. Na Figura A.2 é possível verificar

a distribuição dos valores para o atributo idade, e para facilitar a compreensão da

representação de cada valor, a Tabela A.1 apresenta os valores e suas faixas de idades

referentes.

Figura A.2: Quantidade de indivíduos por valores do atributo ‘age’.

Atributo ‘age’

Valor Faixa de Idade Valor Faixa de Idade
4 15 a 19 anos 10 45 a 49 anos
5 20 a 24 anos 11 50 a 54 anos
6 25 a 29 anos 12 55 a 59 anos
7 30 a 34 anos 13 60 a 64 anos
8 35 a 39 anos 14 65 a 69 anos
9 40 a 44 anos 15 70 a 74 anos

Tabela A.1: Valores do atributo ‘age’ e suas respectivas faixas de idade do Conjunto de

Dados.

O próximo atributo a ser visualizado é o estado civil (‘marital_status’) dos indivíduos,

com valores de 1 a 4. O valor 2 possui a maior quantidade de ocorrências, representando

pessoas casadas ou em união com alguém, cerca de 36655 dos indivíduos, seguido do

valor 1 que representa pessoas solteiras ou que nunca se casaram, com 19656 indivíduos.

Estes dois valores representam cerca de 93,2% dos indivíduos do conjunto. Na Figura

A.3 contém um gráfico com as quantidades de indivíduos para cada valor do atributo,

sendo o valor 3 representando pessoas separadas ou divorciadas e o valor 4 pessoas com
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o cônjuge já falecido.

Figura A.3: Quantidade de indivíduos por valores do atributo ‘marital_status’.

Unindo a discussão para o ambiente familiar dos indivíduos, o conjunto de dados

possui dois atributos com estes aspectos. O primeiro atributo é o ‘household_position’,

que representa uma relação com o líder familiar do domicílio, porém para este atributo

não há uma documentação real nas fontes que disponibilizam o conjunto de dados, em

que seus valores não foram localizados de fato. O valor 1122 possui 26225 indivíduos, a

maior quantidade dentro do atributo, seguido do valor 1121 com 9975 indivíduos, em

que pode-se inferir de forma empírica que sejam cônjuges ou filhos no ambiente. O

segundo atributo é o ‘household_size’ representando a quantidade de integrantes no

domicílio em que o indivíduo pertence, com 6 valores distintos, sendo o 112 e 114 com

as maiores quantidades, representando 2 e 4 indivíduos, respectivamente.

Na Figura A.4a é possível observar as quantidades de indivíduos para cada valor do

atributo ‘household_position’ enquanto que na Figura A.4b constam as quantidades do

atributo ‘household_size’.
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(a) Atributo ‘household_position’.

(b) Atributo ‘household_size’.

Figura A.4: Quantidade de indivíduos por valores dos atributos ‘household_position’ e

‘household_size’.

Analisando as origens dos indivíduos é possível trabalhar com os atributos ‘citi-

zenship’, representando a cidadania do indivíduo, ‘country_birth’, a nacionalidade, e

‘prev_residence_place’ que representa o local de residência do indivíduo um ano antes

de ser entrevistado para o censo demográfico.

Para o atributo ‘citizenship’, o valor 1 possui a maior ocorrência, pouco mais de 59

mil indivíduos, significando a cidadania holandesa para 98% das pessoas do conjunto

de dados. Na Figura A.5a é possível visualizar a quantidade de indivíduos para cada

um dos valores.

Assim como o ‘citizenship’, o atributo ‘country_birth’ possui uma grande quantidade

de amostras do valor 1, indicando que 92,8% dos indivíduos são oriundos da Holanda,

enquanto que indivíduos com nacionalidade fora do continente Europeu (valor 3) possui

quantidade maior que de indivíduos de demais países europeus (valor 2). Na Figura

A.5b é possível visualizar as quantidades de indivíduos para o atributo.
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O atributo binário ‘prev_residence_place’ – com duas classes possíveis de valores

– tem o valor 1 com a maior ocorrência, indicando que 58943 indivíduos moraram na

Holanda um ano antes, enquanto apenas 1477 moraram fora da Holanda nesse mesmo

período. A Figura A.5c mostra as quantidades para os valores do atributo.

(a) Atributo ‘citizenship’.

(b) Atributo ‘country_birth’.

(c) Atributo ‘prev_residence_place’.

Figura A.5: Quantidade de indivíduos por valores dos atributos ‘citizenship’, ‘country_birth’

e ‘prev_residence_place’.
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Finalizando a visualização de quantidades por atributos, tem-se os de informa-

ções educacionais e econômicas, sendo o ‘edu_level’ representando o nível de escolari-

dade de cada um, o ‘economic_status’ como o status econômico dos indivíduos, e o

‘cur_eco_activity’ como o setor da atividade econômica atual da pessoa.

O ‘edu_level’ varia de 0 a 5, sendo o valor 3 com a maior quantidade de amostras,

representando o Upper Secondary no sistema de educação do país, que para o Brasil

seria o equivalente ao Ensino Médio. Tal nível de educação possui cerca de 22672

amostras, seguido do valor 5 que representa o nível Tertiary de educação, equivalente ao

Ensino Superior, com 18109 indivíduos. Estes dois valores representam cerca de 67,5%

do total de indivíduos para o atributo. A Figura A.6a mostra o restante dos valores,

sendo o valor 0 o Pre-Primary, valor 1 como Primary, valor 2 como Lower Secondary e

valor 4 como Post Secondary.

Para o atributo ‘economic_status’ existem somente 3 valores, sendo o valor 111

representando pessoas desempregadas, com a maior quantidade de ocorrências para

a coluna, representando quase 85% do total de indivíduos. O valor 112 representa as

pessoas empregadas, com 4309 amostras e o valor 120 indica indivíduos aposentados,

com 4771 indivíduos.

Por fim, o atributo ‘cur_eco_activity’ representa o setor de atividade profissional

que o individuo tem no momento da entrevista para o censo. Ao todo são 12 valores para

o atributo, sendo o valor 131 com a maior quantidade de ocorrências (11621 indivíduos),

representando atividades de reparações mecânicas, como de veículos e eletrônicos de

uso doméstico. Compondo os 5 valores com maiores ocorrências tem o valor 135 (10239

amostras) representando atividades imobiliárias de venda e aluguel, o valor 138 (8168

amostras) para atividades do setor de saúde e serviço social, o valor 122 (6505 amostras)

para o setor de mineração e indústria, e o valor 137 (5862 amostras) referente ao

setor de educação. A Figura A.6c apresenta as quantidades de cada um dos valores

de ‘cur_eco_activity’, que contém ainda setores de agricultura, caça e pesca (valor

111), construção (valor 124), hotéis e restaurantes (132), transporte, armazenamento e

comunicação (valor 133), intermediação financeira (valor 134), administração e segurança

pública (valor 136) e atividades de serviços comunitários (valor 139).
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(a) Atributo ‘edu_level’.

(b) Atributo ‘economic_status’.

(c) Atributo ‘cur_eco_activity’.

Figura A.6: Quantidade de indivíduos por valores dos atributos ‘edu_level’, ‘econo-

mic_status’ e ‘cur_eco_activity’.

A.2 Coeficientes de Correlações entre Atributos

Em se tratando de um conjunto de dados de classificação para as amostras, é importante

a realização do cálculo de coeficientes de correlação entre cada uma das variáveis
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descritivas em relação a variável alvo, que neste caso é o atributo ‘occupation’, com o

propósito de verificar a intensidade, direção e também significância entre os valores.

Para isto, são feitos os cálculos dos coeficientes das correlações de Pearson, Spearman e

Kendall entre os atributos do conjunto de dados, com os resultados apresentados na

Figura A.7.

Figura A.7: Valores dos Coeficientes das Correlações de Pearson, Spearman e Kendall entre

o atributo alvo, ‘occupation’, com os demais atributos descritivos do conjunto de dados.

Os valores dos coeficientes para a maioria dos atributos descritivos se mostram

bem próximos de 0, significando que o atributo ‘occupation’ não necessariamente é

dependente de forma linear destes atributos. Porém, com relação ao atributo ‘edu_level’,

os coeficientes se apresentaram maiores em relação aos demais, atingindo cerca de 0,56

de coeficiente para as correlações de Pearson e Spearman, e 0,51 para a correlação de

Kendall, o que pode significar uma correlação moderada entre os valores.

O atributo que apresentou o segundo maior coeficiente das correlações foi o atributo

de idade dos indivíduos, atingindo 0,26 para a correlação de Pearson, 0,25 para a

correlação de Spearman e 0,21 para a de Kendall. Embora sejam valores próximos de

0, indicando uma não correlação de valores, é importante destacar tal atributo devido

a baixa quantidade dentre todos os que atingiram valores de coeficientes acima de

0,1, como o atributo de ‘economic_status’, que alcançou um coeficiente de 0,22 com o

atributo ‘occupation’, porém somente para a correlação de Pearson, enquanto que para
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as demais correlações seu coeficiente foi de 0,04.

Finalizando as discussões de relação dos atributos descritivos com o atributo alvo,

é possível observar que o atributo sensível do conjunto, ‘sex’ possui um coeficiente

negativo para as correlações, com valor de -0,3, que embora não signifique uma correlação

moderada ou forte com o atributo ‘occupation’, o seu valor é importante destacar, visto

que é o segundo atributo com a maior correlação, sem levar em conta a direção das

correlações dos atributos. Tal valor de coeficiente pode significar que de fato há um nível

de ocupação profissional de um indivíduo que possa se identificar com um determinado

gênero, mesmo que de forma mínima.

A.3 Atributo sensível ‘sex’

Atingindo o segundo maior índice de correlação com o atributo alvo, ‘occupation’, é

importante verificar então o quão relacionado o gênero dos indivíduos pode estar com

as demais informações do conjunto de dados, com intuito de descobrir se de fato um

determinado gênero está fraca ou fortemente em sincronia com os demais atributos, para

que discussões relacionadas a ausência ou garantia de fairness possam ser realizadas.

Como mostrado na Figura A.8, dentre os outros 10 atributos descritivos do conjunto,

o maior valor de coeficiente alcançado foi com o atributo que indica o setor de atividade

profissional atual do indivíduo, porém com valor máximo de 0,22 para a correlação de

Spearman, mostrando uma correlação fraca com o gênero dos indivíduos.

Para os demais atributos descritivos, o gênero possui relação fraca de valores,

variando de -0,13 (com o atributo de grupo de idade dos indivíduos para a correlação

de Pearson e Spearman) a 0,048 (para o atributo de posição do indivíduo em relação ao

líder da moradia, para a correlação de Spearman).

Sendo assim, não é possível falar com exatidão que dependendo do gênero, os

indivíduos podem ter condições boas ou ruins de vida se analisarmos o nível de educação

ou de atividade profissional dos mesmos, por exemplos. Com isto, não é possível elencar

com exatidão a discussão de que indivíduos de um determinado gênero pertença a

grupos distintos na sociedade de acordo com suas próprias características.
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Figura A.8: Valores dos Coeficientes das Correlações de Pearson, Spearman e Kendall entre

o atributo descritivo ‘sex’, com os demais atributos do conjunto de dados.

A.4 Atributo descritivo ‘edu_level’

Tendo em vista o atributo ‘edu_level’, que melhor se saiu no cálculo dos coeficientes

das correlações (atingindo os maiores valores, independente do julgamento de uma

correlação forte ou fraca com o atributo alvo), este mesmo atributo é posto em evidência

na Figura A.9 com relação aos demais atributos descritivos.
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Figura A.9: Valores dos Coeficientes das Correlações de Pearson, Spearman e Kendall entre

o atributo descritivo ‘edu_level’, com os demais atributos do conjunto de dados.

Semelhante ao atributo sensível, o atributo que descreve o setor da atividade

profissional atual do indivíduo possui o maior coeficiente de correlação com o atributo

‘edu_level’, atingindo um valor de 0,27 para a correlação de Spearman, enquanto que os

demais atingem valores entre -0,13 (para o status econômico do indivíduo na correlação

de Spearman) e 0,16 (para o atributo de relação com o líder da moradia, também na

correlação de Spearman).

De forma resumida, a partir dos valores de coeficientes, é nítida uma correlação

fraca ou até próxima de nula entre o nível de educação do indivíduo com as demais

características do mesmo, porém isto não impede de uma visualização da proporção

das informações de nível educacional com o atributo alvo do conjunto de dados, o nível

de ocupação.

Na Figura A.10 é possível visualizar a quantidade de amostras de cada valor do nível

de educação, postas em comparação com o nível de ocupação do indivíduo, que em um

primeiro momento o valor 5 se destaca devido ao desbalanceamento na quantidade de

amostras positivas e negativas para o nível de ocupação, sendo 16211 amostras positivas

e apenas 1898 negativas, cerca de 11,71% da quantidade total de amostras para o valor

5 do nível de educação. Para o valor 4 as quantidades de nível de ocupação se mostram

mais balanceadas, com 1466 para o nível alto de ocupação e 1114 para o nível baixo.
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Outro ponto importante observado no gráfico é que até o valor 3 do nível de educação,

o nível baixo de ocupação possui as maiores quantidades de indivíduos, enquanto que

para os valores 4 e 5 de educação, o cenário inverte, com o nível alto de ocupação

passando a ter as maiores quantidades, em comparação com o nível baixo de ocupação,

mantendo o mesmo valor de nível de educação.

Figura A.10: Quantidade de amostras por valores do atributo ‘edu_level’ e separadas pelo

atributo ‘occupation’.

Utilizando a mesma abordagem comparativa na Figura A.10, desta vez os valores do

‘edu_level’ são comparados em relação aos valores do atributo sensível ‘sex’ do conjunto

de dados, na Figura A.11. Assim como para o nível de ocupação, a quantidade de

pessoas do gênero feminino é maior em relação ao masculino apenas para os valores de

0 a 3 de nível de educação, enquanto que para os valores 4 e 5 as maiores quantidades

passam a ser para o gênero masculino. Outra visualização importante é que para

nenhum dos valores de educação há um desbalanceamento entre os gêneros na mesma

proporção que no valor 5 para o nível de ocupação, mostrando que de certa forma o

nível de educação é equiparado entre os gêneros dos indivíduos.
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Figura A.11: Quantidade de amostras por valores do atributo ‘edu_level’ e separadas pelo

atributo ‘sex’.



B Resultados Obtidos no Estudo

A seguir são apresentadas tabelas para cada uma das execuções realizadas durante o

estudo, com informações de tempos – em segundos – de:

• Execução de treino dos modelos com os dados originais;

• Aplicação das transformações metamórficas nos conjuntos de dados de treino;

• Execução de treino dos modelos com os dados transformados;

• Classificação dos dados de teste.

As demais linhas das tabelas apresentam informações relativas aos intervalos de

confiança da comparação entre as instâncias dos modelos, treinadas com os dados

originais (com o favorecimento sendo indicado por valores negativos) e com os dados

transformados (com o favorecimento através dos valores positivos). São dispostas todas

as métricas de classificação e de fairness com os valores dos limites inferiores, superiores

e os valores pontuais dos intervalos de confiança. Além da coluna indicando as métricas,

as demais são referentes aos modelos de classificação utilizados.

A ordem das tabelas segue a ordem crescente de cada Cenário de Análise e de

número de reamostragens do bootstrap, com a primeira sendo referente as execuções dos

modelos do Cenário 1 com 500 reamostragens e a última referente as 4000 reamostragens

do Cenário 4.
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