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Resumo

A Ciência Jurídica destaca-se como um campo promissor para o Processamento de Lingua-

gem Natural, contendo informações relevantes em diversos domínios que impactam a soci-

edade. O presente estudo concentra-se na identificação de publicações tributárias no Diário

Oficial da União (DOU) por meio de uma abordagem de classificação de texto. Durante

a análise do contexto tributário no DOU, evidenciou-se o desafio de lidar com o contexto

desbalanceado, além da necessidade da criação de um conjunto de dados anotado focado no

domínio tributário, tendo sido empregada uma estratégia de anotação automática de regis-

tros. A utilização de Modelos de Linguagem Grandes (do inglês, Large Language Models, ou

LLMs), baseados em transformers, nos experimentos conduzidos destacou a eficácia dessa

abordagem na classificação de dados tributários, mesmo diante dos desafios identificados.

A partir dos resultados obtidos, observou-se que manter o desbalanceamento no conjunto

de dados de treinamento implicou em melhores resultados para o cenário em questão. Além

disso, os resultados também indicam que os LLMs com arquitetura encoder continuam sendo

uma opção eficiente, proporcionando rapidez e compatibilidade com hardware de uso geral.

Esses modelos mantêm sua eficácia, mesmo em meio à tendência de preferência por LLMs

com arquitetura decoder com um número cada vez maior de parâmetros, especialmente em

cenários com limitações de recurso de hardware.

Palavras-chave: Processamento de Linguagem Natural, Classificação de Texto, Mode-

los de Linguagem Grandes, Dados Desbalanceados, Domínio Jurídico, Diários Oficiais.
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Abstract

The Legal domain stands as a promising application field for Natural Language Processing.

Official Journals contain exceptionally relevant information across various legal subdomains,

with significant implications for both public and private sectors. This study used a text clas-

sification approach to identify tax-related publications within the Brazilian Official Journal.

While analyzing the tax-related context, we addressed the challenge of highly imbalanced

data. Our investigation culminated in the creation of an automatically annotated dataset.

Using transformer-based Large Language Models (LLMs) in our experiments underscored

their suitability for tax-related data classification within the Brazilian Official Journal. Also,

our study generated evidence that inserting imbalance into the training set can lead to better

results in highly imbalanced contexts. Findings from our study indicate that encoder LLMs

remain an efficient choice, offering speed and compatibility with consumer-grade hardware.

These models maintain effectiveness even as the prevailing trend leans towards large decoder

LLMs.

Keywords: Natural Language Processing, Text Classification, Large Language Models,

Imbalanced Data, Legal Domain, Official Journals
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Capítulo 1

Introdução

Entidades governamentais utilizam os Diários Oficiais como meio de comunicar decisões, di-

vulgar informações e promover transparência à sociedade, formalizando e tornando públicas

ações de relevância e impacto social. Entre os diversos conteúdos publicados, destacam-

se leis, resoluções, vetos, portarias, decretos, demonstrações financeiras, editais, licitações

e acordos contratuais (MACEDO, 2018; SILVA, 2019). Essa prática estende-se globalmente,

como na Europa com o European Union Official Journal1 e o nos Estados Unidos com o Fe-

deral Register2. No contexto brasileiro, o Diário Oficial da União (DOU) assume destaque

devido à sua abrangência nacional. Também, cada estado possui seu próprio Diário Ofi-

cial do Estado (DOE), bem como alguns municípios contam com seu veículo de divulgação

próprio, o Diário Oficial Municipal (DOM).

O conteúdo veiculado em cada diário é categorizado em atos, podendo ser publicado

por órgãos da administração pública federal, estadual ou municipal, conselhos profissio-

nais, entidades privadas e, até mesmo, pessoas físicas (PORTARIA. . . , 2018; QUEM. . . , 2022).

Normalmente, essas publicações são disponibilizadas em websites gerenciados pelos entes

governamentais (unidade federativa, estado ou município), em arquivos PDF ou para leitura

direta nos próprios sites. A frequência das edições é geralmente diária, contendo um ou mais

documentos que podem ultrapassar centenas de páginas, especialmente no caso do DOU.

Um fragmento de página extraído diretamente do DOU, composto de diversos atos, pode ser

observado na Figura 1.1.

1https://eur-lex.europa.eu/homepage.html
2https://www.federalregister.gov/

1
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Figura 1.1: Fragmento de página extraído do Diário Oficial da União.

Fonte: Diário Oficial da União.

No âmbito dos Diários Oficiais, destaca-se o impacto das publicações de instrumentos

normativos, abrangendo leis, decretos, medidas provisórias, dentre outros atos de obrigações

legais. Esses instrumentos tornam-se oficiais no momento de sua publicação ou conforme

orientações da redação publicada. A integralidade do texto publicado é necessária, contri-

buindo para a extensão dos documentos. Essas obrigações legais podem envolver diversos

ramos do Direito, como tributário, trabalhista, ambiental, dentre outros. Além dos instrumen-

tos normativos, outros subdomínios compreendem o conteúdo dos Diários Oficiais, como
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alterações de pessoal, publicações relacionadas a processos licitatórios e contratos públicos,

bem como atos e balanços de entidades, tanto públicas como privadas (PORTARIA. . . , 2018).

Destarte, é crucial para os órgãos impactados, sejam públicos ou privados, acompanhar o

conteúdo veiculado nos Diários Oficiais, visando sempre a conformidade com a legislação

vigente.

Diante desse contexto, destaca-se a importância do monitoramento do conteúdo publi-

cado nos meios oficiais de divulgação, ou seja, os Diários Oficiais. Para realizar esse mo-

nitoramento, o primeiro passo consiste na obtenção automática do conteúdo publicado nos

Diários Oficiais para análise. No entanto, cada Diário Oficial apresenta desafios específicos,

incluindo captchas, preenchimento de formulários para busca, indisponibilidade de PDFs,

consulta por página ao invés do documento completo e PDFs não pesquisáveis. Esses de-

safios foram identificados em uma análise detalhada em 77 Diários Oficiais (Apêndice A),

evidenciando o desafio na extração de conteúdo de tais documentos.

Mesmo considerando Diários Oficiais que contêm publicações em formato PDF textual

pesquisável, persistem desafios, uma vez que o formato dos documentos não é padronizado

(conforme evidenciado no Apêndice B). Além disso, arquivos PDF não fornecem informa-

ções sobre o layout, e cada Diário Oficial possui seu próprio formato de disposição do con-

teúdo nos documentos, com divergências de layout, como fragmentação do conteúdo em

colunas, tabelas e diferentes disposições de informações. Essas divergências podem impac-

tar a extração automática do conteúdo de cada ato.

Após a obtenção do conteúdo dos Diários Oficiais, segue-se a inspeção das publicações

para identificar o domínio do conteúdo. Os documentos diários, com centenas de páginas,

tornam a leitura completa uma atividade custosa, especialmente se realizada por um espe-

cialista humano. A busca textual direta também não é uma alternativa viável, pois não há

garantia da presença de termos específicos que deveriam ser buscados para abranger todas

as publicações de interesse, além da existência de veículos de publicação sem conteúdo pes-

quisável.

Para além da obtenção e identificação direta do conteúdo publicado em um domínio espe-

cífico, o tempo de duração desse processo é crucial. Tomemos como exemplo publicações no

domínio tributário, especialmente a alteração de alíquotas de impostos. A identificação rá-

pida dessas mudanças, logo após sua publicação, é essencial para o planejamento e execução
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da adaptação tempestiva das empresas impactadas. A agilidade na resposta a tais alterações

é vital para mitigar o risco de penalidades e interrupções operacionais decorrentes de ajustes

nas alíquotas de impostos. A conformidade legal e tributária de empresas diretamente afeta-

das por mudanças tributárias está intimamente ligada à qualidade do monitoramento dessas

alterações em instrumentos regulatórios, todos veiculados nos Diários Oficiais.

Sendo assim, evidencia-se a importância de uma solução capaz de extrair e identificar,

tempestivamente, publicações em um domínio específico nos Diários Oficiais. Isso configura

um problema passível da aplicação de técnicas de Processamento de Linguagem Natural

(PLN). Nesta pesquisa, o contexto de atuação foi o DOU, dada sua grande abrangência e

quantidade de publicações. Quanto ao domínio de identificação de publicações, optou-se

pelo domínio tributário, dada sua relevância e frequentes alterações, como também pela

existência de um conjunto de dados anotado com atos tributários.

A análise do conteúdo do DOU revela-se uma atividade de extrema importância para

diversas empresas que buscam garantir sua conformidade tributária, especialmente aquelas

com instalações em vários locais do país, como grandes varejistas. No entanto, a análise

automatizada do DOU é complexa, como exposto anteriormente, somada ao alto volume de

publicações. Destaca-se também o desbalanceamento na frequência de publicações tributá-

rias, o que representa um desafio adicional, pois apenas uma fração mínima das inúmeras

publicações diárias contém conteúdo relacionado ao domínio tributário.

O Diário Oficial da União possui uma frequência diária de publicações na casa dos mi-

lhares, portanto, faz-se necessário que o fluxo de processamento tenha o baixo tempo de

execução como um de seus requisitos. Apesar de haver intervenção humana, essa aborda-

gem ainda assim reduz a carga de trabalho da análise de centenas de milhares de publicações

para apenas algumas centenas. Na Tabela 1.1 são apresentados alguns exemplos de publica-

ções tributárias e não tributárias extraídas do Diário Oficial da União.

A importância desse problema transcende as questões operacionais imediatas das empre-

sas, com implicações mais amplas no cenário econômico e jurídico. A eficiência na gestão

tributária é vital para o ambiente de negócios, influenciando diretamente a competitividade,

a sustentabilidade financeira e a conformidade legal das organizações. A identificação ágil e

precisa de alterações nas leis tributárias, veiculadas no DOU, não apenas protege as empre-

sas de consequências adversas, mas também contribui para a construção de um ambiente de
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Tabela 1.1: Fragmentos extraídos de exemplos de publicações veiculadas no Diário Oficial
da União.

Fragmento do Texto Publicado Classificação

"[...] Altera o Ato COTEPE/ICMS n° 3/22, que divulga relação de produtores
de B100 optantes pelo tratamento tributário diferenciado para apuração e paga-
mento do ICMS incidente nas operações com B100 realizadas com diferimento
ou suspensão, na forma do Convênio ICMS nº 206/21. [...]"

Tributário

"[...] Dispõe sobre a emissão de Letra de Risco de Seguro (LRS) por Sociedade
Seguradora de Propósito Específico (SSPE), sobre as regras gerais aplicáveis à
securitização de direitos creditórios e à emissão de Certificados de Recebíveis e
sobre a flexibilização do requisito de instituição financeira para a prestação do
serviço de escrituração e de custódia de valores mobiliários: [...]"

Não tributário

"[...] Altera para zero por cento as alíquotas do Imposto de Importação incidentes
sobre os Bens de Capital que menciona, na condição de Ex-tarifários. [...]"

Tributário

"[...] O DIRETOR DO DEPARTAMENTO NACIONAL DE REGISTRO EM-
PRESARIAL E INTEGRAÇÃO, no uso das atribuições que lhe confere o art. 4º,
da Lei nº 8.934, de 18 de novembro de 1994, resolve: Art. 1º A Instrução Nor-
mativa DREI nº 82, de 2021, passa a vigorar com as seguintes alterações: Art. 3º
Os livros de que trata o art. 1º deverão ser exclusivamente digitais, podendo ser
produzidos ou lançados em plataformas eletrônicas. § 1º Os sistemas eletrônicos
utilizados devem garantir, no mínimo, a segurança, a confiabilidade e a inviola-
bilidade dos dados. [...]"

Não tributário

"[...] Art. 1º A alocação da cota para importação estabelecida pela Resolução
do Comitê-Executivo de Gestão da Câmara de Comércio Exterior nº 400, de 22
de setembro de 2022, publicada no Diário Oficial da União (DOU) de 23 de
setembro de 2022, consignada no Anexo Único desta Portaria, será realizada em
conformidade com as seguintes regras: [...]"

Tributário

"[...] Esta Instrução Normativa institui o Manual de Cobrança, Recuperação e
Parcelamento de Créditos do CNPq, que regulamenta os procedimentos para co-
brança, recuperação e parcelamento de créditos, tanto para pessoas físicas, ex-
beneficiárias de auxílios financeiros à pesquisa ou de bolsas no país e/ou no ex-
terior, quanto para pessoas jurídicas, inadimplentes com o CNPq. [...]"

Não tributário

"[...] Altera a Lei nº 9.478, de 6 de agosto de 1997, e a Lei nº 9.718, de 27 de
novembro de 1998, para promover ajustes na cobrança da Contribuição para os
Programas de Integração Social e de Formação do Patrimônio do Servidor Pú-
blico - PIS/Pasep e da Contribuição para o Financiamento da Seguridade Social
- Cofins incidentes sobre a cadeia de produção e de comercialização de etanol
hidratado combustível. [...]"

Tributário

"[...] A escritura particular pode ser feita e assinada ou somente assinada pelos
contratantes, sendo subscrita por 2 (duas) testemunhas, observado que as assi-
naturas poderão ser feitas de forma eletrônica, conforme legislação aplicável.
[...] Após a apresentação da contestação pelo expropriado, se não houver opo-
sição expressa com relação à validade do decreto desapropriatório, deverá ser
determinada a imediata transferência da propriedade do imóvel para o expropri-
ante, independentemente de anuência expressa do expropriado, e prosseguirá o
processo somente para resolução das questões litigiosas. [...]"

Não tributário

Fonte: De autoria própria, a partir de dados extraídos do DOU.
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negócios com mais compliance (VITALIS, 2019; GUERRA; GUERRA, 2023).

Portanto, a abordagem estratégica para lidar com a complexidade da análise do DOU,

principalmente no contexto tributário, não só atende às necessidades operacionais imediatas,

mas também aponta para um entendimento mais profundo da interseção entre regulamenta-

ção fiscal e práticas comerciais. Esse entendimento é crucial para sustentar a integridade e

a conformidade das operações empresariais em um cenário dinâmico e sujeito a mudanças

constantes.

1.1 Objetivos

O objetivo geral deste trabalho é de prover uma solução automatizada para a obtenção e

classificação de atos publicados no DOU referentes ao domínio tributário. Para atingir esse

objetivo geral, o trabalho foi desdobrado em objetivos específicos, a saber:

1. Elaborar uma solução automatizada para a obtenção de dados do DOU, visando a

construção de um corpus de propósito geral, o monitoramento de frequência diária e o

armazenamento de atos para posterior classificação;

2. Criar um conjunto de dados com base no DOU, direcionado para a atividade de clas-

sificação automática no ramo tributário, a partir do corpus do DOU obtido no objetivo

anterior; e

3. Treinar e avaliar modelos, utilizando técnicas de Aprendizagem de Máquina e Pro-

cessamento de Linguagem Natural, com ênfase na tarefa de classificação de atos do

Diário Oficial da União no domínio tributário.

1.2 Questões de Pesquisa

Com o andamento da pesquisa, deseja-se responder as seguintes questões de pesquisa:

1. Os Modelos de Linguagem Grandes (do inglês, Large Language Models, ou LLMs)

são adequados para a tarefa de classificação de atos de domínio tributário no DOU?
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2. Quão bons são os LLMs pré-treinados de domínio geral quando comparados com

LLMs pré-treinados em corpora do domínio do problema (textos jurídicos e, mais

especificamente, documentos do DOU) para a atividade de classificação de texto tri-

butário no DOU?

3. Quais os impactos das diferentes proporções de balanceamento nos dados de treina-

mento no contexto desbalanceado da classificação de publicações tributárias no DOU?

4. Frente ao grande foco recente nos LLMs de arquitetura decoder, os LLMs encoder

apresentam resultados competitivos, mesmo possuindo menos parâmetros, quando

comparados a modelos decoder da ordem de 7 bilhões de parâmetros?

1.3 Contribuições

Com base na pesquisa realizada neste estudo, é fundamental destacar as diversas contribui-

ções obtidas. Inicialmente, foram empregadas técnicas de PLN de estado da arte em um

contexto inovador, que envolve a classificação de texto extraído do DOU no domínio tri-

butário. Adicionalmente, ao abordar um contexto de dados desbalanceados, foram geradas

evidências do impacto de diferentes proporções aplicadas a um conjunto de treinamento de

classificação binária. Contextos com alto desbalanceamento são comuns ao lidar com ce-

nários de aplicação reais, especialmente na área jurídica, que é o domínio da linguagem

empregada nos Diários Oficiais. Os experimentos realizados neste trabalho indicam que in-

troduzir desbalanceamento em conjuntos de treinamento pode influenciar positivamente nos

resultados.

Outra contribuição é a comparação de resultados no domínio do direito tributário entre

LLMs pré-treinados em domínios específicos, como o jurídico ou do DOU, e aqueles pré-

treinados em um domínio geral. No problema abordado, LLMs pré-treinados em domínios

alinhados com a tarefa-alvo não resultaram em melhorias significativas. Essa constatação

sustenta a conclusão de que existem cenários nos quais o domínio de pré-treinamento do

modelo não é determinante nos resultados, especialmente quando outros fatores, como léxico

específico da linguagem do domínio, como no caso da linguagem jurídica e do DOU, e alto

desbalanceamento, exercem influência.
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Por fim, os resultados deste trabalho sustentam as conclusões de que LLMs de arquite-

tura encoder, mesmo tendo uma menor quantidade de parâmetros frente aos LLMs decoder

da ordem de 7 bilhões de parâmetros, ainda consistem em alternativas competitivas. Mo-

delos transformer de arquitetura decoder, justamente pela alta quantidade de parâmetros,

frequentemente estão associados a um alto consumo de recursos computacionais. Sendo as-

sim, torna-se um desafio a execução de experimentos, bem como a sua aplicação em cenários

reais, sem a utilização de alternativas para torná-los mais eficientes, muitas vezes em detri-

mento da qualidade da representação. Modelos encoder caracterizaram uma alternativa mais

eficiente e capaz de obter melhores resultados no contexto da classificação binária altamente

desbalanceada no domínio tributário em meio ao DOU.

1.4 Estrutura da Dissertação

O restante desta dissertação está estruturado conforme descrito a seguir.

No Capítulo 2, contemplam-se os principais conceitos teóricos e soluções para a compre-

ensão do contexto da pesquisa. Este capítulo constitui a base para a discussão dos resultados

e interpretação das descobertas obtidas ao longo da pesquisa.

O Capítulo 3 contém a exploração de pesquisas e abordagens anteriores relacionadas

ao tema desta dissertação. A revisão da literatura fornece um panorama das contribuições

existentes, destacando lacunas no conhecimento que motivaram a presente investigação. Este

capítulo é fundamental para situar a pesquisa no contexto mais amplo do campo de estudo.

O Capítulo 4 contém o detalhamento da abordagem metodológica adotada para realizar

a pesquisa. São discutidos os materiais e métodos utilizados na coleta, modelagem e análise

dos dados e resultados obtidos.

No Capítulo 5, está contida a análise e discussão dos resultados obtidos. Este capítulo

visa destacar as descobertas da pesquisa, analisando criticamente os dados em relação aos

objetivos propostos. São exploradas as nuances dos experimentos realizados, contextuali-

zando os resultados dentro do arcabouço teórico apresentado anteriormente.

Finalmente, no Capítulo 6, estão apresentadas as principais conclusões derivadas da pes-

quisa, ressaltando as limitações, respostas às questões de pesquisa e possíveis direções para

futuras pesquisas. Este capítulo encerra a dissertação, proporcionando uma síntese do traba-
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lho realizado, além de consolidar os principais achados em um contexto mais amplo.



Capítulo 2

Fundamentação

Neste capítulo é apresentada a base teórica que sustenta a compreensão e análise da temática

deste trabalho. O conteúdo está organizado da seguinte forma: na Seção 2.1 é apresentado

o conceito de Direito Tributário; na Seção 2.2 são detalhadas as características do Diário

Oficial da União; na Seção 2.3 aborda-se o Processamento de Linguagem Natural (PLN);

na Seção 2.4 são apresentados modelos de classificação tradicionais aplicados ao PLN; na

Seção 2.5 é discorrido acerca dos Modelos de Linguagem Grandes; tratando-se da Seção 2.6,

são discutidas as métricas de avaliação para soluções de Aprendizagem de Máquina (AM);

por fim, a Seção 2.7 é objeto das considerações finais deste capítulo.

2.1 Direito Tributário

O direito tributário consiste no “ramo do direito que rege as relações jurídicas entre o Estado

e os particulares, decorrentes da atividade financeira do Estado no que se refere à obtenção

de receitas que correspondam ao conceito de tributos” (BECHO, 2017). Diversas normas

jurídicas regulam a tributação incidente nas mais variadas esferas e relações interpessoais,

sendo estas físicas, jurídicas ou o próprio Estado. Sendo assim, o direito tributário tem como

objeto de estudo o complexo cenário de regras de arrecadação, instituição e fiscalização de

tributos (FOLLONI; SIMM, 2016).

A complexidade atrelada a esse ramo do direito não se limita apenas ao vasto conjunto de

dispositivos e normas jurídicas regendo o contexto tributário, especialmente o brasileiro, mas

estende-se também nos impactos sociais decorrentes da sua aplicação. Dada sua importância

10
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na normatização da arrecadação financeira do Estado, todos os componentes da sociedade,

independentemente de classe social, são impactados pela legislação tributária vigente. Esse

fato caracteriza a interdisciplinaridade atrelada ao Direito Tributário, com altos impactos

sociais, caminhando em conjunto com áreas como a Economia e a Contabilidade (BECHO,

2017).

O Código Tributário Nacional (CTN), publicado na Lei Nº 5.172, de 25 de outubro de

1966 (LEI. . . , 1966) e em conjunto com suas subsequentes alterações ao longo dos anos,

regula o sistema tributário nacional. O CTN também contém as normas gerais de direito

tributário passíveis de aplicação em todo o território nacional, tanto pelas instituições da

União, Estados, Municípios e Distrito Federal.

O cenário tributário brasileiro é alvo de análises de relatórios de respeitados bancos in-

ternacionais, como o Banco Mundial1. Um de seus relatórios periodicamente publicados é

o Doing Business, que realiza um comparativo entre 190 países no que diz respeito a instru-

mentos regulatórios, dentre eles o tributário. O relatório busca avaliar os países de forma a

identificar os que possuem as melhores condições de negócios, estabelecendo uma classifi-

cação para cada país. Para o relatório do ano de 2020, último ano de veiculação disponível e

que contém dados de 2019, o Brasil ocupava a 124ª posição, logo abaixo do Senegal (PORTO,

2019). Ou seja, a complexidade regulatória brasileira, a 9ª economia do mundo em termos

de Produto Interno Bruto no período da pesquisa segundo dados do próprio Banco Mundial2,

encontra-se comparável a do Senegal, 111ª economia do mundo no mesmo período.

Outro importante relatório do Banco Mundial, o Paying Taxes, compara os diferentes

sistemas tributários ao redor do mundo (PAYING. . . , 2018; PAYING. . . , 2020). Um importante

indicador de complexidade apontado pelo relatório é o time to comply, ou tempo de confor-

midade, que representa o tempo investido pelas empresas de forma a realizar suas atividades

tributárias em busca de conformidade fiscal, como as obrigações acessórias. Entre os anos de

2004 e 2018 observou-se uma redução de 23% em termos de time to comply no Brasil, onde

grande parte desta evolução atribui-se à introdução e aprimoramento de sistemas eletrônicos

(PAYING. . . , 2020). Ainda assim, o índice brasileiro para o ano de 2018 era 8,2 vezes maior

do que a média mundial (PAYING. . . , 2018), configurando-se como um exemplo negativo,

1https://www.worldbank.org/en/home
2https://data.worldbank.org/indicator/NY.GDP.MKTP.CD
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com uma alta complexidade tributária e alto tempo de conformidade quando comparado ao

cenário mundial (PORTO, 2019).

Diante desse cenário, observa-se a importância do direito tributário na sociedade bra-

sileira. Além de haver margem para melhorias, lidar com essa complexidade é necessário

e essencial para que todos os cumprimentos legais sejam atendidos, tanto por cidadãos co-

muns como por empresas. Inovações tecnológicas e ferramentas que auxiliem no processo

de atendimento às obrigações fiscais são essenciais para a manutenção do processo, bem

como a evolução e crescimento do país como um todo.

2.2 Diário Oficial da União

Originado ainda no Brasil Imperial, o DOU3, então chamado Diário Official do Império do

Brasil, em 1862, configura-se como o periódico oficial de publicização de atos governamen-

tais de escopo nacional (MENEZES; A, 2019). O DOU foi veiculado de forma impressa por

155 anos, tendo uma versão digital a partir de 2013 e tornando-se inteiramente digital em

2017 (MENEZES; A, 2019). Atualmente, o DOU é gerenciado pelo órgão federal denominado

Imprensa Nacional, que, dentre suas responsabilidades, possui o objetivo de publicar, pre-

servar e divulgar os atos oficiais da administração pública federal. A Figura 2.1 contém um

exemplo de página inicial do DOU.

A publicação de conteúdo no DOU é realizada por órgãos públicos e entidades privadas,

conforme disposto na Portaria IN/SG/PR Nº 9, de 4 de fevereiro de 2021 (PORTARIA. . . ,

2021). Essa portaria também aponta as normas de publicação no DOU, sua subdivisão em

três cadernos, ou seções, a temática de cada caderno, e quais os tipos de atos respectivos a

cada um dos cadernos. Cada seção possui seu próprio arquivo isolado de publicação, estando

os atos tributários inseridos no conteúdo da seção 1. Segue abaixo, conforme publicado na

portaria referenciada, o conteúdo respectivo de cada seção:

1. Atos da Seção 1:

(a) decisões relativas ao controle de constitucionalidade pelo Supremo Tribunal Fe-

deral;

3https://www.gov.br/imprensanacional/pt-br/acesso-a-informacao/institucional/competencias
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Figura 2.1: Exemplo de página inicial do DOU, extraída da edição de 03/01/2024.

Fonte: Diário Oficial da União
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(b) os atos com conteúdo normativo da União, das autarquias, das fundações públi-

cas, das empresas públicas e das sociedades de economia mista, exceto os atos

de aplicação exclusivamente interna que não afetem interesses de terceiros;

(c) os pareceres do Advogado-Geral da União de que trata o art. 40, § 1º, da Lei

Complementar nº 73, de 10 de fevereiro de 1993;

(d) atos do Tribunal de Contas da União, de interesse geral;

(e) atos normativos do Poder Judiciário, do Ministério Público da União e da Defen-

soria Pública da União, excetuando-se os de caráter interno; e

(f) atas dos órgãos dos Poderes da União com publicidade exigida por legislação

específica.

2. Atos da Seção 2:

(a) atos relativos a pessoal da União, das autarquias, das fundações públicas, das

empresas públicas e das sociedades de economia mista, cuja publicação decorra

de disposição legal.

3. Atos da Seção 3:

(a) decisões relativas ao controle de constitucionalidade pelo Supremo Tribunal Fe-

deral;

(b) extratos de instrumentos contratuais e congêneres, de convênios, de dispensa e

de inexigibilidade de licitação, de distrato, de registro de preços, de rescisão;

(c) os editais de citação, de intimação, de notificação e de concursos públicos;

(d) os comunicados, os avisos de licitação, de dispensa e de inexigibilidade de lici-

tação, de registro de preços, de anulação, de revogação e os resultados

(e) de julgamentos, entre outros atos da administração pública, cuja publicação seja

exigida por determinação legal ou decorrente de norma infralegal; e

(f) atos de pessoas jurídicas de direito privado em geral e de pessoas físicas que

tenham como objetivo atender às exigências de publicidade constantes da legis-

lação.
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2.3 Processamento de Linguagem Natural

O PLN, na Ciência da Computação, consiste em uma área de pesquisa direcionada a conceber

soluções, sistemas e algoritmos capazes de interagir com a linguagem humana (LAURIOLA;

LAVELLI; AIOLLI, 2022). Além de ter como foco fazer com que computadores entendam a

linguagem natural, o PLN também objetiva utilizar-se do poder computacional para otimizar

processos e o trabalho realizado por humanos envolvendo a linguagem natural. Essa área

de pesquisa pode ser dividida em duas principais partes: entendimento de linguagem natural

e geração de linguagem natural (ou, do inglês, Natural Language Understanding e Natural

Language Generation, respectivamente) (KHURANA et al., 2022a).

Dentre algumas aplicações de PLN, é possível ressaltar desde tradução de texto e detec-

ção de spam em e-mails até extração de informações, geração e sumarização de texto. Outras

aplicações relevantes são: classificação de texto, chatbots, reconhecimento de entidades no-

meadas, resposta a perguntas e análise de sentimentos. Além disso, diversos domínios são

alvo de soluções de PLN, contribuindo ativamente para melhoria de qualidade de serviços,

bem como trazendo eficiência para atividades atreladas ao uso de linguagem natural. Dentre

os domínios frequentes de atuação de soluções de PLN, compreende-se: medicina, edu-

cação, agricultura e internet das coisas, por exemplo (PRIYA; NANDHINI; GNANASEKARAN,

2021; KHURANA et al., 2022a; MAH; SKALNA; MUZAM, 2022).

Entretanto, as aplicações não limitam-se aos domínios citados, dada a vastidão de ativi-

dades humanas que utilizam-se de linguagem natural. Com o passar do tempo, em conjunto

com o advento e a evolução de novas tecnologias, técnicas de Aprendizagem de Máquina

(AM), Inteligência Artificial e Aprendizagem Profunda passaram a ser incorporadas a solu-

ções de PLN, aprimorando e trazendo resultados cada vez mais disruptivos frente ao estado

da arte (LAURIOLA; LAVELLI; AIOLLI, 2022; KHURANA et al., 2022a). Obtém-se, pois, so-

luções capazes de revolucionar a forma de utilização do PLN no dia a dia, a exemplo do

ChatGPT4 e ferramentas similares, como o Bard5, que refletiram em impactos diretos nos

cidadãos comuns, não limitando-se a academia ou indústria (DWIVEDI et al., 2023).

4https://chat.openai.com/
5https://bard.google.com/
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2.4 Modelos de Classificação Tradicionais Aplicados ao

PLN

Diversas técnicas e ferramentas de PLN surgiram ao longo dos anos com o objetivo de re-

solver problemas relacionados à interpretação, análise e manipulação da linguagem natural.

Redes neurais passaram a ser amplamente utilizadas e associadas à resolução de problemas

de PLN por volta do ano de 2013 (KHURANA et al., 2022b), o que, ao longo dos anos seguin-

tes, levou ao desenvolvimento de técnicas avançadas, como os modelos transformers. No

entanto, técnicas tradicionais têm sido aplicadas em problemas de modelagem da linguagem

natural há décadas, como é o caso de modelos como Naïve Bayes, Árvores de decisão e

Support Vector Machines (SVMs) (KHURANA et al., 2022b).

A utilização de técnicas, algoritmos e modelos de AM em geral, aplicados a problemas

de linguagem natural, constitui a forma tradicional de resolução desta classe de problemas.

No entanto, essa abordagem está associada a etapas adicionais focadas em processar dados

do formato de linguagem natural para representações vetoriais, por exemplo, extraindo ca-

racterísticas e fornecendo recursos para utilização em modelos de classificação (KHURANA et

al., 2022b). A Figura 2.2 apresenta a descrição de um fluxo de processamento de soluções de

PLN tradicionais, englobando cinco etapas: pré-processamento, extração de características,

treinamento de modelos, avaliação e deployment (FERRARIO; NAEGELIN, 2020; KHURANA et

al., 2022b).

A etapa inicial, de pré-processamento, engloba a limpeza e, como o próprio nome já

indica, o pré-processamento do texto, incluindo a remoção de caracteres desnecessários,

a conversão para letras minúsculas, a tokenização e a remoção de palavras irrelevantes

(stopwords). Na etapa de extração de características, o objetivo é extrair características re-

levantes do texto pré-processado, como as técnicas de Bag-of-Words como TF-IDF (Term

Frequency-Inverse Document Frequency) e Word Embeddings. Na etapa de treinamento de

modelos, podem ser utilizados diferentes algoritmos e técnicas de classificação, como Naïve

Bayes, SVM e XGBoost. Quanto à avaliação dos modelos, são necessárias métricas ade-

quadas para avaliar o desempenho dos modelos em relação ao treinamento aplicado, aos

hiperparâmetros e aos dados utilizados. A etapa final, o deployment, consiste na utilização

do modelo em cenários de aplicações reais, processando dados novos e nunca antes vistos
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Figura 2.2: Fluxo de execução de soluções de PLN.

Fonte: De autoria própria.

pelo modelo.

2.4.1 Support Vector Machines

O SVM é um modelo de AM que pode ser utilizado tanto para tarefas de classificação quanto

de regressão. Provou-se ser um método versátil, sendo amplamente utilizado na academia

(CERVANTES et al., 2020; KAMRAN; SAEED; ALMAGHTHAWI, 2023; ABDALLA; AMER; RA-

VANA, 2023). O objetivo do SVM consiste em separar diferentes classes utilizando uma

estratégia baseada em hiperplanos, definindo uma superfície capaz de separar e, portanto,
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classificar dados em um conjunto de dados. Diferentes tipos de kernel podem ser utilizados

em modelos SVM, resultando em tipos de funções diferentes utilizadas na modelagem dos

hiperplanos, como o linear, exemplificado na Figura 2.3, o polinomial, apresentado na Figura

2.4, e a função de base radial (RBF, do inglês Radial Basis Function), mostrada na Figura

2.5.

Figura 2.3: Exemplo de hiperplano calculado em modelo SVM de kernel linear.

Fonte: (PEDREGOSA et al., 2011).

Figura 2.4: Exemplo de hiperplano calculado em modelo SVM de kernel polinomial.

Fonte: (PEDREGOSA et al., 2011).

Dentre os hiperparâmetros passíveis de aplicação ao modelo SVM, especialmente na im-

plementação disponibilizada pela biblioteca sklearn6, destacam-se: o C, o tipo de kernel, o

grau ou degree (aplicável apenas para kernel polinomial, definindo o grau da função polino-

mial utilizada) e o gamma. O valor atribuído ao hiperparâmetro C reflete na regularização

6https://scikit-learn.org/stable/modules/generated/sklearn.svm.SVC.html
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Figura 2.5: Exemplo de hiperplano calculado em modelo SVM de kernel RFB.

Fonte: (PEDREGOSA et al., 2011).

dos valores de erro nas regiões de fronteira, sendo inversamente proporcional ao seu impacto

na regularização. Quanto ao gamma, este parâmetro define o fator de influência de cada

instância única do conjunto de treinamento na fronteira de decisão, sendo um valor deci-

mal. Na implementação do sklearn, o gamma também pode receber os valores "auto", onde

o valor final de gamma é igual a 1/natributos, ou "scale", onde gamma é definido como

1/(natributos ∗ σ2
x), em que natributos representa a quantidade de atributos presentes em

cada elemento da entrada X e σ2
x é a variância calculada para a entrada X completa.

2.4.2 XGBoost

O XGBoost (CHEN; GUESTRIN, 2016) é um algoritmo de AM do tipo ensemble amplamente

aplicado em tarefas de classificação (QI, 2020; CHEN et al., 2022a; HENDRAWAN; UTAMI;

HARTANTO, 2022), combinando diferentes modelos para realizar a tarefa proposta. Baseado

no conceito de aumento de gradiente, ou gradient boosting, o XGBoost utiliza árvores de

decisão como os modelos base. Esse método busca mapear pequenas partes do problema

completo em modelos menores que, quando combinados, culminam na resolução do pro-

blema completo. Conforme exemplificado na Figura 2.6, o gradient boosting utiliza clas-

sificadores, neste caso, árvores de decisão, para corrigir as classificações incorretas de seus

predecessores.

Dentre os hiperparâmetros ajustáveis no XGBoost, temos: booster, lambda, alpha, up-

dater, top_k e o feature selector. O booster define os tipos de modelos que serão utilizados
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Figura 2.6: Fluxo de processamento de modelo ensemble utilizando técnica de gradient
boosting.

Fonte: (XGBOOST. . . , 2023).

no XGBoost, dentre modelos baseados em árvores, com valores "gbtree" e "dart", ou mo-

delos lineares, para o valor "gblinear". O impacto da regularização L2 aplicada ao modelo

é definido pelo lambda, onde valores altos tornam o modelo mais conservador. De forma

análoga ao lambda, o alpha impacta na regularização L1. O updater, define qual o algoritmo

utilizado para ajustar os pesos do modelo no processo de treinamento. O hiperparâmetro

top_k determina o número de atributos a serem selecionados pelo algoritmo, onde 0 signi-

fica utilizar todos os atributos disponíveis. Por fim, o feature_selector consiste no algoritmo

de ordenação para seleção dos atributos utilizados pelo modelo. Outros hiperparâmetros

específicos a cada tipo de booster estão listados na Tabela 2.1.

2.5 Modelos de Linguagem Grandes

Com o avançar dos estudos e agregação de novas tecnologias ao PLN, surgiram os Modelos

de Linguagem Grandes (do inglês, Large Language Models - LLMs), sendo estes modelos

de Aprendizagem Profunda (do inglês, Deep Learning). Até o surgimento dos transformers,
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Tabela 2.1: Demais hiperparâmetros configuráveis no XGBoost.

Hiperparâmetro Booster Descrição

max_depth "gbtree" ou
"dart"

Profundidade máxima das árvores de decisão.

eta "gbtree" ou
"dart"

Tamano do step aplicado à redução de pesos nas
atualizações para evitar overfitting.

gamma "gbtree" ou
"dart"

Redução mínima na perda para particionar um nó
folha de uma árvore.

grow_policy "gbtree" ou
"dart"

Determina a forma como novos nós são adicionados
às árvores.

sample_type "dart" Algoritmo de seleção de árvores.

normalizer_type "dart" Algoritmo de normalização aplicado às árvores.

rate_drop "dart" Taxa de dropout das árvores.

skip_drop "dart" Probabilidade de não realizar dropout durante a
interação de boosting.

Fonte: De autoria própria, baseado na documentação do XGBoost (CHEN; GUESTRIN, 2016).

bem como seus modelos derivados, modelos utilizados em tarefas de PLN utilizavam-se

apenas de conjuntos de dados anotados por meio de aprendizagem supervisionada, em um

processo de treinamento custoso e altamente impactado pela qualidade e quantidade de da-

dos (RADFORD et al., 2018; LIU et al., 2024). Diferentemente das técnicas tradicionais, os

LLMs são pré-treinados em grandes volumes de dados textuais, utilizando-se de uma estra-

tégia auto-supervisionada, o que resulta em modelos capazes de gerar, traduzir e reconhecer

textos. Durante o processo de pré-treinamento, os modelos são capazes de reter os padrões

de informações inerentes à linguagem, gravando uma grande quantidade de conhecimento

linguístico em seus parâmetros (LIU et al., 2024). Após a finalização do processo de pré-

treinamento, todos os parâmetros mapeados pelos LLMs e o conhecimento adquirido podem

ser utilizados para tarefas específicas, por meio de fine-tuning, utilizando-se de conjuntos de

dados direcionados ou de abordagens de few-shot learning (LIU et al., 2024).

Os LLMs surgiram a partir da criação do transformer, uma rede neural profunda consi-

derada uma evolução frente aos modelos que utilizavam as complexas arquiteturas baseadas

em redes neurais recorrentes e convolucionais (VASWANI et al., 2017). A arquitetura transfor-

mer baseia-se no mecanismo de atenção, dispensando recorrências ou convoluções, seguindo

uma estratégia encoder-decoder. Os transformers possibilitaram o surgimento de modelos
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disruptivos, iniciando-se pela concepção do GPT, primeiro modelo de arquitetura baseada

em transformers, adotando o formato de apenas decoder (RADFORD et al., 2018; HANDI et

al., 2023; HOW. . . , [s.d.]). Logo em seguida surgiu o BERT, representante da arquitetura no

formato de apenas encoder (DEVLIN et al., 2019). Na Figura 2.7 está retratado o histórico

de surgimento dos primeiros LLMs, partindo do ano de 2018 até 2021. Os modelos GPT

e BERT atingiram resultados de estado da arte em diversas atividades de PLN, trilhando o

caminho inicial ao que viria a ser uma revolução na área de PLN (HANDI et al., 2023).

Figura 2.7: Referências dos anos de criação de modelos transformer.

Fonte: (HOW. . . , [s.d.])

2.5.1 Atenção (Attention e Multi-Head Attention)

Os LLMs possuem como base o mecanismo de atenção, sendo o diferencial frente às solu-

ções utilizadas anteriormente, como redes neurais recorrentes, por exemplo. Com a atenção,

basicamente, busca-se responder a seguinte questão: “qual a parte da entrada que deve rece-

ber foco?”. Ou seja, busca-se determinar o quão relevante é a palavra atual para as demais

palavras da mesma sentença. Para cada palavra, é gerado um vetor de atenção que representa

o relacionamento contextual entre as palavras da mesma sentença.

Na Figura 2.8 está disposto um diagrama representando a arquitetura de rede neural utili-

zada no cálculo da atenção, no formato de single-headed attention. A entrada é segmentada

em três vetores: query, key e value. O cálculo do vetor resultante de atenção pode ser inter-

pretado como a aplicação de uma busca (ou query) num conjunto de chaves e valores (key e

value) (VASWANI et al., 2017). O bloco MatMul inicial é responsável por realizar o produto

escalar entre os vetores query e key, seguido pelo bloco Scale de normalização dos pesos pela



2.5 Modelos de Linguagem Grandes 23

dimensão dos vetores query e key. A camada Mask oculta os valores de atenção referentes

a palavras que ainda não ocorreram na sentença, sendo aplicado de forma opcional. É então

aplicada a função SoftMax pelo bloco de nome análogo, partindo em seguida para o produto

escalar do seu resultado pelo vetor value. Ao final, é obtida uma matriz de pesos que con-

siste no valor de atenção para cada palavra da sentença de entrada. A Equação 2.1 descreve

o cálculo realizado a partir dos elementos dispostos na arquitetura da Figura 2.8, sendo Q,

K e V as matrizes contendo os valores dos query, key e value, respectivamente, em que Q e

K possuem dimensão dk e V dimensão dv.

Figura 2.8: Diagrama da arquitetura da rede neural utilizada no cálculo da atenção ou single-
headed attention (Scaled Dot-Product Attention.)

Fonte: (VASWANI et al., 2017)

Attention(Q,K, V ) = softmax(
QKT

√
dk

)V (2.1)

De forma a paralelizar o cálculo dos vetores de atenção, a entrada query, key e value pode

ser segmentada em diferentes vetores de dimensões menores, realizando o cálculo da aten-

ção. Ao final, os vetores são concatenados, conforme disposto no diagrama de Multi-headed

attention na Figura 2.9, possuindo h vetores de atenção sendo calculados paralelamente e
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concatenados ao final. A entrada é fragmentada utilizando-se uma matriz de pesos para cada

“cabeça” de atenção, sendo esta a função da camada Linear. Ao concatenar o resultado de

cada “cabeça” de atenção, o resultado também é aplicado a um vetor de pesos, conforme

observado na Figura 2.9 e nas Equações 2.2 e 2.3, que descrevem o cálculo do Multi-headed

attention. Sendo WQ
i , WK

i e W V
i , na Equação 2.3, o vetor de pesos W para cada vetor de

entrada para a “cabeça” de atenção, bem como WO, a matriz de pesos da camada Linear

final.

Figura 2.9: Diagrama da arquitetura da rede neural utilizada no cálculo da Multi-headed
attention.

Fonte: (VASWANI et al., 2017)

MultiHead(Q,K, V ) = Concat(head1, ..., headh)W
O (2.2)

headi(Q,K, V ) = Attention(QWQ
i , KWK

i , V W V
i ) (2.3)
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2.5.2 Word Embeddings

Outro conceito importante tanto em problemas de PLN como para a compreensão do fun-

cionamento do transformer é o de Word Embeddings, que são representações numéricas de

palavras, normalmente em uma representação vetorial (MANDELBAUM; SHALEV, 2016). Os

Word Embeddings são aplicados em diversas tarefas de PLN, de forma a mapear conceitos

abstratos de palavras em espaços vetoriais, tornando palavras passíveis de serem processadas

matematicamente (WANG; ZHOU; JIANG, 2019). Exemplos de ferramentas e métodos para a

aplicação de Word Embeddings incluem: Word2Vec7, GloVe8 e ELMo9.

2.5.3 Transformer

O mecanismo de atenção, sobretudo o Multi-headed attention, consiste na principal evolução

trazida pelos transformers, entretanto a arquitetura geral é composta por outros elementos,

conforme evidenciado no diagrama arquitetural da Figura 2.10. Dentre os elementos exis-

tentes, são exemplos a obtenção de word embeddings da entrada, a codificação posicional,

as camadas de adição e normalização e, por fim, as camadas de feedforward. A arquitetura

transformer também pode ser segmentada em duas principais partes, o encoder e o decoder.

Modelos transformers podem utilizar tanto a arquitetura completa como apenas uma das

partes, empilhadas em múltiplas instâncias, de acordo com o objetivo pretendido aos mode-

los em questão. Por exemplo, o BERT e diversos modelos derivados dele utilizam apenas a

parte encoder da arquitetura, diferentemente do GPT e seus sucessores, que aplicam apenas

a parte decoder.

2.5.3.1 Arquitetura Encoder

A parte do encoder da arquitetura transformer é responsável por extrair informações rele-

vantes a partir da entrada alimentada (NAVEED et al., 2023). Em um cenário encoder-decoder,

o embedding obtido como saída do encoder é alimentado ao decoder para então gerar o texto

correspondente, por exemplo, o texto traduzido, considerando um contexto de tradução de

7https://medium.com/turing-talks/word-embedding-fazendo-o-computador-entender-o-significado-das-
palavras-92fe22745057

8https://nlp.stanford.edu/projects/glove/
9https://allenai.org/allennlp/software/elmo
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texto. Entretanto, modelos encoder, a exemplo do BERT, são pré-treinados utilizando-se de

tarefas de pré-treinamento diferentes da de tradução, que foi originalmente utilizada como

exemplo na concepção dos transformers (VASWANI et al., 2017). Tarefas de pré-treinamento

normalmente aplicadas aos modelos encoder direcionam os modelos a aprender representa-

ções contextuais a partir da entrada (DEVLIN et al., 2019), tornando-os otimizados a tarefas

de Natural Language Understanding, como: classificação de texto, análise de sentimentos e

Figura 2.10: Arquitetura de um transformer, exemplo possuindo formato encoder-decoder.

Fonte: (VASWANI et al., 2017)
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reconhecimento de entidades nomeadas (NAVEED et al., 2023).

Para elucidar o funcionamento de um modelo de arquitetura encoder, tomemos como

exemplo o modelo BERT. A tarefa de pré-treinamento aplicada a esse modelo, conhecida

como Masked Language Model (MLM), consiste em mascarar aleatoriamente alguns dos

tokens de entrada, substituindo-os pelo token [MASK]. Seu propósito é capacitar o modelo

para prever as palavras mascaradas com base no contexto fornecido. Ao executar essa tarefa

em um grande corpus, o modelo é capaz de modelar a linguagem e capturar informações em

seus parâmetros, que são basicamente os pesos presentes nos elementos das redes neurais

que compõem o modelo BERT. Vale destacar que o modelo BERT possui duas variantes:

base e large, conforme detalhado em seus atributos listados na Tabela 2.2.

O tamanho oculto, ou hidden size, consiste nas camadas internas do modelo de funções

matemáticas, atribuindo pesos às palavras de forma a atingir o resultado final. Em conjunto

com a quantidade de camadas transformer e cabeças de atenção, o hidden size implica na

quantidade de parâmetros existentes nos modelos. A entrada passada ao modelo é mapeada

em embeddings, cada um com sua respectiva função, sendo eles: tokens, segments e position,

conforme representado na Figura 2.11. Os tokens representam cada elemento da entrada em

um espaço vetorial. Os segments determinam as sentenças as quais cada elemento da entrada

pertence, dado que uma única entrada pode ser composta por diversas sentenças. Já os

positional embeddings, são responsáveis por guardar a informação da posição dos elementos

da entrada, localizando-os frente aos demais. A entrada é limitada pelo hiperparâmetro que

determina o número máximo de tokens aceitos pelo modelo.

A utilização do modelo pré-treinado numa tarefa de classificação, por exemplo, consiste

em acoplar uma camada de classificação ao final da arquitetura, mapeando assim a saída para

o resultado esperado. A partir do processo de fine-tuning, que ajusta de maneira mínima o

modelo de forma a adaptá-lo para a tarefa em questão, o modelo pode então mapear a sua

Tabela 2.2: Propriedades do modelo BERT em suas duas variantes (base e large).

Camadas
Transformer

Tamanho Oculto
(Hidden Size)

Cabeças de
Atenção

Parâmetros

BERT-base 12 768 12 110M

BERT-large 24 1024 16 340M

Fonte: De autoria própria, baseado na descrição do BERT (DEVLIN et al., 2019).
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Figura 2.11: Representação da entrada do BERT, detalhando todos os embeddings da en-
trada.

Fonte: (DEVLIN et al., 2019).

saída para as classes alvo do problema. A Figura 2.12 contém o detalhamento do fluxo

de utilização do BERT para um problema de classificação binária do título de um e-mail

quanto a ser ou não spam. Inicialmente, o texto da entrada é convertido em tokens, dividindo

as sentenças e palavras em unidades menores que serão utilizadas no processamento. Em

seguida, são gerados os embeddings, bem como o vetor de atenção inicial a ser computado

pelos transformers. Após percorrer todos os blocos transformers, a posição inicial da saída

obtida é mapeada a um classificador ajustado ao problema em questão. Por fim, é obtida a

saída em forma de probabilidade da classificação-alvo.

Dentre os diversos hiperparâmetros existentes passíveis de ajuste e otimização para mo-

delos transformer, a taxa de aprendizagem (learning rate) e o tamanho dos lotes (batch size)

foram hiperparâmetros relevantes considerados nesta pesquisa. O learning rate consiste no

valor base para ajuste dos pesos do modelo durante o processo de treinamento, onde valores

maiores implicam em ajustes mais drásticos e valores menores em ajustes mais suaves. Para

o exemplo de fine-tuning do BERT, os autores utilizaram valores de learning rate da ordem

de 10−5 (DEVLIN et al., 2019). Quanto ao batch size, apresentando-se normalmente em valo-

res da ordem de múltiplos de 2, consiste na quantidade de registros da entrada enviados ao

modelo de forma paralela. Maiores valores de batch size implicam em menores tempos de

treinamento, entretanto, num maior uso de memória por parte dos modelos.
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Figura 2.12: Representação da entrada do BERT, exibindo todos os embeddings.

Fonte: De autoria própria baseado na descrição do BERT (ALAMMAR, 2018; DEVLIN et al.,
2019).

2.5.3.2 Arquitetura Decoder

Os modelos decoder são construídos utilizando-se da parte da arquitetura responsável pela

geração de texto (NAVEED et al., 2023). Sendo assim, os modelos que utilizam essa arqui-

tetura caracterizam-se pela natureza generativa, a exemplo do GPT (RADFORD et al., 2018).

Sendo assim, tendem a ser direcionados para tarefas de Natural Language Generation, como

criação de conteúdos e resposta a perguntas (NAVEED et al., 2023). Além do tradicional fine-
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tuning, LLMs decoder podem ser utilizados em configurações chamadas zero-shot, one-shot

ou few-shot, utilizando-se da janela de inferência dos modelos, aliadas aos seus parâmetros

obtidos em pré-treinamento, para realizar tarefas com poucos ou nenhum exemplo (NAVEED

et al., 2023). Apesar de LLMs decoder, no geral, responderem bem a abordagens few-shot,

esta forma de aprendizagem e inferência possui bastante influência do formato dos prompts

utilizados no resultado (NAVEED et al., 2023).

De forma a entender o funcionamento dos modelos de arquitetura decoder, é importante

ter em mente o funcionamento do Masked Multi-Head Attention, primeira camada de atenção

existente apenas no bloco decoder. Em resumo, o formato masked consiste em atribuir zero

aos valores de atenção de cada token que ocorre após o token em questão. Por exemplo, serão

computados os valores de relacionamento de uma palavra de uma determinada sentença para

as outras, porém considerando apenas as palavras que ocorreram anteriormente a palavra

alvo da análise. Desta forma, o modelo não considera tokens de palavras futuras, estando

assim alinhado com a tarefa-alvo da arquitetura decoder, a de geração de texto. Um exemplo

de tarefa de pré-treinamento utilizada em modelos decoder, tomando como base a tarefa

utilizada no GPT (RADFORD et al., 2018), é a de language modeling, que consiste em utilizar-

se de um grande corpus de forma a fazer com que o modelo seja capaz de prever corretamente

a próxima palavra de uma sentença. De forma semelhante ao observado no modelo BERT,

a Figura 2.13 representa a arquitetura do modelo GPT, composta dos mesmos elementos do

variante encoder, exceto pelo bloco de Masked Multi-Head Attention e o formato da saída,

que consiste em texto.

A primeira versão do GPT possui aproximadamente 120 milhões de parâmetros (RAD-

FORD et al., 2018). Seus sucessores, GPT-2 e GPT-3, possuem, respectivamente, até 1,5

bilhões e 175 bilhoões de parâmetros (RADFORD et al., 2019; BROWN et al., 2020). Com o

aumento do número de parâmetros dos LLMs generativos e o surgimento de novos modelos,

o custo computacional necessário para realizar o fine-tuning para tarefas específicas também

cresceu. Entretanto, percebeu-se uma maior quantidade de conhecimento retido, com mode-

los migrando de abordagens completamente baseadas em treinamento completo com ajustes

de pesos para abordagens few-shot, valendo-se do conhecimento adiquirido pelos LLMs du-

rante o pré-treinamento e prompts de contexto.

Outros LLMs decoder também foram lançados recentemente, como o Llama (TOUVRON
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Figura 2.13: Representação da arquitetura do GPT, um LLM de arquitetura decoder.

Fonte: (RADFORD et al., 2018).

et al., 2023a) e o Llama 2 (TOUVRON et al., 2023b), construídos pela Meta10, versão mais re-

cente utilizando-se de um conjunto de treinamento contendo novos dados de fontes públicas.

O Llama 2 consiste em um modelo aberto, com variantes de 7, 13, 34 e 70 bilhões de parâ-

metros, onde apresentou resultados competitivos frente a outros modelos em diversas tarefas

de benchmark, dentre eles o próprio GPT-3. Sendo assim, o Llama, principalmente na sua

versão 2, representa uma grande contribuição para o avanço de pesquisas na linha de PLN

utilizando-se de LLMs decoder.

Além dos hiperparâmetros comuns a modelos de arquitetura encoder, como o learning

10https://llama.meta.com/
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rate e o batch size, LLMs decoder recentes também incorporam hiperparâmetros direcio-

nados especificamente ao processo de inferência, ou seja, à geração de texto (WANG; LIU;

AWADALLAH, 2023; RENZE; GUVEN, 2024). Estes incluem: temperature, top_p, top_k e

max_new_tokens. O hiperparâmetro temperature, com valor compreendido entre 0 e 1, con-

trola a aleatoriedade do texto gerado, em que valores maiores implicam em textos mais

aleatórios e diversos. O top_p, também com valor compreendido entre 0 e 1, controla a

probabilidade de amostragem dos novos tokens gerados, em que valores baixos implicam na

utilização de tokens com probabilidade mais alta, e valores altos resultam na exploração de

uma possibilidade mais diversa de tokens. O top_k, um valor inteiro, direciona o modelo

a considerar o token de saída como o de maior probabilidade dentre os primeiros k tokens.

Tanto o top_p quanto o top_k são estratégias de amostragem de novos tokens, não podendo

ser utilizados em conjunto. Por fim, o max_new_tokens determina a quantidade de tokens

gerados como saída pelo LLM.

2.5.3.3 Quantized Low Rank Adapters (QLoRA)

Dada a crescente quantidade de parâmetros nos LLMs decoder, pesquisadores têm buscado

estratégias para realizar o fine-tuning de forma mais eficiente e com menor consumo de me-

mória. Uma dessas estratégias é o Parameter-Efficient Fine-Tuning (PEFT) (MANGRULKAR

et al., 2022), que consiste em métodos para adaptar os modelos de forma eficiente, ajustando

apenas alguns parâmetros adicionais aos já existentes, o que reduz os custos e alcança resul-

tados comparáveis aos do fine-tuning completo. O Quantized Low Rank Adapters (QLoRA)

(DETTMERS et al., 2023) consiste em uma das abordagens de PEFT existentes. Além de ajus-

tar poucos parâmetros adicionais, o QLoRA aplica uma quantização aos modelos, reduzindo

a precisão dos parâmetros para torná-los mais eficientes. Isso pode resultar em reduções

para até inteiros de 4 bits. A Figura 2.14 apresenta a representação da estratégia aplicada

pelo QLoRA aos pesos originais dos modelos.

A matriz de pesos W consiste nos pesos originais do modelo, que são congelados e não

são ajustados. Duas novas matrizes menores de pesos WA e WB são adicionadas, onde ape-

nas os pesos delas são ajustados durante o processo de fine-tuning. A saída h é determinada

pela equação 2.4, que consiste na utilização dos pesos originais congelados W0 em conjunto

com os novos pesos adicionados WA e WB. O número de parâmetros treináveis é definido
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Figura 2.14: Representação da estratégia de PEFT utilizada pelo QLoRA em LLMs.

Fonte: (RASCHKA, 2023)

por |Θ|, calculado conforme a equação 2.5, onde L̂LoRA consiste no número de matrizes nas

quais a estratégia é aplicada, normalmente as matrizes query e value, dmodel sendo a dimen-

são da matriz de pesos originais do modelo e r o rank, principal hiperparâmetro da estratégia

e principal fator de influência no número de parâmetros treináveis.

h = W0x+∆Wx = W0x+WBWAx (2.4)

|Θ| = 2× L̂LoRA × dmodel × r (2.5)

Além do rank, outros hiperparâmetros podem ser definidos na utilização do QLoRA,

como alpha, dropout e target_modules. Quando os novos pesos ajustados são utilizados

e adicionados aos pesos originais, são multiplicados por um fator de escala, determinado

pelo valor de alpha dividido pelo rank r. Diminuiur os valores de alpha em comparação

ao rank aumenta o impacto do fine-tuning. Aumentar o alpha em comparação ao rank,

diminui o impacto do fine-tuning nos pesos originais. O dropout representa a probabilidade

de que parâmetros treináveis serão atribuídos de zero para um dado lote de treinamento,

sendo utilizado para evitar overfitting. O hiperparâmetro target_modules determina em quais

pesos do modelo original a estratégia será aplicada, normalmente determinando-se os vetores

query e value.
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A quantização trata-se de um processo de discretização de uma entrada que possui mais

informação para outra contendo menos informação (DETTMERS et al., 2023). De forma a

garantir que toda a escala da precisão alvo do processamento seja utilizada, os dados são

ajustados utlizando-se normalização, por meio da utilização do máximo absoluto possível.

Considerando uma redução de valores de ponto flutuante de 32 bits (FP32) para inteiros

de 8 bits (Int8), o vetor irá possuir valores num intervalo de [-127, 127], sendo calculado

conforme a equação 2.6 (DETTMERS et al., 2023), em que cFP32 representa uma constante de

conversão, de forma a simplificar a equação.

XInt8 = round

(

127

absmax(XFP32)
XFP32

)

= round(cFP32 ·XFP32) (2.6)

Dentre os hiperparâmetros passíveis de configuração para a quantização, ressaltam-se o

método, que define a escala alvo da quantização, compute_dtype, que define a escala de con-

versão inicial da entrada passada ao modelo e, por fim, o nested_quantization, que consiste

em habilitar a quantização em duas etapas, utilizando inicialmente uma escala intermediária

antes da escala final (DETTMERS et al., 2023).

2.5.4 Modelos Destilados

Com o crescente aumento da demanda computacional para a utilização e treinamento de mo-

delos, os pesquisadores buscaram alternativas para minimizar os impactos causados por esse

inevitável caminho, como é o caso dos modelos destilados (GU et al., 2023). De forma simpli-

ficada, a construção de modelos destilados, também conhecida como Knowledge Distillation

(KD), consiste em transferir o conhecimento de um modelo maior, como os LLMs, para um

modelo com menor quantidade de parâmetros. Essa transferência busca tanto maximizar os

resultados obtidos com o modelo menor quanto alcançá-los de forma mais eficiente.

A estratégia utilizada para construir LLMs destilados, como é o caso do DistilBERT

(SANH et al., 2019), por exemplo, consiste em utilizar um modelo menor, chamado de es-

tudante, em conjunto com um modelo maior, sendo este último o professor. O diagrama

da Figura 2.15 representa a aplicação dessa estratégia. O processo deve iniciar-se com o

mapeamento da saída de ambos os modelos para a mesma tarefa objetivo, de modo a alimen-

tar ambos com a mesma entrada e comparar suas saídas para calcular o erro de destilação,
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ou distillation loss. Em seguida, o modelo estudante é ajustado para minimizar esse erro,

enquanto os pesos do modelo professor permanecem congelados. Ao final do processo, o

modelo estudante resultante terá utilizado as saídas do modelo professor para ajustar-se e,

consequentemente, aprender os pesos, buscando representar as mesmas informações com

uma menor quantidade de parâmetros.

Figura 2.15: Representação da estratégia de Knowledge Distillation aplicada a LLMs.

Fonte: (SINGH, 2024)

2.6 Métricas de Avaliação

De forma a avaliar resultados obtidos mediante a aplicação de modelos de AM, a seleção

de métricas de avaliação adequadas é essencial. Dentre as principais métricas utilizadas em

problemas de PLN, bem como em AM em geral, destacam-se: acurácia, precisão, revocação

e F1-Score (BLAGEC et al., 2020). Considerando métricas focadas em problemas mais ali-

nhados com PLN, são exemplos as métricas BLEU score, ROUGE e Word Error Rate. Em

problemas de classificação, a construção de uma Matriz de Confusão auxilia na obtenção de

percepções a partir da verificação de classificações corretas e incorretas. Considerando um

cenário focado em classificação binária, destaca-se como uma métrica relevante a Área Sob

a Curva de Precisão-Revocação (PR-AUC) (BOYD; ENG; PAGE, 2013).

Nesta seção, serão detalhadas as métricas relevantes ao problema de classificação de

texto, em especial, em um cenário com apenas duas classes, ou seja, uma classificação biná-
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ria, alvo da pesquisa descrita neste trabalho. As métricas selecionadas são: precisão, revoca-

ção, F1-Score, e PR-AUC. Também será discorrido acerca da matriz de confusão, estrutura

de dados necessária para a obtenção das métricas selecionadas.

2.6.1 Matriz de Confusão

Auxiliando na representação sumarizada das predições de uma tarefa de classificação, a ma-

triz de confusão consiste em um resumo em forma de matriz dos resultados obtidos em

termos de quantidade de predições corretas e incorretas. As predições são fragmentadas em

quatro diferentes tipos: Verdadeiros Positivos (VP), Falsos Positivos (FP), Falsos Negati-

vos (FN) e Verdadeiros Negativos (VN) (TIWARI, 2022). Matrizes de confusão podem ser

aplicadas tanto em problemas de classificação binária como em múltiplas classes. Além de

trazer um resumo quantitativo dos resultados obtidos, as células da matriz de confusão são

utilizadas no cálculo de demais métricas, como precisão, revocação e F1-Score. Na Figura

2.16 é apresentada como se dá a disposição de uma matriz de confusão para cenários de

classificação binária.

Figura 2.16: Disposição das células de uma matriz de confusão em um problema de classifi-
cação binária.

Fonte: De autoria própria.

Para o problema abordado neste trabalho, que foi modelado como uma classificação bi-

nária, a classe positiva refere-se aos atos tributários, enquanto a classe negativa diz respeito

aos atos não tributários. Ao relacionar essas classes com os tipos de predições de uma matriz

de confusão, temos que os VP representam os atos tributários corretamente identificados, en-

quanto os VN são os atos não tributários que também foram corretamente classificados. Por
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outro lado, as classificações incorretas são representadas pelos FN, que são os atos tributá-

rios incorretamente classificados como não tributários, resultando em sua não identificação.

Os FP, por sua vez, correspondem aos atos não tributários erroneamente apontados como

tributários. No contexto específico do problema em análise, o impacto dos FP é considerado

menor do que o dos FN. Isso ocorre porque é preferível ter alguns FP a deixar de capturar

registros de interesse, como no caso dos FN.

2.6.2 Precisão

Considerando-se um cenário de classificação binária, onde as classes-alvo resumem-se a

positiva ou negativa, é possível interpretar a precisão em termos de probabilidade. Ou seja,

a precisão consiste na probabilidade de um registro classificado como positivo ser realmente

positivo (GOUTTE; GAUSSIER, 2005). Altos valores de precisão indicam um cenário com

uma baixa quantidade de FP, enquanto valores baixos de precisão representam um cenário

com uma maior incidência de FP. Formalmente, a métrica consiste na quantidade de VP

(registros classificados como positivos e que realmente são positivos frente às anotações)

dividida pela quantidade de VP somada aos FP (registros classificados como positivos, mas

que são realmente negativos) (GOUTTE; GAUSSIER, 2005). A Equação 2.7 descreve a fórmula

para a precisão p.

p =
V P

V P + FP
(2.7)

2.6.3 Revocação

Quanto a revocação (do inglês, recall), a mesma pode ser interpretada como a probabilidade

de um registro positivo ser corretamente identificado pela modelagem. Altos valores de re-

vocação indicam um cenário com uma baixa quantidade de FN, enquanto valores baixos de

revocação representam um cenário com uma maior incidência de FN. Em termos formais,

a revocação trata-se da quantidade de VP dividida pela quantidade de VP somada à quan-

tidade de FN (registros positivos, mas que foram classificados como negativos) (GOUTTE;

GAUSSIER, 2005). A Equação 2.8 descreve a equação para a revocação r.
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r =
V P

V P + FN
(2.8)

2.6.4 F1-Score

Para consolidar tanto a precisão quanto a revocação em uma única métrica, recorre-se ao

F1-Score. Essa métrica consiste na média harmônica da precisão e da revocação, conforme

a Equação 2.9. O F1-Score também pode ser descrito como Fβ-Score de valor Fβ, com

β representando o fator de importância da revocação sobre a precisão (GOUTTE; GAUSSIER,

2005). Ou seja, como β = 1 para o F1-Score, ambas as métricas possuem o mesmo peso,

chamada assim de média harmônica. o Fβ pode ser calculado conforme descrito na Equação

2.10.

F1 -Score = 2
p ∗ r
p+ r

(2.9)

Fβ-Score = (1 + β2)
p ∗ r

(β2 ∗ p) + r
(2.10)

2.6.5 Área Sob a Curva de Precisão-Revocação

A curva de Precisão-Revocação (PR) é uma métrica de avaliação em contextos de classifica-

ção binária, tornando possível a visualização de desempenho em um intervalo de limiares de

classificação (BOYD; ENG; PAGE, 2013). A curva de PR consiste numa representação bastante

utilizada pela comunidade de AM, sobretudo em problemas envolvendo grandes desbalance-

amentos nos dados (BOYD; ENG; PAGE, 2013; QI et al., 2021). A utilização dessa representação

gráfica da qualidade de classificadores binários não se limita a uma análise visual, também

sendo calculada a Área Sob a Curva (do inglês, Area Under the Curve, ou AUC), onde a área

resultante é chamada de PR-AUC. Assim, quanto maior for o valor da área abaixo da curva

plotada, maior a qualidade do classificador analisado.

Para se construir uma curva de PR, faz-se necessário selecionar um conjunto de limiares

de classificação para o problema de classificação binária em questão, atribuindo rótulos aos

registros no conjunto utilizado para avaliar os resultados. Para cada limiar definido, os rótu-

los são obtidos e os valores de precisão e revocação calculados. Ao final, plota-se no gráfico
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um ponto correspondente aos valores obtidos para cada um dos limiares utilizados. A Figura

2.17 contém um gráfico construído a partir de um conjunto de dados pequeno de exemplo,

representando os pontos de PR, juntamente do gráfico contendo os pontos interligados, re-

presentando a curva de PR.

Figura 2.17: Gráfico de Exemplo de pontos de Precisão-Revocação para um conjunto de
dados pequeno (à esquerda, apenas pontos obtidos a partir dos limiares de classificação; à
direita, pontos interligados formando a Curva de PR).

Fonte: (BOYD; ENG; PAGE, 2013)

Em resumo, a métrica PR-AUC pode ser definida como a integral definida da precisão

p em função da revocação r, conforme disposto na Equação 2.11 (KEILWAGEN; GROSSE;

GRAU, 2014). Podem ser utilizados diversos métodos para o cálculo do valor final, como

por exemplo, o método dos trapézios (BOYD; ENG; PAGE, 2013), que consiste em segmentar

a área do gráfico em diversos trapézios (um para cada par de pontos contíguos), calcular

isoladamente sua área e, em seguida, somar todas as áreas calculadas. O cálculo da PR-

AUC utilizando-se do método dos trapézios está detalhado na Equação 2.12, em termos da

precisão p, revocação r e n pontos existentes no gráfico da curva de PR.

PR-AUC =

∫

1

0

p(r)dr (2.11)
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PR-AUC =
n−1
∑

i=1

(ri+1 − ri) ∗ (pi+1 + pi)

2
(2.12)

2.7 Considerações Finais

Foram apresentados neste capítulo os conceitos utilizados para o desenvolvimento do estudo,

de forma a apoiar o entendimento dos próximos capítulos. Serão aplicadas técnicas de AM

voltadas para PLN no domínio do direito tributário sob o contexto do DOU, temáticas discu-

tidas neste capítulo. Também foram detalhadas as métricas essenciais para a avaliação dos

resultados, levando-se em conta o contexto do problema aqui abordado.

No próximo capítulo são detalhados os trabalhos relacionados ao problema alvo desta

pesquisa, de forma a situar o trabalho realizado frente a pesquisas existentes, buscando lacu-

nas e contribuições passíveis de serem realizadas.



Capítulo 3

Trabalhos Relacionados

Neste capítulo serão discutidos os trabalhos relacionados ao tema desta pesquisa, de forma a

situar o trabalho descrito neste documento frente ao estado da arte. Foi realizada uma busca

por pesquisas com temáticas alinhadas com os objetivos e questões de pesquisa definidos.

Sendo assim, foram levantados trabalhos nas linhas de LLMs, bem como seu pré-treinamento

em domínios específicos, aplicações de PLN com relação ao domínio tributário, contextos

de classificação altamente desbalanceados e discussões em torno de LLMs de arquitetura

encoder e decoder com relação ao seu custo-benefício.

O presente capítulo é dividido da seguinte forma: na Seção 3.1 são descritos os avanços

com relação aos LLMs pré-treinados na língua portuguesa; na Seção 3.2 são detalhados os

avanços das pesquisas na linha da aplicação de PLN no domínio jurídico; na Seção 3.3 o

foco foi direcionado para o PLN aplicado ao domínio tributário; na Seção 3.4 são contem-

pladas as pesquisas referentes ao alto desbalanceamento de corpora no contexto jurídico; na

Seção 3.5 são apontadas pesquisas acerca da comparação dentre LLMs encoder e decoder;

finalmente, na Seção 3.6, são realizadas as considerações finais do capítulo acerca da análise

das pesquisas e estado da arte em torno da temática tratada neste trabalho.

3.1 Modelos de Linguagem Grandes em Português

Com o surgimento do modelo BERT, um modelo disruptivo em sua época de lançamento e

de arquitetura baseada em transformers, foram proporcionados resultados de estado da arte

em diversas tarefas de benchmark para PLN (DEVLIN et al., 2019). A aplicação crescente

41
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de modelos transformer em problemas do mundo real envolvendo PLN tornou-se cada vez

mais frequente, culminando no desenvolvimento de LLMs com as capacidades observadas

nos dias atuais.

Estratégias de adaptações de modelos transformers para domínios específicos ou outros

idiomas além do inglês, língua do corpus aplicado na tarefa de pré-treinamento original do

BERT, foram ferramentas primordiais para o avanço contínuo de pesquisas de PLN, especi-

almente em português com o surgimento de um modelo baseado em transformers para o idi-

oma. Observou-se que, apesar de haver uma versão multilíngue do BERT, tarefas em idiomas

específicos diferentes do inglês poderiam beneficiar-se da aplicação de um pré-treinamento

utilizando um extenso corpus no idioma alvo (RÖNNQVIST et al., 2019; VIRTANEN et al.,

2019; NOZZA; BIANCHI; HOVY, 2020), dado que possíveis limitações na representação em

línguas com um menor corpus no pré-treinamento podem apresentar representações inferio-

res quando comparado com a língua de maior representação no conjunto (PIRES et al., 2022;

NOZZA; BIANCHI; HOVY, 2020). A partir de então, pesquisadores trabalharam na criação do

BERTimbau, modelo baseado no BERT e pré-treinado num extenso corpus em português

(SOUZA; NOGUEIRA; LOTUFO, 2020). Seu surgimento impulsionou a área de pesquisa da

aplicação de PLN em português, trazendo resultados de estado da arte em diversos domínios

de aplicação (ARAÚJO et al., 2023).

Recentemente, pesquisadores continuando na busca por aprimorar o arsenal de ferra-

mentas passíveis da aplicação de PLN em português, culminaram no desenvolvimento de um

novo modelo pré-treinado em português de arquitetura transformer, o ALBERTINA (RODRI-

GUES et al., 2023). Baseado no DeBERTa (HE et al., 2021), um LLM de arquitetura encoder,

assim como o BERT, o novo modelo atingiu resultados resultados de estado da arte nos

experimentos realizados pelos autores frente ao seu principal concorrente, o BERTimbau.

Possuindo aproximadamente três vezes mais parâmetros do que o BERTimbau, o ALBER-

TINA consiste numa contribuição extremamente significativa para a inovação e aplicação de

técnicas de PLN no idioma português.

Soluções de PLN baseadas em BERTimbau para o português continuam sendo empre-

gadas num amplo leque de aplicações de modelagem do idioma com foco em tarefas de

aprendizagem. O surgimento do ALBERTINA contribui para o avanço das pesquisas e ex-

perimentos envolvendo a língua portuguesa, traçando um novo caminho para a aplicação de
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soluções cada vez mais avançadas nos diversos domínios de aplicação em meio ao idioma,

além do já explorado inicialmente utilizando-se do BERTimbau.

3.2 Processamento de Linguagem Natural no Domínio Ju-

rídico

Apesar da atenção crescente ao domínio jurídico em português (MARTINS; SILVA, 2021),

usado no DOU, mais pesquisas neste idioma ainda se fazem necessárias para alcançar os

avanços já obtidos no domínio jurídico em língua inglesa. No entanto, o domínio jurídico

oferece um caminho natural para implementar técnicas avançadas de PLN, dada sua termi-

nologia jurídica intricada, léxico especializado que difere da linguagem comum e o amplo

volume de documentos textuais originados de diversos contextos legais.

O domínio jurídico abrange vários tipos de documentos textuais, incluindo contratos,

legislação, processos judiciais e acordos de confidencialidade. Consequentemente, apesar de

pertencerem ao mesmo domínio, esta especificidade pode ser fator de influência na aplicação

de técnicas de PLN em cenários reais. Assim, não é possível assegurar que um modelo pré-

treinado em um corpus centrado principalmente em textos de licitações, por exemplo, teria

o mesmo desempenho quando aplicado a um corpus de processos judiciais.

Nos últimos anos, alguns pesquisadores deram passos significativos na classificação de

textos jurídicos (CLAVIÉ; ALPHONSUS, 2021; NGHIEM et al., 2022; NGUYEN et al., 2022; MA-

MOOLER et al., 2022; CHEN et al., 2022b). Outro domínio de pesquisa em evidência envolve a

classificação e o processamento de documentos oficiais (SENGUPTA; DAVE, 2021; CAVALIERI

et al., 2022). Esses documentos, conhecidos por sua natureza textualmente densa, oferecem

um cenário desafiador para a aplicação de técnicas de extração, processamento e classifica-

ção.

Entre os esforços de pesquisas recentes no domínio jurídico brasileiro, destacam-se al-

gumas contribuições como VICTOR (ARAUJO et al., 2020) e BERTIKal (POLO et al., 2021).

O VICTOR é um conjunto de dados focado na classificação de documentos jurídicos, com-

posto principalmente de documentos do Supremo Tribunal Federal. BERTikal é um modelo

de linguagem, construído sobre o BERTimbau, treinado em um corpus de textos jurídicos

do Tribunal de Justiça do Estado de São Paulo. Essas contribuições desempenharam um pa-
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pel fundamental em abordar a lacuna de pesquisa na análise de textos jurídicos brasileiros,

fornecendo aos pesquisadores de PLN ferramentas para o desenvolvimento de modelos e

incentivando o surgimento de pesquisas relevantes adicionais.

Exemplificando contribuições derivadas desses estudos, pode-se destacar: a aplicação

de modelagem de tópicos na classificação de temática de processos, com casos oriundos

da Suprema Corte (ARAUJO; CAMPOS, 2020) e da Corte de Justiça do Ceará (AGUIAR et

al., 2022); a extração de jurisprudência baseada em similaridade textual (GOMES; LADEIRA,

2020); e a recuperação de informações por meio de perguntas e respostas em documentos

jurídicos (GOMES; LADEIRA, 2020).

A abordagem mais relevante devido a proximidade com os objetivos de pesquisa deste

trabalho de mestrado envolve o monitoramento de alterações legislativas ambientais publi-

cadas no DOU (CAÇÃO et al., 2022). Nessa pesquisa, os autores concentraram-se na cons-

trução de um corpus dedicado ao domínio do DOU. Esse corpus foi utilizado pelos autores

como base para o pré-treinamento do modelo BERDOU, construído sobre o BERTimbau. O

BERDOU tem o potencial de aprimorar significativamente a aplicação de técnicas de PLN

no contexto do DOU. Além disso, os autores criaram um conjunto de dados anotados adap-

tado para a tarefa de classificação de texto de leis ambientais, tendo sido direcionado a uma

abordagem multiclasse.

3.3 Processamento de Linguagem Natural Aplicado ao Do-

mínio Tributário

A aplicação de PLN ao contexto do domínio tributário ainda requer avanços na literatura,

dado que é um domínio ainda pouco explorado de forma isolada, sendo muitas vezes atrelado

como subdomínio em contextos jurídicos (ASH; GUILLOT; HAN, 2021; GU et al., 2022). Não

obstante, há algumas pesquisas recentes.

Uma das pesquisas levantadas com foco no domínio tributário endereçou a extração de

leis tributárias a partir de textos legislativos dos Estados Unidos (ASH; GUILLOT; HAN, 2021).

A pesquisa em questão utilizou um corpus pré-existente, compreendido entre o período de

1910 e 2010, e reforçou a natureza altamente desbalanceada do contexto, dado que apenas

6,87% dos registros presentes são tributários. Além da classificação binária, os autores ende-
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reçaram a classificação de texto tributário dentre seus subdomínios, como: tributos corpora-

tivos, tributos sob energia, tributos sob heranças, dentre outros. Para a classificação binária,

os autores utilizaram Regressão Logística e Random Forests, ambas abordagens tradicionais

de aprendizagem de máquina. Apesar das métricas de AUC ROC para ambos os modelos

serem altas, o F1-Score, juntamente da revocação, apresentaram valores em torno de 0,5 e

0,4, respectivamente. Salienta-se que, um baixo valor de revocação, implica em registros

tributários que não foram identificados pelo modelo de aprendizagem, um ponto crítico na

análise automatizada desses registros.

Sendo assim, resultados podem ter sofrido influência do alto desbalanceamento dos da-

dos, gerando viés a partir do conjunto de treinamento empregado. Tal característica do con-

junto não foi explorada pelos autores, além de uma breve descrição do conjunto de dados

já existente e utilizado. Além disso, a natureza temporal dos dados foi ignorada, dada a

aplicação de validação cruzada do tipo five-fold, havendo uma mistura dentre os registros de

diferentes anos. Ou seja, foram utilizados registros de 2010 para treinamento do modelo, e

de 1910 no conjunto de testes, por exemplo, o que impacta na confiabilidade dos resultados

na aplicação dos modelos obtidos num cenário real em dados ainda não vistos.

Outro trabalho endereçou o domínio tributário no idioma coreano (GU et al., 2022), in-

clusive com modelos baseados em arquitetura transformer. A aplicação do estudo consiste

na classificação de perguntas enviadas a uma plataforma governamental para retirada de dú-

vidas relacionadas à legislação tributária. O cidadão que envia perguntas deve selecionar a

temática de interesse, de forma que seja enviada a um analista especialista em direito tribu-

tário. Porém, segundo os autores, a maioria dos indivíduos seleciona as categorias de forma

incorreta, numa proporção não informada. Sendo assim, os autores buscaram utilizar-se da

classificação do texto da pergunta de forma a validar a temática selecionada para cada per-

gunta e direcioná-la ao analista tributário correto, evitando assim um redirecionamento de

perguntas de um analista para outro.

Os autores realizaram um estudo comparando estratégias tradicionais de AM, como

LSTM e BiGRU-CNN, além de LLMs já existentes, inclusive em coreano. Além disso,

foi realizado o pré-treinamento de um novo modelo desde o início, de forma a comparar com

os resultados dos demais modelos. Os autores obtiveram melhores resultados com o modelo

por eles construído, aproximadamente 1% melhor em termos de F1-Score quando comparado
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com o segundo melhor modelo, o KcBERT, modelo BERT pré-treinado na língua coreana.

Apesar disso, o ganho não foi tão expressivo diante do elevado custo de pré-treinamento de

um novo modelo, mesmo sendo um modelo destilado (SANH et al., 2019; GU et al., 2023),

baseado no DistilRoBERTa1. O custo total de pré-treinamento do novo modelo em termos

de tempo de processamento não foi discutido pelos autores, nem levado em consideração na

comparação com os demais modelos.

Além disso, o problema-alvo apontado pelos autores, além de poder ser atendido com o

fine-tuning de modelos já existentes, não remove a interação com o analista tributário alvo da

pergunta, que precisa ser respondida. Adicionalmente, não é descrito pelos autores a propor-

ção de usuários que realizaram a classificação errada da temática de suas perguntas. Esses

fatores representam pontos que carecem melhor esclarecimento para auxiliar na justificativa

e na relevância do problema atendido.

Por fim, não foram encontrados estudos relevantes que abordam especificamente o do-

mínio tributário em português brasileiro, especialmente com foco no contexto dos Diários

Oficiais e na identificação automática de publicações neste domínio.

3.4 Contextos Desbalanceados no Domínio Jurídico

Trabalhos de pesquisa recentes têm explorado a natureza desbalanceada dos textos jurídi-

cos e as técnicas associadas de PLN. Isso ressalta a relevância e o desafio de lidar com o

problema do desbalanceamento em tarefas de classificação de texto. Este problema impacta

diretamente o contexto de classificação de publicações relacionadas ao domínio tributário no

DOU, objeto de estudo nesta pesquisa.

Dentre os estudos analisados, uma pesquisa abordou estratégias específicas de amostra-

gem de dados para minimizar os efeitos do desbalanceamento, inerente aos dados jurídicos,

conforme indicado pelos autores (FREIRE et al., 2023). Os experimentos foram conduzidos

com documentos em português provenientes de processos do Tribunal de Justiça de São

Paulo (TJSP), concentrando-se na classificação de processos quanto à temática de direito

do consumidor. Para a modelagem, empregou-se o SVM com gradiente descendente es-

tocástico, associado à vetorização usando TF-IDF e diversas estratégias de amostragem e

1https://huggingface.co/distilroberta-base



3.4 Contextos Desbalanceados no Domínio Jurídico 47

balanceamento de dados. Os resultados apresentaram uma média de F1-Score de aproxima-

damente 0,995, com um desvio padrão de aproximadamente 0,005, resultados extremamente

próximos uns dos outros, podendo haver a influência da amostra aleatória em alguns métodos

de amostragem nos resultados.

Contudo, os resultados não foram detalhados para cada classe separadamente no conjunto

de testes, o que limita a compreensão do cenário. Apesar da contribuição da pesquisa na

experimentação de diferentes abordagens de balanceamento e amostragem, os resultados

deixam espaço para uma análise mais aprofundada desses aspectos no domínio jurídico.

Outro estudo, dessa vez focado em aplicar PLN na modelagem de casos da Suprema

Corte dos Estados Unidos, também reforçou e buscou endereçar a natureza desbalanceada

dos textos jurídicos (LOCKARD; SLATER; SUCRESE, 2023). A modelagem proposta pelos au-

tores consistiu em utilizar um modelo de classificação, mais especificamente uma rede neural

LSTM associada ao ELMo para vetorização do texto, de forma a determinar o resultado dos

processos, ou seja, a parte vencedora: peticionário ou respondente. Os resultados obtidos

pelos autores apresentaram um F1-Score de 0,32, tendo sido apresentado apenas a métrica

englobando ambas as classes-alvo da tarefa, associado à um PR-AUC de 0,68, indicando que

o modelo até certo ponto possui a capacidade de distinguir dentre as classes por estar acima

de 0,5. Ainda assim, os resultados deixam margem para melhorias e análises futuras, como

na obtenção de limiar de classificação que otimize o F1-Score, também na aplicação de dife-

rentes estratégias de balanceamento dos dados de treinamento, nas estratégias de vetorização

e na experimentação com outros modelos de classificação, principalmente LLMs.

Outros pesquisadores também abordaram o desbalanceamento de dados no domínio ju-

rídico, empregando tanto técnicas tradicionais como modelos transformers em tarefas de

classificação binária e multiclasse (IMRAN et al., 2023). O conjunto de dados experimental

continha casos do Tribunal Europeu de Direitos Humanos (TEDH)2, onde para classificação

binária as classes se dividem em “há violação” e “não há violação”, já para o problema multi-

classe, cada classe corresponde ao tipo de violação aos direitos humanos, bem como a classe

negativa “não há violação”. Para lidar com o desbalanceamento, especialmente no problema

multiclasse, os pesquisadores obtiveram mais dados da classe "há violação" diretamente do

site do TEDH. Os resultados indicaram que o modelo RoBERTa obteve o melhor F1-Score

2https://hudoc.echr.coe.int/
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para a classificação binária (aproximadamente 0,87), enquanto o BigBird destacou-se para a

classificação multiclasse (F1-Score de 0,78).

De forma a tratar o desbalanceamento presente no conjunto de dados, presente tanto no

problema de classificação binária como no multiclasse, porém neste último ainda mais pro-

eminente, os autores utilizaram-se da estratégia de obtenção de mais dados da classe “há

violação” diretamente a partir do website do TEDH, com o objetivo de obter mais exem-

plos para cada um dos tipos de violação presentes na abordagem multiclasse. Entretanto,

ao executar esta abordagem, os autores tornaram o cenário de classificação binária ainda

mais desbalanceado. Nos experimentos realizados não houve qualquer comparação dos re-

sultados antes e depois da inclusão das novas instâncias obtidas, o que limita a interpretação

dos benefícios da expansão do conjunto de dados. Essas lacunas revelam a necessidade de

investigações mais abrangentes.

Ao analisar os estudos, destaca-se a recorrência do desbalanceamento no domínio jurí-

dico. Lidar com o desbalanceamento é desafiador, levando os pesquisadores a buscar solu-

ções específicas para cada cenário de aplicação de PLN no domínio jurídico. No entanto,

observa-se a existência de lacunas nas pesquisas analisadas, principalmente considerando o

potencial impacto de desbalanceamentos negligenciados em problemas de PLN, como o viés.

Aplicações no domínio jurídico frequentemente envolvem dados sensíveis e tarefas aplica-

das em processos de decisão de alto impacto social, tornando a confiabilidade nos modelos

um requisito crítico. Portanto, contribuições que se concentram no tratamento do desbalan-

ceamento de dados, especialmente em proporções elevadas, são altamente relevantes para o

domínio jurídico e para a área de PLN como um todo.

3.5 Modelos de Linguagem Grandes: encoder versus

decoder

Pesquisas recentes têm contribuído para os avanços na aplicação de LLMs em tarefas de

PLN, especialmente aqueles com arquitetura decoder, que obtiveram destaque ao longo do

tempo (NAVEED et al., 2023). Esses modelos, dotados de capacidade generativa, têm alcan-

çado resultados de estado da arte em tarefas de PLN, apresentando quantidades de parâ-

metros na ordem das centenas de bilhões. A premissa é que esses modelos possuem uma
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capacidade superior de representação e informação agregada, demandando nenhum ou míni-

mos ajustes para atividades específicas, aproveitando abordagens de aprendizagem few-shot.

Contudo, o aumento constante da complexidade e quantidade de parâmetros desses modelos

implica em maiores demandas computacionais para experimentação e, consequentemente,

para a implementação em cenários práticos (VRIES, 2023).

Apesar da alta capacidade de representação e adaptação, os custos crescentes suscitam

questionamentos sobre o custo-benefício da utilização de LLMs com arquitetura decoder em

tarefas de NLP já abordadas por modelos tradicionais ou por LLMs com arquitetura encoder,

como o BERT. Estudos recentes compararam essas abordagens, avaliando e respondendo a

essas questões.

Em um desses estudos (ZHONG et al., 2023), foi conduzida uma comparação entre o

ChatGPT, em sua versão baseada no modelo GPT 3.5, e LLMs com arquitetura encoder,

como o BERT e o RoBERTa, em suas versões base e large. Os experimentos abordaram ta-

refas de Compreensão de Linguagem Natural (do inglês, Natural Language Understanding,

ou NLU), incluindo análise de sentimento, aceitabilidade linguística, detecção de paráfrase,

similaridade de texto, implicação textual e implicação de perguntas e respostas. Para avaliar

a capacidade dos modelos considerando seu pré-treinamento, foram realizados experimentos

em tarefas de inferência. Os resultados indicaram que o ChatGPT foi superior nas tarefas

que envolviam inferência, mas os LLMs com arquitetura encoder apresentaram desempe-

nho comparável ou superior nas demais tarefas de NLU. Segundo os autores, o desempenho

do ChatGPT em um cenário de zero-shot foi comparável ao do modelo BERT-base após o

fine-tuning para as tarefas específicas. Apesar de destacar a notável capacidade de represen-

tação dos LLMs com arquitetura decoder para resolver problemas gerais, a pesquisa salienta

que soluções específicas podem ser mais eficazes, tanto em termos de resultados quanto de

custos, utilizando LLMs com arquitetura encoder.

Outra pesquisa relevante abordando esse tema (YU et al., 2023), utilizando os mode-

los LLama 2 e GPT nas versões 3.5 e 4 como LLMs com arquitetura decoder, e o Ro-

BERTa como representante da variante encoder, também comparou custo e desempenho,

concentrando-se em atividades de classificação de texto e Reconhecimento de Entidades

Nomeadas (do inglês, Named Entity Recognition, ou NER). Os resultados indicaram que

modelos menores, aplicados em um contexto de classificação supervisionada, atingem de-
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sempenho semelhante ou superior em comparação com os LLMs generativos. Além disso,

para os experimentos realizados, o modelo RoBERTa exigiu uma fração do tempo necessá-

rio para treinamento e inferência em comparação com o LLama 2, que tinha 70 bilhões de

parâmetros, sendo 5% e 1%, respectivamente.

Devido aos custos elevados da execução de experimentos utilizando os LLMs generati-

vos, foi necessário fazer concessões e limitações em alguns pontos. O fine-tuning do modelo

LLama 2, por exemplo, foi realizado com quantização e QLoRA (DETTMERS et al., 2023), e o

GPT-4 não foi aplicado em todos os conjuntos de dados. Os autores destacam que LLMs me-

nores, como o RoBERTa, são alternativas viáveis aos enormes LLMs generativos, oferecendo

resultados superiores com menor custo, melhor desempenho e transparência, especialmente

em tarefas específicas. No entanto, aplicações de LLMs em tarefas que requerem generali-

zação continuam apresentando melhores resultados quando se utiliza arquitetura decoder.

Por fim, a partir das pesquisas levantadas, observa-se que os LLMs de arquitetura encoder

permanecem como alternativas viáveis e competitivas em aplicações de PLN, demonstrando

desempenho semelhante ou superior em tarefas de classificação de texto e NLU. Além disso,

modelos maiores implicam em um consumo significativamente maior de recursos, aumen-

tando os custos e apresentando desafios, tanto para treinamento de modelos quanto na apli-

cação em cenários práticos.

3.6 Considerações Finais

A análise dos trabalhos relacionados proporcionou uma visão abrangente do estado da arte

no campo da aplicação de PLN e LLMs nos contextos jurídico e tributário. No decorrer deste

capítulo, foram discutidos avanços significativos em diversas linhas de pesquisa, cada uma

abordando aspectos específicos que contribuem para o entendimento aprofundado do tema

em questão.

O domínio jurídico, dada sua complexidade terminológica e vasto volume de documen-

tos, apresenta-se como um terreno fértil para a implementação de técnicas avançadas de PLN.

As investigações existentes na linha do domínio tributário, embora valorosas, mostraram-se

limitadas em abrangência e enfrentam desafios, como desbalanceamento de dados e custos

associados ao pré-treinamento de modelos específicos. Além disso, o domínio tributário



3.6 Considerações Finais 51

carece de abordagens envolvendo PLN, principalmente em português. Ao reunir essas aná-

lises, é possível perceber que a pesquisa no campo de PLN aplicada aos contextos jurídico e

tributário está em constante evolução, mas desafios significativos ainda persistem.

Sendo assim, a partir da análise realizada, destacam-se as oportunidades para a aplicação

de técnicas de AM de estado da arte, especialmente em PLN, com foco em classificação

binária de texto tributário no contexto altamente desbalanceado do DOU, uma abordagem

inovadora no domínio frente aos trabalhos analisados. A Tabela 3.1 contém a sumarização

dos principais trabalhos e suas contribuições para a análise realizada.

No próximo capítulo, é detalhada a abordagem metodológica para a condução da pes-

quisa e endereçamento da problemática levantada, sendo discutidos os procedimentos, ins-

trumentos e estratégias utilizados na coleta, modelagem e análise dos dados e resultados.
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Tabela 3.1: Sumarização dos principais trabalhos relacionados levantados na análise reali-
zada.

Referência Domínio Técnicas Utilizadas Resumo da Contribuição

(SOUZA;

NOGUEIRA;

LOTUFO, 2020)

LLM em Portu-
guês

BERT; BERTimbau BERTimbau, LLM encoder em por-
tuguês baseado no BERT.

(RODRIGUES et

al., 2023)
LLM em Portu-
guês

DeBERTa; ALBER-
TINA

ALBERTINA, LLM encoder em
português, baseado no DeBERTa.

(POLO et al.,
2021)

PLN no Dom.
Jurídico

BERTimbau; BERTI-
KAL

BERTIKAL, LLM de dom. jurídico,
baseado no BERTimbau.

(CAÇÃO et al.,
2022)

PLN no Dom.
Jurídico

BERTimbau;
BERDOU

Classificação multiclasse de atos am-
bientais do DOU; BERDOU, LLM
com foco no DOU.

(ASH; GUILLOT;

HAN, 2021)
PLN no Dom.
Tributário

Regressão Logística;
Random Forests

Extração de leis tributárias a partir de
textos legislativos dos EUA.

(GU et al., 2022) PLN no Dom.
Tributário

LSTM; BiGRU-
CNN; KcBERT; Dis-
tilRoBERTa; KTL-
BERT

LLMs no domínio tributário; classsi-
ficação multiclasse; pré-treinamento
de LLM no domínio tributário.

Pesquisa con-
duzida neste
trabalho.

PLN no Dom.
Tributário

SVM; XGBoost;
PA; BERTimbau;
Legal-BERT; BER-
TIKAL; BERDOU;
XLM-RoBERTa; AL-
BERTINA; Llama2

Classificação de atos tributários do
DOU; comparação de proporções
de balanceamento; LLMs encoder

x decoder.

(FREIRE et al.,
2023)

Desba. no
Dom. Jurídico

SVM + TF-IDF Classificação multiclasse em direito
do consumidor no TJSP; estratégias
para desbalanceamento.

(LOCKARD;

SLATER; SU-

CRESE, 2023)

Desba.
no Dom. Jurí-
dico

LSTM + ELMo Modelagem de casos da Suprema
Corte dos EUA, determinando ven-
cedor.

(IMRAN et al.,
2023)

Desba. no
Dom. Jurídico

SVM; DT; NB;
AdaBoost; BERT;
Legal-BERT; Ro-
BERTa; BigBird;
ELECTRA; XLNet

Técnicas tradicionais e LLMs; clas-
sificação binária e multiclasse em ca-
sos do TEDH.

(NAVEED et al.,
2023)

LLMs encoder
x decoder

Revisão sistemática
de LLMs

Histórico de surgimento de LLMs,
contribuições e desafios.

(ZHONG et al.,
2023)

LLMs encoder
x decoder

ChatGPT (3.5);
BERT; RoBERTA.

LLMs encoder x decoder em tarefas
de NLU e de inferência.

(YU et al., 2023) LLMs encoder
x decoder

GPT-3.5; GPT-4;
Llama2; RoBERTa

LLMs encoder x decoder em tarefas
de classificação e NER.

Fonte: De autoria própria.



Capítulo 4

Metodologia

Neste capítulo, são apresentadas as definições da metodologia aplicada nesta pesquisa, que

foi baseada na CRISP-DM (SHEARER, 2000), contemplando quatro etapas: coleta de dados,

pré-processamento, modelagem e avaliação. A etapa de coleta de dados visa obter dados

do DOU para posterior processamento. Na etapa de pré-processamento, são realizados os

processos de padronização dos dados de forma a assegurar conformidade com o formato

esperado, além da remoção de elementos textuais indesejados, como tags HTML e caracteres

codificados. Quanto à etapa de modelagem, a mesma consiste na utilização de modelos de

aprendizagem de forma a atingir a tarefa-alvo, que consiste na classificação de publicações

do DOU quanto ao domínio tributário, por meio do treinamento a partir do conjunto de

dados obtido. Por fim, na última etapa, realiza-se a avaliação dos modelos treinados aferindo,

através de métricas apropriadas, a eficácia e eficiência dos mesmos. Na Figura 4.1 é ilustrado

o fluxo descrito.

Cada uma das etapas do fluxo de processamento oferece intercambiabilidade de soluções,

ou seja, permite que sejam utilizadas diferentes soluções, desde que solucionem o mesmo

problema-alvo de cada etapa. Por exemplo, a etapa de obtenção de dados pode ser realizada

tanto com a utilização de um Web Scraper como por meio de um acesso direto a um banco

de dados, utilizando assim um conjunto já existente de dados. Essa versatilidade também

se estende para a etapa de modelagem, dado que vários algoritmos de AM e modelos de

classificação podem ser empregados, a exemplo dos LLMs baseados em transformers. A

etapa de pré-processamento também é passível dessa intercambiabilidade, dado que soluções

de classificação diferentes podem possuir requisitos específicos e distintos.

53
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Figura 4.1: Etapas da metodologia descrita para atender ao problema de classificação de
publicações tributárias do Diário Oficial da União.

Fonte: De autoria própria.
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O conteúdo deste capítulo é dividido de acordo com as etapas metodológicas descritas,

obedecendo o seguinte formato: na Seção 4.1 é descrita a etapa de coleta de dados; na Seção

4.2 são detalhados os pré-processamentos realizados no corpus utilizado; na Seção 4.3 estão

listados os modelos de aprendizagem selecionados para realização de experimentos; já na

Seção 4.4, é discutida a abordagem adotada na avaliação dos resultados; por fim, na Seção

4.5, são contempladas as considerações finais acerca das definições metodológicas desta

pesquisa.

4.1 Coleta de Dados

Para classificar atos tributários no Diário Oficial da União foi utilizada a abordagem de clas-

sificação por aprendizagem supervisionada. Sendo assim, foi necessário construir um corpus

composto de publicações do DOU. Foi utilizado como ponto de partida para construção do

corpus um conjunto de dados anotados previamente, entretanto, composto apenas por publi-

cações tributárias.

Foi então realizada uma análise descritiva do conteúdo deste conjunto de dados já exis-

tente, que será detalhada a seguir. A partir daí, implementou-se um Web Scraper com o

objetivo de obter publicações do DOU. Por fim, foi empregada uma estratégia de correspon-

dência, do inglês, matching, de forma a identificar as publicações existentes no conjunto de

dados previamente anotado dentre as publicações obtidas diretamente do DOU. Dessa forma,

buscando distinguir as instâncias positivas das negativas, ou seja, tributárias e não tributá-

rias, respectivamente. Ao final deste processo, resultou-se um corpus do DOU anotado para

a tarefa de classificação binária de texto no domínio tributário.

Nas subseções a seguir serão detalhadas cada uma das etapas descritas anteriormente,

empregadas de forma a construir o corpus. Além disso, também serão discutidos os impactos

do cenário altamente desbalanceado.

4.1.1 Conjunto de Dados Previamente Anotado

Este conjunto de dados, referido doravante como ‘conjunto de dados original’, foi manual-

mente anotado por uma empresa privada brasileira com interesse no monitoramento de alte-

rações tributárias advindas dos Diários Oficiais. Cada registro presente no conjunto de dados
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original possui 27 atributos, dos quais foram extraídos apenas os atributos de interesse: en-

tidade de publicação (por exemplo, o DOU), título da publicação, data da publicação e texto

completo. Um exemplo do conjunto de dados original é apresentado na Tabela 4.1.

A empresa responsável pela criação do conjunto de dados original realiza o monitora-

mento do conteúdo publicado no DOU, notificando, em relatórios, publicações no domínio

tributário. Porém, este serviço, além de possuir um custo atrelado, possui um atraso de pelo

menos três dias na notificação da existência de conteúdo tributário a partir de sua publi-

cação. Tal atraso na notificação pode impactar empresas que lidam com dados tributários,

atrasando potenciais ações que realizam a conformidade de seus sistemas com a norma tri-

butária vigente. Esse ponto é de essencial importância, sobretudo em soluções que possuem

abrangência em todo o território nacional.

Dado que quaisquer alterações na legislação tributária podem gerar impactos significati-

vos, o monitoramento constante de tais alterações torna-se vital para o sucesso do negócio.

Em virtude da origem privada deste conjunto de dados, não é permitida a disponibilização

pública do corpus gerado nesta pesquisa, sem consentimento expresso da empresa detentora

do conjunto de dados original.

O conjunto de dados original é composto de 54.466 publicações tributárias, tendo a mais

antiga sido publicada no ano de 1964. Além disso, estão compreendidas as publicações de

130 entidades, dentre elas o Diário Oficial da União, dos Estados, Distrito Federal e diver-

sos Municípios. Aproximadamente 97,41% dos dados possuem data de publicação posterior

ao ano de 2010, conforme ilustrado na Figura 4.2. As publicações do DOU representam,

aproximadamente, 20,26% de todo o conteúdo existente no conjunto de dados original, to-

talizando 11.858 registros e sendo o órgão publicador mais relevante, conforme exibido na

Figura 4.3.

Dado o escopo da investigação realizada neste trabalho, o conjunto de dados original foi

refinado e filtrado de forma a serem utilizados apenas os dados referentes ao DOU. Dessa

forma, nesta pesquisa é endereçado o Diário Oficial de maior relevância no Brasil, dada sua

influência nacional, além de ser o que possui mais registros tributários anotados dentre os

demais Diários Oficiais existentes no conjunto de dados original, conforme evidenciado pelo

gráfico da Figura 4.3. Quando analisam-se apenas as publicações do DOU percebe-se, vide

Figura 4.4, que a distribuição e frequência das publicações do DOU, ao longo dos anos,
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Tabela 4.1: Fragmentos de publicações do DOU extraídas de exemplos do conjunto de dados
original.

Fragmento do Texto de Publicação do Conjunto Original - Publicações Tributárias do DOU

Título: Ato COTEPE nº 10/2018

Data de Publicação: 29/05/2018

Texto completo: "Preço Médio Ponderado ao Consumidor Final (PMPF) de combustíveis. O
Secretário-Executivo do Conselho Nacional de Política Fazendária - CON-
FAZ, no uso das atribuições que lhe são conferidas pelo inciso IX, do art. 5º
do Regimento do CONFAZ [...], divulga que os Estados e o Distrito Federal
adotarão, a partir de 1º de junho de 2018, o seguinte preço médio ponderado
ao consumidor final (PMPF) para os combustíveis referidos [...]"

Título: Instrução Normativa RFB nº 2.002/2020

Data de Publicação: 31/12/2020

Texto completo: "Altera a Instrução Normativa RFB nº 680, de 2 de outubro de 2006 , que
disciplina o despacho aduaneiro de importação. O Secretário Especial da
Receita Federal do Brasil, no uso da atribuição que lhe confere o inciso III
do art. 350 do Regimento Interno da Secretaria Especial da Receita Federal
do Brasil, aprovado pela Portaria [..], no Decreto nº 660, de 25 de setembro
de 1992 , nos arts. 542 a 579-A do Decreto nº 6.759, de 5 de fevereiro de
2009 - Regulamento Aduaneiro [...]"

Título: Decreto nº 7.979/2013

Data de Publicação: 09/04/2013

Texto completo: "Altera o Decreto nº 6.022, de 22 de janeiro de 2007, que instituiu o Sis-
tema Público de Escrituração Digital - Sped. A PRESIDENTA DA REPÚ-
BLICA, no uso da atribuição que lhe confere o art. 84, caput, inciso IV, da
Constituição,DECRETA: Art. 1º O Decreto nº 6.022, de 22 de janeiro de
2007, passa a vigorar com as seguintes alterações: "Art. 2º O Sped é instru-
mento que unifica as atividades de recepção, validação, armazenamento e
autenticação de livros e documentos que integram a escrituração contábil e
fiscal dos empresários e das pessoas jurídicas, inclusive imunes ou isentas,
mediante fluxo único, computadorizado, de informações [...]"

Título: Protocolo ICMS nº 87/2014

Data de Publicação: 11/12/2014

Texto completo: Altera o Protocolo ICMS 193/09, que dispõe sobre a substituição tributária
nas operações com ferramentas. Os Estados de Minas Gerais, Paraná, Rio
de Janeiro, Rio Grande do Sul e Santa Catarina, neste ato representados
pelos seus respectivos Secretários de Fazenda, considerando o disposto nos
arts. [...], resolvem celebrar o seguinte PROTOCOLO Cláusula primeira A
cláusula primeira do Protocolo ICMS 193/09, de 11 de dezembro de 2009,
passa a vigorar com a seguinte redação: [...]"

Fonte: De autoria própria.
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Figura 4.2: Gráfico de Histograma descrevendo a distribuição e frequência da data de pu-
blicação dos atos existentes no conjunto de dados original completo (cores adicionadas para
auxiliar na diferenciação entre classes, não possuindo significado).

Fonte: De autoria própria.
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apresenta comportamento semelhante ao observado no conjunto completo dos dados.

Figura 4.3: Gráfico de Barras descrevendo a quantidade de publicações existentes no con-
junto de dados original para os Diários Oficiais dos Estados, Distrito Federal e União.

Fonte: De autoria própria.

Ao observar os gráficos de histograma presentes nas Figuras 4.2 e 4.4 é possível verificar

a existência de publicações na classe 0-1964, primeira no eixo dos anos de publicação. Estes

registros não possuem data de publicação registrada e foram removidos dos dados utilizados

nas etapas seguintes de processamento. De forma a também verificar o comportamento da
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Figura 4.4: Gráfico de Histograma descrevendo a distribuição e frequência do ano de publi-
cação dos atos existentes no conjunto de dados original filtrado pelo Diário Oficial da União
(cores adicionadas para auxiliar na diferenciação entre classes, não possuindo significado).

Fonte: De autoria própria.
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distribuição ao longo dos meses do ano, foi realizada uma análise da frequência de ocorrência

de publicações tributárias observada por mês e por ano de ocorrência, conforme exibido na

Figura 4.5. Para essa análise, foi considerado apenas o período compreendido de 2010 a

2022, dado ser o período contendo a maior fatia de dados.

Figura 4.5: Gráfico de Barras da Quantidade de Atos Tributários por Mês ao longos dos anos
de 2010 a 2022 para dados do Diário Oficial da União.

Fonte: De autoria própria.

Observou-se, pois, um padrão na quantidade de atos publicados ao longo do ano, onde

os meses de abril, julho, outubro e dezembro apresentaram uma maior ocorrência quando

comparados aos demais meses no escopo de num mesmo ano. De forma a verificar essa

observação de forma mais clara, foi calculada a média da quantidade de atos tributários

publicados em cada um dos meses ao longo dos anos de 2010 a 2022, conforme pode ser

observado na Figura 4.6. Ficou então evidenciada a mesma conclusão tirada a partir do

gráfico anterior. Dentre os meses citados, o mês de dezembro apresentou a maior frequência

média de ocorrência de publicações dentre o período analisado.
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Figura 4.6: Gráfico de Barras da Quantidade Média de Atos Tributários por Mês entre os
anos de 2010 e 2022 para dados do Diário Oficial da União.

Fonte: De autoria própria.
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4.1.2 Obtenção de Conteúdo do Diário Oficial da União

O conjunto de dados original consiste apenas de instâncias positivas associadas ao problema

de classificação de publicações tributárias. Diante disso, foi criado um conjunto de dados

automaticamente anotado, compreendendo tanto instâncias positivas quanto negativas. As

publicações do DOU podem ser acessadas diretamente por meio da sua página da Web1,

sendo subdividido em três principais jornais. O primeiro é relacionado a atos normativos, o

segundo a atos de pessoal e o terceiro é referente a contratos, editais e avisos. De forma a

abranger a maior quantidade de domínios diferentes, todos os três jornais foram englobados

no corpus criado.

Para realizar a coleta dos dados disponíveis a partir do DOU, foi desenvolvido, em Python

versão 3.9.16, um Web Scraper específico para a página do respectivo Diário Oficial, onde

foram obtidos, inicialmente, dados de publicações realizadas desde 2013, sendo este o pri-

meiro ano com dados disponíveis para consulta prévia, até 2022, ano final do levantamento

realizado nesta pesquisa. Dadas as características específicas existentes na página da Web

que disponibiliza as publicações do DOU, fez-se necessário segmentar a obtenção e o pro-

cessamento do conteúdo do Diário Oficial em três etapas. A organização dessas etapas e

seus relacionamentos são exibidos na Figura 4.7.

A etapa inicial de processamento do Web Scraper consiste em obter as informações resu-

midas de cada publicação disponível na página, para cada dia do período de processamento

especificado, de 2013 a 2022, nos três jornais existentes. É possível acessar a lista de todas

as publicações realizadas para um determinado dia e jornal utilizando parâmetros de URL. O

link de acesso para para o DOU é “https://www.in.gov.br/leiturajornal”, podendo ser acom-

panhado dos parâmetros “data”, em formato “DD-MM-YYYY”, e “secao”, recebendo os va-

lores “do1”, “do2” ou “do3”, respectivo a cada um dos jornais já descritos anteriormente. As-

sim, para acessar as publicações realizadas no jornal de atos normativos do dia 07/06/2022,

o link completo é “https://www.in.gov.br/leiturajornal?data=07-06-2022&secao=do1”.

A página exibida, dada uma combinação de parâmetros válida, lista todas as publicações

existentes para a respectiva combinação de parâmetros, conforme demonstrado na Figura

4.8. Os dados utilizados para exibição do conteúdo na página são encaminhados juntamente

do conteúdo HTML, no formato JSON sob uma tag “<script>”, responsável em HTML por

1https://www.in.gov.br/leiturajornal
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Figura 4.7: Etapas de processamento do Web Scraper de obtenção de dados do Diário Oficial
da União.

Fonte: De autoria própria.
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armazenar trechos de código em JavaScript, contendo o parâmetro ‘id="params"’. Foi então

utilizado este seletor para a obtenção do conteúdo JSON por parte do Web Scraper.

O conteúdo JSON presente na requisições HTTP à página do DOU contém as seguintes

informações de cada publicação: título, data de publicação, número da edição do Diário Ofi-

cial, número da página na edição, tipo de publicação, órgãos públicos associados, conteúdo

resumido da publicação, ou ementa, com limitação de 403 caracteres e, por fim, fragmento

de URL para acessar o conteúdo completo da publicação.

Após a obtenção dos arquivos JSON contendo todas as publicações realizadas entre 2013

e 2022, iniciou-se a segunda etapa do processamento que teve foco na obtenção do conteúdo

completo das publicações. O conteúdo completo de cada publicação, também acessível via

clique no hiperlink presente em cada um dos itens da listagem exibida na Figura 4.8, foi

acessado utilizando o fragmento de URL obtido a partir do JSON obtido na etapa anterior. A

URL base para acessar cada publicação completa foi a “https://www.in.gov.br/web/dou/-/”,

que concatenada com cada fragmento presente no JSON do resumo das publicações, le-

vou ao conteúdo completo. Tomando como exemplo um dos fragmentos de URL obtidos

a partir do JSON de publicações resumidas, “medida-provisoria-n-1.120-de-6-de-junho-de-

2022-405908250”, o link para acessar o conteúdo completo é: “<https://www.in.gov.br/web/

dou/-/medida-provisoria-n-1.120-de-6-de-junho-de-2022-405908250>”. Assim, cada frag-

mento de URL, quando concatenado com o link base, levou ao website do DOU, em uma

página contendo o conteúdo completo da publicação.

De forma a garantir que todas as publicações de cada dia foram obtidas com sucesso,

cada registro obtido a partir dos JSONs salvos na primeira etapa da execução recebeu um

identificador único (UUID). Todo o conteúdo obtido foi organizado em sistema de arqui-

vos, onde cada data possui seu diretório contendo arquivos HTML cujo nome é o próprio

identificador da publicação obtida. Ao final do processamento de cada dia, todos os identi-

ficadores das publicações são percorridos e é verificada a existência do arquivo HTML de

mesmo nome, em caso de ausência do arquivo, significa que o conteúdo daquele respectivo

ato não foi obtido com sucesso. Por fim, a terceira etapa consiste no processamento de todo o

conteúdo completo obtido e organizado em sistema de arquivos na segunda etapa, unindo-o

ao conteúdo resumido das publicações obtido na primeira etapa, a partir do JSON enviado

em conjunto com o conteúdo HTML. O resultado final consiste em arquivos CSV, separados
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Figura 4.8: Captura de tela da página do Diário Oficial da União exibindo publicações no
formato de listagem.

Fonte: Website do Diário Oficial da União.
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por ano de publicação de forma a diminuir o tamanho dos arquivos resultantes, contendo

todo o corpus.

4.1.3 Identificação de Correspondência de Publicações no Conjunto de

Dados

A anotação manual de conjuntos de dados é, normalmente, uma tarefa extremamente cus-

tosa. Para o escopo do problema-alvo deste trabalho, foi possível valer-se da existência do

conjunto de dados original, onde foram empregadas, a partir daí, estratégias para a obtenção

de um conjunto de dados anotado automaticamente. Dessa forma, obtendo um conjunto de

dados passível de utilização em experimentos de classificação de atos extraídos do DOU com

foco no domínio tributário.

Sendo assim, a estratégia base utilizada para a anotação automática do novo conjunto de

dados foi utilizar os títulos das publicações como base para correspondência dos registros

entre os conjuntos de dados. Foram utilizados tanto o conjunto de dados original como o

corpus obtido de atos publicados no DOU utilizando o Web Scraper fruto deste trabalho.

Todas as publicações existentes no conjunto de dados original estão compreendidas dentre

as extraídas diretamente do DOU, dado que ambas possuem a mesma origem. Com base

nessa informação, há garantia de que todas as publicações presentes no conjunto de dados

original possuam uma correspondência.

O título das publicações do DOU é altamente informativo, abrangendo o tipo de publica-

ção, o nome, acrônimo ou sigla de uma entidade pública e um identificador exclusivo para

aquele ano. Por exemplo, o título “Portaria FBN Nº 61” designa a Portaria Nº 61 publicada

pela Fundação Biblioteca Nacional (FBN). Isso torna cada título um identificador único de

cada publicação, colaborando na justificativa da abordagem escolhida de correspondência a

partir dos títulos de publicações.

Foi empregada a seguinte abordagem para identificar correspondências entre ambos os

conjuntos de dados: verificou-se primeiro a existência de títulos iguais, onde, caso não en-

contrados, foi realizado o cálculo da similaridade de cosseno entre os títulos. A escolha da

utilização da similaridade de cosseno deu-se frente a ser uma das estratégias mais utiliza-

das em tarefas de recuperação da informação (MANNING; RAGHAVAN; SCHUTZE, 2008). O
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Figura 4.9: Fluxo da estratégia de identificação de correspondência entre títulos de publica-
ções de forma a anotar o conjunto de dados automaticamente.

Fonte: De autoria própria.

fluxo completo da estratégia de correspondência encontra-se resumido na Figura 4.9. Cada

publicação tributária passou por uma tentativa de correspondência com todas as publicações

extraídas do DOU na mesma data de publicação.

De forma a contribuir com a explanação da abordagem selecionada, segue um exemplo

prático considerando uma data aleatoriamente selecionada. Para a data em questão, todos

os títulos inerentes ao conjunto de dados original e aqueles diretamente extraídos do DOU

foram selecionados para análise. Essa análise consistiu em buscar os títulos existentes no

conjunto de dados original dentre os dados recentemente extraídos do DOU. O processo

foi iniciado com uma avaliação de igualdade direta entre strings, sendo então apontados os

títulos idênticos. Em seguida, para cada um dos títulos de publicações tributárias ainda pen-

dentes de correspondência, foram calculados os valores da similaridade de cosseno dentre o
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título selecionado frente aos demais existentes nos dados obtidos do DOU, desde que ainda

não haja correspondência. A preferência por este último método de identificação de corres-

pondência parte do reconhecimento de que os títulos de publicações constituem expressões

textuais concisas, seguindo o padrão descrito anteriormente. Dessa forma, mitigando possí-

veis discrepâncias nos estilos de escrita que possam ter se manifestado durante a formulação

do conjunto de dados original.

De forma a evitar erros decorrentes de métricas de similaridade elevadas entre títulos de

publicações distintas, foi estabelecido um limiar mínimo de similaridade cosseno de 0,85.

O valor utilizado como limiar mínimo foi determinado empiricamente por meio de experi-

mentação. Assim, só foram levados em conta registros que apresentaram uma métrica de

similaridade superior ao limite estipulado. O título com a métrica de similaridade mais alta

foi considerado como sendo a correspondência. Ao aplicar o passo a passo descrito no con-

junto de dados completo, 1.206 (10,17% do conjunto original) publicações tributárias foram

identificadas com títulos idênticos frente a 3.476.943 publicações extraídas do DOU. Com

relação à estratégia utilizando similaridade de cosseno, foram automaticamente identifica-

das outras 2.723 (22,96% do conjunto original) publicações. Ao final, foram identificadas

3.929 correspondências de publicações tributárias entre conjuntos de dados, representando

um mapeamento de 33,17% do conjunto original para o novo corpus obtido diretamente do

DOU.

O passo seguinte consistiu na anotação automática das amostras negativas, seguindo con-

forme o fluxo disposto na Figura 4.10. Para tal, foi levado em conta possíveis erros de ro-

tulagem, onde publicações de domínio tributário poderiam ser erroneamente rotuladas como

não tributárias se todas as demais publicações que não tiveram correspondência identificada

fossem designadas como amostras negativas. Sendo assim, para aumentar a confiança no

conjunto de dados, foram selecionadas as datas em que as publicações tributárias foram

identificadas na íntegra, ou seja, removendo as datas cujo número de correspondências dife-

riu do total de publicações tributárias observado no conjunto de dados original. Para as datas

selecionadas, todas as publicações no corpus obtido a partir do DOU sem correspondência

foram anotadas como amostras negativas.

Exemplificando a anotação automática das amostras negativas, suponhamos um cenário

fictício no qual constam 10 publicações tributárias, no conjunto de dados original, e um total
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Figura 4.10: Fluxo da estratégia de Anotação Automática de Amostras Negativas.

Fonte: De autoria própria.

de 1000 publicações foram obtidas diretamente do DOU pelo Web Scraper. Após aplicar

a estratégia de correspondência descrita anteriormente, suponhamos que todos os 10 regis-

tros presentes no conjunto de dados original foram encontrados nas 1000 publicações do

DOU existentes para uma determinada data. Dado que todos os registros positivos foram

encotrandos para a referida data, os 990 registros restantes serão anotados como negativos.

Considerando um outro cenário fictício, em uma outra data, sendo que neste, ao invés da

estratégia identificar todos os 10 registros tributários em meio aos atos do DOU, apenas 6

foram encontrados, ainda existindo outros 4 atos tributários em meio aos 994 sem corres-

pondência. Dado que não foi possível determinar quais os atos tributários restantes, anotar

todas as demais publicações como negativas implicaria em anotar 4 registros positivos como

negativos, impactando negativamente os resultados. Sendo assim, esta data seria descartada,
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em conjunto com todos os registros associados à mesma, sejam positivos ou negativos.

A metodologia escolhida para a anotação de amostras negativas tem implicações no ta-

manho do conjunto de dados, reduzindo o número de instâncias positivas ao desconsiderar

registros de datas que possuem correspondência incompleta. No entanto, ao desconsiderar

até mesmo as instâncias positivas identificadas, a proporção original dos dados é preser-

vada, mantendo fidelidade ao observado no cenário real e melhorando assim a qualidade

geral do conjunto de dados obtido. Como resultado, o conjunto de dados final a ser utili-

zado na etapa de experimentação foi composto por 1.444 publicações tributárias e 1.640.532

publicações não tributárias, todas oriundas do DOU. É importante ressaltar a distribuição al-

tamente desbalanceada deste conjunto de dados, onde as publicações tributárias representam

aproximadamente 0,09% do total.

4.2 Pré-processamento

Anteriormente à utilização do corpus construído, foram realizadas diversas etapas de pré-

processamento no conteúdo das publicações, a saber: remoção de tags HTML, decodificação

de texto HTML codificado, conversão de todo o texto para apenas letras minúsculas, substi-

tuição de quebras de linha por espaços e remoção de palavras irrelevantes (stopwords), sendo

este último apenas para o conjunto aplicado aos modelos do tipo Bag-of-Words (BoW).

Além disso, o corpus foi subdividido em conjuntos de treinamento, validação e teste,

tomando como base as datas de publicação para a fragmentação. Na Tabela 4.2 é descrita

a distribuição dos dados no corpus. Para abordar o alto desbalanceamento do conjunto de

dados utilizado, onde 99% dos dados correspondem às instâncias negativas, e comparar os

resultados de diferentes estratégias de balanceamento do conjunto de treinamento, foram

construídos dois conjuntos de treinamento: um balanceado e outro levemente desbalance-

ado. Para o conjunto de dados balanceado, foi realizada a seleção aleatória de um registro

negativo para cada positivo existente, obtendo assim um balanceamento a partir da classe

minoritária (undersampling). Já para o conjunto de dados desbalanceado, foi realizada a se-

leção aleatória de três registros negativos a partir de cada instância positiva. O conjunto de

treinamento compreendeu dados de 2013 a 2021.

Caso fosse mantida a proporção real dos dados para o conjunto de treinamento, seria ne-
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Tabela 4.2: Particionamento de treinamento, validação e teste do conjunto de dados utilizado.

Conjunto de Dados Nº de Positivos Nº de Negativos Proporção Período

Treinamento 1 (Balanceado) 1.093 1.093 1:1 2013 - 2021

Treinamento 2 (Desbalanceado) 1.093 3.279 1:3 2013 - 2021

Validação 36 39.348 1:1.093 2021

Teste 315 344.254 1:1.093 2022

Fonte: De autoria própria.

cessário adicionar 1.196.835 amostras negativas. A inclusão de tamanha quantidade de dados

pode prolongar significativamente os tempos de treinamento dos modelos, além de possivel-

mente direcionar modelos a exibirem viés direcionado à classe majoritária, ofuscando assim

a classe minoritária. Trabalhos recentes dedicaram esforços no tratamento de dados des-

balanceados em classificação de texto (YANG et al., 2022; HASIB et al., 2023), com soluções

seguindo na mesma linha da aplicada neste trabalho, inserindo desbalanceamento no con-

junto de treinamento. Os autores destacaram contextos desbalanceados que demonstraram

uma melhoria significativa de desempenho a partir da inserção de um leve desbalanceamento

nos dados de treinamento de modelos transformer, corroborando com a abordagem adotada

nesta pesquisa.

O conjunto de validação, proveniente de dados de 2021, foi composto por 36 publicações

tributárias e 39.348 publicações não tributárias. Para cada mês do ano, foram selecionados

aleatoriamente três registros positivos e 3.279 registros negativos, excluindo-se aqueles já

presentes no conjunto de treinamento, mantendo assim a proporção real do desbalancea-

mento do conjunto de dados. Optou-se por selecionar apenas os 36 registros positivos, para

o conjunto de validação, por conta da pequena quantidade de registros positivos existentes

no corpus como um todo, dado que uma maior quantidade de positivos no conjunto de va-

lidação implicaria em uma menor quantidade de positivos no conjunto de treinamento. O

conjunto de teste abrangeu todas as publicações de 2022, contendo 315 instâncias positivas

e 344.254 instâncias negativas.

O ano de publicação dos atos foi o principal critério para o particionamento dos dados,

dada sua natureza temporal. Isso se deve à precedência das publicações, seguindo a ordem

cronológica. Não respeitar essa ordem em dados temporais pode afetar significativamente

a modelagem de problemas que possuem essa característica. Devido à baixa quantidade
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de registros positivos, todo o intervalo temporal foi utilizado nos conjuntos de dados para

os modelos, tanto no desbalanceado quanto no balanceado (ROCHA et al., 2008; ROCHA et

al., 2013; SALLES et al., 2015). Não foram realizadas análises adicionais sobre o efeito da

variação da janela temporal nos resultados, pois isso está fora do escopo deste trabalho. Ao

final, considerando a classe positiva, a proporção de holdout do conjunto de dados resultante

foi de aproximadamente 78%/22% (Treino + Validação / Teste), com 3% do conjunto de

treinamento destinado à validação.

Diferentemente dos LLMs de arquitetura encoder, os de arquitetura decoder, como o

Llama 2, possuem como saída texto gerado a partir de um prompt passado como entrada,

ao invés de uma probabilidade associada ao problema alvo. Para este problema em questão,

ao invés dos valores “0” e “1”, foi realizado um pré-processamento no conjunto de dados de

forma a adaptá-lo para o experimento no formato de prompt. Os valores das saídas esperadas

(valores anotados, ou ground-truth) foram convertidos para “positivo” e “negativo”, simbo-

lizando a ocorrência ou não de texto de cunho tributário. Além disso, cada elemento do

conjunto de dados passou a ter quatro atributos de composição: contexto, instrução, entrada

e saída. Um exemplo de instância do conjunto de dados neste formato pode ser observado

na Tabela 4.3.

Dada a maior quantidade de dados de pré-treinamento do modelo utilizado ter sido em

inglês, foi mantido este idioma para o texto presente no contexto, dado que é uma padro-

nização na construção de prompts para treinamento de LLMs de arquitetura decoder. Já o

restante do prompt, tanto a instrução como demais pontos, foi mantido em português.

4.3 Modelagem

De forma a alcançar o principal objetivo deste trabalho, o de obter um modelo capaz de

classificar atos do DOU como tributários ou não tributários, diversos experimentos foram

realizados. Utilizando o corpus automaticamente anotado, construído no escopo deste traba-

lho, um conjunto de modelos foram treinados para a tarefa alvo de classificação binária. Foi

realizada uma análise comparativa compreendendo modelos tradicionais de classificação ba-

seados em AM supervisionada, múltiplos LLMs com arquitetura baseada em encoder, e um

modelo de LLM baseado na arquitetura decoder. Nesta seção, serão detalhados os modelos
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Tabela 4.3: Exemplo de entrada para treinamento do modelo Llama 2.

Contexto Below is an instruction that describes a task, paired with an input that provides further
context. Write a response that appropriately completes the request.

Instrução Caso o texto a seguir seja de domínio tributário, contenha tributos, ou esteja relacio-
nado a impostos, classifique como positivo. Caso contrário, como negativo.

Entrada secretaria executiva ato declaratório nº 1, de 26 de janeiro de 2021 ratifica os
convênios icms aprovados na 330ª reunião extraordinária do confaz, realizada no dia
21.01.2021 e publicados no dou em 22.01.21. o diretor da secretaria-executiva do
conselho nacional de política fazendária - confaz, com fulcro no art. 5º da lei comple-
mentar nº 24, de 7 de janeiro de 1975, no uso das atribuições que lhe são conferidas
pelo inciso x do art. 5° e pelo parágrafo único do art. 37 do regimento desse conselho,
considerando a urgência requerida pelo secretários de estado da fazenda do amazo-
nas; considerando que, após consulta realizada por meio do ofício circular sei nº
210/2021/me, as unidades federadas aprovaram, por unanimidade, a ratificação ante-
cipada, declara ratificados os convênios icms a seguir identificados, celebrados na 330ª
reunião extraordinária do confaz, realizada no dia 21 de janeiro de 2021: convênio
icms 01/21 - revigora, dispõe sobre a adesão dos estados do amazonas, mato grosso
do sul, pará, rio de janeiro e do distrito federal e altera o convênio icms 63/20, que au-
toriza as unidades federadas que menciona a conceder isenção do icms incidente nas
operações e correspondentes prestações de serviço de transporte realizadas no âmbito
das medidas de prevenção ao contágio e de enfrentamento à pandemia causada pelo
novo agente do coronavírus (sars-cov-2); convênio icms 02/21 - autoriza as unidades
federadas que menciona a conceder isenção do icms incidente nas operações e cor-
respondentes prestações de serviço de transporte realizadas no âmbito das medidas de
prevenção ao contágio e de enfrentamento à pandemia causada pelo novo agente do
coronavírus (sars-cov-2); convênio icms 03/21 - autoriza as unidades federadas que
menciona a conceder isenção do icms incidente nas saídas interestaduais, de oxigênio
medicinal, destinadas ao estado do amazonas, em razão da crise sanitária provocada
pelo covid-19 nas condições que especifica. renata larissa silvestre substituta

Saída positivo

Fonte: De autoria própria.

selecionados, as configurações dos experimentos e as métricas utilizadas.

4.3.1 Modelos Tradicionais de Classificação

Para estabelecer resultados de referência, do inglês, baselines, usando métodos tradicio-

nais de AM, os experimentos iniciais utilizaram duas abordagens: Support Vector Machines

(SVM) e XGBoost. Para a vetorização de texto, foi adotado o TF-IDF para os modelos base-

line, de forma a capturar os termos mais frequentes, endereçando o problema em um formato

de abordagem simplificada, como uma busca direta de termos significativos. A escolha do
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SVM deu-se por ser um modelo bastante utilizado na solução de problemas de classificação

de texto (CERVANTES et al., 2020; KAMRAN; SAEED; ALMAGHTHAWI, 2023; ABDALLA; AMER;

RAVANA, 2023), sendo uma solução baseada em hiperplanos. O XGBoost foi escolhido por

ser uma técnica baseada em árvore de decisão com aumento de gradiente e que também é

bastante aplicado em tarefas de classificação (QI, 2020; CHEN et al., 2022a; HENDRAWAN;

UTAMI; HARTANTO, 2022).

Além dos modelos SVM e XGBoost selecionados para experimentação, de forma a obter

uma solução baseline otimizada ao problema, foi utilizado o Auto-Sklearn (FEURER et al.,

2015; FEURER et al., 2020), uma ferramenta de AM automatizada (do inglês, automated ma-

chine learning, ou AutoML). Seu objetivo consiste na seleção automática de algoritmos de

AM, utilizando-se de otimização Bayesiana, meta-aprendizagem e ensembles, selecionando

automaticamente modelos e hiperparâmetros de forma direcionada ao conjunto de dados

utilizado. Dessa forma, a modelagem utilizando-se de técnicas tradicionais não limitou-se

apenas aos modelos manualmente selecionados, apesar dos escolhidos serem bastante utili-

zados. Ao final, a partir da modelagem com objetivo na obtenção de baselines, é possível

verificar o comportamento do problema diante de técnicas amplamente utilizadas em pro-

blemas de NLP e AM, fundamentando assim a discussão frente a modelos mais recentes e

custosos, bem como os seus resultados.

4.3.2 Modelos de Linguagem Grandes (Large Language Models -

LLMs) baseados em arquitetura encoder

Foram realizados experimentos utilizando LLMs baseados em arquitetura encoder. Os mo-

delos selecionados incluíram uma diversidade de domínios base, dentre eles modelos mul-

tilíngues, incluindo BERT-multilingual e XLM-RoBERTa (CONNEAU et al., 2019). Também

foram realizados experimentos com modelos pré-treinados com foco em português, como

BERTimbau, um modelo baseado no BERT, e ALBERTINA, modelo baseado em DeBERTa.

Ademais, também foram incorporados aos experimentos, modelos pré-treinados em

domínios específicos, de forma a enriquecer a análise. Dentre os modelos adicionados,

são exemplos o Legal-BERT (DOMINGUES, 2022) e BERTikal (POLO et al., 2021), ambos

pré-treinados utilizando um corpus de textos jurídicos. Também foi utilizado o modelo
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Tabela 4.4: Resumo dos LLMs de arquitetura encoder utilizados.

Modelo Nº de
Parâmetros

Domínio Idioma

BERTimbau-base 110M Geral Português

Legal-BERT 110M Jurídico Português

BERTikal 110M Jurídico Português

BERDOU 110M DOU Português

BERT-multilingual 168M Geral Multilíngue

XLM-RoBERTa-base 279M Geral Multilíngue

BERTimbau-large 335M Geral Português

XLM-RoBERTa-large 561M Geral Multilíngue

ALBERTINA-PTBR 900M Geral Português

Fonte: De autoria própria.

BERDOU (CAÇÃO et al., 2022), tendo este sido pré-treinado utilizando textos do DOU. Es-

ses modelos foram baseados no BERTimbau-base, uma versão simplificada do BERTimbau,

contendo menos parâmetros do que o BERTimbau-large. Na Tabela 4.4 são resumidas as

informações de cada LLM de arquitetura encoder, incluindo seu tamanho e domínio de pré-

treinamento.

4.3.3 Modelos de Linguagem Grandes (Large Language Models -

LLMs) baseados em arquitetura decoder

De forma a realizar uma análise comparativa entre LLMs encoders e decoders, foi reali-

zado um experimento utilizando um LLM baseado em arquitetura decoder, especificamente

o modelo Llama 2 (TOUVRON et al., 2023b). Optou-se pela versão de 7 bilhões de parâmetros,

dadas as especificações de hardware disponíveis, uma vez que modelos maiores demandam

ainda mais recursos computacionais, indisponíveis nesta pesquisa. Foram realizados, inici-

almente, experimentos utilizando zero-shot, one-shot e few-shot learning, de forma a utilizar

a capacidade do modelo de inferir a classificação a partir da sua janela de contexto e pré-

treinamento. Porém, os experimentos não obtiveram resultados satisfatórios.

Para garantir uma comparação mais precisa dos resultados, foi realizado o treinamento

(fine-tuning) do modelo especificamente para o problema de classificação binária. Mesmo
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com a utilização da menor versão modelo Llama 2 disponível, ainda assim foram utilizadas

técnicas de ajuste eficiente de parâmetros (PEFT, do inglês, Parameter-Efficient Fine-Tuning)

(MANGRULKAR et al., 2022) que possibilitaram o treinamento do LLM de arquitetura decoder

em uma única GPU. Para o experimento em questão, foi utilizado o método QLoRA (DETT-

MERS et al., 2023). Essas técnicas mantêm os parâmetros obtidos a partir do pré-treinamento

congelados, adicionando parâmetros extras que serão ajustados no processo de treinamento

(fine-tuning). Dessa forma, o modelo mantém os pesos originais, reduzindo a carga compu-

tacional para a adaptação dos LLMs para cenários específicos, uma vez que não é necessário

realizar o ajuste de todos os pesos do modelo.

Além disso, o modelo também passa por um processo de quantização (do inglês, quanti-

zation), reduzindo a precisão dos pesos do modelo de pontos flutuantes de 32 bits para, por

exemplo, inteiros de 8 bits. Dessa forma, o modelo passa a ser mais eficiente, consumindo

menos recursos, memória e com processamento mais rápido. Diante disso, é essencial en-

contrar um balanço na precisão utilizada, de forma a não afetar os resultados finais por conta

de uma redução demasiada, o que pode acabar reduzindo a capacidade de representação do

modelo.

4.4 Avaliação

Para analisar a eficácia dos modelos, foi levado em consideração o alto desbalanceamento

inerente ao problema alvo, que envolve a classificação de texto tributário em publicações

do DOU. As amostras negativas constituíram a classe majoritária, portanto, qualquer mé-

trica calculada considerando a classe negativa foi severamente impactada. Suponha-se um

classificador enviesado, no qual o resultado seja de que todos os registros são não tributá-

rios, ou seja, probabilidade 0 de ser tributário. Considerando o conjunto de testes descrito

na Seção 4.2, onde dos 344.569 registros existentes, 344.254 não são tributários, as métricas

como precisão e revocação para a classe negativa teriam valores extremamente altos, ou seja,

próximos a 1. Por consequência, assim também ocorreria com o F1-Score para a classe ne-

gativa, dado o valor extremamente alto para a precisão e revocação, métricas que compõem

o F1-Score.

Este impacto também é observado em métricas que levam ambas as classes, positiva
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e negativa, em consideração. Dado que métricas variantes do F1-Score, como Weighted-

Average, Macro-Average e Micro-Average, que possuem seu valor afetado de acordo com a

proporção observada no desbalanceamento dos dados, também seriam enviesadas por conta

do alto volume da classe negativa. A métrica de acurácia também representaria um valor

extremamente alto, mascarando a incapacidade do modelo de exemplo de reconhecer sequer

um único registro da classe positiva.

Como resultado desta análise, em caso da classe negativa possuir um grande número

de acertos, o que se confirmou sendo o caso nos experimentos realizados neste trabalho,

a classe positiva deveria ser o foco da análise e avaliação dos resultados obtidos de cada

modelo treinado. Sendo assim, as seguintes métricas mostraram-se adequadas neste cenário

de classificação binária altamente desbalanceado: a revocação e a precisão, ambas da classe

positiva, e a Área Sob a Curva de Precisão-Revocação (PR-AUC, do inglês, Precision-Recall

Area Under the Curve). Dessa forma, será possível analisar cada modelo e comparar os

resultados de forma mais justa e assertiva.

É importante ressaltar que, apesar deste trabalho de pesquisa buscar a identificação da

maior quantidade possível de atos tributários em meio a todas as publicações do Diário Ofi-

cial da União, o contexto é extremamente dificultoso e erros são naturais em aplicações de

AM no mundo real. De forma a reduzir a quantidade de publicações a serem analisadas

manualmente, além de ter um panorama da quantidade de publicações tributárias publicadas

no mesmo dia da publicação, a métrica que se busca maximizar é a revocação, englobando,

assim, a maior quantidade de publicações tributárias existentes. É evidente que deve haver

um balanço nessa maximização, pois uma revocação de 1 acompanhado de uma precisão de

0 não resulta em ganho algum.

Ainda que os resultados obtidos a partir dos modelos treinados possam apresentar uma

quantidade significativa de Falsos Positivos, ou seja, publicações classificadas como tribu-

tárias, mas não sendo, não configura necessariamente num resultado ruim. Desde que os

Falsos Negativos, ou seja, publicações tributárias que deixaram de ser identificadas pelos

modelos, sejam minimizados, é tolerável a existência de Falsos Positivos, desde que haja um

balanço nessa quantidade. Ajustes no limiar de classificação entre a classe positiva e nega-

tiva podem ser um fator determinante na obtenção de um resultado relevante. Diante disso,

além das métricas computadas para os valores de limiar de classificação padrão de 0,5, fo-
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ram calculados os limiares de classificação que maximizem o F1-Score da classe positiva

para cada um dos modelos treinados, buscando o melhor balanço possível de cada modelo

entre precisão e revocação. O valor de limiar foi calculado utilizando a implementação da

função precision_recall_curve2 da biblioteca sklearn.

Além disso, de forma a oferecer uma solução adaptável a diferentes cenários, o objetivo

do fluxo de processamento é de associar cada registro processado a uma probabilidade de

ser de domínio tributário. Dessa forma, torna-se possível realizar uma análise dos registros

classificados utilizando diferentes limiares de classificação, tendo como foco três principais

limiares:

1. Publicações com uma alta probabilidade de possuir conteúdo tributário;

2. Publicações compreendidas num intervalo de média probabilidade de possuir conteúdo

tributário; e

3. Publicações com uma baixa probabilidade de possuir conteúdo tributário.

Dessa maneira, especialistas na análise tributária podem realizar análises do conteúdo

classificado tomando como base esses limiares de classificação. Assim, publicações cuja

probabilidade de possuir conteúdo tributário esteja num intervalo de média probabilidade

poderiam ser indicadas como passíveis de uma análise humana. Apesar do foco deste traba-

lho ser o de identificar o máximo de publicações tributárias possível de forma automática, o

contexto extremamente desbalanceado pode impactar significativamente no resultado, com

muitos falsos positivos ou negativos quando aplicado a um cenário real. Trabalhar então com

diferentes limiares ou intervalos de classificação pode contribuir significativamente de forma

a melhorar o desempenho dos modelos na fase de Deployment da metodologia CRISP.

4.5 Considerações Finais

Neste capítulo foi apresentada a metodologia utilizada nesta pesquisa contemplando os ma-

teriais utilizados, que representam o corpus de atos no domínio de direito tributário do DOU

e os métodos, que são os modelos de AM escolhidos, bem como as métricas adotadas para

2https://scikit-learn.org/stable/modules/generated/sklearn.metrics.precision_recall_curve.html
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aferir eficiência e eficácia de tais modelos. No próximo capítulo, serão discutidos os experi-

mentos realizados e uma avaliação de eficiência e eficácia dos modelos.



Capítulo 5

Avaliação Experimental

Neste capítulo, são apresentados os resultados obtidos dos experimentos realizados, bem

como uma avaliação acerca do desempenho dos modelos de aprendizagem utilizados na

classificação de atos tributários publicados no DOU.

O presente capítulo é dividido da seguinte forma: na Seção 5.1 é descrito o ambiente de

execução dos experimentos; na Seção 5.2 são detalhados os hiperparâmetros selecionados

para os modelos; na Seção 5.3 estão listados os resultados alcançados com os experimentos

realizados, bem como uma discussão detalhada acerca destes resultados; por fim, na Seção

5.4, são contempladas as considerações finais acerca da etapa de avaliação experimental

desta pesquisa.

5.1 Ambiente de Execução

Os experimentos conduzidos nesta pesquisa foram realizados num ambiente computacional

controlado, objetivando prover confiabilidade aos resultados. Nas subseções a seguir serão

descritas as configurações do ambiente utilizado.

5.1.1 Configurações de Hardware

Todos os experimentos foram realizados numa máquina servidora dedicada contendo a se-

guinte configuração de hardware:

• CPU: Intel Core i7 10700KF, 3.80 GHz, 8 núcleos e 16 threads;

81
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• RAM: 64 GB DDR4 3200MHz;

• GPU: NVIDIA GeForce RTX 4090 24GB;

• Armazenamento: 2 TB NVMe SSD; e

• Velocidade de Internet: 100 Mbps.

5.1.2 Configurações de Software

A máquina servidora estava equipada com as seguintes configurações de software:

• Sistema Operacional: Pop!_OS 20.04 LTS;

• Drivers CUDA: 12.2;

• Python: 3.9.16; e

• Principais Bibliotecas:

– Jupyter Lab 4.0.2;

– TensorFlow 2.12.0;

– PyTorch 2.0.1.

5.2 Seleção de Hiperparâmetros

De forma a selecionar os melhores hiperparâmetros para cada técnica aplicada à tarefa de

classificação, cada solução adotada passou por uma seleção de hiperparâmetros otimiza-

dos ao problema. Para os modelos baseline SVM e XGBoost, foi utilizado o framework

Optuna1, que busca o valor que otimiza os resultados a partir de uma função objetivo. O

Tree-structured Parzen Estimator (TPE) foi utilizado como heurística de amostragem dos

hiperparâmetros utilizados em cada execução (AKIBA et al., 2019). Como critério de parada

das execuções (pruning), foi adotada a estratégia da mediana, interrompendo as execuções

cujos resultados estivessem abaixo da mediana das execuções anteriores para uma mesma

1https://optuna.org/
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Tabela 5.1: Resumo dos Hiperparâmetros utilizados na seleção do modelo SVM com Optuna
e Hiperparâmetros selecionados, tanto para o conjunto de treinamento balanceado como para
o desbalanceado.

Hiperparâmetro Espaço de Busca Valor Selec.
(Balan.)

Valor Selec.
(Desba.)

C [min=1e-10, max=1e10, log=True] 1,250e-2 1,110e6

kernel ["linear "poly "rfb"] "rfb" "poly"

degree [1, 2, 3] 3 3

gamma ["scale", "auto"] "scale" "scale"

Fonte: De autoria própria.

etapa (step). Os valores dos hiperparâmetros considerados na busca foram definidos previa-

mente, estando listados na Tabela 5.1 os parâmetros respectivos ao SVM e na Tabela 5.2 os

do XGBoost, juntamente dos valores selecionados para os experimentos utilizando ambos os

conjuntos de dados.

Considerando-se a estratégia de AutoML empregada, o modelo resultante da seleção oti-

mizada foi o Passive Aggressive, sendo um algoritmo de aprendizagem incremental, comu-

mente utilizado em tarefas de aprendizagem de larga escala (KUMAR, 2023). Conforme sua

própria nomenclatura, o algoritmo comporta-se passivamente frente a classificações corretas,

não realizando alterações nos parâmetros, e agressivamente frente as incorretas, realizando

alterações (CRAMMER et al., 2006; KUMAR, 2023). A própria ferramenta de AutoML realizou

a otimização de hiperparâmetros de forma automática, em conjunto com a seleção dos al-

goritmos utilizados, utilizando-se do método de otimização Bayesiana (FEURER et al., 2015).

Os modelos considerados na seleção e otimização pela ferramenta Auto-Sklearn estão lis-

tados na Tabela 5.3. Os hiperparâmetros otimizados selecionados para o modelo Passive

Aggressive estão listados na Tabela 5.4.

Para os LLMs de arquitetura encoder, todos os hiperparâmetros utilizados nos expe-

rimentos foram determinados por meio de múltiplos experimentos realizados por modelo,

conforme listado na Tabela 5.5. Foram empregadas dez épocas em todos os experimen-

tos, tendo sido observado como um valor que levou à divergência no erro de validação em

todos os modelos, extraindo assim o melhor resultado para cada combinação de hiperparâ-

metro possível. Quanto ao otimizador aplicado aos modelos, foi utilizado o AdamW, um

dos mais utilizados na literatura (LOSHCHILOV; HUTTER, 2017; WAN et al., 2023). O estado
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Tabela 5.2: Resumo dos Hiperparâmetros utilizados na seleção do modelo XGBoost com
Optuna e Hiperparâmetros selecionados, tanto para o conjunto de treinamento balanceado
como para o desbalanceado.

Hiperparâmetro Espaço de Busca Valor Selec.
(Balan.)

Valor Selec.
(Desba.)

booster ["gbtree "gblinear "dart"] "gblinear" "gblinear"

lambda [min=1e-8, max=1, log=true] 6,509e-5 5,353e-3

alpha [min=1e-8, max=1, log=true] 2,584e-8 7,908e-6

updater "shotgun" "shotgun" "shotgun"

top_k "cyclic" "cyclic" "cyclic"

feature_selector 0 0 0

Para valor de booster igual a "gbtree" ou "dart":

max_depth [1, 2, 3, 4, 5, 6, 7, 8, 9] - -

eta [min=1e-8, max=1, log=true] - -

gamma [min=1e-8, max=1, log=true] - -

grow_policy ["depthwise "lossguide"] - -

Para valor de booster igual a "dart":

sampler_type [üniform "weighted"] - -

normalize_type ["tree "forest"] - -

rate_drop [min=1e-8, max=1, log=true] - -

skip_drop [min=1e-8, max=1, log=true] - -

Fonte: De autoria própria.

Tabela 5.3: Algoritmos de Classificação Considerados na Seleção do Auto-Sklearn.

Algoritmo de Classificação
AdaBoost (AB)

Bernoulli Naïve Bayes
Decision Tree (DT)

Extreml. Rand. Trees
Gaussian Naïve Bayes

Gradient Boosting (GB)
kNN
LDA

Linear SVM
Kernel SVM

Multinomial Naïve Bayes
Passive Aggressive

QDA
Random Forest (RF)
Linear Class. (SGD)

Fonte: (FEURER et al., 2015)
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Tabela 5.4: Resumo dos Hiperparâmetros selecionados para o classificador Passive Aggres-
sive, tanto para o conjunto de treinamento balanceado como para o desbalanceado.

Hiperparâmetro Valor Selec. (Balan.) Valor Selec. (Desba.)
C 0,106 4,184

average True True
loss squared_hinge squared_hinge

max_iter 32 16
tol 4,414e-5 0,200e-1

warm_start True True
Fonte: De autoria própria.

Tabela 5.5: Hiperparâmetros utilizados na seleção dos modelos LLMs encoder e do modelo
LLM decoder, o Llama 2.

Hiperparâmetro Espaço de Busca
(LLMs encoder)

Espaço de Busca
(LLM decoder)

learning_rate [5e-5, 3e-5, 1e-5, 5e-4, 3e-4, 1e-4, 5e-3,
3e-3, 1e-3]

[5e-5, 2e-4,
3e-4, 5e-4]

per_device_train_batch_size [4, 8, 16] [8, 16]

gradient_accumulation_steps 1 [4, 8]

per_device_eval_batch_size [4, 8, 16] [8, 16]

Fonte: De autoria própria.

de treinamento dos modelos (checkpoints) foram salvos para cada época em que houve apri-

moramento durante a etapa de avaliação do modelo. Os modelos e hiperparâmetros que

resultaram nas melhores métricas foram salvos, estando listados nas Tabelas 5.6 e 5.7, para

o conjunto de dados balanceado e desbalanceado, respectivamente.

Tratando-se do LLM de arquitetura decoder utilizado, também foram realizados múlti-

plos experimentos, considerando as combinações dos hiperparâmetros também listados na

Tabela 5.5. Os demais hiperparâmetros foram mantidos fixos, dado o alto custo computaci-

onal dos experimentos envolvendo o LLM Llama 2. É importante ressaltar que o processo

de treinamento deste modelo foi realizado utilizando-se da aplicação de técnicas de quanti-

zação e PEFT, mais especificamente o QLoRA. Assim como nos LLMs encoder, para cada

época de treinamento foi realizada a avaliação e, em caso de aprimoramento, armazenou-se

o estado do modelo.

Por fim, para o Llama 2, foram utilizados no processo de fine-tuning os hiperparâmetros
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Tabela 5.6: Resumo dos hiperparâmetros selecionados para os LLMs de arquitetura encoder
utilizados nos experimentos no conjunto de dados balanceado.

Modelo Épocas Batch
Size

Batch
Status

Learning
Rate

Otimizador Tam. Máx.
Seq.

BERTimbau-base 3 16 32 3e-5 AdamW 512 tokens

Legal-BERT 3 8 16 3e-5 AdamW 512 tokens

BERTikal 5 16 32 2e-5 AdamW 512 tokens

BERDOU 2 8 32 3e-5 AdamW 512 tokens

BERT-multilingual 4 8 32 3e-5 AdamW 512 tokens

XLM-RoBERTa-base 3 8 32 1e-5 AdamW 512 tokens

BERTimbau-large 3 16 32 3e-5 AdamW 512 tokens

XLM-RoBERTa-large 2 8 32 1e-5 AdamW 512 tokens

ALBERTINA-PTBR 4 4 16 1e-5 AdamW 512 tokens

Fonte: De autoria própria.

Tabela 5.7: Resumo dos hiperparâmetros selecionados para os LLMs de arquitetura encoder
utilizados nos experimentos no conjunto de dados desbalanceado.

Modelo Épocas Batch
Size

Batch
Status

Learning
Rate

Otimizador Tam. Máx.
Seq.

BERTimbau-base 3 16 32 3e-5 AdamW 512 tokens

Legal-BERT 5 8 32 1e-5 AdamW 512 tokens

BERTikal 10 16 32 1e-5 AdamW 512 tokens

BERDOU 4 16 32 3e-5 AdamW 512 tokens

BERT-multilingual 2 16 32 3e-5 AdamW 512 tokens

XLM-RoBERTa-base 3 16 32 1e-5 AdamW 512 tokens

BERTimbau-large 3 16 32 3e-5 AdamW 512 tokens

XLM-RoBERTa-large 4 16 32 1e-5 AdamW 512 tokens

ALBERTINA-PTBR 2 4 32 1e-5 AdamW 512 tokens

Fonte: De autoria própria.
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Tabela 5.8: Hiperparâmetros do experimento utilizando Llama 2: treinamento, QLoRA e
inferência (tanto para o conjunto balanceado como para o desbalanceado).

Hiperparâmetro Valor

Batch Size 16

Otimizador paged_adamw_32bit

Learning Rate 2e-5

Máx. Tam. Seq. 512 Tokens

Épocas 10

Quantização - Método 8bit + FP8

Quantização - compute dtype bf16

Quantização - nested quantization True

QLoRA - Alpha 16

QLoRA - Dropout 0,1

QLoRA - r 64

QLoRA - target_modules q_proj; v_proj

Inferência - temperature 0,8

Inferência - top_p 0,5

Inferência - max_new_tokens 5

Fonte: De autoria própria.

elencados na Tabela 5.8. O fine-tuning foi realizado com o auxílio do QLoRA (DETTMERS et

al., 2023). Para o experimento no formato de few-shot learning, sem realização de ajuste de

parâmetros e pesos, os mesmos valores dos hiperparâmetros de inferência listados na Tabela

5.8 foram utilizados.

5.3 Resultados e Discussão

Frente a todos os experimentos realizados, o modelo BERTimbau-large utilizado demonstrou

o desempenho de maior destaque, superando os demais modelos em termos de PR-AUC,

tanto no cenário balanceado como no desbalanceado, conforme resultados listados na Ta-

bela 5.9. Os modelos tradicionais, especificamente SVM, XGBoost e Passive Aggressive,

exibiram resultados inferiores aos LLMs de arquitetura encoder. Ademais, esses modelos

apresentaram valores em torno de 0,5 para a métrica PR-AUC, caracterizando uma perfor-

mance subótima, exceto para o XGBoost, no cenário balanceado, e o Passive Aggressive, no
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Tabela 5.9: Resultados dos experimentos em termos de PR-AUC, tanto para treinamento
balanceado como desbalanceado (LLMs ordenados em ordem crescente pela quantidade de
parâmetros; Diferença = [(V alorF inal − V alorInicial)/V alorInicial] ∗ 100).

Modelo PR-AUC
(Balanceado)

PR-AUC
(Desbalanceado)

Diferença
(%)

SVM 0,403822 0,512648 26,95

XGBoost 0,619059 0,407853 -34,12

Passive Aggressive (AutoML) 0,535633 0,643388 20,12

BERT-multilingual 0,544775 0,681180 25,04

BERTimbau-base 0,616078 0,726627 17,94

Legal-BERT 0,646020 0,688137 6,52

BERTikal 0,666752 0,715527 7,32

BERDOU 0,673919 0,725577 7,67

XLM-RoBERTa-base 0,624070 0,732478 17,37

BERTimbau-large 0,719511 0,849973 18,13

XLM-RoBERTa-large 0,654323 0,737347 12,69

ALBERTINA 0,666296 0,761102 14,23

Fonte: De autoria própria.

cenário desbalanceado. O modelo BERTimbau-large ajustado no conjunto de treinamento

desbalanceado superou as abordagens que utilizaram o SVM (balanceado) e o XGBoost

(desbalanceado) com uma diferença de quase o dobro em termos de PR-AUC, mesmo após

a otimização dos hiperparâmetros. Ao contrastar a métrica PR-AUC entre todos os LLMs

empregados na pesquisa, o modelo BERTimbau-large desbalanceado destacou-se com uma

margem de, pelo menos, 11,67% superior aos valores obtidos pelos demais modelos. Os

resultados em termos de PR-AUC, tanto para o cenário balanceado quanto para o desbalan-

ceado, bem como a diferença de um cenário para o outro, estão listados na Tabela 5.9.

As demais métricas: precisão, revocação e F1-Score, também foram computadas, todas

para a classe positiva, juntamente com o limiar de classificação otimizado para o F1-Score da

classe positiva no conjunto de validação. Esses resultados encontram-se listados na Tabela

5.10, para o cenário balanceado, e na Tabela 5.11, para o desbalanceado. Para os experimen-

tos realizados utilizando o modelo Llama 2, representante dos LLMs decoder nesta pesquisa,

os resultados encontram-se listados na Tabela 5.12 nas três abordagens utilizadas: few-shot,

treinamento balanceado e treinamento desbalanceado. Para o modelo Llama 2 não foram
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computadas as métricas de PR-AUC e também não foi calculado o limiar de classificação

otimizado, dado que a saída do modelo é textual, diferentemente dos demais modelos cuja

saída representa uma probabilidade.

Tabela 5.10: Resultados dos experimentos utilizando técnicas tradicionais de PLN e LLMs
de arquitetura encoder para o conjunto de dados balanceado.

Modelo PR-AUC Limiar de
Classificação

Precisão
(+)

Revocação
(+)

F1-Score
(+)

SVM 0,403822
0,5 0,06 0,75 0,11

0,564391 0,72 0,28 0,41

XGBoost 0,619059
0,5 0,04 0,97 0,08

0,973072 0,64 0,50 0,56

Passive Aggressive
(AutoML)

0,535633
0,5 0,05 0,99 0,10

0,745099 0,57 0,38 0,46

BERT-multilingual 0,544775
0,5 0,19 0,78 0,31

0,979090 0,53 0,49 0,51

BERTimbau-base 0,616078
0,5 0,11 0,93 0,20

0,996901 0,55 0,57 0,56

Legal-BERT 0,646020
0,5 0,12 0,90 0,21

0,997131 0,50 0,70 0,58

BERTikal 0,666752
0,5 0,14 0,91 0,25

0,998716 0,58 0,67 0,62

BERDOU 0,673919
0,5 0,14 0,97 0,24

0,991149 0,81 0,54 0,65

XLM-RoBERTa-base 0,624070
0,5 0,10 0,95 0,19

0,996036 0,40 0,78 0,52

BERTimbau-large 0,719511
0,5 0,15 0,98 0,25

0,991409 0,49 0,82 0,61

XLM-RoBERTa-large 0,654323
0,5 0,17 0,95 0,29

0,942997 0,69 0,61 0,64

ALBERTINA 0,666296
0,5 0,19 0,90 0,31

0,993000 0,81 0,54 0,65

Fonte: De autoria própria.
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Tabela 5.11: Resultados dos experimentos utilizando técnicas tradicionais de PLN e LLMs
de arquitetura encoder para o conjunto de dados desbalanceado.

Modelo PR-AUC Limiar de
Classificação

Precisão
(+)

Revocação
(+)

F1-Score
(+)

SVM 0,512648
0,5 0,15 0,79 0,26

0,999999 0,70 0,38 0,49

XGBoost 0,407853
0,5 0,42 0,43 0,42

0,526159 0,55 0,37 0,44

Passive Aggressive
(AutoML)

0,643388
0,5 0,10 0,95 0,18

0,741666 0,59 0,56 0,57

BERT-multilingual 0,681180
0,5 0,28 0,81 0,42

0,979596 0,72 0,62 0,66

BERTimbau-base 0,726627
0,5 0,12 0,97 0,21

0,998372 0,79 0,59 0,67

Legal-BERT 0,688137
0,5 0,29 0,78 0,42

0,998838 0,92 0,50 0,64

BERTikal 0,715527
0,5 0,25 0,85 0,39

0,991495 0,90 0,51 0,65

BERDOU 0,725577
0,5 0,13 0,97 0,23

0,999415 0,72 0,69 0,70

XLM-RoBERTa-base 0,732478
0,5 0,31 0,86 0,46

0,994754 0,85 0,58 0,69

BERTimbau-large 0,849973
0,5 0,64 0,97 0,77

0,825867 0,70 0,86 0,77

XLM-RoBERTa-large 0,737347
0,5 0,51 0,78 0,62

0,981493 0,93 0,56 0,70

ALBERTINA 0,761102
0,5 0,16 0,92 0,28

0,996593 0,87 0,62 0,72

Fonte: De autoria própria.

Tabela 5.12: Resultados dos experimentos utilizando modelo Llama 2.

Estratégia de Treinamento Precisão (+) Revocação (+) F1-Score (+)

Few-shot (3 inst.) 0,00 1,00 0,00

Fine-tuning + QLoRA (Balan.) 0,05 0,92 0,09

Fine-tuning + QLoRA (Desba.) 0,08 0,87 0,15

Fonte: De autoria própria.
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5.3.1 Comparação entre Resultados Obtidos a partir dos Conjuntos de

Treinamento Balanceado e Desbalanceado

Nos resultados obtidos, considerando os modelos treinados a partir de ambos os conjuntos

de treinamento considerados, o balanceado e o desbalanceado, observou-se uma melhoria

nos resultados na maioria dos modelos desbalanceados, conforme as métricas listadas na

Tabela 5.9. Para os cenários em que houve melhoria, o incremento médio nos resultados

foi de 15,82% em termos de PR-AUC. O modelo que apresentou o maior incremento foi o

SVM, com um valor de 26,95%. Apenas o modelo XGBoost não se beneficiou da inserção

de desbalanceamento nos dados de treinamento, sendo observada uma redução de 34,12%

em termos de PR-AUC. Dado que o referido modelo possui estratégias internas para o tra-

tamento de conjuntos de dados desbalanceados, os resultados obtidos a partir da amostra de

treinamento utilizada abrem margem para investigação futura. Seu resultado, em termos de

PR-AUC, comparou-se ao BERTimbau-base balanceado, mostrando-se como uma opção in-

teressante num cenário balanceado e com uma pequena quantidade de dados de treinamento.

A partir da comparação dos demais resultados entre ambas as estratégias de balancea-

mento, listados nas Tabelas 5.10 e 5.11, temos a ocorrência dos maiores valores de revocação

nos experimentos com os conjuntos balanceados. No cenário balanceado, para o limiar de

classificação de 0,5, grande parte dos modelos obtiveram altos valores de revocação, sendo

estes iguais ou acima de 0,90 em 10 dos 12 modelos listados na Tabela 5.10. Entretanto, es-

ses valores foram acompanhados de uma baixa precisão, tendo sido 0,19 o maior valor dentre

os 10 modelos. Os modelos treinados a partir do conjunto balanceado, apesar de capturar

bem os Verdadeiros Positivos no conjunto de testes, apresentaram um alto índice de Falsos

Positivos, o que resultou na baixa precisão dos modelos.

Entretanto, ao analisar os resultados a partir dos experimentos no conjunto de dados

desbalanceado, presentes na Tabela 5.11, observou-se uma redução na revocação e um au-

mento na precisão dos modelos em geral. Também verificou-se um aumento de F1-Score e

PR-AUC, caracterizando assim um melhor resultado. Como consequência, pode-se concluir

que os modelos treinados no conjunto de dados desbalanceado demonstraram uma menor

tendência a apontar Falsos Positivos. Tomando como exemplo o BERTimbau-large, melhor

modelo em ambos os cenários de balanceamento, esse comportamento torna-se ainda mais
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evidente. Ao comparar o modelo balanceado com o desbalanceado, apesar da redução em

0,01 na revocação, a precisão saltou de 0,14 para 0,64 nos resultados para o modelo desba-

lanceado. Evidenciando assim, que a inserção de mais elementos negativos no conjunto de

treinamento reduziu a quantidade de Falsos Positivos, que em termos quantitativos caiu de

1.822 para 169. O valor máximo da precisão em ambos os cenários também colabora para

esta constatação, dado que no balanceado foi de 0,81, contra 0,93 do cenário desbalanceado.

Sendo assim, para o cenário desta pesquisa, a inserção de um leve desbalanceamento

no conjunto de treinamento dos modelos mostrou-se benéfica para a obtenção de melhores

resultados, quando comparado a uma distribuição balanceada no conjunto de treinamento

utilizando a estratégia de undersampling. Dado o desempenho superior, as análises realiza-

das nas subseções seguintes terão maior enfoque nos resultados obtidos a partir dos modelos

treinados utilizando o conjunto desbalanceado, conforme as métricas detalhadas na Tabela

5.11.

5.3.2 Análise da Curva de Precisão-Revocação e Área Sob a Curva

Ao analisar as curvas de precisão-revocação dos três modelos mais eficientes provenientes

dos experimentos, quais sejam: BERTimbau-large, ALBERTINA e XLM-RoBERTa-large,

conforme representado na Figura 5.1, é possível verificar o comportamento desses modelos

em resposta a diferentes limiares de classificação. No que concerne o modelo BERTimbau-

large, nota-se que, para valores elevados de revocação, a precisão mantém-se em níveis ele-

vados, ocorrendo leves declínios no gráfico à medida que os valores do limiar de classifica-

ção aumentam. Somente em valores de revocação próximos a 1,0 observa-se uma abrupta

redução na curva, destacando a elevada qualidade do classificador obtido. Os limiares de

classificação aumentam de maneira proporcional ao valor do revocação, da esquerda para a

direita.

Ao examinar as curvas dos modelos ALBERTINA e XLM-RoBERTa-large, também re-

presentados na Figura 5.1, nota-se uma acentuada diminuição na precisão para valores de

revocação superiores a 0,6. Conclui-se, portanto, que, para elevados valores de revocação,

ambos os modelos não conseguiram manter uma precisão elevada entre os registros classi-

ficados, resultando em um número significativo de Falsos Positivos. As métricas associadas

ao modelo ALBERTINA, utilizando o limiar de classificação de 0,5, corroboram com essa
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Figura 5.1: Curvas de Precisão-Revocação dos três melhores modelos obtidos (em termos de
PR-AUC): BERTimbau-large, ALBERTINA e XLM-RoBERTa-large.

Fonte: De autoria própria.

conclusão, uma vez que, para um revocação de 0,92, a precisão alcançou 0,16. No caso

do XLM-RoBERTa-large, apesar de ter exibido a maior precisão dentre todos os modelos

analisados (0,93), tal precisão estava associada a um revocação de 0,56, aproximando-se do

valor de 0,6 mencionado. Embora ambos os modelos tenham apresentado resultados supe-

riores aos demais modelos testados, os mesmos obtiveram desempenhos inferiores quando

comparados aos resultados obtidos com o BERTimbau-large.

De forma a comparar os demais resultados, nas Figuras 5.2 e 5.3 estão dispostas as curvas

de precisão-revocação de todos os modelos baseline, quais sejam: SVM, XGBoost e Passive

Aggressive, e LLMs encoder. A Figura 5.2 contém os modelos balanceados, enquanto a

Figura 5.3 os desbalanceados. O comportamento das curvas evidenciam o melhor desempe-

nho do modelo BERTimbau-large desbalanceado frente aos resultados dos demais modelos

utilizados nos experimentos.
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Figura 5.2: Curvas de Precisão-Revocação de todos os modelos baseline e LLMs de arqui-
tetura encoder (conjunto de treinamento balanceado).

Fonte: De autoria própria.

Figura 5.3: Curvas de Precisão-Revocação de todos os modelos baseline e LLMs de arqui-
tetura encoder (conjunto de treinamento desbalanceado).

Fonte: De autoria própria.
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5.3.3 Matriz de Confusão do BERTimbau-large e Limiares de Classifi-

cação

A matriz de confusão associada ao modelo BERTimbau-large ajustado balanceado está apre-

sentada na Figura 5.4, tendo sido calculada mediante um limiar de classificação de 0,5, en-

quanto a Figura 5.5 apresenta a do modelo desbalanceado. O modelo BERTimbau-large

desbalanceado demonstrou o melhor desempenho na classificação de publicações tributá-

rias, registrando um PR-AUC de aproximadamente 0,85 e uma revocação de 0,97 para a

classe positiva. Em termos quantitativos, isso se traduziu em 304 das 315 publicações tri-

butárias sendo corretamente classificadas em um conjunto de dados que engloba um total de

344.569 publicações processadas.

Apesar do modelo BERTimbau-large balanceado ter identificado mais registros positivos,

alcançando uma revocação de 0,98, o que implicou em 310 das 315 publicações identifica-

das, 1.822 registros falsos positivos foram observados, contra apenas 169 do modelo desba-

lanceado. Sendo assim, observou-se uma maior precisão no modelo desbalanceado frente

a uma leve redução em termos de revocação, representando em termos gerais um resultado

superior.

Figura 5.4: Matriz de confusão do modelo BERTimbau-large balanceado (limiar de classifi-
cação de 0,5; 0 = não tributário; 1 = tributário).

Fonte: De autoria própria.
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Figura 5.5: Matriz de confusão do modelo BERTimbau-large desbalanceado (limiar de clas-
sificação de 0,5; 0 = não tributário; 1 = tributário).

Fonte: De autoria própria.

A otimização dos limiares de classificação, realizada com base no F1-Score para a classe

positiva, utilizando dados do conjunto de validação, teve como objetivo a minimização das

classificações incorretas de cada classificador. Como resultado, uma considerável parcela

dos limiares calculados apresentou valores próximos a 1,0, evidenciando a propensão dos

modelos treinados, especialmente aqueles de arquitetura transformer baseada em encoder, a

atribuir probabilidades elevadas na classificação de registros Verdadeiros Positivos. Ou seja,

os modelos treinados demonstraram uma alta confiança na maioria das classificações posi-

tivas, conforme as distribuições das probabilidades atribuídas pelos modelos aos registros

exibidas no Apêndice C. O BERTimbau-large ajustado, melhor modelo obtido, obteve um

limiar ligeiramente inferior em comparação aos demais modelos de arquitetura semelhante,

embora ainda elevado, sendo um valor aproximado de 0,83.

5.3.4 Comparação de Desempenho de Modelos Pré-treinados: Domínio

Geral, Específico e Multilíngue

Uma análise pertinente, a ser conduzida com base nos resultados apresentados, envolve a

comparação entre LLMs de domínio geral, e.g. BERTimbau-base, e aqueles especifica-

mente voltados para domínios particulares, e.g. Legal-BERT, BERTikal e BERDOU. Ao
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considerar modelos com tamanhos de parâmetros equivalentes para assegurar uma avaliação

equilibrada, verificou-se que os modelos pré-treinados para domínios específicos exibiram

desempenho semelhante ou inferior frente a modelos pré-treinados em domínio geral. A mé-

trica PR-AUC, conforme apresentado na Tabela 5.11, evidencia essa relação entre os mode-

los. Considerando esse contexto, pode-se inferir que o pré-treinamento específico de LLMs

não teve uma influência decisiva na melhoria dos resultados dentro do domínio específico

abordado por esta pesquisa.

Uma outra análise realizada foi relacionada à utilização de modelos multilíngues. A

análise dos modelos pré-treinados em português revelou um desempenho superior em com-

paração com todos os modelos multilíngues equivalentes, sendo estes o BERT-multilingual,

XLM-RoBERTa-base e XLM-RoBERTa-large. Além disso, o modelo BERTimbau-large de-

monstrou resultados superiores quando contrastado com o modelo ALBERTINA, que possui

quase três vezes mais parâmetros. Esse resultado questiona a crença convencional de que

uma maior quantidade de parâmetros em LLMs inevitavelmente resulta em um desempenho

aprimorado, destacando que tal suposição não é universalmente válida.

5.3.5 LLM de Arquitetura Encoder - Llama 2

Os experimentos conduzidos com o Llama 2, o maior dos modelos considerados nesta pes-

quisa, também contribuíram com evidências de que uma maior quantidade de parâmetros não

implica necessariamente resultados superiores, conforme as métricas listadas na Tabela 5.12.

No contexto do problema-alvo, o desempenho do modelo Llama 2 não foi satisfatório, sendo

superado por todos os outros modelos empregados nos experimentos, os quais adotaram um

limiar de classificação otimizado para o F1-Score da classe positiva. Além de apresentar

resultados inferiores, o custo associado ao treinamento e processamento de todo o conjunto

de testes foi consideravelmente elevado, a ser detalhado na seção subseção 5.3.6.

A aplicação do modelo Llama 2 ocorreu por meio de duas abordagens: inferência utili-

zando few-shot learning e fine-tuning com a utilização do QLoRA (DETTMERS et al., 2023),

esta última tendo sido aplicada em ambos os conjuntos de treinamento construídos. Foi

empregada a otimização de quantização de parâmetros do modelo Llama 2 em todas as

estratégias utilizadas. Utilizando-se da abordagem few-shot, estando esta associada a três

exemplos, constatou-se que o Llama 2 não foi capaz de inferir os resultados de maneira satis-
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fatória, conforme evidenciado pelos resultados na Tabela 5.12. Com menos de três exemplos

na estratégia few-shot, as saídas esperadas "positivo" e "negativo", representando ambas as

classes, não foram adequadamente mapeadas pelo modelo, resultando, por vezes, em textos

completamente discrepantes do esperado. Mesmo com a realização de alterações no prompt

utilizado na entrada, sendo este um fator de influência em abordagens few-shot, verificou-se

o mesmo comportamento. Diante dessa constatação, não foi possível obter métricas con-

clusivas a partir de estratégias com menos de três exemplos. Não foram empregados mais

de três exemplos nesse experimento dadas as limitações do hardware utilizado, ocasionando

sobrecarga de memória e erros de execução nas tentativas realizadas.

No experimento de inferência utilizando a abordagem few-shot, todos os 344.569 regis-

tros do conjunto de testes foram processados, onde os exemplos few-shot consistiram em

dois registros negativos e um positivo. Entretanto, o Llama 2 não foi capaz de capturar as

características de um ato tributário de forma a classificá-lo corretamente, dado que o modelo

atribuiu a classe positiva a todos os registros, isso considerando o conjunto de testes utilizado

em conjunto com o prompt informado. Diante da ausência de resultados significativos dessa

abordagem, conforme resultados apresentados na Tabela 5.12, não foram realizados experi-

mentos adicionais utilizando-se de few-shot learning, dado seu alto custo de processamento.

Para o experimento utilizando o modelo Llama 2 ajustado no conjunto balanceado,

observou-se uma melhoria nas métricas frente ao obtido com a estratégia few-shot, com pre-

cisão, revocação e F1-Score registrando valores de 0,05, 0,92 e 0,09, respectivamente. Houve

aumento em termos de F1-Score quando comparado com o modelo treinado utilizando-se do

conjunto de dados desbalanceado, que obteve o valor de 0,15. Observou-se também uma

redução em termos de revocação para 0,87 e um aumento na precisão para 0,08, compor-

tamento semelhante ao observado nos LLMs de arquitetura encoder. Contudo, os valores

absolutos para cada uma das métricas ainda ficaram aquém quando comparados aos observa-

dos na maioria dos LLMs encoder. Dessa forma, nos experimentos conduzidos com o Llama

2, o modelo não apresentou resultados competitivos frente aos demais modelos utilizados.

Apesar da alta revocação, o modelo obteve uma precisão baixa, com uma alta ocorrência de

Falsos Positivos. As métricas obtidas a partir dos experimentos estão dispostas na Tabela

5.12. Além disso, as Figuras 5.6 e 5.7 contêm os resultados na forma de uma matriz de

confusão para os conjuntos balanceado e desbalanceado, respectivamente.
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Figura 5.6: Matriz de confusão dos resultados do experimento balanceado com o modelo
Llama 2 utilizando a estratégia de fine-tuning com modelo quantizado e QLoRA (0 = não
tributário; 1 = tributário).

Fonte: De autoria própria.

Nos experimentos que incorporaram o modelo Llama 2, não foram computados os valo-

res correspondentes à métrica PR-AUC, tampouco foi determinado o limiar de classificação

otimizado. Em virtude da natureza generativa do LLM baseado em arquitetura decoder, a

saída obtida é um texto gerado com base no prompt fornecido, ao invés de uma probabili-

dade de classificação, como é observado nos demais modelos. Consequentemente, para cada

entrada, o modelo gerou um texto associado ao rótulo da classe atribuída, seja positiva ou ne-

gativa. Além disso, diante dos resultados inferiores do Llama 2 em comparação com os dos

demais modelos, é importante salientar que o prompt utilizado, o fine-tuning com QLoRA

e a quantização do modelo podem ter sido fatores de influência. Sendo assim, há margem

para a realização de estudo mais aprofundado, inclusive utilizando uma maior quantidade de

parâmetros, o que não se mostrou viável nesta pesquisa.

5.3.6 Análise de Eficiência dos Modelos

A análise da eficiência dos modelos foi aferida através do tempo de execução dos mesmos.

Ao analisar os tempos de processamento para treinamento e avaliação utilizando o conjunto
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Figura 5.7: Matriz de confusão dos resultados do experimento desbalanceado com o modelo
Llama 2 utilizando a estratégia de fine-tuning com modelo quantizado e QLoRA (0 = não
tributário; 1 = tributário).

Fonte: De autoria própria.

de testes em cada modelo, listados na Tabela 5.13, bem como nas Figuras 5.8 e 5.9, tornou-se

evidente a disparidade entre os modelos Llama 2 e LLMs baseados em arquitetura encoder

em termos de tempo de processamento. A métrica para o modelo Llama 2 na abordagem

few-shot não foi adicionada ao gráfico da Figura 5.8, dada a ausência de métricas para trei-

namento e sua alta disparidade frente às demais métricas para o tempo de teste, que totalizou

56h, o que prejudicaria a visualização do gráfico. A Figura 5.9 é focada apenas nos tempos

de teste, englobando também o tempo obtido com o Llama 2 few-shot.

Também foi possível observar o impacto da quantidade de parâmetros dos LLMs nos

tempos de processamento, onde modelos maiores implicaram em maiores tempos de pro-

cessamento, tanto para treinamento como para teste. A exemplo dos LLMs de arquitetura

encoder, em que o tempo de processamento associado ao ALBERTINA foi mais de três vezes

superior ao observado no BERTimbau-large, um modelo quase três vezes menor. Observou-

se também que os tempos de execução para a etapa de testes nos LLMs foram próximos

aos tempos de treinamento, etapa mais custosa do processo devido ao ajuste dos pesos dos

modelos. A grande quantidade de registros presentes no conjunto de testes, compreendendo
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Tabela 5.13: Tempo de processamento para treinamento e avaliação utilizando o conjunto de
testes (o tempo computado para o Passive Aggressive também envolve a seleção de modelos
e otimização de hiperparâmetros).

Modelo Treinamento
Balan.

(segundos)

Treinamento
Desba.

(segundos)

Avaliação - Conj.
de Testes (segundos)

SVM 2.631 5.843 401

XGBoost 357 479 0,04

Passive
Aggressive (AutoML)

7.217 7.199 506

BERT-multilingual 566 659 351

BERTimbau-base 494 543 357

Legal-BERT 510 607 312

BERTikal 478 542 352

BERDOU 530 609 351

BERTimbau-large 1.440 1.658 1.052

XLM-RoBERTa-base 581 708 328

XLM-RoBERTa-large 1.451 1.670 927

ALBERTINA 5.094 6.100 3.539

Llama 2 (Few-shot) - - 202.560

Llama 2 (Fine-tuned) 24.694 29.375 29.648

Fonte: De autoria própria.

aproximadamente 350 mil registros, pode ter levado a essa situação.

No que diz respeito ao processo de treinamento do Llama 2, foram demandadas apro-

ximadamente 7 horas para o modelo balanceado e mais de 8 horas para o desbalanceado,

embora tenha sido empregado o método QLoRA para aprimorar a eficiência. Subsequen-

temente, o processo de inferência no conjunto de dados de teste completo usando Llama 2

ajustado com QLoRA consumiu 8 horas, representando 14% do tempo total utilizado pela

abordagem few-shot. A abordagem utilizando o QLoRA, além de realizar o ajuste de pa-

râmetros, dispensou a utilização de exemplos no contexto de inferência, reduzindo assim

o custo de processamento, conforme observado ao comparar o tempo de execução entre as

abordagens no Llama 2. Em contraste, considerando o BERTimbau-large desbalanceado

como referência, que foi o melhor modelo obtido, o processo de fine-tuning foi concluído

em cerca de 30 minutos, com 17 minutos adicionais para classificar todo o conjunto de da-
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Figura 5.8: Tempo de processamento dos modelos para os conjuntos de treinamento e teste
(exceto Llama 2 em few-shot).

Fonte: De autoria própria.

dos de teste. Ou seja, para o mesmo conjunto de testes, o modelo BERTimbau-large utilizou

aproximadamente 4,9% do tempo de processamento total consumido pelo Llama 2 no cená-

rio desbalanceado. Ao considerar o cenário do Llama 2 na abordagem few-shot, foi utilizado

apenas 0,52% do tempo pelo BERTimbau-large. As Figuras 5.8 e 5.9 representam grafica-
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Figura 5.9: Tempo de processamento dos modelos para o conjunto de teste.

Fonte: De autoria própria.

mente o tempo de processamento de cada um dos modelos, de forma a facilitar a comparação.

É perceptível a grande diferença existente entre o Llama 2, o LLM decoder utilizado, e os

demais modelos, principalmente no cenário few-shot.

5.4 Considerações Finais

De maneira geral, os experimentos conduzidos indicaram que os LLMs de arquite-

tura encoder demonstraram resultados superiores em comparação ao LLM de arquitetura

decoder, obtidos em um período de processamento menor, ou seja, melhores eficácia e efici-

ência, respectivamente. Além disso, tais LLMs de arquitetura encoder demandaram menos

recursos de hardware, dispensando a necessidade de otimizações e a aplicação de técnicas de

PEFT, tornando-os compatíveis com hardware de uso geral, maximizando a eficiência dos
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mesmos. Essas características mostraram-se relevantes nesta pesquisa, exercendo influência

decisiva, especialmente na tomada de decisão quanto à adoção desses modelos em um ambi-

ente produtivo, onde é necessário encontrar um equilíbrio entre eficiência e eficácia, ou seja,

consumo de recursos e os resultados alcançados.

Entretanto, mesmo que os resultados dos LLMs de arquitetura encoder tivessem alcan-

çado métricas superiores aos de arquitetura decoder, não significaria um descarte dos mode-

los menores em um cenário de aplicação real. Dado o alto custo e complexidades adicionais,

uma solução híbrida, envolvendo múltiplos modelos, poderia ser uma saída viável. Apesar

dos resultados associados ao BERTimbau-large, o modelo mais eficaz, indicarem uma pre-

cisão modesta para o limiar de classificação de 0,5 (especificamente, 0,64), a revocação de

0,97 denota um desempenho significativo. No âmbito da análise do DOU, à luz dos valores

registrados na matriz de confusão representada na Figura 5.5, a ocorrência de 169 regis-

tros Falsos Positivos pode ser considerada uma contrapartida aceitável para identificar com

precisão 304 publicações tributárias de maneira automática, dentro de um universo total de

344.569 publicações.

Apesar de grande parte dos registros positivos ter sido capturada, os 11 registros Falsos

Negativos não podem ser ignorados. Falsos Negativos representam publicações tributárias

que não foram devidamente classificadas pelo modelo, não sendo, portanto, detectadas en-

tre as demais publicações. Isso pode implicar em leis ou alterações tributárias não sendo

mapeadas em um fluxo de utilização real. Buscar mapear esses registros é extremamente

importante; no entanto, sua ocorrência não diminui a qualidade do resultado encontrado.

No próximo capítulo, são apresentadas as conclusões desta pesquisa, bem como discor-

rido acerca das ameaças à validade dos resultados, além dos direcionamentos para trabalhos

futuros que podem dar continuidade a este trabalho.



Capítulo 6

Conclusão

Os Diários Oficiais desempenham um papel crucial como fontes abrangentes de informações

para a sociedade, influenciando tanto o setor público quanto o privado. Suas publicações,

que incluem licitações, atos de pessoal, leis e normativos em diversos subdomínios como tri-

butário, trabalhista e ambiental, são caracterizadas por uma linguagem predominantemente

jurídica e extensão considerável, especialmente no caso do DOU. Isso torna a análise ma-

nual desses documentos custosa, configurando um cenário de aplicação de técnicas PLN,

juntamente com o interesse em processar seu conteúdo. Em particular, a área do direito tri-

butário destaca-se como um subdomínio relevante, sendo essencial para empresas manterem

o compliance com as normas tributárias frequentemente alteradas e publicadas nos Diários

Oficiais. O uso de técnicas de PLN nesse contexto contribui para uma identificação efici-

ente de mudanças tributárias, otimizando recursos humanos, agregando valor e tecnologia ao

ramo tributário.

A partir do observado frente ao contexto descrito, juntamente do corpus de domínio tri-

butário obtido previamente, o problema-alvo deste trabalho foi direcionado ao contexto do

monitoramento de publicações de domínio tributário em meio ao DOU, utilizando-se de téc-

nicas de AM e PLN. Para a condução da pesquisa, um novo conjunto de dados anotado

de forma automática foi criado, tendo foco na classificação binária de textos tributários ex-

traídos do DOU. Dentre os modelos de classificação utilizados, foram incluídas técnicas

tradicionais de classificação, especificamente o SVM e o XGBoost, além de LLMs, tanto de

arquitetura encoder, a exemplos do BERTimbau e ALBERTINA, como decoder, especifica-

mente o Llama 2.
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O modelo de melhor desempenho foi o BERTimbau-large, alcançando um PR-AUC de

0,849973, sendo pelo menos 10,53% superior aos resultados obtidos com os demais modelos

utilizados. Com uma revocação de 0,97 e um F1-Score de 0,77 para a classe positiva, o me-

lhor modelo obtido mostrou-se adequado para a tarefa alvo de classificação binária, mesmo

tendo como contexto um cenário altamente desbalanceado, com a ocorrência de publica-

ções tributárias sendo apenas aproximadamente 0,09% em relação ao corpus total. Grande

parte dos modelos tradicionais não alcançou resultados satisfatórios, com PR-AUC em torno

de 0,5, exceto para o XGBoost, no cenário balanceado, e o Passive Aggressive, no cenário

desbalanceado. Quanto ao modelo Llama 2, o LLM de arquitetura decoder utilizado nos

experimentos, a abordagem de aprendizagem few-shot não produziu resultados satisfatórios,

atribuindo a classe positiva para todo o conjunto de testes. Após o processo de fine-tuning

utilizando-se QLoRA para otimização de treinamento e quantização, os resultados do Llama

2 melhoraram em relação à abordagem few-shot, mas ainda bem aquém dos resultados dos

LLMs encoder, resultando em um F1-Score de 0,15 para a classe positiva, em comparação

com o 0,77 obtido pelo melhor modelo nos experimentos, o BERTimbau-large.

Os objetivos específicos definidos neste trabalho foram, então, atingidos. A iniciar pelo

objetivo específico 1, satisfeito por meio da obtenção de dados de publicações do DOU a par-

tir do Web Scraper desenvolvido, tanto para monitoramento de novas publicações como para

construção de um corpus englobando as publicações disponíveis. Quanto ao objetivo espe-

cífico 2, foi satisfeito por meio da criação do conjunto de dados anotado automaticamente,

utilizando o conjunto de dados original e o corpus obtido utilizando-se do Web Scraper. Já

o objetivo específico 3, o último elencado, foi satisfeito por meio dos diversos experimentos

realizados com modelos de classificação, além dos resultados sugerirem que o melhor dos

modelos obtidos atende ao problema-alvo deste trabalho.

Esta pesquisa resultou na solução da problemática levantada, bem como também propor-

cionou diversas contribuições significativas. Inicialmente, pela aplicação de técnicas de AM

e PLN de estado da arte de forma pioneira em um domínio ainda pouco explorado na litera-

tura, o domínio jurídico com foco em direito tributário. Outra contribuição é a da aplicação

de diversos LLMs num contexto altamente desbalanceado, normalmente configurando em

um desafio na resolução de problemas de AM e PLN. Os experimentos evidenciaram que

a introdução de desbalanceamento no conjunto de treinamento pode conduzir a resultados
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superiores, quando contrastado com um conjunto de treinamento balanceado pela estratégia

de undersampling.

Adicionalmente, obteve-se a contribuição acerca da aplicação de LLMs pré-treinados em

domínios específicos alinhados com o domínio do problema-alvo. Os resultados obtidos

representam evidências de que não há garantia de que LLMs pré-treinados em domínios es-

pecíficos possuem melhor desempenho quando comparados com LLMs de domínio geral,

não devendo descartar estes numa análise comparativa e extensiva em busca de melhores

resultados. Na tarefa de classificação de publicações tributárias no DOU, observou-se que

LLMs pré-treinados, tanto no domínio jurídico como no próprio DOU, não proporcionaram

vantagens significativas na obtenção de melhores resultados. Fatores como o desbalancea-

mento, bem como a proporção entre classes dos dados aplicada ao conjunto de treinamento,

podem ter exercido influência determinante no contexto em questão.

Por fim, os resultados obtidos geraram evidências na comparação de LLMs de arquitetura

encoder e decoder, tanto em termos de performance nas métricas obtidas como eficiência no

tempo de processamento. Observou-se que, além de resultar em melhores métricas, o mo-

delo BERTimbau-large utilizou apenas 4,9% do tempo de processamento necessário para a

abordagem com o Llama 2 ajustado, que ainda necessitou a aplicação de técnicas de quanti-

zação e PEFT, como QLoRA, para ser utilizado adequadamente no ambiente computacional

disponível. Ao considerar-se a abordagem few-shot com o Llama 2, esta proporção torna-se

ainda mais discrepante, tendo sido utilizado apenas 0,52% do tempo total pelo BERTimbau-

large. Essa constatação indica que, para o problema específico em questão, os LLMs de

arquitetura encoder ainda são alternativas viáveis, não apenas em termos de resultados, mas

também em eficiência de processamento, mesmo com uma menor quantidade de parâmetros

em comparação aos LLMs decoder de aproximadamente 7 bilhões de parâmetros.

6.1 Questões de Pesquisa

Este trabalho, além da realização dos seus objetivos, buscou responder as questões de pes-

quisa elencadas no Capítulo 1, as quais revisitamos a seguir:

1. Os Modelos de Linguagem Grandes (do inglês, Large Language Models, ou LLMs)

são adequados para a tarefa de classificação de atos de domínio tributário no DOU?
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Com relação à questão de pesquisa 1, verificou-se que o melhor modelo obtido, treinado

a partir do BERTimbau-large, é sim adequado para a aplicação proposta. Com um revocação

de 0,97, precisão de 0,64 e um F1-Score de 0,77, foi possível identificar 304 dos 315 regis-

tros positivos existentes no conjunto de testes, em meio a um total de 344.569 instâncias.

Apenas 169 falsos positivos foram apontados pelo modelo. Num cenário de aplicação real,

ao invés de realizar a análise direta de mais de 344 mil instâncias, o analista tributário poderia

validar todas as publicações classificadas como tributárias pelo modelo, reduzindo assim o

conjunto de análise para apenas 473 publicações, referentes às classificações positivas. Outra

alternativa é utilizar-se da saída do modelo no formato de probabilidade, definindo diferentes

limiares para classificação, deve-se porém haver um balanço, dado que pode não apenas ser

capturarada uma quantidade maior de Verdadeiros Positivos, mas aumentar também os Fal-

sos Positivos. Sendo assim, verificou-se que o modelo BERTimbau-large utilizado é capaz de

auxiliar significativamente no processo de identificação de publicações tributárias em meio

ao DOU, principalmente quando utilizado em conjunto com o Web Scraper desenvolvido, de

forma a obter os atos tributários no mesmo dia de sua publicação.

2. Quão bons são os LLMs pré-treinados de domínio geral quando comparados com

LLMs pré-treinados em corpora do domínio do problema (textos jurídicos e, mais

especificamente, documentos do DOU) para a atividade de classificação de texto tri-

butário no DOU?

Para a questão de pesquisa 2, foram comparados os modelos BERTikal, BERDOU e

Legal-BERT com o seu modelo de origem, o BERTimbau-base. Observou-se que a utili-

zação dos modelos pré-treinados em domínios específicos, alinhados com o problema-alvo,

sendo estes o jurídico e o do DOU, não resultou na obtenção de melhores resultados para o

contexto de classificação de publicações tributárias no DOU. Os modelos de pré-treinamento

continuado utilizados obtiveram resultados inferiores ou similares aos do BERTimbau-base,

em termos de PR-AUC, corroborando, assim, com a conclusão de que nem sempre o pré-

treinamento em domínio específico alinhado com o da tarefa-alvo culmina em melhores

resultados.

3. Quais os impactos das diferentes proporções de balanceamento nos dados de treina-

mento no contexto altamente desbalanceado da classificação de publicações tributá-
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rias no DOU?

Considerando a questão de pesquisa 3, verificou-se que manter o desbalanceamento no

conjunto de treinamento para modelos de classificação pode ser benéfico para cenários extre-

mamente desbalanceados. Nos experimentos realizados, foram obtidos melhores resultados

para o conjunto de dados com leve desbalanceamento, sendo este inclinado à classe majo-

ritária, em comparação aos balanceados utilizando a estratégia de undersampling da classe

negativa. Em contrapartida, em cenários altamente desbalanceados como o observado nesta

pesquisa, manter a proporção original dos dados pode levar ao sobreajuste, ou overfitting, de

modelos para a classe majoritária, sendo necessário experimentação para a identificação da

proporção ideal entre as classes para treinamento.

4. Frente ao grande foco recente nos LLMs de arquitetura decoder, os LLMs encoder

apresentam resultados competitivos, mesmo possuindo menos parâmetros, quando

comparados a modelos decoder da ordem de 7 bilhões de parâmetros?

Por fim, tratando-se da questão de pesquisa 4, observou-se que, para a tarefa de classifica-

ção de publicações tributárias no DOU, foram obtidos melhores resultados utilizando-se de

LLMs encoder frente ao Llama 2, modelo de arquitetura decoder utilizado nos experimen-

tos. O melhor modelo obtido, o BERTimbau-large, possui aproximadamente 330 milhões

de parâmetros, frente aos 7 bilhões do Llama 2, uma quantidade aproximadamente 20 vezes

maior. Mesmo assim, o F1-Score obtido com o BERTimbau-large foi de 0,77, frente ao 0,15

obtido com o Llama 2. Além disso, o BERTimbau-large levou 17 minutos para processar o

conjunto de testes completo, em comparação com as mais de 8 horas para o Llama 2 ajustado

com QLoRA e 56 horas para a abordagem few-shot. Os resultados evidenciam que LLMs

encoder ainda podem representar alternativas competitivas frente aos LLMs decoder da or-

dem de 7 bilhões de parâmetros, principalmente em cenários com limitação de hardware,

como foi o contexto desta pesquisa. Assim, sendo necessário aplicar estratégias de otimiza-

ção de forma a ser possível a sua utilização em few-shot e fine-tuning, o que pode não ser

necessário para os modelos encoder.
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6.2 Ameaças à Validade

Diante da alta complexidade e relevância do problema endereçado por esta pesquisa, uma

análise das ameaças à validade torna-se mandatória, sendo elas as ameaças de construção,

interna, externa e de conclusão. O levantamento e estudo detalhado de trabalhos relaciona-

dos, bem como a situação deste trabalho frente às linhas de pesquisa e lacunas identificadas

na análise dos trabalhos existentes, conforme descrito no Capítulo 3 deste documento, visa

mitigar ameaças de construção, dado que foram aplicadas técnicas de estado da arte e pio-

neiras no problema em questão.

Características como a anotação automática do corpus utilizado no estudo e o pequeno

conjunto de treinamento, principalmente quando comparado ao conjunto utilizado na ava-

liação final dos modelos, representam ameaças à validade interna. Entretanto, as métricas

e avaliações coletadas dos modelos obtidos, juntamente com o detalhamento do processo

metodológico aplicado a esta pesquisa, realizado no Capítulo 4, minimizam esse risco. A

validação do corpus anotado automaticamente junto ao conjunto de dados original buscou

contribuir para evitar a anotação incorreta de registros. Além disso, a natureza desbalanceada

do domínio alvo do problema caracteriza a existência de poucos registros positivos, sendo

um desafio inerente ao domínio alvo desta pesquisa. Esses fatores também contribuem para

a minimização do risco à validade interna.

Dada a clara delimitação do escopo de atuação da pesquisa conduzida, bem como os li-

mites das conclusões obtidas, podem haver ameaças à validade externa. Entretanto, a extensa

amostra utilizada como conjunto de testes, composta de 344.569, aliada a ter sido obedecida

a ordem temporal dos dados, juntamente do fato de ter sido mantido o desbalanceamento

observado no cenário real, foram formas de mitigar a extensibilidade das conclusões obtidas

neste trabalho à população-alvo do estudo: as publicações tributárias em meio ao DOU.

Por fim, diversos experimentos foram realizados, originando diferentes cenários e resul-

tados para análise. Métricas adequadas foram selecionadas para a natureza do problema, ser-

vindo como ferramentas tanto para medir o desempenho dos modelos quanto para compará-

los. Essas características do estudo, junto com a análise estatística das métricas obtidas,

buscam mitigar ameaças à validade das conclusões.
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6.3 Trabalhos Futuros

Apesar dos resultados obtidos com este trabalho satisfazerem o objetivo proposto e apresen-

tarem diversas contribuições, melhorias podem ser realizadas tanto na metodologia utilizada,

como na ampliação do escopo de atuação no problema exposto dos Diários Oficiais. A re-

alização dos trabalhos propostos, além de contribuir para a melhoria deste trabalho, darão

continuidade às pesquisas na linha do problema de monitoramento e extração de informa-

ções em Diários Oficiais, em domínios além do tributário e do DOU. Dessa forma, seguem

abaixo sugestões para trabalhos futuros:

• Aprimorar estratégia de correspondência para aperfeiçoar a qualidade do conjunto de

dados, ampliando assim a quantidade de instâncias positivas utilizadas no conjunto

final, a partir da utilização de Word Embeddings ou outras estratégias de matching;

• Realizar a obtenção de publicações de outros Diários Oficiais além do DOU, com o

processamento de documentos PDF, utilizando técnicas de Visão Computacional com

foco em Document Object Detection para análise de layout, segmentação e extração

de texto;

• Utilizar LLMs decoder da ordem de centenas de bilhões de parâmetros em experi-

mentos adicionais, dada a existência de recursos computacionais para tal, comparando

resultados com os LLMs encoder utilizados nesta pesquisa;

• Construir corpus com foco em outros domínios de classificação além do tributário para

o DOU e demais Diários Oficiais; e

• Empregar técnicas de Extração de Informações no âmbito das publicações extraídas,

com foco no Reconhecimento de Entidades Nomeadas.
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Apêndice A

Análise da Obtenção e Formato dos

principais Diários Oficiais

De forma a entender como os Diários Oficiais são publicados e o seu formato geral, foi

realizado um levantamento com os principais diários de interesse. A análise foi realizada no

DOU, nos DOEs dos 26 estados e Distrito Federal, nos DOMs das 26 capitais (o conteúdo

referente à Brasília é publicado em conjunto ao do Distrito Federal) e também nos DOMs de

mais 23 municípios de interesse, o que totaliza 77 Diários Oficiais. Neste levantamento, em

resumo, foram observados os seguintes pontos para cada diário:

• O diário possui PDF completo referente a todo conteúdo publicado por dia?

• O PDF é nativo-digital, ou seja, “pesquisável”?

• O acesso aos arquivos é feito mediante preenchimento de CAPTCHA?

• O diário necessita atenção especial (Seja pela difícil obtenção dos arquivos, pela não

disponibilização dos mesmos ou pelos arquivos serem parcialmente ou não “pesquisá-

veis”)?

Além dos pontos acima, também foram levantados pontos quanto à obtenção dos arqui-

vos, para a possível utilização de um crawler para a obtenção dos arquivos, links de acesso

e comentários individuais por diário. Estes itens não serão detalhados na Tabela A.1 loca-

lizada abaixo, dado que a mesma foi resumida para a apresentação da informação de maior

interesse neste momento. Entretanto, a planilha completa poderá ser acessada diretamente
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por meio do link compartilhado, esta possui todos os comentários e pontos do estudo reali-

zado. Na Figura A.1 é possível observar um gráfico que destaca a diferença da proporção

dos diários que possuem a necessidade de alguma atenção especial frente aos que não.

Figura A.1: Quantidade de Diários Oficiais que necessitam de atenção especial.

De forma mais específica, segue abaixo a relação dos Diários Oficiais que necessi-

tam atenção especial, juntamente dos pontos identificados (diários repetidos significa que

o mesmo possui mais de um dos problemas relatados) que ocasionaram a presença de cada

um nesta lista:

• CAPTCHA:

– Paraná;

– Fortaleza;

• PDFs não disponíveis:

– Bahia (HTML e Imagem);

– Sergipe (Imagem);
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• Formulários:

– Maranhão;

– Paraná;

– Fortaleza;

• PDF página a página (arquivo PDF não é acessível de forma completa):

– Sergipe;

– São Paulo (Estado e Capital);

• PDFs não pesquisáveis:

– Paraíba;

– Santa Catarina;

– Aracaju;

– João Pessoa;

– Macapá;

– São Luís;

– Jaboatão dos Guararapes;

– Piracicaba;

– Santo André;

– Sorocaba.

Legenda das colunas da Tabela A.1:

• A: diário possui PDF completo disponível?

• B: diário possui PDF pesquisável?

• C: acesso ao diário possui CAPTCHA?

• D: diário analisado foi classificado como necessitado de atenção especial?

• E: data da análise.
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Tabela A.1: Análise individual de Diários Oficiais

DIÁRIO TIPO A B C D E

UNIÃO UNIÃO SIM SIM NÃO NÃO 26/07/22

ACRE ESTADO SIM SIM NÃO NÃO 26/07/22

ALAGOAS ESTADO SIM SIM NÃO NÃO 26/07/22

AMAPÁ ESTADO SIM SIM NÃO NÃO 26/07/22

AMAZONAS ESTADO SIM SIM NÃO NÃO 26/07/22

BAHIA ESTADO NÃO NÃO NÃO SIM 26/07/22

CEARÁ ESTADO SIM SIM NÃO NÃO 26/07/22

DISTRITO FEDE-

RAL

ESTADO SIM SIM NÃO NÃO 26/07/22

ESPIRITO SANTO ESTADO SIM SIM NÃO NÃO 26/07/22

GOIÁS ESTADO SIM SIM NÃO NÃO 26/07/22

MARANHÃO ESTADO NÃO SIM NÃO SIM 26/07/22

MATO GROSSO ESTADO SIM SIM NÃO NÃO 26/07/22

MATO GROSSO DO

SUL

ESTADO SIM SIM NÃO NÃO 26/07/22

MINAS GERAIS ESTADO SIM SIM NÃO NÃO 26/07/22

PARÁ ESTADO SIM SIM NÃO NÃO 26/07/22

PARAÍBA ESTADO SIM NÃO NÃO SIM 26/07/22

PARANÁ ESTADO SIM SIM SIM SIM 26/07/22

PERNAMBUCO ESTADO SIM SIM NÃO NÃO 26/07/22

PIAUÍ ESTADO SIM SIM NÃO NÃO 26/07/22

RIO DE JANEIRO ESTADO SIM SIM NÃO NÃO 26/07/22

RIO GRANDE DO

NORTE

ESTADO SIM SIM NÃO NÃO 26/07/22

Continuado na próxima página
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Tabela A.1: Análise individual de Diários Oficiais (Continuado)

RIO GRANDE DO

SUL

ESTADO SIM SIM NÃO NÃO 26/07/22

RONDÔNIA ESTADO SIM SIM NÃO NÃO 26/07/22

RORAIMA ESTADO SIM SIM NÃO NÃO 28/07/22

SANTA CATARINA ESTADO SIM NÃO NÃO SIM 28/07/22

SÃO PAULO ESTADO NÃO SIM NÃO SIM 28/07/22

SERGIPE ESTADO NÃO NÃO NÃO SIM 28/07/22

TOCANTINS ESTADO SIM SIM NÃO NÃO 28/07/22

ARACAJU CAPITAL SIM NÃO NÃO SIM 28/07/22

BELÉM CAPITAL SIM SIM NÃO NÃO 28/07/22

BELO HORIZONTE CAPITAL SIM SIM NÃO NÃO 28/07/22

BOA VISTA CAPITAL SIM SIM NÃO NÃO 28/07/22

CAMPO GRANDE CAPITAL SIM SIM NÃO NÃO 28/07/22

CUIABÁ CAPITAL SIM SIM NÃO NÃO 28/07/22

CURITIBA CAPITAL SIM SIM NÃO NÃO 28/07/22

FLORIANÓPOLIS CAPITAL SIM SIM NÃO NÃO 28/07/22

FORTALEZA CAPITAL SIM SIM SIM SIM 28/07/22

GOIÂNIA CAPITAL SIM SIM NÃO NÃO 28/07/22

JOÃO PESSOA CAPITAL SIM NÃO NÃO SIM 28/07/22

MACAPÁ CAPITAL SIM NÃO NÃO SIM 28/07/22

MACEIÓ CAPITAL SIM SIM NÃO NÃO 28/07/22

MANAUS CAPITAL SIM SIM NÃO NÃO 28/07/22

NATAL CAPITAL SIM SIM NÃO NÃO 31/07/22

PALMAS CAPITAL SIM SIM NÃO NÃO 31/07/22

Continuado na próxima página
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Tabela A.1: Análise individual de Diários Oficiais (Continuado)

PORTO ALEGRE CAPITAL SIM SIM NÃO NÃO 31/07/22

PORTO VELHO CAPITAL SIM SIM NÃO NÃO 31/07/22

RECIFE CAPITAL SIM SIM NÃO NÃO 31/07/22

RIO BRANCO CAPITAL SIM SIM NÃO NÃO 31/07/22

RIO DE JANEIRO CAPITAL SIM SIM NÃO NÃO 31/07/22

SALVADOR CAPITAL SIM SIM NÃO NÃO 31/07/22

SÃO LUIZ CAPITAL SIM NÃO NÃO SIM 31/07/22

SÃO PAULO CAPITAL NÃO SIM NÃO SIM 31/07/22

TERESINA CAPITAL SIM SIM NÃO NÃO 31/07/22

VITÓRIA CAPITAL SIM SIM NÃO NÃO 31/07/22

BARUERI MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

CAMPINAS MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

DIADEMA MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

FOZ DO IGUAÇU MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

GUARUJÁ MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

GUARULHOS MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

INDAIATUBA MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

JABOATÃO DOS

GUARARAPES

MUNICÍPIO SIM NÃO NÃO SIM 22/02/23

MARINGÁ MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

NITERÓI MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

OSASCO MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

PAULINIA MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

PETROLINA MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

Continuado na próxima página
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Tabela A.1: Análise individual de Diários Oficiais (Continuado)

PIRACICABA MUNICÍPIO SIM NÃO NÃO SIM 31/07/22

RIBEIRÃO PRETO MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

SANTO ANDRÉ MUNICÍPIO SIM NÃO NÃO SIM 31/07/22

SANTOS MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

SÃO BERNARDO

DOS CAMPOS

MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

SÃO CARLOS MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

SÃO JOSÉ DO RIO

PRETO

MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

SERRA MUNICÍPIO SIM SIM NÃO NÃO 31/07/22

SOROCABA MUNICÍPIO SIM NÃO NÃO SIM 31/07/22

TAUBATÉ MUNICÍPIO SIM SIM NÃO NÃO 31/07/22



Apêndice B

Exemplos de Divergência de Layout e

Formatação dentre Diários Oficiais

De forma a detalhar os diferentes formatos adotados pelos diversos Diários Oficiais, seguem

abaixo diferentes exemplos de Diários Oficiais de relevância. Nos exemplos abaixo será

possível identificar as claras diferenças de formatação dos documentos, layout e organização

das informações publicadas.
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Figura B.1: Exemplo de página com coluna dupla e disposição dos atos (Diário Oficial do
Estado do Acre).
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Figura B.2: Exemplo de página com coluna dupla e disposição dos atos (Diário Oficial do
Estado da Paraíba).
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Figura B.3: Exemplo de Diário Oficial contendo formatação mista de colunas e elementos
(Diário Oficial do Estado de Pernambuco).
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Figura B.4: Exemplo de Diário Oficial onde, em contraste com a Figura B.3, é observada
divergência de formatação dentro de um mesmo Diário Oficial (Diário Oficial do Estado de
Pernambuco).
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Figura B.5: Exemplo de Diário Oficial contendo formatação mista de colunas e elementos
(Diário Oficial do Estado de São Paulo).
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Figura B.6: Exemplo de Diário Oficial contendo formatação de coluna dupla, porém distinta
do observado nas Figuras B.1 e B.2 (Diário Oficial do Estado de Alagoas).
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Figura B.7: Exemplo de Diário Oficial contendo formatação de coluna dupla, porém distinta
do observado nas Figuras B.1, B.2 e B.6 (Diário Oficial da União).
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Figura B.8: Exemplo de Diário Oficial contendo formatação de coluna simples, contendo
diversos elementos de layout (Diário Oficial do Estado do Rio Grande do Sul).
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Figura B.9: Exemplo de Diário Oficial contendo formatação de coluna tripla, divergente
dos demais diários exemplificados, além de elementos de coluna simples ao topo da página
(Diário Oficial do Estado do Rio de Janeiro).



Apêndice C

Distribuição de Probabilidade dos

Registros Classificados pelos Modelos

Obtidos

Com o objetivo de prover o detalhamento da distribuição das probabilidades atribuídas a cada

registro do conjunto de testes, foram obtidos os gráficos da Estimativa de Densidade de Ker-

nel (EDK)1. Assim, torna-se possível verificar a tendência à esquerda, centro ou direita das

distribuições referentes às classificações negativas ou positivas. As seções C.1 e C.2 contém

os gráficos obtidos a partir dos modelos cujas saídas são probabilidades, sendo referentes os

modelos balanceados e desbalanceados, respectivamente.

Observou-se que os modelos com melhores resultados apresentaram uma maior den-

sidade de registros localizados à direita para a classe positiva. Essa observação reforça a

conclusão da alta confiança das classificações dos modelos obtidos, o que levou a altos li-

miares otimizados de classificação. Os gráficos obtidos também evidenciaram os resultados

inferiores, a exemplo das Figuras C.1, C.3 e C.14, com distribuições tendendo ao centro ou

à esquerda.

1https://seaborn.pydata.org/tutorial/distributions.html#tutorial-kde
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C.1 Distribuição para modelos Balanceados

Figura C.1: Gráfico da EDK para os resultados do modelo SVM balanceado.

Figura C.2: Gráfico da EDK para os resultados do modelo XGBoost balanceado.

Figura C.3: Gráfico da EDK para os resultados do modelo Passive Aggressive balanceado.
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Figura C.4: Gráfico da EDK para os resultados do modelo BERTimbau-base balanceado.

Figura C.5: Gráfico da EDK para os resultados do modelo Legal-BERT balanceado.

Figura C.6: Gráfico da EDK para os resultados do modelo BERTikal balanceado.



C.1 Distribuição para modelos Balanceados 141

Figura C.7: Gráfico da EDK para os resultados do modelo BERDOU balanceado.

Figura C.8: Gráfico da EDK para os resultados do modelo M-BERT balanceado.

Figura C.9: Gráfico da EDK para os resultados do modelo XLM-RoBERTa-base balanceado.
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Figura C.10: Gráfico da EDK para os resultados do modelo BERTimbau-large balanceado.

Figura C.11: Gráfico da EDK para os resultados do modelo XLM-RoBERTa-large balance-
ado.

Figura C.12: Gráfico da EDK para os resultados do modelo ALBERTINA balanceado.
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C.2 Distribuição para modelos Desbalanceados

Figura C.13: Gráfico da EDK para os resultados do modelo SVM desbalanceado.

Figura C.14: Gráfico da EDK para os resultados do modelo XGBoost desbalanceado.

Figura C.15: Gráfico da EDK para os resultados do modelo Passive Aggressive desbalance-
ado.
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Figura C.16: Gráfico da EDK para os resultados do modelo BERTimbau-base desbalance-
ado.

Figura C.17: Gráfico da EDK para os resultados do modelo Legal-BERT desbalanceado.

Figura C.18: Gráfico da EDK para os resultados do modelo BERTikal desbalanceado.
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Figura C.19: Gráfico da EDK para os resultados do modelo BERDOU desbalanceado.

Figura C.20: Gráfico da EDK para os resultados do modelo M-BERT desbalanceado.

Figura C.21: Gráfico da EDK para os resultados do modelo XLM-RoBERTa-base desbalan-
ceado.
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Figura C.22: Gráfico da EDK para os resultados do modelo BERTimbau-large desbalance-
ado.

Figura C.23: Gráfico da EDK para os resultados do modelo XLM-RoBERTa-large desbalan-
ceado.

Figura C.24: Gráfico da EDK para os resultados do modelo ALBERTINA desbalanceado.


