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Resumo

Na Polícia Federal do Brasil, um documento denominado notícia-crime é utilizado como

ponto de partida em qualquer investigação criminal. Uma notícia-crime tem como objetivo

fornecer um resumo das atividades investigativas e, para tal, deve conter todas as infor-

mações relevantes sobre o suposto crime ocorrido. A fim de administrar uma investigação

e correlacionar com investigações semelhantes, em geral, a Polícia Federal precisa extrair

as informações mais importantes do documento da notícia-crime. A extração manual (ler e

compreender todo o seu conteúdo) tende a ser exaustiva, devido ao tamanho e à complex-

idade dos documentos. Neste sentido, técnicas de Processamento de Linguagem Natural

(PLN) podem auxiliar na extração automática dos trechos mais importantes como, por ex-

emplo, o crime ocorrido. Nos últimos anos, as redes neurais profundas têm sido aplicadas

com sucesso em muitas tarefas diferentes de PLN. Um modelo de rede neural que alavan-

cou os resultados em uma ampla gama de tarefas de PLN foi o modelo BERT (Bidirectional

Encoder Representations from Transformers). Devido à sua capacidade de representação do

sentido de dados textuais, o modelo consegue capturar dependências de curto (correlações

entra dados textuais que estão próximos no texto) e longo (correlações entra dados textuais

que estão distantes no texto) alcance nos dados textuais. O presente trabalho propõe difer-

entes abordagens baseadas no modelo BERT para extrair as informações mais importantes

do documento textual referente a uma notícia-crime e construir um resumo do mesmo. Para

a sumarização automática de documentos textuais podem ser aplicados dois tipos de técnicas

diferentes: abstrativa e extrativa. Nesta pesquisa foi utilizada nas abordagens a técnica de

sumarização extrativa para resumo dos documentos. A viabilidade da utilização do modelo

BERT para extrair e sintetizar as informações mais importantes de uma notícia-crime é avali-

ada em termos de eficácia e eficiência. Para tal, são utilizados dois conjuntos de dados reais:

o conjunto de dados da Polícia Federal (de domínio privado) e o conjunto de dados Wikihow

brasileiro (de domínio público). Os resultados experimentais, usando diferentes variantes da

métrica ROUGE, mostram que as abordagens propostas podem aumentar significativamente

a eficácia do resumo de texto extrativo sem sacrificar a eficiência.

Palavras-chave: processamento de linguagem natural, BERT, notícia-crime, sumariza-

ção automática de texto, Polícia Federal do Brasil, investigação policial.
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Abstract

In the Federal Police, a document known as notitia criminis is used as the starting point

of the criminal investigation. The notitia criminis document aims to report a summary of

investigative activities and contains all relevant information about the supposed crime that

occurred. In order to manage an investigation and correlate with similar investigations, in

general, the Federal Police needs to extract the most important information of the notitia cri-

minis document. Manual extraction (reading and understand their entire content) may be hu-

man exhausting, due to the size and complexity of the documents. Therefore, it is necessary

to use Natural Language Processing (NLP) techniques for automatically extracting the most

important passages, such as the crime that occurred.In the last few years, deep neural net-

works have been successfully applied to many different NLP tasks. A neural network model

that leveraged the results in a wide range of NLP tasks was the BERT model - an acronym

for Bidirectional Encoder Representations from Transformers. Due to its ability to repre-

sent the meaning textual data, being able to capture both short-range (correlations between

textual data that are close together in the text) and long-range (correlations between textual

data that are far apart in the text) dependence on textual data. This dissertation proposes

different approaches based on the BERT model to extract the most important information

from the textual document referring to a notitia criminis document and build a summary of

it. For the automatic summarization of textual documents, two types of different techniques

can be applied: abstractive and extractive. In this dissertation, the extractive summarization

technique was used to summarize the documents. Thus, we aim to analyze the feasibility

of using the BERT model to extract and synthesize the most important information from the

notitia criminis document. We evaluate the performance of the proposed approaches using

two real datasets: the Federal Police dataset (a private domain dataset) and the Brazilian

Wikihow dataset (a public domain dataset). Experimental results on the two datasets, using

different variants of the ROUGE metric, show that our approaches can significantly increase

extractive text summarization effectiveness without sacrificing efficiency.

Keywords: natural language processing, BERT, notitia criminis, automatic text summa-

rization, Brazilian Federal Police, police investigation.
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Capítulo 1

Introdução

No Brasil, cerca de 70 mil inquéritos de competência da Justiça Federal são instaurados

por ano [45]. Esses inquéritos são de responsabilidade da Polícia Federal e representam

investigações de crimes ocorridos no território brasileiro. Quando uma infração penal ocorre,

é necessário que as autoridades competentes sejam notificadas para que possam ser tomadas

as ações cabíveis para solucionar o crime. Na Polícia Federal, a notificação do crime pode

chegar ou ser gerada de diferentes formas: a) por e-mail; b) em documento de papel; ou c)

quando uma pessoa vai até uma delegacia (ou superintendência) e narra um fato criminoso

(depoimento). Como consequência, é realizada uma avaliação preliminar para verificar se a

notificação representa de fato um crime e, caso seja, é avaliado se é um crime de competência

da Polícia Federal. Se confirmado, é aberto um caso para investigar o ocorrido.

A materialização da notificação do crime ocorrido recebe o nome de notícia-crime (NC).

Porém, antes de ser aberta uma investigação para apurar o caso, é necessário extrair as infor-

mações mais importantes da NC a fim de avaliar se ela representa de fato um crime. Além

disso, devem ser procurados casos similares que foram instaurados. Se existirem casos simi-

lares à NC em questão, o novo caso que vai ser gerado deve ser encaminhado para o mesmo

agente ou unidade responsável pelos casos similares. Por exemplo, se for um crime ciber-

nético o caso deve ser enviado para uma delegacia especializada em serviços de repressão a

crimes cibernéticos. Além disso, se for constatado que um caso idêntico já foi instaurado, a

NC não gera um novo caso para que não ocorra duplicidade de investigação. Por fim, após

o encaminhamento para uma delegacia especializada, é gerado um inquérito policial para

investigar o caso.

1
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Na Figura 1.1, é mostrado um exemplo de instauração de um inquérito policial. Após

a ocorrência de um crime, o mesmo é notificado através de um depoimento na delegacia.

Em seguida, são extraídas as informações mais importantes do depoimento e é analisado

se o contéudo do depoimento representa um crime. Em caso afirmativo, é instaurado um

inquérito policial a fim de investigar o crime. Por outro lado, se não for constatado crime ou

houver uma duplicidade de caso, não é instaurado um inquérito para investigar o caso.

Figura 1.1: Exemplo do fluxo de instauração de um inquérito policial.

No início de um inquérito policial, o documento de NC é comumente utilizado para re-

gular o desenvolvimento de uma investigação [52]. A NC é um procedimento administrativo

e representa o ponto de partida do sistema de persecução penal. Considerando o processo

penal brasileiro, seu objetivo é denunciar uma série de atividades investigativas. Além disso,

é um instrumento formal de investigação policial. A estrutura de um documento de NC pode

se diversificar tanto em extensão (de uma a mais de 100 páginas), quanto em sua variação

do estilo de escrita que, dependendo do órgão emissor e de qual área de atribuição (subdo-

mínio) faz parte, a forma como foi redigido pode mudar, pois não há um padrão de escrita.

Além disso, a complexidade do documento de NC também se deve ao fato de conter todas

as informações relevantes sobre o suposto crime ocorrido, ou seja, pode conter várias seções
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com provas, depoimentos, imagens, tabelas, etc. Por fim, outra caractéristica das NCs é o

formato dos documentos que são em PDF.

Durante uma nova investigação policial, o policial pode consultar um ou mais documen-

tos de NC relacionados para auxiliar na investigação. Devido à estrutura complexa das NCs,

torna-se um trabalho exaustivo para um ser humano ler e compreender todo o conteúdo de

um documento de NC. A incompreensão da informação presente no documento de NC (por

exemplo, se a informação presente constitui um crime real ou qual é a área de atribuição) ou

o não reconhecimento de crimes semelhantes pode causar perdas consideráveis em termos de

recursos humanos e monetários, pois a má interpretação pode afetar negativamente a investi-

gação do caso. Além disso, milhares de documentos chegam à Polícia Federal todos os dias,

tornando essa tarefa custosa para ser realizada por humanos. Portanto, gerar modelos com-

putacionais que resumam de forma eficaz os documentos de NC com as informações mais

importantes pode auxiliar o policial a compreender o conteúdo de um ou mais documentos

e, ainda, correlacionar casos semelhantes, o que pode impactar a investigação do caso atual.

No entanto, a geração de modelos computacionais para sumarizar NCs enfrenta outro

desafio: a grande variedade de subdomínios presente no domínio das NCs da Polícia Federal,

o que dificulta a criação de modelos que processem e extraiam informações dos documentos

de forma eficaz. São exemplos de subdomínios: divisão de crimes de aplicação da lei, crimes

previdenciários, crimes cibernéticos e crimes de desvio de recursos públicos. Assim, um

modelo computacional pode funcionar bem para um subdomínio específico e não apresentar

o mesmo resultado em outros subdomínios.

Finalmente, gerar um resumo contendo as informações mais importantes de um docu-

mento do conjunto de dados de NCs é uma tarefa mais difícil, em termos de eficácia, do

que gerar resumos de documentos de outros conjuntos de dados (i.e., conjunto de dados de

notícias gerais, esportes), pois as informações importantes podem vir de várias partes do

documento e não apenas das primeiras sentenças, o que exige um processamento completo

do documento. Além disso, a tarefa de processar e gerar resumos contendo as informações

importantes pode ser dificultada pela presença de dados incorretos (e.g. palavras com erros

de ortografia) na extração dos textos dos documentos em formato PDF.
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1.1 Motivação

Uma solução para gerar resumos contendo as informações mais importantes de documentos

é utilizar uma técnica de Processamento de Linguagem Natural (PLN) conhecida como su-

marização automática (SA) de textos [44]. A técnica permite lidar com os documentos das

NCs para recuperar as informações mais importantes [23]. A SA de documentos textuais é

uma tarefa que visa gerar uma versão mais curta de um documento, mantendo suas informa-

ções mais importantes [2]. Para a SA de documentos textuais podem ser aplicados dois tipos

de técnicas diferentes: abstrativa e extrativa [66]. Na técnica extrativa, a ideia principal é uti-

lizar as estruturas originais (parágrafos ou sentenças do texto) para gerar uma sumarização,

considerando apenas o conteúdo original. A técnica extrativa funciona como um sistema de

predição das partes mais importantes do documento. Para ilustrar a tarefa de sumarização

extrativa de texto, considere o exemplo de sumarização extrativa em um documento de NC

apresentado na Figura 1.2, onde os textos em tarja amarela são extraídos e concatenados, na

ordem em que estão presentes no texto, para gerar o resumo.

A técnica abstrativa é mais parecida com a sumarização humana, a qual busca reescre-

ver o texto original de forma reduzida, mantendo os pontos mais relevantes. Esta tarefa

requer modelos complexos que dependem de métodos linguísticos para ter uma compre-

ensão profunda do conteúdo do texto. Tais técnicas ainda não apresentam bons resulta-

dos em documentos grandes ou em documentos que não são escritos em inglês [62; 46;

71]. Além disso, não foram realizadas pesquisas de sumarização abstrativa de documentos

textuais em português, ou seja, não há evidências de que essa técnica possa funcionar bem

para documentos nesse idioma. Devido à limitação das técnicas abstrativas em gerar bons

resumos para documentos grandes, e à falta de evidências de que esta técnica funciona em

documentos na língua portuguesa, este trabalho assumiu que a técnica mais promissora seria

a técnica extrativa. Além disso, a facilidade de implementação de técnicas extrativas e o

fato de a maioria dos trabalhos existentes [47] seguirem técnicas extrativas fazem com que

essa técnica se adeque melhor a diferentes contextos. Portanto, a técnica extrativa foi esco-

lhida para ser utilizada nesta pesquisa. Deste ponto em diante, quando nos referirmos a uma

técnica de sumarização de documentos, estaremos nos referindo à técnica extrativa.

Para lidar com o problema de geração de resumos contendo as informações mais im-
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portantes dos documentos das NCs, uma predição efetiva das partes mais importantes do

documento pode facilitar o entendimento dos documentos por partes dos agentes policiais

e, consequentemente, facilitar a tomada de decisões e minimizar as perdas em termos de

recursos monétários. No entanto, predizer as partes mais importantes de um documento de

NC é um desafio devido as características do documento citadas anteriormente: tamanho do

documento e presença de subdomínios.

Dessa forma, foi identificada como possibilidade de pesquisa científica a proposição de

uma ou mais abordagens de sumarização extrativa para predição das partes mais importan-

tes de documentos de NC utilizando modelos de SA de texto. Idealmente, tais abordagens

devem maximizar a eficácia das predições, ou seja, predizer com precisão as sentenças mais

importantes dos documentos.

Figura 1.2: Exemplo de um documento de NC. Um resumo extrativo do documento é feito

extraindo e concatenando os textos de tarja amarela. Textos com listras pretas são informa-

ções privadas e por isso foram omitidos.
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1.2 Relevância

Pesquisas anteriores sobre modelos de sumarização extrativa incluem avanços recentes feitos

em modelos de PLN pré-treinados [35; 42; 35; 16], com enfâse na arquitetura BERT - um

acrônimo para Bidirectional Encoder Representations from Transformers. Os modelos base-

ados nesta arquitetura alcançaram o estado-da-arte em diferentes tarefas de PLN, incluindo

sumarização extrativa de documentos textuais. No entanto, boa parte dos modelos propostos

recentemente para SA de texto sofrem de algumas limitações. Primeiramente, a maioria dos

modelos não consegue lidar com documentos de tamanho arbitrário; esses modelos apenas

processam os primeiros 512 tokens1 de cada documento (entrada máxima permitida pelo

modelo BERT) [17], o que pode produzir resultados insatisfatórios em documentos que pos-

suem o comprimento maior do que este limite [17]. Além disso, modelos que conseguem

lidar com comprimentos arbitrários requerem um retreinamento completo do modelo BERT

pré-treinado. Treinar um modelo de rede neural tão complexo é custoso, em termos de pro-

cessamento e memória e nem sempre é viável.

Outra limitação dos modelos de SA de texto a ser destacada é que a maioria deles não

são capazes de funcionar bem em subdomínios de documentos de texto; geralmente, se espe-

cializam em um domínio específico. Por exemplo, um modelo que funciona para o domínio

dos esportes tende a falhar no domínio político. No Capítulo 5, será mostrado que, em um

conjunto de dados de NC, essas limitações supracitadas podem impactar negativamente no

treinamento dos modelos e, consequentemente, na eficácia dos resumos gerados.

Sendo assim, faz-se necessária uma abordagem de sumarização extrativa de documentos

textuais que i) considere como entrada textos de tamanho arbitrário, ii) consiga lidar de

forma eficaz com documentos de diferentes domínios, iii) apresente boa precisão, ou seja,

minimize erros de extração de partes não relevantes do texto.

1.3 Objetivos

Para promover a elaboração desta pesquisa, a seguinte hipótese geral foi considerada: a

utilização de abordagens de AM que lidam com documentos de tamanho arbitrário e perten-

1tokens representam palavras ou sub-palavras
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centes a diferentes subdomínios melhora a eficácia da predição das partes mais importantes

dos documentos em comparação a modelos que não lidam com essas questões.

Com base nisso, e visando solucionar os desafios relacionados aos documentos das NCs

da Polícia Federal, o objetivo geral deste trabalho é propor abordagens para sumarização

extrativa com base no modelo BERTSUM [35], modelo de última geração em sumariza-

ção extrativa, que se baseia em BERT. As abordagens diferem das pesquisas existentes ao

propor uma solução que possa lidar com documentos de tamanho arbitrário e domínios va-

riados. Essas abordagens superam a limitação do BERTSUM ao incorporar a capacidade de

capturar informações sequenciais ilimitadas e, assim, permitir o processamento de um texto

arbitrariamente longo. Além disso, também é proposta uma abordagem para lidar com su-

marização de texto multidomínio. Essa abordagem aproveita a técnica de agrupamento de

textos baseada em similaridade textual para dividir os documentos em subdomínios e treinar

um modelo em cada agrupamento formado. A ideia é especializar os modelos em cada sub-

domínio, obtendo resultados mais precisos. Todas as abordagens propostas são avaliadas em

dois conjuntos de dados, um conjunto de dados de domínio privado (conjunto de dados de

NC) e outro de domínio público (conjunto de dados de Wikihow). Ambos os conjuntos de

dados são multidomínio.

1.4 Contribuições

Neste trabalho, são apresentadas três abordagens para sumarização extrativa de documentos

textuais. As abordagens propostas utilizam como base o modelo BERTSUM e modificam

esse modelo para poder lidar com documentos de tamanho arbitrário e multi-domínios. Essas

abordagens serão descritas na Seção 4. As abordagens propostas foram avaliadas teórica

e experimentalmente (usando dois conjuntos de dados do mundo real), quanto à eficácia

(qualidade dos resumos gerados) e eficiência (tempo de execução). Assim, as principais

contribuições deste trabalho são:

• Geração e avaliação dos modelos em um conjunto de dados brasileiro diversificado

em grande escala com vários estilos de escrita e diferentes domínios, conveniente para

treinar modelos complexos de sumarização de texto;
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• Criação de uma abordagem baseada no modelo BERT para sumarização de texto em

documentos em português do Brasil;

• Criação de uma abordagem capaz de lidar com documentos de tamanho arbitrário

(BERTSUM-ALD);

• Criação de uma abordagem baseada no modelo BERT para lidar com documentos de

tamanho arbitrário e com sumarização de texto de diferentes domínios usando a técnica

de agrupamento (BERTSUM-ALD-MD);

• Criação de uma abordagem baseada no modelo BERT e com a utilização da técnica de

ensemble para lidar com sumarização de textos (BERTSUM-ALD-ES);

• Avaliação das abordagens propostas usando métricas ROUGE em dois conjuntos de

dados diferentes.

Esta pesquisa faz parte do Projeto de P&D ePol, desenvolvido pelo laboratório SPLab da

UFCG em parceria com a Polícia Federal do Brasil. Até o presente momento, os seguintes

indicadores de pesquisa foram obtidos:

• Apresentação desta pesquisa no Workshop de Teses e Dissertações do Simpósio Bra-

sileiro de Banco de Dados (WTDBD 2021);

• Submissão de artigo científico intitulado “Leveraging BERT for Extractive Text Sum-

marization on Federal Police Documents” ao Journal of Knowledge and Information

Systems (2022).

1.5 Organização do trabalho

A estrutura deste documento está organizada da seguinte forma. No Capítulo 2, é apresen-

tada a fundamentação teórica necessária para compreender o conteúdo do trabalho, como os

conceitos relacionados à sumarização extrativa e os conceitos de aprendizagem de máquina.

No Capítulo 3, são apresentados os trabalhos relacionados. No Capítulo 4, é apresentada a

formalização do problema e as abordagens propostas para sumarização extrativa de docu-

mentos textuais, incluindo o uso da técnica de aprendizagem incremental. No Capítulo 5, é
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apresentada a avaliação experimental das abordagens propostas, seguida de uma discussão

sobre os resultados. Por fim, no Capítulo 6, são apresentadas as conclusões da pesquisa e as

perspectivas para trabalhos futuros.



Capítulo 2

Fundamentação Teórica

Para fornecer a base necessária e para uma melhor compreensão das abordagens para o re-

sumo automático de documentos textuais propostas nesta pesquisa, este capítulo apresenta

uma visão geral das técnicas, arquiteturas e conceitos comumente usados. Na Seção 2.1, são

apresentados os conceitos fundamentais sobre modelos de aprendizagem de máquina (AM)

e algumas técnicas associadas. Na Seção 2.2, são apresentados os conceitos sobre PLN. Na

Seção 2.3, são apresentadas as considerações finais do capítulo.

2.1 Conceitos de Aprendizagem de Máquina

Esta seção apresenta conceitos relacionados a AM, como a definição dos modelos, modelos

pré-treinados e técnicas para combinar modelos (ensemble).

2.1.1 Definição de Aprendizagem de Máquina

A AM é uma subárea da Inteligência Artificial (IA). Os modelos de AM são definidos como

modelos que analisam dados, identificam padrões e então usam esses padrões para reali-

zar melhor sua tarefa atribuída [25]. Os quatros principais modelos de AM são aprendiza-

gem supervisionada, aprendizagem não supervisionada, aprendizagem semi-supervisionada

e aprendizagem por reforço. Nesta pesquisa, são utilizadas técnicas de aprendizagem super-

visionada e não supervisionada, pois se adequam melhor a tarefa de SA de texto, as quais

serão descritas mais detalhadamente.

10
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Aprendizagem Supervisionada

Na aprendizagem supervisionada, os modelos recebem dados rotulados (cada instância de

dados possui o seu valor real yi), capturam a relação entre variáveis descritivas (dados) e

uma variável alvo. Esses modelos usam como base fórmulas matemáticas para aprender

uma função ideal f : X → Y , que melhor representa o problema. Por exemplo, no contexto

de SA de documentos textuais, o conjunto X representa as variáveis de entrada (por exemplo,

sentenças de um documento) e o conjunto Y representa o valor a ser predito (por exemplo,

"a sentença deve fazer parte do resumo"ou "a sentença não deve fazer parte do resumo").

O objetivo dos modelos de aprendizagem supervisionada é aprender uma função g :

X → Y |g ≈ f , através dos dados de treinamento extraídos de um conjunto de dados.

Esse conjunto de dados geralmente é dividido em três: treinamento, validação e teste. Os

conjuntos de treinamento e validação são utilizados para para gerar o modelo preditivo e os

dados de teste são utilizados para validar este modelo gerado (o conjunto de teste simula

dados do mundo real aos quais o modelo não foi exposto no treinamento). A função g é

comumente referenciada como sendo o modelo. Existem algumas variações de modelos (por

exemplo, regressão linear e multilayer perceptron) que podem ser utilizados em diferentes

cenários, dependendo do problema.

Aprendizagem Não Supervisionada

Na aprendizagem não supervisionada, os modelos recebem dados não rotulados, extraem pa-

drões de semelhança anteriormente desconhecidos e tomam decisões com base na presença

(ou ausência) de tais semelhanças em cada novo dado [26]. O agrupamento de dados é um

exemplo clássico de um problema de aprendizagem não supervisionada, em que o modelo

encontra pontos de dados semelhantes dentro de um conjunto de dados e agrupa-os de forma

adequada (criando clusters) [6].Outros exemplos de aplicações de aprendizado não super-

visionados são sistemas de recomendação de filmes ou músicas, detecção de anomalias e

visualização de dados.
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Agrupamento

O agrupamento de dados é uma técnica que visa fazer agrupamentos automáticos de dados,

levando em consideração o grau de semelhança. Essa técnica tem como objetivo agrupar

através de aprendizado não supervisionado exemplos de um conjunto de dados em n grupos,

também denominados clusters. Uma técnica de agrupamento comumente utilizada é o K-

Means [1]. Esta técnica tem como ideia encontrar itens semelhantes um com os outros, e

mais distintos possíveis dentre os membros de outros grupos de acordo com seus atributos

[1]. O funcionamento da técnica é baseada em cálculos de distância e média dos pontos

(exemplos) até os centroides para poder definir uma posição clara entre os grupos, ou seja, a

qual grupo cada exemplo pertence.

Na Figura 2.1 é ilustrado o passo à passo do algoritmo de agrupamento K-Means. O

processo executado pelo K-Means é composto por quatro etapas. A primeira etapa é a inici-

lização, onde o algoritmo gera de forma aleatória k centroids, onde o número de centroids

é representado ao parâmetro k. Estes centroids são pontos de dados que serão utilizados de

pontos centrais dos grupos. A segunda etapa é atribuição ao grupo (cluster), onde é calcu-

lado a distância entre todos os pontos de dados e cada um dos centroids. Cada dado será

atribuído ao centroid que tem a menor distância. Uma vez que os pontos de dados foram

atribuídos aos centrois ou grupos conforme sua distância, a próxima etapa é a movimenta-

ção de centroids. Nesta etapa é calculada a média dos valores dos pontos de dados de cada

grupo e o valor médio será a nova posição centróide. Na última etapa as etapas de atribuição

ao grupo e movimentação de centroids são repetidas até os grupos se tornarem estáticos ou

algum critério de parada tenha sido atingido.

Aprendizagem Incremental

Na aprendizagem incremental, ao contrário da aprendizagem de máquina clássica onde os

modelos são treinados em lote e não integram continuamente novas informações ao modelo

já construído, são aplicadas técnicas para incluir continuamente novos dados ao modelo

treinado e, dessa forma, atualizar o modelo de acordo com os novos dados recebidos [4].

Ao lidar com problemas dinâmicos do mundo real, é necessário aplicar técnicas de apren-

dizagem incremental para que os modelos gerados não se tornem obsoletos, visto que as
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Figura 2.1: Funcionamento do algortimo de agrupamento K-Means.

técnicas clássicas de aprendizagem de máquina reconstroem novos modelos a partir do zero.

Isso não apenas pode consumir mais tempo e recursos para treinamento dos modelos, mas

também pode levar a modelos potencialmente desatualizados [36].

2.1.2 Abordagem Ensemble

Um ensemble combina vários modelos-base (base learners) de AM em um único modelo para

obter um melhor desempenho preditivo, menor variância e viés, do que poderia ser obtido

a partir de qualquer um dos modelos de aprendizagem constituintes sozinho. Pesquisadores

mostraram que, em geral, a combinação de classificadores simples apresenta resultados mais

acurados do que qualquer um dos classificadores usados individualmente [53]. A justifica-

tiva é que a diversidade dos classificadores base, seja em relação à arquitetura (parâmetros

dos modelos, por exemplo), ao conjunto de características utilizadas ou aos dados de treina-

mento, permite que cada classificador aprenda bem uma parte diferente do espaço de dados

e, assim, a combinação de todos eles gere um único classificador acurado. Os modelos-base

podem ter estruturas diferentes, serem treinados com diferentes subamostras de dados e com-
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binados de maneiras diferentes. O resultado do ensemble é a combinação das predições dos

modelos que o compõe, sendo essa combinação realizada seguindo diferentes abordagens. O

modelo de ensemble é uma solução para superar os seguintes desafios técnicos de construção

de um único modelo:

• Alta variância: o modelo é muito sensível às entradas fornecidas para os padrões

aprendidos, ou seja, o modelo tem alta variabilidade das predições;

• Baixa acurácia: um modelo ao tentar se ajustar a todos os dados de treinamento pode

não ser bom o suficiente para atender às expectativas;

• Apresenta ruído: o modelo está fortemente dependente de uma ou algumas features

ao fazer uma predição;

• Alto viés: o viés está relacionado à habilidade do modelo em se ajustar ao conjunto de

dados, ou seja, se o modelo não se ajustou bem ao conjunto de dados, o modelo tem

um alto viés.

Em geral, os modelos-base comumente utilizados são classificados como weak learners,

ou seja, modelos com esquemas de aprendizado simples [67]. O oposto são strong learners,

ou seja, modelos mais robustos, criados para alcançar alta eficácia nos dados de teste. Exem-

plos de técnicas de ensemble são: Bootstrap aggregation (Bagging), Boosting e Stacking.

Nesta pesquisa, é aplicada uma técnica de Bagging em uma das abordagens propostas. Essa

técnica foi escolhida pela capacidade de paralelização do treinamento dos modelos-base e

pela característica de reduzir a alta variância dos modelos. Essa técnica de ensemble é des-

crita a seguir.

Abordagem Ensemble Bagging

A abordagem Ensemble Bagging refere-se à combinação de n modelos-base (geralmente do

mesmo tipo) treinados em paralelo e utilizando diferentes subconjuntos da base de dados,

escolhidos aleatoriamente com reposição (amostragem bootstrap). Esta técnica é exemplifi-

cada na Figura 2.2. A base de dados é dividida em amostras com repetição e cada modelo-

base é treinado em uma amostra criada. Por fim, as predições dos modelos são combinadas

para gerar a predição final.
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Figura 2.2: Exemplo de ensemble com abordagem Bagging

2.2 Conceitos de Processamento de Linguagem Natural

Esta seção apresenta conceitos relacionados ao PLN e SA. PLN é uma subárea da AM com

objetivo de dar aos computadores a capacidade de compreender texto e palavras faladas de

forma similar aos seres humanos [38]. Em particular, como programar modelos computaci-

onais para processar e analisar grandes quantidades de dados de linguagem natural.

A PLN combina linguística computacional - modelagem baseada em regras da lingua-

gem humana - com modelos aprendizado de máquina. Quando combinadas, essas técnicas

permitem que os modelos computacionais processem a linguagem humana na forma de texto

e "compreendam"seu significado, incluindo a intenção e o sentimento do escritor [38].

2.2.1 Análise Sintática e Semântica de Documentos Textuais

A análise sintática (sintaxe) e a análise semântica são as duas principais técnicas que le-

vam à compreensão da linguagem natural. A sintaxe é a estrutura gramatical do texto, visa

a determinar quais combinações de palavras são bem formadas em determinada língua. A

análise sintática é o processo de análise da linguagem natural com as regras de uma gra-

mática formal. As regras gramaticais são aplicadas a categorias e grupos de palavras, não

a palavras individuais. Por outro lado, a semântica é o significado que está sendo transmi-

tido. A semântica investiga as propriedades do significado bem como o estudo do significado

das expressões das línguas naturais. A análise semântica é o processo de compreensão do

significado das palavras e estrutura da frase. Isso permite que os computadores entendam
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parcialmente a linguagem natural da mesma forma que os humanos.

2.2.2 Pré-processamento de Documentos Textuais

Esta subseção apresenta conceitos comumente utilizados no pré-processamento de documen-

tos textuais na área de PLN. Antes de utilizar os dados textuais para geração de modelos de

aprendizado de máquina, faz-se necessário processá-los. Geralmente este é o primeiro passo

dos projetos de PLN. Algumas das etapas de pré-processamento são descritas nas subseções

2.2.2, 2.2.2, 2.2.2:

Tokenization

Nesta etapa, o texto é dividido em unidades menores. Pode ser utilizada tokenização de

frase ou tokenização de palavra com base na declaração do problema. Por exemplo, o texto

d = ′texto a ser tokenizado.′ pode ser tokenizado em palavras produzindo o resultado

r = [′texto′,′ a′,′ ser′,′ tokenizado′,′ .′].

Stemming

É conhecida como a etapa de padronização de textos em que as palavras são reduzidas para

seu radical. Por exemplo, utilizando o Stemming palavras como ′aprender′, ′aprendeu′,

′aprendizado′ serão convetidas para ′aprend′.

Lemmantization

Essa é etapa é similar à etapa de Stemming, mas garante que ela não perca seu significado.

A Lemmantization possui um dicionário pré-definido que armazena o contexto das palavras

e verifica a palavra no dicionário para reduzi-la a sua forma raiz. Por exemplo, utilizando a

Lemmantization palavras como ′encontrei′, ′encontraram′, ′encontraro′, ′encontrariam′

serão convertidas para palavra ′encontrar′.

2.2.3 Sumarização Automática de Documentos Textuais

A SA de documentos textuais é uma subárea do PLN que visa à produção automática de

sumários (resumos) a partir de um ou mais textos fontes. Os sumários podem ser produzidos
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por diversas técnicas. Nesta seção, apresentam-se as duas técnicas de sumarização (extrativa

e abstrativa), como ilustrado na Figura 2.3, onde a técnica extrativa gera o sumário através

da seleção de sentenças do documento e técnica abstrativa gera um novo texto contendo as

informações mais relevantes do documento.

Figura 2.3: Comparação entre a sumarização extrativa e abstrativa

2.2.4 Sumarização Extrativa

A tarefa de sumarização extrativa de texto, cujo processo é apresentado resumidamente na Fi-

gura 2.4 para o resumo automático de documentos, pode ser considerada como um problema

de classificação em AM [21]. A primeira etapa consiste em pré-processar o documento

textual. As tarefas de pré-processamento incluem: segmentação do texto em sentenças e pa-

lavras, remoção de stop words (palavras que geralmente ocorrem no texto mas que tem pouco
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Figura 2.4: Fluxo do processo de sumarização extrativa

sentido semântico, (e.g. como, para, as, e, os, de, com, sem), entre outras. Em seguida, são

extraídas características das sentenças, incluindo tanto características sintáticas como, por

exemplo, o tamanho da sentença e sua posição no documento (início, meio ou fim), quanto

características semânticas como, por exemplo, similaridade entre uma sentença e as demais.

Tais características servem como entrada para o modelo de classificação (Classificador) de-

cidir se a sentença é uma sentença importante ou não. Por fim, as sentenças importantes são

extraídas e concatenadas a fim de criar o resumo final.

2.2.5 Sumarização Abstrativa

A tarefa de sumarização abstrativa de texto, cujo processo é apresentado resumidamente na

Figura 2.5, consiste em reescrever o texto original de forma reduzida, mantendo os pon-

tos mais relevantes. O processo é semelhante ao modo como os humanos leem um texto

e o resumem em suas próprias palavras. Isso requer modelos complexos que dependem

de métodos linguísticos para ter uma compreensão profunda do conteúdo do texto [62; 46;

71]. Como o método de sumarização abstrativa gera um resumo baseado na compreensão

semântica dos documentos originais, nem todas as palavras do resumo aparecem nos docu-

mentos originais.

2.2.6 Modelos pré-treinados

Um modelo pré-treinado, geralmente, foi previamente treinado em um grande conjunto de

dados (e.g. dados da Wikipédia). O modelo pré-treinado pode ser ajustado para uma tarefa
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Figura 2.5: Fluxo do processo de sumarização abstrativa

específica. Em vez de construir um modelo do zero para resolver um problema semelhante,

o modelo pode ser utilizado na aprendizagem do outro problema como ponto de partida [74].

Por exemplo, a maioria dos modelos pré-treinados em PLN aproveitam a ordem natural do

texto nos documentos [59]. O word2vec [41] usa as palavras ao redor dentro de uma janela

de tamanho fixo para prever a palavra no meio.

Transformer

É a tendência da arquitetura pré-treinada para muitas tarefas de PLN. Até 2017, a Rede Neu-

ral Recorrente (RNR) era a abordagem principal para muitas tarefas de PLN. O problema

com o uso de RNRs é que, por não ser uma arquitetura pré-treinada (ou seja, o modelo pre-

cisa ser treinado do zero para cada nova tarefa), e também por recorrência em suas camadas,

requerem grandes quantidades de dados e elevados recursos de computação para se ajustar

aos dados. Além disso, tendem a sofrer de baixa eficácia com sequências muito longas e

estão sujeitas à sobreajuste (overfitting) [65]. Em 2017, o trabalho proposto por [65] apre-

sentou uma arquitetura superior denominada Transformer, que elimina a necessidade do uso

de RNRs em favor do uso de uma arquitetura composta por redes feed-forward e o meca-

nismo de atenção. A ideia por trás do mecanismo de atenção é permitir que o modelo utilize

as partes mais relevantes da sequência de entrada de maneira flexível, por uma combinação

ponderada de todos os vetores de entrada, sendo atribuídos os maiores pesos aos vetores mais

relevantes, ou seja, dando mais atenção as partes mais relevantes do texto.
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Arquitetura Transformer.

A arquitetura Transformer é aprensentada na Figura 2.6. Essa arquitetura é composta por

um componente de codificação (lado esquerdo da Figura 2.6), um componente de decodifica-

ção (lado direito da Figura 2.6) e as conexões entre eles. O componente de codificação é uma

pilha de codificadores (o artigo original empilha seis condificadores [20]). O componente de

decodificação é uma pilha de decodificadores de mesma quantidade. Os codificadores são

todos idênticos em estrutura, mas não compartilham os pesos das redes neurais. Cada codi-

ficador é dividido em duas subcamadas: uma camada de autoatenção e uma camada de rede

neural. Na saída de cada camada, existem duas etapas (Adição e Normalização). Na adição,

é somada a saída de uma camada com a entrada (F (x) + x). A ideia foi introduzida por

[22] com o modelo ResNet. Esta ideia é uma das soluções para o problema da dissipação do

gradiente que dificulta o treinamento de redes neurais profundas. A etapa de normalização

da camada [3] é outra forma de normalização de redes neurais. Esta etapa é uma das etapas

computacionais para facilitar o treinamento do modelo, melhorando assim o desempenho e

o tempo de treinamento.

O decodificador tem ambas as camadas do codificador, mas entre elas há uma camada

de atenção que ajuda o decodificador a se concentrar em partes relevantes da sentença de

entrada. Por fim, cada codificador se conecta com todos os outros decodificadores da arqui-

tetura.

Com o objetivo de demonstrar sua eficácia, essa arquitetura foi aplicada a uma tarefa de

tradução, obtendo, na época, o estado-da-arte na tradução de texto da língua inglesa para a

francesa.

Modelo BERT

No final de 2018, pesquisadores do Google introduziram uma arquitetura de aprendizagem

não supervisionada baseada na arquitetura Transformer chamada BERT. BERT é um mo-

delo de pré-treinamento de PLN, foi projetado para pré-treinar representações bidirecionais

profundas de texto não rotulado, condicionando conjuntamente o contexto da esquerda e

da direita. O BERT obteve resultados estado-da-arte em muitas tarefas de PLN como, por

exemplo, análise de sentimentos [17].

Para a maioria das tarefas de PLN, o BERT concatena diferentes partes da entrada em
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uma sequência que começa com o token [CLS] e insere o token [SEP] entre duas partes

diferentes. Antes de passar os dados pelas camadas do Transformer, o BERT une três ve-

tores (embeddings) diferentes em um (incorporação de palavras, incorporação de posições e

incorporação de segmentos) [17].

Modelo BERTSUM

BERTSUM é uma extensão do BERT na tarefa de sumarização extrativa de texto. O mo-

delo utiliza apenas os primeiros 512 tokens do documento textual como entrada [35]. Para

classificar as sentenças, o modelo BERTSUM adiciona [CLS] ao início de cada sentença

e [SEP] ao final de cada sentença, indicando o final dessa sentença, conforme ilustrado na

Figura 2.8. A camada de sumarização pontua cada vetor de [CLS] que representa o sentido

semântico da sentença. Finalmente, as sentenças com as três maiores pontuações compõem

o resumo. No artigo [35], foram propostas três camadas de sumarização (classificador sim-

ples, Transformer inter-frases e RNR). Nos resultados experimentais apresentados no artigo

[35], todas as camadas de sumarização apresentaram resultados semelhantes em termos de

eficácia. Por questões de simplificação, é utilizado apenas o classificador simples como a

camada de sumarização nas abordagens propostas nesta pesquisa.

Mesmo que o modelo BERTSUM tenha alcançado o estado-da-arte em sumarização ex-

trativa de texto, foi evidenciado, nos experimentos desta pesquisa, que a limitação da utiliza-

ção de apenas os 512 primeiros tokens do documento, aplicada pelo BERTSUM, resulta na

perda de informações importantes em documentos extensos. Sendo assim, se as sentenças-

chave (sentenças mais importantes do documento) estiverem localizadas no final do docu-

mento, essas sentenças nunca farão parte do resumo gerado. Para resolver esta limitação,

nesta pesquisam foram propostas diferentes abordagens que conseguem lidar com documen-

tos de comprimento arbitrário.

2.2.7 Métricas para Avaliação da Qualidade de Resumos

Para avaliar os resultados dos algoritmos de SA de texto, são utilizadas métricas de qua-

lidade. A qualidade refere-se à semelhança entre o resumo gerado pelos algoritmos e o

resumo de referência. No contexto de sumarização, a ROUGE (Recall-Oriented Understudy
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for Gisting Evaluation) [32] é uma métrica que vem ganhando bastante popularidade entre

as pesquisas sobre sumarização. ROUGE mede a qualidade sintática de resumos calculando

unidades lexicais sobrepostas, como unigrama (ROUGE-1), bigrama (ROUGE-2), trigrama

(ROUGE-3) e a subsequência comum mais longa (ROUGE-L). Para explicação das métricas

considere:

Métrica ROUGE

ROUGE é um conjunto de métricas utilizado para avaliação automática de sumarização em

PLN [33]. As quatro métricas de avaliação mais utilizadas são:

ROUGE-1: refere-se à sobreposição de 1 grama (cada palavra) entre os resumos produ-

zidos pelo modelo avaliado e pelo modelo de referência;

ROUGE-2: refere-se à sobreposição de bigramas entre os resumos produzidos pelo mo-

delo e o de referência;

ROUGE-N: refere-se à sobreposição de N gramas (cada uma sendo uma palavra) entre

os resumos produzidos pelo modelo e o de referência;

ROUGE-L: refere-se à estatística baseada em Subsequência Comum Mais Longa (Lon-

gest Common Subsequence - LCS) [3]. O problema de LCS leva em consideração a simila-

ridade da estrutura do nível da sentença e identifica a co-ocorrência mais longa em n-gramas

em sequência.

Nesta pesquisa, os modelos foram avaliados utilizando as pontuações de ROUGE-1,

ROUGE-2 e ROUGE-L com os resumos de referncia para avaliar a eficácia de diferentes

métodos e nos concentrarmos na pontuação Fmeasure (F1), conforme mostrado na Equação

2.3 (a métrica F1 é baseada nas Equações 2.1 e 2.2).

PROUGE−N =

∑
gramn∈ReferenceSummary Countmatch(gramn)∑

gramn∈CandidateSummary Count(gramn)
(2.1)

RROUGE−N =

∑
gramn∈ReferenceSummary Countmatch(gramn)∑

gramn∈ReferenceSummary Count(gramn)
(2.2)

FROUGE−N =
(1 + B2)RROUGE−NPROUGE−N

RROUGE−N +B2PROUGE−N

(2.3)

onde n representa o comprimento do n-grama (ou seja, ROUGE-1, ROUGE-2), gramn

é o número de n-gramas no texto e Countmatch(gramn) é o número máximo de n-gramas
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co-ocorrendo em um resumo gerado e um resumo de referência. Por exemplo, na Figura

2.9, é ilustrado um exemplo da utilização da métrica ROUGE, onde foram comparadas duas

sentenças e calculada a pontuação ROUGE-1. As duas frases são um resumo de referência

e um resumo gerado automaticamente. Primeiro, as sentenças foram divididas em tokens de

n-gram (neste caso, os textos forma divididos em tokens de unigrama, pois a métrica que está

sendo avaliada é o ROUGE-1). Em seguida, são verificadas quais n-gramas co-ocorrem em

ambos os textos. Depois disso, são aplicadas as Equações 2.1 e 2.2 para calcular a precisão e

a cobertura, e então é medida a pontuação F1. Por fim, o β (B) representa um parâmetro de

configuração. Um valor beta menor, como 0,5, dá mais peso à precisão e menos ao cobertura,

enquanto um valor beta maior, como 2,0, dá menos peso à precisão e mais peso a cobertura

no cálculo da pontuação.

Plcs =
LCS(X, Y )

lX
(2.4)

Rlcs =
LCS(X, Y )

lY
(2.5)

Flcs =
(1 + B2)RlcsPlcs

Rlcs +B2Plcs

(2.6)

A métrica ROUGE-L é mostrada nas Equações 2.4, 2.5 e 2.6, onde X é uma sentença do

resumo de referência, Y é uma sentença do resumo gerado, lX é o comprimento de X , lY é o

comprimento de Y e LCS(X, Y ) é o comprimento da subsequência comum mais longa entre

X e Y . A métrica ROUGE-L calcula a maior subsequência comum entre um determinado

texto e um texto de referência.

2.3 Considerações Finais

Neste capítulo, foram apresentados os principais conceitos relacionados às técnicas de AM e

PLN. Em relação à AM, foram apresentados a definição de modelo, aprendizado supervisi-

onado e não supervisionada, técnicas de ensemble, modelos pré-treinado, e modelos estado-

da-arte. Além disso, foram descritos conceitos SA e técnicas de avaliação de resumos gera-

dos por modelos de sumarização. A seguir, serão apresentados os trabalhos relacionados à

sumarização automática de texto, com destaque para suas vantagens e limitações.
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Figura 2.6: Arquitetura Transformer
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Figura 2.7: Predição de Linguagem Mascarada e Predição da Próxima Frase
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Figura 2.8: Arquitetura BERT: BERTSUM vs. BERT

Figura 2.9: Exemplo da métrica ROUGE-1



Capítulo 3

Trabalhos Relacionados

Neste capítulo, é apresentada a metodologia empregada para busca por trabalhos que abor-

dam o problema de SA de documentos textuais (Seção 3.1). Em seguida, na Seção 3.2, são

discutidos e comparados os trabalhos relacionados à sumarização. Por fim, na Seção 3.3, são

discutidas as considerações finais do capítulo.

3.1 Metodologia

Os trabalhos selecionados e estudados nesta pesquisa foram encontrados a partir da aplica-

ção da abordagem ad-hoc (variando as chaves de busca) aos sites de pesquisa IEEE Xplore

Digital Library1, ACM Digital Library2, Google Scholar3 e Papers with Code4. As principais

palavras-chave consideradas foram "SA","aprendizagem de máquina", "extrativa", "abstra-

tiva", "português", "BERT", "Transformers", "policial", "notícia crime", em inglês.

Em seguida, foram selecionados para leitura os artigos que continham as palavras-chave,

enquanto os demais foram descartados. Além disso, foi aplicada a técnica snowball sampling

[48] que consiste em, a partir dos artigos selecionados e com base nas referências apresen-

tadas nestes artigos, selecionar trabalhos adicionais para compor a pesquisa. São descritos a

seguir os trabalhos selecionados e estudados nesta pesquisa.

1https://ieeexplore.ieee.org/Xplore/home.jsp
2https://dl.acm.org/
3https://scholar.google.com/
4https://paperswithcode.com/

27
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3.2 SA de Texto

Desde meados do século passado, o problema de SA de texto tem sido estudado por pes-

quisadores, quando os autores de [37], usando um modelo estatístico simplificado, criaram

um modelo capaz de gerar resumos de documentos textuais. Desde então, surgiram vários

trabalhos relacionados a esse problema, alguns dos quais se concentram na determinação

das características sintáticas das sentenças mais importantes do documento, enquanto outros

focam nas características semânticas dos textos.

Vários esforços têm sido realizados no avanço da SA de texto usando diferentes modelos,

tecnologias e ferramentas [27]. Antes de 2014, as pesquisas de sumarização focavam i) em

métodos de sumarização que utilizam características definidas manualmente para classificar

as sentenças e, assim, identificar as sentenças mais importantes em um documento [31; 60;

18; 51; 24] ou ii) na extração de sentenças de documentos usando modelos estatísticos e

redes neurais simples, com pouco sucesso na extração das sentenças mais importantes dos

documentos. Em [12], um modelo de sumarização extrativa é apresentado, com base em

características sintáticas (e.g. posição da sentença no documento e tamanho da sentença),

usando uma base de dados contendo documentos sobre esportes. Os experimentos foram

conduzidos nos dados resultantes de vários jornais incluindo o New York Times e o BBC. A

eficácia, baseada nas métricas de Precisão, Cobertura e Fmeasure atingiu uma média de 75%

em capturar as sentenças mais importantes dos documentos. A desvantagem desse modelo

é que se baseia apenas em características sintáticas das sentenças. Na prática, o conteúdo

semântico é mais importante para identificar se uma sentença deve fazer parte do resumo ou

não.

Atualmente, com o grande volume de dados textuais disponíveis na Internet, muito mais

esforços são necessários para realizar a SA de documentos textuais. A partir de 2014, com

o desenvolvimento das redes neurais profundas, vários modelos baseados em redes neurais

foram utilizados para tentar resolver os problemas de PLN [55]. O uso de redes neurais

recorrentes (RNRs) dominou estudos e pesquisas na área de PLN, proporcionando melhor

eficácia. O modelo de rede neural presente em [73] que promove um modelo pontuação e

seleção conjunta de sentenças para sumarização extrativa de documentos obteve, na época,

o estado-da-arte em sumarização extrativa. Além disso, com a introdução do mecanismo de
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atenção, ou seja, um mecanismo que permite que redes neurais profundas tenham um enten-

dimento mais preciso dos dados textuais [20], os modelos obtiveram grandes melhorias em

seus resultados. Além disso, esse mecanismo possibilitou que as pesquisas em sumarização

abstrativa alcançassem resultados de eficácia similares aos das abordagens de sumarização

extrativa que, até esse momento, dominavam as pesquisas em sumarização. Porém, a utiliza-

ção de RNRs, mesmo com o uso de LSTMs (Long short-term memory) e a implementação

do mecanismo de atenção, ainda está sujeita a sofrer de baixa eficácia com sequências de

dados muito longos [65]. Nesse contexto, em 2017, o trabalho [65] propôs uma arquitetura

conhecida como Transformers que utiliza o mecanismo de atenção, porém sem a utilização

de RNRs, para lidar com sequências de texto, ou seja, que não sofre das limitações inerentes

as RNRs.

Modelos pré-treinados. A introdução de modelos de linguagem pré-treinados no área de

PLN alavancou os limites da compreensão e geração da linguagem. A aplicação de modelos

baseado na arquitetura Transformers em diferentes tarefas de PLN tornaram-se a principal

tendência das pesquisas. O modelo (BERT) é um dos modelos baseado na arquitetura Trans-

formers. É pré-treinado em uma enorme quantidade de dados (conjuntos de dados de pré-

treinamento), sendo o BERT-Large treinado em mais de 2500 milhões de palavras. O BERT

quando foi proposto alcançou o estado-da-arte em várias tarefas de PLN, como classificação

de sentimentos, inferência de linguagem natural, semelhança textual semântica, entre outras.

Após isso, surgiram diferentes pesquisas que propuseram variações do modelo BERT que

mitigaram diferentes limitações do modelo.

O modelo BERT possui um mecanismo de auto-atenção completo. Isso leva a um cres-

cimento quadrático dos requisitos computacionais e de memória para cada novo token de

entrada. Sendo assim, os pesquisadores do BERT restringiram seu tamanho máximo de en-

trada para 512 tokens, o que significa que esse modelo não pode ser usado para entradas

maiores e para tarefas como a sumarização de documentos grandes. Isso basicamente signi-

fica que um texto grande deve ser dividido em segmentos menores antes de aplicá-los como

entrada. Essa fragmentação de conteúdo também causa uma perda significativa de contexto,

o que torna sua aplicação limitada. Para mitigar essa limitação os pesquisadores em [69]

propuseram o modelo BigBird. O BigBird usa um mecanismo de atenção esparsa, o que

significa que o mecanismo de atenção é aplicado token por token, diferentemente do BERT,
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onde o mecanismo de atenção é aplicado a toda a entrada apenas uma vez. Isso permitiu

que o modelo superasse a dependência quadrática do BERT, preservando as propriedades do

mecanismo de auto-atenção completo. Outro modelo que propôs uma alternativa para a limi-

tação do mecanismo de auto-atenção completo do BERT foi o modelo LongForter proposto

em [5]. O modelo Longformer introduz um mecanismo de atenção que cresce linearmente

com o comprimento da sequência através da introdução de uma janela deslizante de tama-

nho w. Isso limita cada token a atender apenas a um subconjunto de todos os tokens - os

locais considerados de maior importância. Embora esse padrão de atenção possa parecer

limitado, ele ainda permite que uma rede de transformadores multicamadas tenha um campo

receptivo que cubra toda a sequência. Ambos os modelos BigBird e Longformer promovem

alternativas ao modelo BERT para lidar com longas sequências de texto.

Outra limitação do modelo BERT, que foi mitigado por outras pesquisas, está relacio-

nado ao pré-treinamento de linguagem mascarada, que faz com que o BERT negligencia a

dependência entre as posições mascaradas, assumindo que os tokens mascarados são inde-

pendentes uns dos outros e obtendo uma discrepância no ajuste do pré-treinamento. Essa

limitação foi estudada em [68] e os pesquisadores propuseram um novo modelo chamado

XLNet. O modelo XLNet possui um treinamento de modelo de linguagem modificado que

aprende distribuições condicionais para todas as permutações de tokens em uma sequência,

ou seja, o XLNet aprende a prever cada palavra em uma sequência usando qualquer com-

binação de outras palavras nessa sequência. Dessa forma, está sendo apresentado contextos

difíceis e às vezes ambíguos para inferir se uma palavra está ou não em uma frase. É isso

que permite extrair mais informações do corpus de treinamento e melhorar os resultados do

modelo.

Contudo, mesmo existindo atualmente modelos mais avançados que o modelo BERT.

Esses modelos ainda não popularizaram como o modelo a ponto de existir uma variação

treinada em um corpus na língua portuguesa. Dessa forma, esses modelos se limitam apenas

a utilização em certas línguas. A utilização desses modelos exigiria o pré-treinamento do

modelo, o que é computacionalmento custoso. Por fim, apenas o modelo BERT possui uma

versão treinada em um corpus de texto em português. Sendo essa, a principal justificativa

para a não utilização de modelos mais avançados neste trabalho.

Sumarização extrativa com BERT. A maior parte dos trabalhos de pesquisa mais re-
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centes em sumarização extrativa de documentos textuais utilizam como base um modelo

pré-treinado baseado na arquitetura Transformers chamado BERT para alavancar seus resul-

tados. Seguindo o sucesso de arquiteturas baseadas em modelos pré-treinados para múltiplas

tarefas, o modelo que obteve o estado-da-arte no conjunto de dados CNN/DailyMail [35] usa

uma nova técnica que modifica a sequência de dados de entrada e os embeddings do BERT

para que seja possivel extrair resumos. No trabalho [43], foi proposto um modelo não su-

pervisionado onde os pesquisadores utilizaram como base o modelo BERT para geração dos

embeddings das sentenças do texto e o modelo de agrupamento K-Means para identificação

e extração das sentenças mais próximas dos centróides para geração do resumo.

Para realização de sumarização extrativa, a maioria dos modelos atuais concentra-se em

resumos de documentos ao nível de sentença [49; 50]. Por outro lado, o artigo [72] cria

uma mudança de paradigma no que diz respeito à forma como construímos modelos de

sumarização extrativa. Em vez de gerar resumos extraindo as sentenças individualmente,

a pesquisa formula a tarefa de sumarização extrativa como um problema de similaridade

semântica entre textos, ou seja, são criados vários resumos com diferentes combinações de

sentenças e a similaridade desses resumos com o documento original é avaliada.

Modelos de sumarização para lidar com documentos longos. Alguns trabalhos, por

sua vez, se concentram em como lidar com a SA de documentos longos. Na pesquisa [11] foi

proposto um sistema de sumarização abstrativo de texto para lidar com documento longos.

O artigo [70] propõe uma arquitetura combinando Transformer e Long short-term memory

(LSTM), que resolve o problema do modelo do Transformer, que não pode ser usado em

textos muito longos. O modelo usa a arquitetura do Transformer para modelar apenas a

dependência local e capturar recorrentemente a dependência global inserindo LSTMs em

cada camada do BERT. O modelo proposto é nomeado como BERT-AL.

No trabalho [13], os autores propõem um novo modelo de sumarização abstrativa usando

um codificador hierárquico que representa cada frase utilizando RNR ao nível de palavra e

então processa todas as sentenças utilizando RNR ao nível de sentença. O modelo inclui

um codificador hierárquico, que captura a estrutura semântica do documento e um decodi-

ficador que gera o resumo. O decodificador foca em diferentes partes do texto e permite

que o modelo tenha uma representação mais acurada das informações importantes do texto,

resultando em um melhor vetor de contexto semântico.
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Em [34], os autores apresentam uma arquitetura somente com o decodificador da arquite-

tura Transformer, que pode lidar com sequências longas. O modelo primeiro seleciona gros-

seiramente um subconjunto da entrada utilizando sumarização extrativa e, em seguida, treina

um modelo abstrativo baseado nesse subconjunto para geração do resumo. Esses trabalhos

são semelhantes às abordagens presentes nesta pesquisa, que consistem em dividir um longo

documento em vários subdocumentos para processá-los em paralelo e, em seguida, mesclá-

los. Porém, esses trabalhos têm como limitação a necessidade de retreinar o modelo do zero,

o que é custoso em termos de tempo e recursos computacionais. Além disso, nenhum desses

trabalhos consegue lidar com documentos de texto de múltiplos domínios.

Resumo automático de textos em português. Em relação aos trabalhos relacionados ao

resumo automático de textos em português, poucos trabalhos foram realizados nesta área [61;

15; 54; 64]. A maior parte das pesquisas existentes estão desatualizadas em relação aos

métodos utilizados atualmente. Os trabalhos utilizaram modelos não supervisionados ou

modelos estatísticos simples que, comparando aos métodos atuais, apresentam resultados

inferiores. Esses modelos usam apenas a abordagem extrativa e se baseiam em características

sintáticas das sentenças para identificar as partes mais importantes dos documentos. Por fim,

não foram encontradas pesquisas de SA na área de documentos policiais, revelando-se uma

área de pesquisa inexplorada.

Na Tabela 3.1, é apresentado um resumo dos trabalhos relacionados descritos anterior-

mente. Cada autor usa diferentes modelos de AM para sumarização automática de texto.

A maioria deles usa a mesma base de dados para avaliação dos modelos (CNN/DailyMail).

Apenas os autores [11; 50] utilizam uma técnica abstrativa de sumarização. Além disso,

é visto ainda que os modelos extrativos em geral obtém resultados superiores aos modelos

abstrativos.

3.3 Considerações Finais

Neste capítulo, foram apresentados os trabalhos relacionados à SA de documentos textuais.

Em geral, os trabalhos utilizam modelos de AM e modelos pré-treinados para realizar a su-

marização. Além disso, poucos trabalhos foram realizados em sumarização de textos em

português e nenhum trabalho aplica a técnica de agrupamento automático para lidar com do-
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cumentos de múltiplos domínios. Por fim, nenhum trabalho aplica a técnica de aprendizagem

incremental para atualizar o modelo de sumarização.

No capítulo seguinte, serão apresentadas as soluções propostas para sumarização de do-

cumentos textuais, cujas principais diferenças são as abordagens utilizadas para lidar com

documentos de tamanho arbitrário e de diferentes subdomínios.
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Artigo Modelo Base de dados Técnica Eficácia

[73] NeuSam CNN/DailyMail Extrativa ROUGE-L=37.98

ROUGE-2=19.01

ROUGE-1=41.59

[35] BERTSUM CNN/DailyMail Extrativa ROUGE-L=39.63

ROUGE-2=20.24

ROUGE-1=43.25

[11] DCA CNN/DailyMail Abstrativa ROUGE-L=37.92

ROUGE-2=19.47

ROUGE-1=41.69

[43] BERT-K-MEANS de Palestras

Documentos

Extrativa Não informada

[49] SummaRunner CNN/DailyMail Extrativa ROUGE-L=35.3

ROUGE-2=16.20

ROUGE-1=39.60

[50] T-CONVS2S XSum Abstrativa ROUGE-L=25.75

ROUGE-2=11.54

ROUGE-1=31.89

[72] MATCHSUM CNN/DailyMail Extrativa ROUGE-L=40.55

ROUGE-2=20.86

ROUGE-1=44.41

[70] BERT-AL CNN/DailyMail Extrativa ROUGE-L=39.07

ROUGE-2=19.79

ROUGE-1=42.61

Tabela 3.1: Resumo dos trabalhos relacionados à sumarização automática de texto



Capítulo 4

Abordagens BERT para Sumarização de

Documentos Textuais

Neste capítulo, são apresentadas as abordagens propostas para sumarização automática de

documentos textuais. Inicialmente, na Seção 4.1, é exposta a formalização do problema de

sumarização extrativa. Na Seção 4.2, são apresentadas as características dos documentos

das NCs, identificados nos dados analisados. Na Seção 4.3, são apresentadas as abordagens

propostas enfatizando-se as etapas do fluxo de execução e os passos de cada etapa. Por fim,

na Seção 4.4, são discutidas as considerações finais do capítulo.

4.1 Formalização do Problema de Sumarização Extrativa

Esta seção apresenta a formalização do problema de sumarização extrativa. Nesta pesquisa, o

problema em questão foi definido como uma tarefa classificação de sentenças. Neste sentido,

dado um documento D contendo várias sentenças (s1, s2, ..., si), onde si é a i-ésima sentença

no documento, um sumarizador extrativo visa produzir um subconjunto de D para formar

o resumo S selecionando m sentenças de D (onde m < i). A sumarização extrativa é

a tarefa de atribuir uma pontuação p(yi|si, D, θ) para quantificar s′is a relevância de cada

sentença si ∈ D em relação ao resumo e atribuir um rótulo a cada sentença yi ∈ 0, 1 (onde

1 significa que si deve ser incluído no resumo; 0, caso contrário). Os parâmetros do modelo

são denotados por θ. A função p(yi|si, D, θ) é estimada usando um modelo, e um resumo S

é criado selecionando as m sentenças com p(1|si, D, θ) melhores pontuações.

35
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4.1.1 Definição de SA de texto

Dado um documento T = (S1, S2, ..., SL) contendo L sentenças e seu resumo de referência

S∗, um modelo de sumarização extrativa deve selecionar um subconjunto de sentenças em

T para formar o resumo de saída S = Ŝi|Ŝi ∈ T . Um resumo de candidato S é medido

calculando o valor ROUGE [32] entre S e S∗ usando uma pontuação ao nível de sentença:

gsen(S) =
1

|S|

∑

s∈S

Rouge(s, S∗) (4.1)

onde s é uma sentença em S e |S| representa o número de sentenças em S. Rouge(·)

denota a soma das médias das pontuações ROUGE-1, ROUGE-2 e ROUGE-L F1. Portanto,

gsen(S) indica a sobreposição média entre cada sentença em S e o resumo de referência S∗.

Na etapa de treinamento, o resumo de referência (S∗) e o resumo de saída (S) estão

disponíveis. O objetivo do treinamento é aprender uma função de pontuação f(S) que possa

maximizar uma função de avaliação r(S, S∗) e ser utilizada para encontrar o melhor resumo

durante o teste:

S∈T f(S)

s.t. S = Ŝi|Ŝi ∈ T

|S| ≤ i.

(4.2)

onde i é o limite de comprimento do resumo gerado. Nesta pesquisa, i é o limite do

número de sentenças que farão parte do resumo. Por fim, espera-se que o modelo de suma-

rização aprenda a classificar as sentenças de acordo com a importância real da sentença para

o entendimento do documento.

4.2 Características dos Documentos das Notícias Crime

Ao analisar os documentos das NCs considerados nesta pesquisa, alguns características fo-

ram identificados por meio das visualizações a seguir, como:

• Os tamanhos dos documentos costumam variar entre 1 até 300 páginas;
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• As sentenças mais importantes dos documentos geralmente não estão no início do

documento;

• Presença de documentos de diferentes subdomínios;

• Os documentos das notícias crime geralmente possuem baixa qualidade digital (e.g.

nitidez, qualidade do escaneamento) e contém formulários, tabelas e arquivos que au-

mentam a complexidade do documento e precisam ser removidos do texto.

Nas Figuras 4.1 e 4.2, são exibidos o número de páginas e o número sentenças no con-

junto de dados das NCs. O eixo horizontal representa o número de páginas e sentenças em

cada documento e o eixo vertical a densidade do número de documentos. Na Figura 4.2,

observa-se que o tamanho dos documentos costuma variar bastante, existindo documentos

com mais de 200 páginas. Além disso, na Figura 4.1, observa-se que existe um pico inicial

de documento com poucas sentenças (menos do que 20). Por outro lado, existe outro pico

com uma crescente de documentos com mais de 100 sentenças. Sendo assim, podemos infe-

rir que existe uma variação no tamanho dos documentos. Por fim, vale ressaltar que a tarefa

de sumarização se torna mais complicada à medida que o tamanho dos documentos aumenta.

As posições das sentenças mais importantes dos documentos das NCs são apresentadas

na Figura 4.3. O eixo horizontal representa as posições das sentenças mais importantes dos

documentos e o eixo vertical representa a densidade do número de sentenças. Nessa imagem,

observa-se que existem muitas sentenças importantes que não estão no início do documento,

indicando que o conjunto de dados das NCs não segue o padrão da pirâmide invertida, padrão

em que as primeiras sentenças do documento contêm informações importantes, fazendo com

que o modelo Lead-3 o qual captura as três primeiras sentenças supere a maioria das técnicas

de sumarização. Essa característica dificulta ainda mais o processo de sumarização, pois

a estratégia de sumarização não pode se basear na posição das sentenças para indicar sua

importância, além de ter que analisar todo o documento.

Outra característica do conjunto de dados das NCs é a presença de subdomínios, como

ilustrado na Figura 4.4. O eixo horizontal representa as áreas de atribuição (subdomínios)

da Polícia Federal presentes no conjunto de dados e o eixo vertical representa a quantidade

de documentos presente em cada área de atribuição. Nessa imagem, observa-se que existe

um desbalanceamento das áreas de atribuição, com uma grande presença de algumas áreas
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Figura 4.1: Densidade do número de sentenças nos documentos das NCs.

de atribuição e poucos exemplos de outras. Além disso, existem documentos que não estão

categorizados em nenhuma das áreas existentes. Por fim, a presença de uma grande quanti-

dade de subdomínios pode dificultar a aprendizagem dos modelos ao identificar padrões para

sumarização dos documentos das NCs.

O conceito de domínio utilizado nesse trabalho refere-se ao conjunto de dados que serão

utilizados como entrada para treinamento e avaliação das abordagens como, por exemplo, o

conjunto de dados das NCs. Por outro lado, o conceito de subdomínio refere-se a subgru-

pos dentro do domínio que possuem características e padrões similares entre sí como, por

exemplo, documentos de NCs que relatam crimes cibernéticos. Em relação ao domínio das

NCs, existem sobreposição de documentos em subgrupos. Um exemplo seria um documento

que relata um crime cibernético e previdenciário; esse documento pode pertencer a qualquer

um dos dois subgrupos. Nesse trabalho, utilizamos a atribuição designada ao documento em

questão pelo policial federal.

Na Figura 4.5, é ilustrada a qualidade digital de um documento de NC e duas estruturas

presentes nos documentos: formulário e arquivo. A presença de páginas com baixa qualidade
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Figura 4.2: Densidade do número de páginas nos documentos das NCs.

digital e de estruturas dificultam a criação de resumos, pois partes do texto são extraídas com

erros de ortografia. Além disso, parte dessas estruturas são extraídas como textos que farão

parte do documento a ser sumarizado, poluindo o texto do documento e dificultando a tarefa

de sumarização.

4.3 Abordagens para Sumarização Automática de Docu-

mentos Textuais

Considerando os desafios relacionados ao documentos das NCs, criar um modelo capaz de

gerar resumos de qualidade nesses documentos é um tarefa complexa. Para lidar com docu-

mentos de NCs, é necessário definir um modelo de sumarização robusto que consiga lidar

com documentos de diferentes subdomínios e tamanho arbitrário. Sendo assim, este traba-

lho apresenta três abordagens para sumarização de documentos textuais. Nesta seção, são

apresentados os detalhes sobre as abordagens propostas nesta pesquisa. As abordagens fo-

ram construídas com base no modelo BERTSUM e fornecem a capacidade de lidar com
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Figura 4.3: Densidade das posições das sentenças mais importantes nos documentos das

NCs.

documentos de comprimento arbitrário. Vale ressaltar que uma das abordagens foi proposta

para lidar com documentos de diferentes subdomínios utilizando como base uma técnica de

agrupamento automático. Neste trabalho, não foi utilizado o conhecimento prévio do subdo-

mínio de cada documento, pois novos documentos não terão essa informação. Além disso,

não foram utilizadas técnicas de classificação, pois essas técnicas só se aplicariam a base de

dados que possuem o rótulo do subdomínio de cada documento da base. Também é expli-

cado, nesta seção, como as arquiteturas proposta em cada abordagem diferem da arquitetura

original do BERTSUM que foi utilizada como base para criação das abordagens.

Neste trabalho, foram aplicados modelos de aprendizagem profunda para sumarização

automática de documentos. Estes modelos, em oposição aos modelos estatíticos, buscam

descrever as propriedades dos dados sem conhecimento prévio da distribuição dos mesmos.

Por não dependerem explicitamente de parâmetros para modelar o comportamento do evento,

esses modelos são mais simples de serem ajustados e demonstram considerável desempenho

mesmo quando aplicados a relacionamentos complexos e não lineares como, por exemplo,
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Figura 4.4: Áreas de atribuição dos documentos das NCs.

uma função de relação para identificar as sentenças mais importantes dos documentos [44].

Os modelos de aprendizagem profunda aplicados nesse trabalho têm como base um modelo

pré-treinado. Os modelos pré-treinados, por terem sido treinados em um grande corpus,

são mais simples, rápidos e não necessitam de uma grande quantidade de dados para serem

ajustados para uma tarefa específica. Além disso, em geral, os modelos pré-treinados apre-

sentam melhores resultados, em termos de eficácia, quando comparados a modelos treinados

do zero.

Nesse sentido, foi considerado o modelo pré-treinado BERT, que representa o estado-

da-arte em diversas tarefas de PLN como, por exemplo, a tarefa de classificação de texto
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Figura 4.5: Formulário e arquivo extraídos de um documento de NC.

[17]. A utilização do modelo BERT como base pode obter maior eficácia quando aplicado à

tarefa de sumarização. Além disso, modelos que usam o BERT como base apresentam uma

capacidade de generalização mais forte do que outros modelos de AM [17]. Mesmo que o

modelo BERT seja complexo e de treinamento custoso, como é um modelo pré-treinado, é

necessário apenas treinar uma camada de rede neural no topo do modelo. Portanto, algumas

motivações dessa técnica são a diminuição do erro de generalização, a não necessidade de

uma grande quantidade de dados para treinamento, robustez e comprovação da eficácia do

modelo em tarefas de NLP, visando melhorar a estabilidade e eficácia das predições.

Para utilizar o modelo BERT como base para as abordagens propostas nesse trabalho,

foi considerado o modelo BERTimbau, uma versão do modelo BERT treinada em um corpus

com textos em português [63]. A variante BERT utilizada nesta pesquisa foi a BERT-large
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com L = 24 (número de camadas de codificadores), H = 1024 (dimensão dos embeddings

gerados) e A = 16 (número de camadas de atenção (self-attentions heads)). Além disso, as

abordagens foram construídas sobre a arquitetura do modelo BERTSUM, porém alterando

sua estrutura a fim de permitir lidar com documentos de comprimento arbitrário. Também foi

proposta uma abordagem para lidar com a sumarização automática de textos multidomínio,

que utiliza uma técnica de agrupamento automático.

Nas próximas seções serão descritas mais detalhadamente as abordagens propostas nesta

pesquisa. Essas abordagens são: BERTSUM-ALD; BERTSUM-ALD-MD e BERTSUM-

ALD-ES.

4.3.1 BERTSUM-ALD

A abordagem BERTSUM-ALD (Figura 4.6) foi construída sobre o modelo BERTSUM, mas

tem um componente chave diferente: a multi-entrada, ou seja, a possibilidade de receber um

número variado de subdocumentos na entrada de uma vez. Isso dá ao BERTSUM-ALD a

capacidade de lidar com documentos de comprimento arbitrário.

Figura 4.6: Abordagem BERTSUM para SA de documentos de tamanho arbitrário

Multi-entrada. Supondo que o comprimento do documento é mdoc, e temos apenas

um modelo BERT pré-treinado com o comprimento máximo de sequência mBERT . Primeiro

dividimos o documento em nsubdoc subdocumentos contendo nsentencas e cada subdocumento
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tem o comprimento máximo mBERT (o comprimento do subdocumento nsubdoc−th é menor

que mBERT ). Definimos mBERTSUM−ALD = nsubdoc ∗ mBERT como o comprimento da

sequência de BERTSUM-ALD. Então, temos mBERTSUM−ALD ≥ mdoc, o que faz com que

o BERTSUM-ALD possa lidar com um documento arbitrariamente longo como entrada,

sempre dividindo esse documento em subdocumentos de tamanho igual ou inferior à entrada

do modelo BERT.

Funcionamento da abordagem. A abordagem BERTSUM-ALD assume o mesmo for-

mato de entrada que o BERTSUM, ou seja, as tags [CLS] e [SEP] são adicionados ao início

e ao final de cada sentença, respectivamente. Por outro lado, antes de alimentar o modelo

BERT, a sequência é dividida em subdocumentos cujos comprimentos são menores ou iguais

ao comprimento máximo de sequência do modelo BERT pré-treinado. Os token embeddings

e os segment embeddings também são menores ou iguais aos do BERT original. Para os

position embeddings, foram aplicados os position embeddings usados no BERT original, li-

mitado a mBERT de comprimento. No entanto, é copiada a matriz de position embeddings

original nsubdoc vezes e, a partir daí, essas matrizes são concatenadas. Um exemplo ilustrativo

é apresentado na Figura 4.7, onde o documento é dividido em três partes baseado no número

máximo de tokens que o BERT suporta (512 tokens), os quais são processados em paralelo

pelo modelo BERT. Cada subdocumento contém uma ou mais sentenças, são inseridas as

tags de [CLS] e [SEP] em cada sentença e, logo em seguida, as sentenças são concatena-

das para formar o subdocumento. Após isso, os subdocumento é concatenado com tags de

[PADS] até chegar ao número de 512 tokens. Por fim, é utilizado o pré-processamento do

BERT para extraír os token embeddings, segment embeddings e os position embeddings do

texto, concatenar esses embeddings e passar esses embeddings para o modelo BERT proces-

sar o subdocumento e pontuar as sentenças.

Etapa de sumarização. O passo a passo de como gerar um novo resumo para abor-

dagem BERTSUM-ALD é simple. A entrada é o documento. Inicialmente, o documento

é pré-processado usando bertPreprocess (pré-processamento utilizado para dividir o docu-

mento em subdocumentos), conforme ilustrado na Figura 4.7. Os subdocumentos gerados e

são utilizados como entrada para o modelo BERT (linha 4). Por fim, como essa abordagem

possui apenas uma camada de sumarização, essa camada é utilizada para pontuar todas as

sentenças do documento. As sentenças são ordenadas pelas pontuações, obtidas na classi-
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ficação, em ordem decrescente e as primeiras m sentenças são selecionadas para formar o

resumo.

Figura 4.7: Visualização de como as abordagens lidam com documentos arbitrariamente

longos.

4.3.2 BERTSUM-ALD-MD

A abordagem BERTSUM-ALD-MD (Figura 4.8) segue os mesmos princípios chave apresen-

tados no BERTSUM-ALD de funcionamento da abordagem e da técnica de multi-endtrada

para lidar com documentos arbitrariamente longos. Porém, nesta seção, é proposta uma

abordagem que aproveita as técnicas de agrupamento de texto para melhorar a eficácia da

sumarização automática de texto multidomínio. No topo do modelo BERT, foram imple-

mentadas n camadas de sumarização, cada uma especializada em um subdomínio específico

(definido como um grupo do agrupamento). Essa abordagem se baseia na suposição de que

documentos similares têm regras/padrões mais semelhantes para extrair informações do que
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documentos dissimilares. Vale ressaltar que essa abordagem possui limitações devido à sua

dependência do modelo de agrupamento. Em outras palavras, modelos que não agrupam

documentos com boa qualidade podem impactar os resultados dos resumos produzidos por

essa abordagem.

Figura 4.8: Exemplo da abordagem BERTSUM para sumarização de documentos textuais

de tamanho arbitário e multidomínios

Funcionamento da abordagem. Conforme mostrado na Figura 4.9, existem duas fases:

fase de treinamento e fase de inferência. Durante a fase de treinamento, são aplicadas as

etapas de pré-processamento (por exemplo, tokenização, lematização e vetorização de pala-

vras), extração de features (características) e criação de um modelo de agrupamento para

dividir os documentos da base de dados em um número n de subdomínios. Em seguida, são

construídas e treinadas, n camadas de sumarização no topo do modelo BERT (dependendo

do número de grupos que foram criados na etapa de agrupamento). Cada camada de su-

marização é treinada utilizando os respectivos documentos atribuídos a ela. Durante a fase

de inferência, são aplicadas as mesmas etapas de pré-processamento e extração de featu-

res utilizadas durante a fase de treinamento. Em seguida, é determinado o grupo ao qual

o novo documento pertence e, em seguida, é utilizada a camada de sumarização treinada

nesse grupo para classificar as sentenças do documento. As sentenças são ordenadas pelas

pontuações, obtidas na classificação, em ordem decrescente e as primeiras m sentenças são
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Figura 4.9: O fluxo de execução utilizando a abordagem de sumarização automática de texto

multidomínio.

selecionadas para formar o resumo.

Desta forma, a abordagem BERTSUM-ALD-MD fornece uma estrutura capaz de lidar

com o problema de subdomínios da base de dados das NCs. Essa abordagem aplica o agru-

pamento de texto para resolver o problema de dependência de domínio. Conforme mos-

trado na Figura 4.9, o processo começa com o treinamento da abordagem para categorizar

o documento corretamente. Nesta estrutura, o processo de agrupamento de texto é aplicado

primeiro. Em seguida, de acordo com o rótulo do grupo específico, uma camada de suma-

rização é aplicada. A estrutura pode ser combinada com qualquer técnica de agrupamento.

Além disso, a abordagem também permite utilizar técnicas de classificação de texto ao invés

de agrupamento de texto, considerando um contexto no qual a base de dados contenha os

rótulos da categoria de cada documento.

Etapa de sumarização. O Algoritmo 4.1 fornece uma descrição passo a passo de como

gerar um novo resumo. As entradas são os documentos e o modelo de agrupamento treinado

para atribuir o melhor grupo (grupo com os documentos mais similares ao documento alvo)

para cada documento. Inicialmente, o documento é pré-processado e as features são extraí-

das do documento (linha 4). Então, o algoritmo de agrupamento é aplicado para atribuir
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o melhor grupo ao documento (linha 5). Posteriormente, na linha 6, o documento é pré-

processado usando bertPreprocess (pré-processamento utilizado para dividir o documento

em subdocumentos), conforme ilustrado na Figura 4.7. Os subdocumentos gerados e o ró-

tulo do grupo (grupo ao qual o documento foi categorizado) são utilizados como entrada para

o modelo BERT (linha 4). Por fim, é utilizada a camada de sumarização específica treinada

naquele grupo para prever uma pontuação para cada sentença no documento. Essas senten-

ças são ordenadas pelas pontuações, em ordem decrescente, e as primeiras n sentenças são

selecionadas para formar o resumo (linhas 12–18).

Código Fonte 4.1: Passo à passo da geração do sumário utilizando a abordagem de

BERTSUM-ALD-MD

1 E n t r a d a : D , C l u s t e r M o d e l : documento a s e r sumar izado , modelo de

agrupamento

2 S a i d a : resumo ge r a d o

3

4 p r e p r o c e s s e d D = f e a t u r e P r e p r o c e s s (D)

5 c l u s t e r D = C l u s t e r M o d e l . p r e d i c t C l u s t e r ( p r e p r o c e s s e d D )

6 subdocumentsD = b e r t P r e p r o c e s s (D)

7 s e n t e n c e s S c o r e s = b e r t ( subdocumentsD , c l u s t e r D )

8 s e n t s S o r t e d = s o r t ( s e n t e n c e s S c o r e s )

9 numOfSentences = 0

10 summary = ""

11

12 f o r s e n t e n c e S c o r e I n d e x i n s e n t s S o r t e d :

13 s e n t e c e I n d e x = s e n t s S o r t e d [ 1 ]

14 i f numOfSentences == 0 or n o t t r i g r a m B l o c k i n g ( summary , s e n t e n c e s D [

s e n t e n c e I n d e x ] ) :

15 summary += s e n t e n c e s D [ s e n t e n c e I n d e x ]

16 numOfSentences += 1

17 end i f

18 end f o r

19

20 re turn summary
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4.3.3 BERTSUM-ALD-ES

A abordagem BERTSUM-ALD-ES é similar a abordagem anterior, também seguindo os

mesmos princípios chave apresentados no BERTSUM-ALD de funcionamento da aborda-

gem e da técnica de multi-endtrada para lidar com documentos arbitrariamente longos. Além

disso, essa abordagem também contém um conjunto de camadas de resumo, mas a principal

diferença é que cada camada de resumo é treinada em uma amostra do conjunto de dados

original. É importante destacar que as amostras são construídas retirando observações de

um grande conjunto de dados, uma amostra de cada vez, e retornando-as ao conjunto de da-

dos após as observações terem sido escolhidas. Isso permite que uma dada observação seja

incluída mais de uma vez na mesma amostra.

A técnica aplicada na abordagem BERTSUM-ALD-ES é chamada de ensemble bagging

[10], mas, em vez de criar n modelos BERT (que seriam computacionalmente caros), é

utilizado apenas um modelo BERT como base e são criadas n camadas de sumarização

diferentes. Sendo assim, sabendo que os modelos-base são independentes, o erro de predição

do modelo diminui quando a abordagem de ensemble é utilizada, por meio da utilização da

"sabedoria das multidões"(wisdom of crowds) para realizar uma predição [28]. Mesmo que

o modelo ensemble utilize vários modelos-base internamente, ele atua e funciona como um

único modelo. Por fim, a ideia é tentar reduzir o viés e a variância de tais camadas de

sumarização, combinando várias delas a fim de criar uma abordagem que melhore a eficácia

do modelo.

Funcionamento da abordagem. O algoritmo 4.2 descreve o passo a passo de como

treinar o modelo da abordagem de ensemble. As entradas são os documentos, o número de

camadas de sumarização que serão ajustadas e o número de documentos que serão utiliza-

dos para ajustar cada camada de sumarização. Inicialmente, uma técnica de amostragem

(bootstrapping) é aplicada e uma amostra (bootstrap) é criada para cada camada de suma-

rização (linhas 4–14). Como os documentos são subamostrados com substituição, alguns

documentos podem ser super-representados em muitas camadas de sumarização, enquanto

outros podem estar sub-representados ou até mesmo ausentes. No caso de ausência de um

documento, são aplicadas, a esse documento, todas as camadas de sumarização. Para definir

quais camadas serão treinadas por cada documento, é realizada (linhas 16-27) uma verifica-

ção em quais amostras cada documento aparece. Posteriormente, os documentos, bem como
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as camadas de sumarização atribuídas a cada documento, são usados como entrada para o

bertPreprocess (linha 29). Por fim, os subdocumentos gerados são utilizados como entrada

para treinar o modelo (linha 30). A seguir, o modelo treinado é utilizado para sumarizar

novos documentos.

Código Fonte 4.2: Passo à passo do treinamento da abordagem de BERTSUM-ALD-ES

1 E n t r a d a : D , Nensemble , e n s e m b l e S i z e : ba se de dados p a r a t r e i n a m e n t o , nú

mero de camadas de s u m a r i z a ç ão , número de documentos p a r a t r e i n a m e n t o

de cada camada de s u m a r i z a ç ã o

2 Sa í da : S : modelo t r e i n a d o

3

4 s a m p l e s L a y e r s = d i c t ( )

5

6 f o r l a y e r N i n Nensemble :

7 s a m p l e s L a y e r = s e t ( )

8

9 f o r num i n e n s e m b l e S i z e :

10 sampleNum = randomNumber ( 0 , l e n g t h (D) )

11 s a m p l e s L a y e r . add ( sampleNum )

12 end f o r

13 d o c s I n d e x L a y e r s = [ ]

14 end f o r

15

16 f o r documentNum i n l e n g t h (D) :

17 d o c I n d e x L a y e r s = [ ]

18

19 f o r s a m p l e s L a y e r i n s a m p l e s L a y e r s :

20 laynerNum = s a m p l e s L a y e r . key ( )

21 samples = s a m p l e s L a y e r . v a l u e s ( )

22 i f sample s . c o n t a i n s ( documentNum ) :

23 d o c I n d e x L a y e r s . append ( layerNum )

24 end i f

25 end f o r

26 d o c s I n d e x L a y e r s [ documentNum ] = d o c L a y e r s I n d e x

27 end f o r

28

29 subdocumentsD = b e r t P r e p r o c e s s (D , d o c s I n d e x L a y e r s )



4.3 Abordagens para Sumarização Automática de Documentos Textuais 51

30 model = b e r t . t r a i n ( subdocumentsD )

31

32 re turn model

Exemplo 1. Considere um conjunto de dados com quatro documentos D1, D2, D3, D4

e três camadas de sumarização E1, E3, E3. Primeiro, é gerada uma amostra para cada

camada de sumarização: E1 = D1, D2, E2 = D1, D3, e E3 = D2, D3. Em seguida, é

realizada uma interação sobre todos os documentos e são verificadas em quais amostras

cada documento aparece, então D1 = E1, E2, D2 = E1, E3, D3 = E2, E3, D4 = ∅.

Como D4 está ausente, são aplicadas, a D4, todas as camadas de sumarização, ou seja,

D4 = E1, E2, E3. Assim, na etapa de pontuação das sentenças de um documento, são

aplicadas todas as camadas de sumarização atribuídas ao respectivo documento.

Etapa de sumarização. A etapa de sumarização é similar ao Algoritmo 4.1, mas,em vez

de utilizar uma técnica de agrupamento para calcular a melhor camada de sumarização a ser

aplicada aquele documento, são aplicadas todas as camadas de sumarização para calcular e,

logo após, somar as pontuações para obter o resultado final, conforme ilustrado na Figura

4.10.

Figura 4.10: Exemplo da abordagem BERTSUM-ALD-ES para sumarização automática de

documentos textuais
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4.3.4 Etapa de Treinamento

Após processar os dados e adaptá-los para serem utilizados nas abordagens propostas, na

etapa de treinamento as abordagens são construídas e ajustadas, como descrito a seguir.

Ajustes dos Parâmetros do Modelo

Nesta etapa, o conjunto de dados de treino é utilizado para encontrar os melhores valores

dos parâmetros das abordagens. Para encontrar estes valores, foi realizado o ajuste (tuning)

manual de parâmetros1, escolhendo um intervalo de valores com base nos valores padrões

utilizados no modelo BERT [17]. O ajuste automático apresentou-se muito custoso em ter-

mos de tempo de execução, pois um conjunto de possíveis valores é atribuído para cada

parâmetro e todas as combinações resultantes do produto cartesiano desses valores são ava-

liadas. Visto que o treinamento de um modelo BERT pode levar em média quatro horas, não

foi factível a utilização do ajuste automático. Porém, foi tunado alguns parâmetros de taxa

de aprendizado e taxa de decaimento, mas não foram obtidos bons resultados.

Detalhes das Implementações das Abordagens Prospostas

Para todas as abordagens propostas, foi utilizado o framework PyTorch [57] e a versão brasi-

leira do BERT [63] neuralmind/bert-base-portuguese-cased para implementação. Todos os

documentos de entrada são tokenizados pelo tokenizador do BERT. O BERT e as camadas

de sumarização são ajustados em conjunto. É aplicado no treinamento minibatchs com um

tamanho de lote de 10 documentos em cinco épocas de treinamento. O tempo de treinamento

leva cerca de quatro horas em uma única GPU. Adam com 1 = 0, 9, 2 = 0, 999 é utilizado

para o ajuste fino, sendo essa a mesma abordagem proposta em [35]. A diferença está na

taxa de aprendizagem, que é de lr = 1e−4 (melhor taxa de aprendizagem encontranda no

ajuste manual dos parâmetros). Além disso, é utilizada uma taxa de decaimento de 0,90

para estabilizar o treinamento. Após cada época, a abordagem a ser treinada é avaliada no

conjunto de validação. Por fim, são selecionados os três melhores pontos de verificação com

base nos erros apresentados no conjunto de validação e são relatados os resultados médios

no conjunto de teste. Na fase de predição, é utilizada a abordagem treinada para obter a

1Os melhores valores de parâmetros encontrados estão descritos no Apêndice A
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pontuação de cada sentença. Em seguida, essas sentenças são ordenadas baseadas em suas

pontuações e são selecionadas as duas sentenças melhor avaliadas para gerar o resumo.

Camadas de sumarização. Como mencionado na Seção 4.3, cada abordagem treina uma

ou mais camadas recebendo como entrada a saída do modelo BERT. São construídas várias

camadas específicas de sumarização empilhadas nas saídas do modelo BERT para classifica-

ção das sentenças dos documentos e extração dos resumos. Essas camadas de sumarização

são ajustadas em conjunto com o modelo BERT. Para a abordagem BERTSUM-ALD, é

criado apenas um classificador simples. Por outro lado, na abordagem BERTSUM-ALD-

MD, são criados n classificadores simples (um para cada grupo). Por fim, na abordagem

BERTSUM-ALD-ES, também são criados n classificadores simples, mas o número n é de-

finido pelo usuário. A camada de sumarização em todas as abordagens é um classificador

sigmoid:

Ŷi = σ(Wohi + bo) (4.3)

Detalhes de implementação da abordagem BERTSUM-ALD-MD. Nesse trabalho, foi

utilizada a técnica de agrupamento K-means para validar a abordagem proposta. Essa técnica

foi escolhida pois, teve a melhor eficácia em criar grupos contendo documentos similares e

grupos com tamanhos parecidos. Para isso, foi empregada a versão Sklearn K-means [9].

Vale ressaltar que, no caso do conjunto de dados das NCs os grupos criados pelo modelo de

agrupamento diferentem das área de atribuição dos documentos, ou seja, nos grupos criados

geralmente existiam documentos de diferentes área de atribuição. Além disso, para vetorizar

os documentos de texto, foi aplicada a técnica de vetorização TF-IDF 2. Usando o método

do cotovelo, foi observado que o melhor quantidade de grupos para o conjunto de dados

das NCs é K = 5. No entanto, devido às limitações do tamanho do conjunto de dados,

o uso de K = 5 gerou grupos com um número de documentos inferior a 100, sendo esse

um número insuficiente de exemplos de treino para ajustar uma camada de sumarização.

Portanto, foi definido um subcojunto ótimo de K = 3, onde foram obtidos os melhores

resultados nesse conjunto de dados. Vale ressaltar que foram avaliadas outras técnicas de

agrupamento como, por exemplo, agrupamento por densidade e agrupamento hierárquico,

2Term Frequency - Inverse Document Frequency (TF-IDF) é uma técnica de vetorização de texto baseada

no modelo Bag of words (BoW)
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mas ambos não se ajustaram bem ao conjunto de dados das NCs, apresentando grupos com

baixa quantidade de documentos (grupos contendo menos do que 100 documentos) e grupos

contendo documentos com baixa similaridade entre sí.

Detalhes de implementação da abordagem BERTSUM-ALD-ES. Em relação à abor-

dagem de conjunto, foram definidos números de camadas iguais a 5, 10 e 15, e números de

amostras iguais a 200 e 300 no conjunto de dados das NCs. Os melhores resultados foram

obtidos quando o número de camadas e amostras foi 10 e 300, respectivamente.

Bloqueio de trigramas. Durante a fase de predição, o bloqueio de trigramas é usado

para reduzir a redundância. Essa etapa é necessária porque as abordagens propostas não

reconhecem a redundância entre sentenças avaliadas. Então, dado um resumo selecionado

S e uma sentença candidata c, c não fará parte do resumo se houver uma ou mais trigramas

sobrepostas entre c e S. Essa técnica, mesmo simples, tem se mostrado eficaz para remover

a redundância em pesquisas de sumarização.

4.3.5 Etapa de Teste

Por fim, na etapa de teste, as abordagens propostas são avaliadas e disponibilizadas para

implantação, como descrito nos seguintes passos.

Avaliação do Modelo Proposto

Na última etapa, os dados de teste são utilizados para validar as abordagens propostas, com-

parando cada resumo gerado com os resumos de referência. Para avaliação, as medidas de

eficácia utilizadas são ROUGE-1, ROUGE-2 e ROUGE-L.

4.4 Considerações Finais

Este capítulo apresentou a formalização do problema de sumarização extrativa, algumas ca-

racterísticas presentes nos documentos dos conjuntos de dados das NCs e, por fim, as abor-

dagens propostas. Além disso, foi visto como a técnica de agrupamento automático pode

ser utilizada para lidar com documentos de subdomínios diferentes. Por fim, as etapas do

fluxo de execução do modelo e os passos de cada uma foram descritos em detalhes, bem
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como a aplicação da técnica de aprendizagem incremental para atualização das abordagens

propostas.

No capítulo seguinte, será apresentada a avaliação experimental das abordagens, desde a

metodologia empregada até a discussão dos resultados alcançados.



Capítulo 5

Avaliação Experimental

Neste capítulo, é apresentada a avaliação experimental realizada sobre as abordagens pro-

postas. Os experimentos foram projetados com o intuito de mensurar a eficácia e eficiência

das abordagens, principalmente em termos de Fmeasure e tempo de predição. O modelo pro-

posto foi comparado com outros já empregados no problema analisado: Lead-3, TextRank

e BERTSUM. Para avaliar tais modelos, foram utilizadas duas bases de dados reais (NCs e

Wikihow), cujos detalhes são apresentados na Seção 5.6.

Para conduzir a avaliação experimental das abordagens propostas, os principais passos

da metodologia incluíram a definição: (i) das questões de pesquisa; (ii) das métricas de

avaliação; (iii) dos testes estatísticos; (iv) da técnica de ajuste de hiperparâmetros; e (v) dos

dados a serem avaliados.

Na Seção 5.1, são apresentadas as questões de pesquisa que motivaram a execução dos

experimentos. Na Seção 5.2, são descritas as estratégias utilizadas para coleta de dados. Na

Seção 5.3, são descritas as métricas utilizadas para mensurar o modelo avaliado. Já na Seção

5.4, é definido o teste estatístico empregado nos experimentos para avaliar a significância

estatística dos resultados. Na Seção 5.5, são apresentadas as técnicas de ajuste de hiper-

parâmetros empregadas. Na Seção 5.6, são apresentadas as bases de dados utilizadas. Na

Seção 5.7, são apresentadas as etapas de pré-processamento das base de dados utilizadas no

experimento. Na Seção 5.8, é apresentado o resumo dos resultados de cada experimento. Na

Seção 5.9, é apresentado a discussão dos resultados obtidos no experimento. Na Seção 5.10,

são discutidas as ameaças à validade das abordagens propostas. Por fim, na Seção 5.11, são

apresentadas as considerações finais do capítulo.

56
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5.1 Questões de Pesquisa

Para guiar a avaliação das abordagens propostas de sumarização automática de documentos

textuais, as questões de pesquisa (QP) foram divididas em dois cenários de avaliação.

O primeiro cenário engloba questões de pesquisa relativas à eficácia das abordagens:

• QP1: A multi-entrada permite predizer com eficácia as sentenças mais importantes do

documento?

• QP2: A abordagem de sumarização multi-domínio produz resultados superiores em

relação as abordagens que não são multi-domínio?

• QP3: A abordagem de combinação de modelos (ensemble) produz resultados superi-

ores em relação ao uso de modelos individuais?

• QP4: As abordagens de sumarização propostas neste trabalho produzem resultados

superiores em relação aos modelos baselines e ao modelo utilizado no estado da arte

para sumarização automática de documentos textuais?

O segundo cenário engloba uma questão relacionada à eficiência das abordagens, em

termos de tempo para predição:

• QP5: As abordagens de sumarização propostas nesta dissertação permitem uma pre-

dição eficiente, em termos de tempo para predição, das sentenças mais importantes do

documento?

5.2 Coleta de Dados

Nesta seção, é apresentada a metodologia aplicada para extrair os documentos dos dois con-

juntos de dados utilizados na pesquisa.

• Conjunto de dados das NCs: inicialmente, os dados são coletados da base de dados

da Polícia Federal e processados para se adequar a tarefa de sumarização extrativa.

No processamento dos dados, como os documentos das NCs estão em formato PDF,

foi necessário utilizar a biblioteca Pdftotext [56] da linguagem Python para extrair
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os textos dos arquivos. Os documentos pertencem a diferentes áreas de atribuição e

cobrem uma ampla gama de tópicos;

• Conjunto de dados Wikihow brasileiro: como os documentos estão em páginas Web,

foi utilizada a biblioteca de Python Scrapy [30] para extrair os dados textuas do site

WikiHow1. Os documentos estão classificados em mais de 20 categorias diferentes.

Para preparar os dados para a tarefa de sumarização, cada método de "como fazer"(se

houver mais de um) descrito no documento é considerado como um documento sepa-

rado. Para gerar os resumos de referência, as linhas em negrito (mostradas em caixas

vermelhas) que representam o resumo das etapas são extraídas e concatenadas, con-

forme mostrado na Figura 5.1. As descrições detalhadas de cada etapa são utilizadas

para formar o documento. Vale ressaltar que esses documentos apresentaram sumários

de referência com baixas qualidades de acordo com a métrica ROUGE. Por fim, vale

destacar que, na ilustração presente na Figura 5.1, os documentos e os resumos estão

truncados e os textos apresentados não estão no tamanho real.

Figura 5.1: Um exemplo do nosso conjunto de dados da Wikihow: conjunto de dados da

WikiHow, que inclui mais de 100 mil documentos.

1https://pt.wikihow.com/Página-principal
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5.3 Métricas Utilizadas

Para responder às questões de pesquisa definidas na seção anterior, são utilizadas diferen-

tes variantes da métrica ROUGE [32]. As métricas ROUGE são utilizadas para avaliar a

qualidade sintática dos resumos gerados pelas abordagens propostas. Foram relatadas as

pontuações de ROUGE-1, ROUGE-2 e ROUGE-L dos resumos gerados comparados com

os resumos de referência, para avaliar a eficácia das diferentes abordagens, com foco na

portuação FROUGE−N .

Embora a métrica ROUGE seja a métrica de avaliação padrão para o resumo automático

de texto, ela tem limitações devido à sua natureza sintática, que não captura relacionamentos

semânticos entre os textos.

Nesta pesquisa, ao lidar com um problema de classes desbalanceadas, a principal métrica

de eficácia a ser considerada é a Fmeasure , pois representa a combinação de quanto o modelo

acertou em termos de precisão e cobertura.

5.4 Testes Estatísticos

Para avaliar a significância dos resultados experimentais desta pesquisa, dois testes estatís-

ticos não-paramétricos foram aplicados: o Teste de Mann-Whitney e o Teste de Friedman.

O teste não-paramétrico não assume uma distribuição específica dos dados [14]; assim, são

indicados em cenários em que a distribuição das amostras de dados é desconhecida, como é

o caso das distribuição de eficácia dos modelos.

Os testes foram empregado sde acordo com as características de paridade das amostras

de dados utilizadas em cada experimento. A paridade diz respeito à distribuição dos dados.

Amostras pareadas são aquelas que foram extraídas da mesma população [14]. Por sua vez,

amostras não-pareadas são aquelas independentes, que não são relacionadas.

Basicamente, para cada cenário de avaliação dos experimentos conduzidos, a hipótese

nula diz respeito ao fato de não haver diferença estatística significativa nos resultados ana-

lisados, ou seja, na distribuição das predições avaliadas. Por sua vez, a hipótese alternativa

refere-se à diferença significativa nos resultados analisados; com indícios de diferença na

distribuição das predições. Nos experimentos conduzidos, a hipótese nula é rejeitada quando
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o p_value < 0, 05, aceitando-se, portanto, a hipótese alternativa.

5.4.1 Teste de Mann-Whitney

O Teste de Mann-Whitney [39] é um teste não-paramétrico de significância estatística para

determinar se duas amostras independentes foram retiradas de uma população com a mesma

distribuição. Mais especificamente, o teste determina se é igualmente provável que qualquer

valor selecionado aleatoriamente de uma amostra seja maior ou menor do que um valor na

outra distribuição. Se violado, sugere distribuições diferentes.

5.4.2 Teste de Friedman

Para avaliar se mais de duas amostras diferentes têm a mesma distribuição ou não, o Teste

de Friedman [19] pode ser utilizado. Tal teste, nomeado em homenagem à Milton Friedman,

é não-paramétrico e considera que as amostras são pareadas. A hipótese nula é que as várias

amostras pareadas têm a mesma distribuição. Uma rejeição da hipótese nula indica que uma

ou mais das amostras tem uma distribuição diferente.

5.5 Ajuste dos Hiperparâmetros

O ajuste de hiperparâmetros refere-se ao processo de otimização automática ou manual dos

valores dos hiperparâmetros de um modelo de ML. Os hiperparâmetros referem-se a todos

os parâmetros de um modelo que não são atualizados durante a fase de treinamento e são

usados para configurar o modelo [7]. Este processo de otimização define a combinação dos

melhores valores (dentro do conjunto avaliado) dos hiperparâmetros a serem utilizados no

modelo.

Algumas técnicas comumente utilizadas para realizar este processo são a Busca Aleató-

ria (Random Search), Busca Manual (Manual Search) e Busca em Grade (Grid Search) [7].

No primeiro caso, uma grade dos valores dos hiperparâmetros é criada e então combinações

aleatórias são extraídas. O segundo refere-se à busca manual de alguns hiperparâmetros do

modelo com base no conhecimento do domínio ou do modelo. Em seguida, o modelo é

treinado e avaliado com os valores escolhidos. Este processo repete-se até que uma eficácia
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satisfatória seja obtida. Por fim, na técnica Grid Search, uma grade dos valores dos hiper-

parâmetros também é criada e todas as possíveis combinações de valores são avaliadas no

modelo. A opções de otimização de hiperparâmetros de forma automática apresentam a des-

vantagem do elevado custo de processamento, em relação ao tempo de execução e consumo

de memória. Nesta pesquisa, foi utilizada apenas a Busca Manual.

5.6 Bases de Dados

Neste trabalho, são utilizadas duas bases de dados, a base de dados das NCs (um conjunto

de dados de domínio privado) e a WikiHow (um conjunto de dados de domínio público).

5.6.1 Base de Dados de NCs

A base de dados das NCs contém 1.000 documentos da Polícia Federal e resumos associa-

dos, ou seja, um pequeno resumo abstrativo contendo uma breve visão geral do documento,

dividido em mais de 15 subdomínios (neste contexto, os subdomínios são áreas de atribui-

ção), conforme ilustrado na Figura 4.4, onde os documentos da base de dados de NCs são

divididos em subdomínios e existem documentos que não pertencem a nenhum deles.

5.6.2 Base de Dados da Wikihow

A base de dados da Wikihow brasileira é um conjunto de dados muito maior do que a NC,

contendo mais de 110 mil documentos e resumos associados, divididos em mais de 20 ca-

tegorias diferentes como, por exemplo, esportes, saúde, viagens e animais. Os dados foram

extraídos aplicando a mesma abordagem presente em [29], cujos os documentos são extraí-

dos das páginas através de uma técnica de scraping e, logo após, os textos extraídos são

separados em documentos. Por fim, o resumos de cada passo são extraídos para gerar o

resumo de referência e a descrições de cada passo são extráidas para gerar o documento da

página.
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5.7 Etapas de pré-processamento

Na primeira etapa de pré-processamento, ocorre o pré-processamento dos dados, que con-

siste na extração, limpeza, preparação, rotulação dos dados e divisão dos conjuntos de dados

em treino e teste. Estes passos da etapa de pré-processamento são descritos a seguir.

5.7.1 Limpeza do Dados

Cada conjunto de dados coletado é analisado a fim de remover as instâncias que apresentam

os seguintes valores discrepantes ou atípicos: documentos ou sumários ausentes e documen-

tos muito curtos (ou seja, com três ou menos sentenças no documento). A remoção desses

dados foi realizada, pois otimiza o tempo de processamento e treinamento dos modelos. No

conjunto de dados das NCs foram removidas apenas 3 instâncias dos mil documentos. No

cado do conjunto de dados da Wikihow foram removidas 2 mil instâncias das 113 mil. Além

disso, documentos e sumários são necessários para que os modelos possam aprender a iden-

tificar o que é importante pois, com a ausência de documentos ou sumários, não é possível

realizar o treinamento.

5.7.2 Preparação dos Dados

Ambos os conjuntos de dados contêm resumos de referência abstrativos, que não são ade-

quados para treinar modelos de sumarização extrativa. Para adaptar os conjuntos de dados

para se adequar à tarefa de sumarização extrativa, cada documento foi dividido em sentenças

usando a biblioteca python NLTK [8]. Em seguida, uma técnica de algoritmo guloso (Greedy

Search) foi utilizada para gerar um resumo oráculo (resumo que contém o conjunto de sen-

tenças que maximizam a métrica avaliada) para cada documento. O algoritmo seleciona um

conjunto de sentenças que podem maximizar as métricas ROUGE-1, ROUGE-2 e ROUGE-L

F1, como as sentenças do resumo oráculo.

5.7.3 Rotulação dos Dados

Após a criação dos resumos oráculo para cada um dos documentos dos conjuntos de dados,

cada sentença presente nos resumos oráculos corresponde a uma sentença que faz parte dos
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respectivos documentos. Então, para rotular cada sentença nos documentos, ou seja, clas-

sificar se a sentença deve ou não fazer parte do resumo, é atribuído o rótulo 1 às sentenças

selecionadas no resumo do oráculo; 0, caso contrário. Com os dados rotulados, é possível

aplicar aprendizagem supervisionada no treinamento dos modelos utilizados.

5.7.4 Preparação dos dados para o modelo BERT

Para usar o modelo BERT para sumarização extrativa, é necessário aplicar um processo

semelhante ao apresentado em [35], onde um token [CLS] (token de classificação) é inserido

antes de cada frase e um token [SEP] (token de separação) após cada sentença. O [CLS]

é token especial utilizado pelo modelo BERT para incorporar o significado semântico da

sentença que está localizada logo após o token. Também foram utilizados os mesmos segment

embeddings para distinguir várias sentenças em um documento. O vetor Ti, que é o vetor do

i-ésimo token [CLS] da última camada do modelo BERT, é utilizado como representação da

sentença senti.

Após a preparação do texto, o mesmo é dividido em nsubdoc subdocumentos contendo

nsentencas e cada subdocumento tem o comprimento máximo mBERT . Assim, é possível

processar cada subdocumento e obter os vetores T tokens [CLS] para cada sentença do texto.

5.7.5 Particionamento dos Conjuntos de Dados

Por fim, cada conjunto de dados é subdividido em duas partes: 90% para treinamento e

validação, e 10% para testar o modelo. A proporção da divisão não é igual porque é ne-

cessário disponibilizar para o treinamento do modelo a maior quantidade de dados possível.

Em seguida, os conjunto de treinamento e validação foi divido utilizando uma técnica de

cross-validation (validação cruzada) 2. É um método comumente utilizado pois é simples

de entender e geralmente resulta em uma estimativa menos tendenciosa ou menos otimista

da qualidade do modelo do que outros métodos, como uma simples divisão de treinamen-

to/validação. A ideia da validação cruzada é o particionamento do conjunto de dados em

subconjuntos mutuamente exclusivos, e posteriormente, o uso de alguns destes subconjuntos

2Validação cruzada é um procedimento de reamostragem usado para avaliar modelos de aprendizado de

máquina em uma amostra de dados limitada.
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para a estimação dos parâmetros do modelo (dados de treinamento), sendo os subconjuntos

restantes (dados de validação) empregados na validação do modelo. O parâmetro k define o

número de subconjuntos a serem criados. Nesta pesquisa foi utilizado k = 5, sendo 4 (80%)

dos subconjuntos para treinamento do modelo e 1 (20%) dos subconjuntos para validação.

Esta proporção é comumente utilizada, mas não é padrão, podendo variar de acordo com a

necessidade de cada problema.

5.8 Experimentos

Nesta seção, são apresentados os experimentos utilizados para avaliar as abordagens propos-

tas, considerando as perspectivas de qualidade dos resumos gerados em termo de eficácia e

tempo de predição em comparação com outros modelos baselines. Essas perspectivas foram

agrupadas em dois cenários: avaliação de eficácia e avaliação de eficiência. Em cada cenário

de avaliação, serão exibidos e discutidos os resultados obtidos por meio do ajuste dos hiper-

parâmetros com busca manual. Os experimentos foram realizados em um computador com

Sistema Operacional Ubuntu 18.04 64-bits, Processador Intel(R) Core(TM) i7-8700 CPU @

3.20GHz, 24GB de memória RAM, 12 CPUs e 1TB de memória auxiliar.

5.8.1 Avaliação da Eficácia

Em relação à eficácia, as abordagens propostas foram avaliadas utilizando as duas bases de

dados e a métrica ROUGE. As abordagens e modelos utilizados nos experimentos foram ava-

liados com base na geração de resumos contendo no máximo duas sentenças. As abordagens

propostas foram comparadas com outros modelos como o TextRank [40].

Abordagem multi-entrada

Alguns autores [70; 13] abordam a questão de sumarização de documentos de comprimento

arbitrário com o modelo BERT e demonstram que lidar com todo o conteúdo do documento

aprimora os resultados dos modelos em termos de eficácia. Por exemplo, o modelo proposto

em [70] apresenta desempenho superior ao modelo estado-da-arte em sumarização extrativa.

Neste trabalho, as abordagens propostas tem o intuito de serem aplicadas em documentos de

comprimento arbitrário.
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Nesse experimento, a abordagem multi-entrada foi aplicada em todos os documentos dos

dois conjuntos de dados. Os resultados são exibidos na Figura 5.2. No gráfico desta figura e

demais figuras apresentadas nesta seção, o eixo horizontal representa as medidas de eficácia

e o eixo vertical representa os valores dessas medidas em termos de Fmeasure. Especialmente

na Figura 5.2, a luminosidade da cor representa os conjuntos de dados analisados.

Em relação à QP1, a abordagem multi-entrada permite predizer com Fmeasure ≈ 80% as

unigramas (ROUGE-1) e subsequências comums mais longas (ROUGE-L), mais importan-

tes nos documentos de NCs. Em relação às bigramas (ROUGE-2), os resultados foram de

Fmeasure ≈ 70%, que pode ser considerado um bom resultado para essa métrica de sumariza-

ção. Esses resultados indicam considerável confiabilidade nas predições do modelo proposto

no conjunto de dados de NCs. Além disso, a abordagem foi avaliada no conjunto de dados

da Wikihow e apresentou eficácia de predição igual à Fmeasure ≈ 68% para ROUGE-1 e

ROUGE-L, e Fmeasure ≈ 59% para ROUGE-2. Esses resultados indicam um confiabilidade

um pouco inferior da abordagem multi-entrada no conjunto de dados da Wikihow. Isso se

deve ao fato de que o conjunto de dados apresenta resumos de referência com baixa quali-

dade. Por fim, a abordagem proposta foi avaliada considerando mais de uma base de dados,

sendo os valores de eficácia no conjunto de dados da Wikihow um pouco inferiores, mas

indicando considerável adaptabilidade da abordagem para diferentes conjuntos de dados.

Os resultados de precisão, cobertura e Fmeasure nos conjuntos de dados de NCs e Wi-

kihow são apresentados nas Figuras 5.3 e 5.4, respectivamente. Na Figura 5.3, é possível

perceber que a abordagem apresentou altos valores de cobertura (cobertura ≥ 80%), indi-

cando que a abordagem consegue capturar com alta confiabilidade as partes mais importantes

dos documentos. Por outro lado, a abordagem apresentou valores de precisão inferiores aos

de cobertura, indicando que a abordagem gera resumos contendo informações não importan-

tes nos documentos. Em relação ao conjunto de dados da Wikihow, as métricas apresentaram

resultados similares de aproximadamente 70% para o ROUGE-1 e ROUGE-L, e 60% para

o ROUGE-2. Esses valores foram aproximadamente 10% inferiores aos obtidos usando o

conjunto de dados de NCs. O teste de Mann-Whitney, aplicado nas predições do conjunto

de dados, apresentou estatstica = 1852500, 000 e p − value = 0, 0, aceitando, assim, a

hipótese alternativa de que há provável diferença significativa nesses resultados.
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Figura 5.2: Avaliação da eficácia da abordagem BERTSUM-ALD nos conjuntos de dados

NC e Wikihow

Abordagem multi-domínio

Em relação à QP2, a Figura 5.5 apresenta os resultados da abordagem multi-domínio, em

termos de Fmeasure nos dois conjuntos de dados. A ideia de usar uma abordagem multi-

domínio é aumentar o poder de generalização do modelo, por meio da utilização de n ca-

madas, cada uma especializada em um subdomínio específico do conjunto de dados. Assim,

a abordagem multi-domínio apresentou resultados superiores aos da abordagem que utiliza

apenas a multi-entrada, com Fmeasure ≥ 80% para as métricas ROUGE-1 e ROUGE-L, e

Fmeasure ≥ 70% para a métrica ROUGE-2. Semelhante a abordagem anterior, a aborda-

gem multi-domínio obteve resultados inferiores no conjunto de dados da Wikihow, quando

comparado ao conjunto de dados de NCs, com valores de ROUGE-1 e ROUGE-L iguais à

Fmeasure ≈ 70%, e ROUGE-L igual à Fmeasure ≈ 60%. Esses resultados indicam uma confi-

abilidade maior da abordagem multi-domínio, quando comparada com a abordagem apenas

com multi-entrada. Por fim, a utilização da abordagem multi-domínio conseguiu superar os

valores de ROUGE-1, ROUGE-2 e ROUGE-L da abordagem multi-entrada, nos dois con-

juntos de dados avaliados.

Os resultados de precisão, cobertura e Fmeasure nos conjuntos de dados de NCs e Wi-

kihow são apresentados nas Figuras 5.6 e 5.7, respectivamente. Na Figura 5.6, é possível

perceber que a abordagem multi-domínio apresentou altos valores de cobertura, chegando
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Figura 5.3: Avaliação da precisão, cobertura e Fmeasure da abordagem BERTSUM-ALD no

conjunto de dados de NCs

aproximadamente ao valor de 1 (cobertura perfeita) para a métrica ROUGE-1. Esses resul-

tados demonstram alta confiabilidade da abordagem em capturar as partes mais importantes

dos documentos, porém trazendo algumas partes dos documentos que não são importan-

tes. Em relação ao conjunto de dados da Wikihow, as métricas apresentaram resultados

similares de aproximadamente 71% para o ROUGE-1 e ROUGE-L e 62% para o ROUGE-

2. Novamente, essa abordagem apresentou resultados superiores aos da abordagem multi-

entrada. O teste de Mann-Whitney, aplicado nas predições do conjunto de dados, apresentou

estatstica = 1915000, 000 e p − value = 0, 0, aceitando, assim, a hipótese alternativa de

que há provável diferença significativa nesses resultados.

Abordagem ensemble

Em relação à QP3, na Figura 5.8, estão presentes os resultados da abordagem ensemble nos

dois conjuntos de dados. A abordagem ensemble apresentou resultados similares à aborda-

gem multi-domínio no conjunto de dados de NCs, com valores de Fmeasure ≈ 80% para as

métricas ROUGE-1 e ROUGE-L e Fmeasure = 71% para a métrica ROUGE-2. A ideia de

usar uma combinação de modelos baseia-se em complementar o erro de um modelo com

o acerto de outro modelo. Assim, o ensemble, junto com a abordagem multi-domínio,

obtiveram os melhores resultados no conjunto de dados de NCs. A abordagem ensemble
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Figura 5.4: Avaliação da precisão, cobertura e Fmeasure da abordagem BERTSUM-ALD no

conjunto de dados da Wikihow

apresentou os melhores resultados na base de dados da Wikihow, superando a abordagem

multi-domínio, com valores de Fmeasure ≈ 72% para as métricas ROUGE-1 e ROUGE-L, e

Fmeasure = 64%, o que demonstra uma melhor adaptabilidade da abordagem quando com-

parada as outras abordagens propostas neste artigo, para diferentes conjuntos de dados.

Os resultados de precisão, cobertura e Fmeasure nos conjuntos de dados de NCs e Wi-

kihow foram similares aos da abordagem multi-domínio, conforme apresentados nas Figu-

ras 5.9 e 5.10, respectivamente. A abordagem também apresentou altos valores de cobertura,

porém com valores inferiores de precisão. O teste de Mann-Whitney, aplicado nas predições

do conjunto de dados, apresentou estatstica = 1585000, 000 e p− value = 0, 0, aceitando,

assim, a hipótese alternativa de que há provável diferença significativa nesses resultados.

Comparação com Baselines

Neste trabalho, as abordagens propostas foram comparadas com três outros modelos baseli-

nes que usam diferentes técnicas de sumarização: Lead-3, TextRank e BERTSUM.

Resultados no conjunto de dados das NCs. Na Figura 5.11, são apresentados os resulta-

dos das abordagens propostas comparadas com os modelos baselines, em termos ROUGE-1.

Percebe-se que as abordagens tem resultados superiores aos outros modelos, mostrando a

eficácia das mesmas.
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Figura 5.5: Avaliação da eficácia da abordagem BERTSUM-ALD-MD nos conjuntos de

dados NC e Wikihow

A Tabela 5.1 resume os resultados de uma variedade de modelos para todas as instâncias

de teste. Na tabela, observa-se que a abordagem BERTSUM-ALD-MD obtém os melhores

resultados para todas as métricas ROUGE. No primeiro segmento, são apresentados os resul-

tados da abordagem ORACLE, que é a melhor pontuação para um modelo de sumarização

extrativa. Essa abordagem serve de referência para saber o máximo valor que um modelo

extrativo pode alcançar de métrica ROUGE no conjunto de dados.

O segundo segmento contém os resultados dos modelos Lead-3, TextRank e BERTSUM.

Embora o modelo TextRank consiga lidar com documentos de comprimentos arbitrários, seu

resultado em termos de eficácia é similar aos resultados obtidos com os modelos Lead-3

e BERTSUM. Isso pode ser explicado pelo fato de o TextRank ser um modelo não super-

visionado com suposições ingênuas e os documentos do conjunto de dados de NCs serem

muito complexos. O Lead-3 também obteve pontuações mais baixas, o que demonstra que

o conjunto de dados de NCs não segue o estilo de escrita da Pirâmide Invertida (as partes

mais relevantes e importantes de um texto estão nos primeiros parágrafos) [58], comumente

presente em documentos de notícias. Em relação ao modelo BERTSUM, percebe-se que

o modelo apresenta um desempenho superior, por uma grande margem, em relação os ou-

tros baselines. Por outro lado, obteve resultados bem inferiores quando comparados aos das

abordagens propostas neste trabalho. Isso se deve à limitação do modelo BERTSUM, que
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Figura 5.6: Avaliação da precisão, cobertura e Fmeasure da abordagem BERTSUM-AL-MD

no conjunto de dados de NCs

processa apenas os primeiros 512 tokens de cada documento.

Em comparação com os modelos baselines, as abordagens propostas superaram todos os

concorrentes por uma grande margem. Por exemplo, a abordagem BERTSUM-ALD supera

TextRank por 13,62 pontos na métrica ROUGE-1. Além disso, mesmo em comparação com

o modelo estado-da-arte (BERTSUM), a abordagem BERTSUM-ALD (que é a abordagem

mais simples) apresenta um desempenho muito superior, principalmente devido à capacidade

de lidar com documentos de comprimento arbitrário, sugerindo que as sentenças mais im-

portantes dos documentos não estão presentes apenas no início dos mesmos. Além disso, a

abordagem BERTSUM-ALD-MD, que utiliza uma técnica de agrupamento, obteve uma efi-

cácia superior à abordagem BERTSUM-ALD. Neste caso, as melhorias se devem ao fato de

que a abordagem pode ajustar uma camada de sumarização específica para cada subdomínio,

o que proporciona uma capacidade superior de especialização e generalização.

A abordagem BERTSUM-ALD-ES também obteve pontuações altas. Isso se deve ao

fato da natureza dos modelos de ensemble que permite que o modelo generalize melhor,

reduzindo a variância. O desempenho superior, neste conjunto de dados, demonstra a efi-

cácia da abordagem multi-domínio. Todas as três abordagens que são variantes do modelo

BERTSUM obtiveram melhorias nas métricas ROUGE. Dentre as abordagens, aquela com a

técnica de agrupamento obteve o melhor desempenho. Na Figura 5.13, as curvas de densi-
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Figura 5.7: Avaliação da precisão, cobertura e Fmeasure da abordagem BERTSUM-ALD-MD

no conjunto de dados da Wikihow

Modelo ROUGE-1 ROUGE-2 ROUGE-L

ORACLE 43.14 29.93 40.83

LEAD3 20.76 7.12 19.07

TEXTRANK 20.25 6.75 19.07

BERTSUM 29.56 15.98 27.95

BERTSUM-ALD 33.87 20.64 32.12

BERTSUM-ALD-MD 35.01 21.65 33.36

BERTSUM-ALD-ES 34.95 21.46 33.04

Tabela 5.1: Eficácia dos modelos no conjunto de dados de NCs

dade mostram que todas as abordagens geram resumos maiores que os resumos abstrativos

humanos, mas com comprimento semelhante entre eles.

Resultados no conjunto de dados da WikiHow. Na Figura 5.12, são apresentados

os resultados das abordagens propostas comparadas com os modelos baselines, em termos

ROUGE-1. Percebe-se que as abordagens tem resultados consideravelmente superiores aos

modelos Lead-3 e TextRank, mostrando a eficácia das mesmas. Porém, os resultados do

modelo BERTSUM original foram similares aos das abordagens propostas. Isso se deve ao

fato de que os textos do conjunto de dados da Wikihow possuem comprimentos, em média,

menores que 512 tokens, ou seja, não necessitando na maioria dos documentos da abordagem
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Figura 5.8: Avaliação da eficácia da abordagem BERTSUM-ALD-ES nos conjuntos de da-

dos

Modelo ROUGE-1 ROUGE-2 ROUGE-L

ORACLE 100 100 100

LEAD3 52.06 38.48 48.37

TEXTRANK 57.30 43.29 54.65

BERTSUM 65.67 51.58 65.41

BERTSUM-ALD 68.61 59.73 66.93

BERTSUM-ALD-MD 69.74 61.34 68.23

BERTSUM-ALD-ES 69.92 62.47 68.72

Tabela 5.2: Eficácia dos modelos no conjunto de dados da Wikihow

multi-entrada.

Na Tabela 5.2, são apresentados os resultados obtidos pelas abordagens no conjunto de

dados da Wikihow. Observe que, neste caso, a abordagem BERTSUM-ALD-ES alcança os

melhores resultados para todas as métricas ROUGE. O primeiro segmento apresenta as pon-

tuações ORACLE que são as melhores pontuações para um modelo de sumarização extrativa.

Vale ressaltar que as pontuações do ORACLE são perfeitas, pois os resumos de referência

é composto por sentenças que fazem parte dos documentos. Essa abordagem foi aplicada

devido ao fato de os resumos de referência abstrativos apresentarem baixas pontuações na

métrica ROUGE.
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Figura 5.9: Avaliação da precisão, cobertura e Fmeasure da abordagem BERTSUM-AL-ES

no conjunto de dados de NCs

Como pode ser observado, no segundo segmento, dentre os modelos baselines, o modelo

BERTSUM alcançou resultados superiores em relação aos demais. A baixa eficácia do Lead-

3 sugere que não é eficaz utilizar diretamente as três primeiras sentenças dos documentos

para geração dos resumos. Percebe-se que, embora o BERTSUM alcance eficácia competi-

tiva neste conjunto de dados, ele ainda possui pontuações inferiores quando comparado com

as abordagens propostas neste trabalho. Além disso, as abordagens propostas superam em

pelo menos 5% os resultados dos modelos baselines, indicando que lidar com documentos

de comprimento arbitrário pode realmente ajudar um modelo de resumo a aprender melho-

res representações de documentos. Por fim, a abordagem BERTSUM-ALD-ES obteve os

melhores resultados para todas as métricas ROUGE, devido ao fato de que a abordagem

ensemble normalmente aprende diferentes estilos de resumo, sem depender de técnicas de

agrupamento.

O teste de Friedman, aplicado no conjunto das predições de cada modelo avaliado na

Tabela 5.1, apresentou estatstica = 14, 159 e p − value = 0, 013, aceitando, assim, a

hipótese alternativa de que há diferença nas distribuições das predições de cada modelo.

Da mesma forma, no experimento da Tabela 5.2, o mesmo teste foi aplicado e apresentou

estatstica = 11, 322, e p − value = 0, 023, indicando conclusão similar, a aceitação da

hipótese alternativa de que há diferença nas distribuições das predições de cada modelo.
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Figura 5.10: Avaliação da precisão, cobertura e Fmeasure da abordagem BERTSUM-ALD-

ES no conjunto de dados da Wikihow

Em resumo, e em relação à QP4, as abordagens propostas superaram os modelos baseli-

nes possivelmente devido aos seguintes motivos: os baselines são modelos mais simples, as

abordagens propostas apresentam considerável generalização devido as suas características

intrínsecas e, por fim, as abordagens propostas são capazes de lidar lidar de modo satisfa-

tório, em termos de eficácia, com documentos de comprimento arbitrário dos conjuntos de

dados avaliados. Além disso, a utilização das abordagens multi-domínio e ensemble alavan-

caram ainda mais os resultados nas métricas ROUGE.

5.8.2 Avaliação da Eficiência

Para mensurar a eficiência (QP5), as abordagens propostas foram avaliadas considerando o

tempo de predição das sentenças mais importantes dos documentos. Na Figura 5.14, são

exibidos os tempos de predição das abordagens propostas, comparados com o tempo de

predição dos modelos base e estado-da-arte (BERTSUM). O eixo horizontal representa o

comprimento do documento em número de caracteres e o eixo vertical representa o tempo

de execução da predição em segundos. Na Figura 5.14, as curvas de densidade mostram

que todas as abordagens propostas têm tempos de execução semelhantes; quanto maior o

documento, maior o tempo de execução. Por outro lado, o BERTSUM apresentou tempo de

execução constante independente do comprimento do documento; isso se deve ao fato de o
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Figura 5.11: Comparação da precisão, cobertura e Fmeasure, em termos de ROUGE-1, das

abordagens propostas com os modelos baselines, no conjunto de dados da Wikihow

BERTSUM processar apenas os primeiros 512 tokens do documento. Vale ressaltar que o

tempo de execução das abordagens depende da paralelização dos subdocumentos a serem

processados e do ambiente de execução (CPU ou GPU). Nesse experimento, não houve pa-

ralelização dos subdocumentos e a execução foi realizada sem GPU, porém em um ambiente

real é necessário a paralelização do processamento e o uso de GPU para otimização do tempo

de predição dos resumos.

5.9 Discussão dos Resultados

A seguir, é apresentado um resumo das conclusões obtidas em cada questão de pesquisa que

guiou os experimentos.

• QP1: Ao avaliar a abordagem proposta de multi-entrada nos dois conjuntos de dados,

os resultados indicaram que o mesmo pode ser usado para predizer as sentenças mais

importantes contidas em documentos de comprimento arbitrário. Os experimentos no

conjunto de dados das NCs mostraram Fmeasure ≈ 80% para as métricas ROUGE-1

e ROUGE-L, e Fmeasure ≈ 70% para métrica ROUGE-2. Os resultados obtidos no
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Figura 5.12: Comparação da precisão, cobertura e Fmeasure, em termos de ROUGE-1, das

abordagens propostas com os modelos baselines, no conjunto de dados de NCs

conjunto de dados da Wikihow apresentaram perda de quase 10% na eficácia, onde o

teste de Mann-Whitney indicou diferença significativa nos resultados obtidos nos dois

conjuntos de dados. Essas perdas de eficácia no conjunto de dados da WIkihow podem

estar relacionadas a grande quantidade de documentos na base de dados e à limitação

de recursos computacionais (e.g. CPU, memória RAM) para um treinamento mais

robusto dos modelos. Além disso, a maior parte dos documentos da Wikihow apresen-

taram resumos de referência com baixa qualidade, dificultando o trabalho do modelo

em encontrar padrões que indiquem as sentenças mais importantes dos documentos.

• QP2: A abordagem multi-domínio proposta produziu eficácia superior a todos os mo-

delos baselines e ao modelo multi-entrada. Além disso, produziu os melhores resulta-

dos no conjunto de dados de NCs, indicando que essa abordagem funciona para casos

em que os documentos são de diferentes subdomínios. O teste de Mann-Whitney, apli-

cado a cada cenário, indicou diferença entre as distribuições das predições. Dessa

forma, conclui-se que a utilização da abordagem multi-domínio apresenta resultados

superiores aos baselines. Por outro lado, a abordagem multi-domínio não produziu

os melhores resultados no conjunto de dados da WikiHow, possivelmente pela quali-
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Figura 5.13: Densidade dos comprimentos dos sumários gerados pelos modelos no conjunto

de dados de NCs

dade dos agrupamentos gerados que não conseguiram reunir documentos de mesma

categoria no mesmo grupo.

• QP3: A abordagem de ensemble proposta produziu eficácia superior aos baselines

e à abordagem multi-entrada, obtendo resultados inferiores apenas ao modelo multi-

domínio no conjunto de dados de NCS, devido à questão da quantidade de subdomí-

nios inerentes aos conjuntos de dados. Por outro lado, essa abordagem produziu eficá-

cia superior as outras abordagens no conjunto de dados da Wikihow, mostrando maior

adaptabilidade a diferentes conjuntos de dados. A superioridade na eficácia dessa

abordagem indica uma melhor capacidade de generalização, por não necessitar de uma

abordagem não supervisionada, como é o caso da abordagem multi-domínio que de-

pende da qualidade dos agrupamentos gerados. Por fim, o teste de Mann-Whitney,

aplicado a cada cenário, indicou diferença entre as distribuições das predições, indi-

cando que a utilização de ensemble apresenta resultado superior aos baselines e similar

ao modelo multi-domínios nos dois conjuntos de dados.
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Figura 5.14: Tempo de execução, por abordagem, para a predição das sentenças mais impor-

tantes dos documentos.

• QP4: Com os experimentos conduzidos, observou-se que as abordagens propostas

produziram resultados superiores aos baselines e ao modelo estado-da-arte em suma-

rização extrativa (BERTSUM), nos dois conjuntos de dados. Dessa forma, conclui-se

que a utilização da multi-entrada, multi-domínio e ensemble presentes nas abordagens

propostas alavancaram os resultados, mostrando a eficácia dessas técnicas.

• QP5: Segundo os resultados de eficiência, o tempo de execução das predições das

abordagens foram similares. Porém, quando comparado ao modelo BERTSUM, o

tempo de execução se mostrou maior à medida que o comprimento do documento

aumenta. Isso se deve ao fato de o BERTSUM processar apenas os primeiros 512

tokens dos documentos e pelo fato da não aplicação de paralelização nas abordagens

propostas. Dependendo do ambiente em que é executada a predição (CPU ou GPU),

as abordagens podem ter predições mais eficientes.
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5.10 Ameaças à Validade

O conjunto de dados das NCs utilizado nos experimentos contém apenas uma pequena amos-

tra de todos as NCs presentes na Polícia Federal, devido ao fato das NCs precisarem ser

extraídas manualmente da base de dados. Essa limitação impacta nos resultados das abor-

dagens, considerando que uma quantidade reduzida de documentos inviabiliza o poder de

generalização das abordagens. As abordagens tendem a recuperar as sentenças do cabeçalho

devido ao fato de que o texto do cabeçalho geralmente contém palavras sobrepostas ao re-

sumo de referência. No entanto, o cabeçalho não contém informações importantes. Isso deve

ser devido à limitação na métrica ROUGE para gerar o conjunto de dados extrativo. As abor-

dagens de extração ao nível de sentença (classificar cada sentença separadamente) não levam

em consideração a qualidade do resumo como um todo. Esta limitação foi apontada em [72].

Por fim, embora os modelos propostos possam lidar com documentos de comprimento arbi-

trário, o contexto de cada subdocumento não é levado em consideração para prever o rótulo

de uma determinada sentença, ou seja, o mecanismo de atenção das abordagens é limitado a

cada subdocumento.

Os experimentos relacionados ao tempo de execução apresentam valores aproximados,

visto que tais valores dependem da capacidade de processamento da máquina e da concor-

rência de processos por recursos. Nesta pesquisa, somente cada abordagem avaliada estava

sendo executado por máquina, as abordagens foram executadas 5 vezes e foi realizada a

média de tempo de execução para sumarização de cada documento.

5.11 Considerações Finais

Neste capítulo, foram apresentadas as avaliações realizadas nas abordagens propostas. Para

realizar os experimentos, cinco questões de pesquisa foram definidas e motivaram a execução

da avaliação experimental, a qual foi dividida em dois cenários de avaliação: eficácia e

eficiência. Além disso, foram apresentados os conjuntos de dados utilizados, uma discussão

dos resultados e, por fim, algumas ameaças à validade dos resultados apresentados.

No capítulo a seguir, são apresentadas as conclusões gerais da pesquisa e as perspectivas

de trabalhos futuros.



Capítulo 6

Conclusões e Trabalhos Futuros

Neste capítulo, serão apresentadas as conclusões gerais deste trabalho na Seção 6.1 e as

perspectivas para trabalhos futuros na Seção 6.2.

6.1 Conclusões

Este trabalho propôs diferentes abordagens para sumarização extrativa de documentos tex-

tuais. As abordagens são baseadas no modelo BERTSUM, aplicando uma abordagem multi-

entrada para lidar com documentos de tamanho arbitrário. As abordagens propostas são

indicadas para aplicação em conjunto de dados com documentos de tamanho arbitrário e de

domínios diferentes.

O modelo BERTSUM tem sido o modelo estado-da-arte para sumarização extrativa de

texto. No entanto, o BERTSUM não pode ser aplicado a tarefas de sumarização de texto

longo porque não aceita como entrada, textos maiores do que o comprimento máximo de en-

trada do modelo BERT. Embora o comprimento máximo seja predefinido durante a etapa de

pré-treinamento do modelo BERT, para expandir o comprimento máximo, o modelo precisa

ser re-treinado do zero, o que geralmente requer muitos recursos de processamento e memó-

ria. Nesta pesquisa, foi explorado como usar o modelo BERT para sumarização extrativa.

Foram propostas diferentes abordagens, que aproveitam o modelo BERTSUM e podem lidar

com documentos com comprimento arbitrário. Além disso, foi proposto uma abordagem que

utiliza de uma técnica de agrupamento automático para lidar com documento de subdomí-

nios diferentes. Foi realizados experimentos para demonstrar como as abordagens propostas

80
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poderiam se adequar melhor às características dos conjuntos de dados.

Considerando os experimentos realizados neste trabalho nos dois conjuntos de dados, os

resultados indicaram algumas características das abordagens propostas:

• A adaptabilidade das abordagens para diferentes conjuntos de dados;

• As abordagens propostas alcançam resultados superiores do que os modelos baselines

(TextRank, Lead-3, BERTSUM);

• Quanto mais dados, melhor a eficácia das abordagens propostas.

A abordagem BERTSUM-ALD-MD alcançou a melhor eficácia no conjunto de dados de

NCs, devido ao fato de que, além da capacidade de lidar com documentos com comprimento

arbitrário, a abordagem pode lidar com documentos de vários domínios. Por outro lado,

no conjunto de dados da Wikihow, a abordagem BERTSUM-ALD-ES superou a abordagem

BERTSUM-ALD-MD obtendo os melhores resultados. Isso deve ser devido ao fato de que

esse conjunto de dados tem resumos de referência com baixa qualidade, que não agregam

padrões significativos sobre diferentes domínios de texto. Além disso, foi mostrada a eficácia

das abordagens propostas na tarefa de sumarização de documentos textuais realizando expe-

rimentos nos conjuntos de dados de NCs e Wikihow. Os resultados experimentais provaram

que as abordagens são eficazes em tarefas de PLN com texto muito longo como entrada.

Vale ressaltar que as abordagens podem ser facilmente adaptadas a vários domínios textu-

ais. Por fim, foi analisado nos experimentos que algumas características favorecem mais

uma abordagem do que as outras. Por exemplo, documentos maiores tendem a favorecer os

modelos que utilizam a abordagem multi-entrada; documentos com melhor diferenciação de

subdomínios tendem a favorecer modelos que utilizam a abordagem multi-domínio; docu-

mentos com menor diferenciação de subdomínios tendem a favorecer modelos que utilizam

a abordagem ensemble e documentos com resumos de referência de baixa qualidade tendem

a favorecer os modelos que utilizam a abordagem multi-entrada.

Em relação ao tuning das abordagens propostas, apenas foi possível avaliar os mode-

los com base na busca manual. Isto porque não foi possível avaliar a técnica grid search

com a base de dados completa devido ao tempo de treinamento das abordagens: algumas

semanas para tuning das abordagens, por exemplo; que apresentaria, portanto, os valores de
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parâmetros ideais para serem conduzidos com a quantidade de dados fornecida. Dois parâ-

metros que tiveram grande influência nos resultados foram a taxa de aprendizagem (learning

rate) e a taxa de decaimento (dropout). Foi visto que taxas de aprendizagem maiores que

0,0001 resultavam em modelos que sofriam de sub-ajuste (underfitting). Além disso, taxas

de decaimento evitavam o modelo sofrer sobre-ajuste (overfitting) e sub-ajuste.

Em resumo, essas abordagens podem ajudar diretamente os agentes da Polícia Federal,

provendo resumos de documentos textuais com Fmeasure ≈ 80%. As abordagens propostas

também obtiveram melhor desempenho quando comparadas com três baselines disponibili-

zados na literatura: TextRank, Lead-3 e BERTSUM.

6.2 Trabalhos Futuros

Nesta seção, são apresentadas as perspectivas de extensão do trabalho desenvolvido nesta

dissertação, como detalhado a seguir:

• Criação de uma aplicação para resumos automáticos de documentos textuais.

Para os agentes policiais, seria interessante dispor de uma aplicação completa para

sumarização e retreinamento do modelo com o feedback do usuário. Essa aplicação

deve fornecer ao usuário a capacidade de carregar um documento de uma NC, gerar o

resumo automático do documento, fornecer a possibilidade de recorreção do resumo e

geração do feedback para aprimoramento do modelo de sumarização;

• Aplicação de outras técnicas de ensemble. Nesta pesquisa, foi implementada a téc-

nica de ensemble Bagging sobre o modelo BERT. Porém, outras técnicas de ensemble

para combinar os modelos-base ainda podem ser avaliadas como, por exemplo, a téc-

nica boosting. Esta técnica pode gerar um modelo combinado com menos erros, pois

otimiza as vantagens e reduz as armadilhas do modelo-base;

• Implementação da Aprendizagem Incremental nos modelos propostos. Para atua-

lizar continuamente o modelo proposto, ou seja, incorporar novos dados ao modelo já

treinado, poderia ser aplicada uma técnica de aprendizado incremental, como ilustrado

na Figura 6.1. No tempo t0 , o modelo é treinado com os dados iniciais do conjunto

de dados e produz a função estimada para geração dos resumos. Uma vez treinado, o
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modelo é utilizado para geração dos resumos de novos documentos; portanto, os docu-

mentos recebidos no tempo t1 podem ser utilizados para atualizar o modelo no tempo

t2 quando houver a correção dos resumos gerados por parte de seres humanos, e assim

por diante. Para isso, o modelo se adapta gradualmente, ou seja, hi+1 é construído

com base em hi e nas p instâncias de dados (documentos e resumos) recebidas no in-

tervalo de tempo, sem a necessidade de um retreinamento completo e preservando o

conhecimento adquirido anteriormente;

• Retreinamento das abordagens e melhoria da eficiência. Treinamento das abor-

dagens com mais dados e aplicação do processamento paralelo dos subdocumentos,

através do uso dos núcleos da CPU e da criação de threads, para melhorar ainda mais

a eficácia e eficiência das abordagens propostas;

• Avaliação dos modelos em outros conjuntos de dados. Estudo dos resultados dos

modelos em outros conjuntos de dados como, por exemplo, o conjunto de dados cnn/-

dailymail 1. O conjunto de dados cnn/dailymail é um conjunto de dados com textos

em inglês contendo pouco mais de 300 mil artigos de notícias, escritos por jornalistas

da CNN e do Daily Mail. Esse conjunto de dados pode ser utilizado para comparar o

resultado das abordagens propostas com modelos estado-da-arte que foram avaliados

na mesma base de dados.

1https://huggingface.co/datasets/cnndailymail
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Figura 6.1: Fluxo de execução da aprendizagem incremental.
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Apêndice A

Parâmetros dos Modelos

Neste Apêndice, são exibidos os valores dos parâmetros utilizados nas abrodagens para rea-

lização dos experimentos.

Nas Tabelas A.1, A.2 e A.3 são mostrados os valores dos parâmetros de cada abrodagem

proposta. Tais valores foram encontrados após o ajuste dos hiper-parâmetros dos modelos

considerando a técnica de busca manual e empírica.
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Parâmetros Descrição NCs Wikihow

Número de época mostrado à rede durante o treinamento.

conjunto de dados de treinamento é

Número de vezes que todo o

10 20

Função de otimização a fim de reduzir o erro.

os atributos de rede neural

Métodos usados para alterar

Adam Adam

(learning rate)

Taxa de Aprendizagem

que os pesos do modelo são atualizados.

resposta ao erro estimado cada vez

Controla o quanto alterar o modelo em

0.0001 0.002

Learning rate schedule o treinamento avança.

entre épocas ou iterações à medida que

Método que ajusta a taxa de aprendizado

0.99 0.99

(batch size)

Tamanho do Lote

sejam atualizados.

à rede antes que os pesos

Número de exemplos mostrados

10 10

da rede neural

Inicialização dos pesos

dos pesos da rede neural.

Método para inicialização

normal normal

camadas internas

Número de

enviam a camada de saída.

que processam os dados de entrada e

Refere-se as camadas da rede neural

1 2

nas camadas internas

Número de neurônios

capacidade de representação da rede.

em uma camada controla a

Geralmente o número de neurônios

384 768

nas camadas internas

Funções de ativação

se um neurônio deve ser ativado ou não.

A função de ativação decide

relu relu

na camada de saída

Função de ativação

se um neurônio deve ser ativado ou não.

A função de ativação decide

sigmoid sigmoid

Droupout em uma rede neural.

Refere-se à inativação de neurônios

0.3 0.1

Tabela A.1: Valores dos parâmetros da abordagem BERTSUM-ALD



95

Parâmetros Descrição NCs Wikihow

Número de época mostrado à rede durante o treinamento.

conjunto de dados de treinamento é

Número de vezes que todo o

10 20

Função de otimização a fim de reduzir o erro.

os atributos de rede neural

Métodos usados para alterar

Adam Adam

(learning rate)

Taxa de Aprendizagem

que os pesos do modelo são atualizados.

resposta ao erro estimado cada vez

Controla o quanto alterar o modelo em

0.0001 0.002

Learning rate schedule o treinamento avança.

entre épocas ou iterações à medida que

Método que ajusta a taxa de aprendizado

0.99 0.999

(batch size)

Tamanho do Lote

sejam atualizados.

à rede antes que os pesos

Número de exemplos mostrados

10 10

da rede neural

Inicialização dos pesos

dos pesos da rede neural.

Método para inicialização

normal normal

camadas internas

Número de

enviam a camada de saída.

que processam os dados de entrada e

Refere-se as camadas da rede neural

1 1

nas camadas internas

Número de neurônios

capacidade de representação da rede.

em uma camada controla a

Geralmente o número de neurônios

768 768

nas camadas internas

Funções de ativação

se um neurônio deve ser ativado ou não.

A função de ativação decide

relu relu

na camada de saída

Função de ativação

se um neurônio deve ser ativado ou não.

A função de ativação decide

sigmoid sigmoid

Droupout em uma rede neural.

Refere-se à inativação de neurônios

0.1 0.1

de sumarização

Número de camadas

do modelo BERT.

redes neurais no topo da saída

Refere-se ao número de

10 15

Tabela A.2: Valores dos parâmetros da abordagem BERTSUM-ALD-ES
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Parâmetros Descrição NCs Wikihow

Número de época mostrado à rede durante o treinamento.

conjunto de dados de treinamento é

Número de vezes que todo o

10 20

Função de otimização a fim de reduzir o erro.

os atributos de rede neural

Métodos usados para alterar

Adam Adam

(learning rate)

Taxa de Aprendizagem

que os pesos do modelo são atualizados.

resposta ao erro estimado cada vez

Controla o quanto alterar o modelo em

0.0001 0.002

Learning rate schedule o treinamento avança.

entre épocas ou iterações à medida que

Método que ajusta a taxa de aprendizado

0.99 0.99

(batch size)

Tamanho do Lote

sejam atualizados.

à rede antes que os pesos

Número de exemplos mostrados

10 10

da rede neural

Inicialização dos pesos

dos pesos da rede neural

Método para inicialização

normal normal

camadas internas

Número de

enviam a camada de saída.

que processam os dados de entrada e

Refere-se as camadas da rede neural

2 2

nas camadas internas

Número de neurônios

capacidade de representação da rede.

em uma camada controla a

Geralmente o número de neurônios

768 768

nas camadas internas

Funções de ativação

se um neurônio deve ser ativado ou não.

A função de ativação decide

relu relu

na camada de saída

Função de ativação

se um neurônio deve ser ativado ou não.

A função de ativação decide

sigmoid sigmoid

Droupout em uma rede neural.

Refere-se à inativação de neurônios

0.3 0.3

de sumarização

Número de camadas

do modelo BERT.

redes neurais no topo da saída

Refere-se ao número de

10 10

Tabela A.3: Valores dos parâmetros da abordagem BERTSUM-ALD-MD



Apêndice B

Tempo de Execução dos Experimentos

Neste Apêndice, são exibidos os tempos de treinamento/execução de cada abordagem nos

experimentos conduzidos. Vale ressaltar que, como citado na Seção 5.10 de Ameaças a Va-

lidade, os tempos de execução exibidos a seguir são valores aproximados, já que tais valores

dependem da capacidade de processamento da máquina e da concorrência de processos por

recursos.
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Base de dados Tempo de treinamento Abordagem

Wikihow 4h BERTSUM-ALD

Wikihow 4,5h BERTSUM-ALD-MD

Wikihow 4,5h BERTSUM-AL-ES

NCs 7h BERTSUM-ALD

NCs 8,3h BERTSUM-ALD-MD

NCs 8h BERTSUM-ALD-ES

Tabela B.1: Tempo de treinamento das abordagens propostas.

Base de dados Tempo de experimentação Abordagem

Wikihow 45h BERTSUM-ALD

Wikihow 55h BERTSUM-ALD-MD

Wikihow 55h BERTSUM-AL-ES

NCs 85h BERTSUM-ALD

NCs 92h BERTSUM-ALD-MD

NCs 90h BERTSUM-ALD-ES

Tabela B.2: Tempo de experimentação das abordagens propostas.


