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RESUMO 

 

APLICAÇÃO DE MODELOS PARA SÉRIES TEMPORAIS E PLUVIOMÉTRICAS 

NO ESTADO DA PARAÍBA 

 

A variabilidade espacial e temporal das precipitações no estado da Paraíba, proporciona 

irregularidades na distribuição da mesma, como frequentemente observado nos eventos de 

secas prolongadas e excesso de precipitação em intervalos curtos de tempo, comprometendo 

em termos gerais a qualidade de vida da população. Neste trabalho é elaborado o 

preenchimento das falhas encontradas nas séries temporais em alguns municípios do Estado, 

obtendo deste modo, uma séria robusta o bastante, na qual tem a função de auxiliar, as 

análises dos resultados ao ser trabalhada com a metodologia de Box-Jenkins para séries 

temporais. Visando assim, a elaboração de prognósticos pluviométricos em algumas cidades 

do Estado por intermédio de modelos estocásticos, onde nota-se que a forma do modelo 

SARIMA(1,0,1)×(1,1,1) é o que melhor se ajusta pela análise dos critérios e resíduos, dentre 

os municípios onde as previsões chegaram a equivaler alguns dos valores observados nas 

estações pluviométricas. Os municípios localizados nas proximidades do Planalto da 

Borborema foram os que demonstraram a melhor acurácia em termos de previsibilidade ao ser 

comparado com os outros analisados neste estudo.  

 

Palavras-chave: Modelos estocásticos, preenchimento de falhas, previsão. 
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ABSTRACT 

 

APPLICATION OF MODELS FOR TEMPORAL AND PLUVIOMETRIC SERIES IN 

THE STATE OF PARAÍBA 

 

The spatial and temporal variability of rainfall in the state of Paraiba, provides irregularities in 

the distribution of the same, as often observed in prolonged droughts events and excess 

rainfall in short time intervals, affecting generally the quality of life of the population. This 

paper prepared filling the gaps found in the time series in some cities of the State, thereby 

obtaining a robust serious enough, which has a helper function, the analysis of the results to 

be crafted with the Box-Jenkins methodology for time series. Aiming thus the development of 

rainfall predictions in some cities of the State through stochastic models, where it is noted that 

the model shape SARIMA(1,0,1)×(1,1,1) is the best fit for analysis the criteria and waste from 

the municipalities where the predictions come to equate some of the values observed in the 

rainfall stations. The Cities located near of the Planalto of Borborema were the ones that 

showed the best accuracy in terms of predictability when compared to the other analyzed in 

this study. 

 

Keywords: Stochastic models, gap filling, forecast. 
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1. INTRODUÇÃO 

  

O Estado da Paraíba é susceptível a mudanças climáticas devido à alta variabilidade 

espaço-temporal da precipitação, proporcionando eventos de secas como também de 

precipitação intensa fazendo-se a necessidade de pesquisas onde se possa determinar uma 

climatologia mais precisa sobre esses determinados eventos. A estiagem caracterizada por 

escassez da precipitação por muito tempo ou redução do valor médio precipitável é uma 

problemática para o Estado da Paraíba em função de suas próprias características climáticas, 

principalmente no interior do mesmo onde as chuvas têm características irregulares, o impacto 

na sociedade afeta diretamente nas atividades socioeconômicas, prejudicando assim a 

agricultura, principalmente a de subsistência proporcionando uma redução no fator 

econômico.  

No decorrer do período entre 1991 a 2012 ocorreram 1984 registros oficiais de 

estiagem e seca no Estado da Paraíba (Atlas Brasileiro de Desastres Naturais, 2013). Segundo 

informações da Defesa Civil do Estado da Paraíba e pela Defesa Civil da União, em 11 de 

novembro de 2014, já tinha sido decretado situação de calamidade em 195 municípios dos 

223 existentes no Estado da Paraíba devido ao baixo nível dos reservatórios e a falta de 

eventos significativos de precipitação (Jornal da Paraíba, 2014)1. As projeções de cenários é 

que até o ano de 2100, ocorra tendência no aumento de temperatura e precipitação como 

observado pelo relatório do Painel Intergovernamental de Mudanças Climáticas (IPCC, 2014) 

e Dantas et al. (2015).  

                                                           

1 Oliveira, J., Jornal da Paraíba, 2014. Disponível em: 

<http://www.jornaldaparaiba.com.br/cidades/noticia/139297_uniao-reconhe-situacao-de-emergencia-em-mais-

25-cidades-da-paraiba> 
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A precipitação no Estado da Paraíba possui irregularidades, se distribuindo 

principalmente entre os meses de janeiro a maio, predominando eventos de pouca duração 

com altos valores na precipitação (DANTAS, 2011). Assim, pode ser observado que a Paraíba 

passa por eventos de falta de recursos hídricos, tão quanto por excesso de precipitação 

concentrada, esse em um intervalo curto de tempo, dificultando uma melhor análise devido a 

qualidade dos dados históricos de precipitação.  

A incidência da precipitação na Paraíba está relacionado intrinsicamente com a 

interação Oceano-Superfície-Atmosfera, estas interações físicas e dinâmicas induzem a 

sistemas climáticos complexos nos quais estão relacionados principalmente ao Dipolo da 

Temperatura da Superfície do Mar (TSM), associado a eventos como El Niño-Oscilação Sul 

(ENOS), Zona de Convergência Intertropical (ZCIT), ondas de leste (ol), as teleconexões de 

efeito característicos, como a Oscilação Decenal do Pacífico (ODP), Oscilação Multidecenal 

do Atlântico (OMA) e Oscilação Madden-Julian (OMJ), onde a depender de sua fase de 

atuação positiva ou negativa, o nível médio climatológico anual de precipitação tende a ser 

acima ou abaixo da média histórica, respectivamente. 

Modelos estocásticos são amplamente utilizados em âmbito internacional como 

nacional devido as análises satisfatórias comportamental das séries temporais, tanto no âmbito 

econômico quanto no meteorológico e suas ramificações, que atualmente estão explorando 

metodologias como o da classe estocástica do modelo Sazonal Autoregressivo Integrados e de 

Médias Móveis (SARIMA). Bayer (2012) ressaltou que os modelos estocásticos relacionados 

a estudos sazonais, temporais, autorregressivos e de médias móveis podem ser utilizados em 

análise de precipitação, vazão de rios, evapotranspiração dentre outros índices dependendo do 

objetivo do estudo que atenda o modelo ARIMA. 

Esta pesquisa teve como principal finalidade, a análise do comportamento das séries 

temporais mensais das precipitações, assim como, tendências e sazonalidades existentes, 
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auxiliando na identificação dos melhores modelos característicos para cada cidade analisada 

no Estado da Paraíba, e por conseguinte, uma vez reconhecida todas as particularidades das 

séries e suas respectivas influências no regime pluviométrico, objetiva-se elaborar 

prognósticos sazonais, comparando-os com o valores observado dentre os quatros primeiros 

meses do ano de 2001, 2011 e 2015.  
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2. OBJETIVOS 

 

2.1 Objetivos Gerais 

 

 Esse estudo tem como ênfase a análise das ocorrências das séries temporais de 

precipitação média mensal e observações da variabilidade sazonal com modelos estocásticos, 

com isto é visada a elaboração de trajetórias do volume pluviométrico em algumas cidades no 

Estado da Paraíba. 

 

2.2 Objetivos Específicos 

 

• Minimizar as perturbações que possam afetar os resultados finais; 

• Analisar a possibilidade de equilíbrio estável da série com o auxílio da 

estacionariedade da série, aonde ela pode ser de periodicidade curta ou longa; 

• Investigar os mecanismos geradores das séries temporais; 

• Visualizar padrões de ocorrência de variabilidade sazonal; 

• Por fim, observar a predição para os próximos meses no Estado.  
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3. REVISÃO BIBLIOGRÁFICA 

 

3.1 Séries Temporais 

 

 O uso de séries temporais fundamenta-se na possibilidade de escrever dados históricos 

disponíveis, descrevendo matematicamente, com o objetivo de obter conclusões sobre 

determinado comportamento de uma série, criando a possibilidade de predição do seu 

comportamento futuro, podendo assim analisar o conjunto de informações em função do 

tempo pelas teorias já estabelecidas, com a possibilidade da elaboração de previsões das 

variáveis analisadas. Como é observado, algumas vezes as séries temporais não apresentam 

apenas dados correlacionados entre si, sendo assim, pode ser definida também como, 

observações com uma das prováveis trajetórias que o processo poderia ter sido obtido. Deste 

modo os dados da série não são mais apenas dados correlacionados, mas dados advindos de 

um processo estocástico, no qual se observa apenas uma das possíveis trajetórias (FLORES, 

2009). 

 Segundo Fischer (1982), uma série temporal significa um conjunto de variáveis 

aleatórias conjuntamente distribuídas no tempo. Sua análise baseia-se na suposição da 

existência de alguma função que assume probabilidades para todas as possíveis combinações 

dos valores da variável. Consequentemente, se é possível descrever numericamente como é a 

estrutura probabilística da variável no tempo, então pode-se inferir sobre a possibilidade da 

ocorrência de um outro futuro valor. Alguns dos problemas e questões de interesse para a 

análise prospectiva das séries temporais, pode ser bem explicada, considerando os dados reais 

observados nas diferentes áreas de conhecimento (SHUMWAY e STOFFER, 2011). 
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3.2 Métodos Estatísticos Aplicados à Climatologia 

 

Araújo e Brito (2011), baseado em dados de precipitação e TSM utilizaram o teste t de 

student com o intuito de analisar tendências e mudanças climáticas no Estado da Bahia, 

verificaram por intermédio do teste a ocorrência de mudanças climáticas no Estado, no qual 

estava correlacionado com as condições da região Norte do Atlântico tropical. 

 Buscando estabelecer o zoneamento dos regimes de precipitação no estado da Paraíba, 

Azevedo e Leitão (1990), observaram que processos via cadeia de Markov conseguem 

detectar com maior precisão a variabilidade da precipitação diária do Estado. 

Consequentemente, os referidos autores relacionam esta variabilidade com os períodos de 

formação e dissipação dos sistemas sinóticos e propulsores de precipitação, concluindo que a 

ocorrência de dias secos crescem a medida que dias frios diminuem, como visto por Dantas et 

al. (2015) nos estudos feitos para a cidade de Campina Grande. 

 Baseado na distribuição Gama e Pearson tipo III, Blain (2011) avaliou as variações 

dos valores finais do Índice Padronizado de Precipitação (IPP ou SPI, em inglês), percebendo 

que o número de dados da série de tempo do IPP estava normalmente distribuído, sendo mais 

significativo quando o índice de seca foi calculado pela distribuição de Pearson tipo III, 

observando o uso dessa distribuição como, altamente recomendável em estudos para o Estado 

de São Paulo. 

 Utilizando-se do ajuste da série exponencial de Holt-Winters, Lúcio et al. (2010) 

notaram o nível dos coeficientes de alisamento, tendência linear, fator sazonal e o erro 

aleatório, com o intuito de elaborar uma previsão de curto prazo no Nordeste. Nesta análise os 

dados se comportaram com suavização, apresentando melhores correlações para as regiões 

Norte, leste do Nordeste e extremo Sul, captando bem a variabilidade sazonal, indicando que 
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o método de alisamento exponencial pode ser usado com confiança na geração de previsões 

climáticas sazonais. 

 Pela análise de redes neurais artificiais, que considera o mapeamento funcional não 

linear entre o conjunto de informações das variáveis de entrada e saída, Nourani et al. (2013) 

demonstraram a eficiência deste método considerando os efeitos da sazonalidade, que pode 

capturar as característica do sinal de várias escalas, influenciando na decomposição do 

escoamento da série temporal em sub sinais ou níveis diferentes. Assim, se apresenta como 

uma ferramenta a ser aplicada a estudos de bacias hidrográficas. 

Pereira et al. (2014), utilizando a análise de variância (ANOVA), que determina se 

todos os grupos de dados tem valores médios idênticos relacionado a variância total, 

repararam que o ajuste probabilístico definiu os padrões de agrupamento relacionado à 

variância da precipitação na bacia hidrográfica do rio Taboão, apresentando homogeneidade 

espacial. 

Usando o algoritmo 3B43_V6 do projeto Tropical Rainfall Measuring Mission 

(TRMM) e dados da Universidade de Delaware que foram interpolado por cálculos médios do 

inverso do quadrado da distância, Santos e Silva et al. (2012) buscaram a estimativa da 

precipitação do algoritmo e o método de Delaware, com isso notaram a eficiência de capturar 

a variabilidade espacial e temporal, apesar do viés no que se refere a superestimação da 

precipitação mensal sobre as regiões secas e subestimação nas áreas mais chuvosas pelo 

algoritmo, já o método da precipitação de Delaware apresentou a intensidade da precipitação 

similar a precipitação da média observada para a região de estudo no estado do Rio Grande do 

Norte. 

Santos et al. (2014), propuseram verificar as escalas temporais dominantes e os 

fenômenos de sistemas meteorológicos com a Análise de Ondeleta (AO), na qual observaram 

o domínio da escala decenal nas variações de cotas, onde a Oscilação Decenal do Pacífico 
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induziu o nível dos rios associado ao sinal persistente do ENOS, favorecendo o aumento e 

diminuição das cotas e como informação relevante na elaboração da previsão hidroclimática. 

Com o uso de modelos numéricos, Silveira et al. (2011) elaboraram um sistema de 

previsão do tempo para o estado do Ceará, utilizando as técnicas de ensemble regional, dentro 

deste contexto identificaram a eficiência nos resultados apresentados, para identificação de 

eventos de precipitação, apesar da ocorrência de superestimação e subestimação de eventos de 

precipitação em algumas regiões, podendo ser destacado o valor significativo previsto na 

parte litorânea do Estado, onde pode ser usado o modelo para elaborar frequências de eventos 

de precipitação. 

Silva et al. (2012), quando analisaram séries temporais de precipitação com o auxílio 

do coeficiente de variação e da função de autocorrelação na região Nordeste, verificaram que 

a variabilidade de precipitação na região é menor no período onde o nível de precipitação é 

mais representativo no ano do que nos períodos de veranico. Também foi encontrado pela 

função de autocorrelação, o comportamento semialeatório, por conter baixa significância 

estatística nas séries de precipitação, no qual os melhores valores encontravam-se no litoral, 

perdendo seu valor significativo a medida que se deslocava para o interior da região. 

Estudando a distribuição espacial da precipitação, Wanderley et al. (2012) analisaram 

a variância dos dados pelo método de krigagem, expressando a descontinuidade espacial dos 

dados, demonstrando assim que as características estruturais de precipitação estudadas no 

estado do Alagoas são dependentes espacialmente, apresentando correlação sobre a 

precipitação. Satisfazendo estudos locais devido ao nível dos resultados tanto na distribuição 

das precipitações, como também espacial e sazonal. 
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3.3 Sobre o Método Específico Adotado 

 

 A procura de calibrar e validar modelos de regressão simples, robusta e cruzada, com a 

finalidade de analisar a eficiência do balanço de energia no ecossistema amazônico, Aguiar 

(2013) observou que a utilização da regressão linear robusta bootstrap apresentou um ajuste 

melhor do que as outras regressões para as informações do balanço de energia, no qual gerou 

um expressivo aumento residual no fechamento do balanço de energia.  

 Mattos et al. (2015) elaboraram uma sequência ampliada, gerando simulações de anéis 

de crescimento, para mil árvores em cada local de estudo, por seis anos, encontrando alta 

correlação com a precipitação a partir do ano anterior, onde a chuva começa. Indicando 

necessidade de uma melhor compreensão na dinâmica de crescimento da espécie mimosa nas 

condições semi-áridas. 

 Aplicando o bootstrap nos dados do nível do mar para o Oceano Pacífico, Yuan et al. 

(2009) observaram que com o preenchimento das falhas, pode-se calcular os impactos do 

ENSO na região, onde sugerem que esses impactos sobre o nível do mar em baixas latitudes 

são mais diretos e fortes. Sendo assim afirmaram que as mudanças no nível do mar, contém 

importantes informações a respeito dos mecanismos das tendências, flutuações, dentre 

eventos de curto e grande escalas, enfatizando o uso de métodos de simulações para 

preenchimento de dados onde se pode projetar com dados observados a projeção do nível do 

mar, e por sua vez o sinal do ENSO. 

Faria e Neto (2014), demonstraram que o método bootstrap possui melhor 

desempenho na reamostragem de dados, tanto em pequenas amostras como em séries longas 

de dados, ou quando identificado baixos valores nos modelos para a Função de 

Autocorrelação (FAC) e Função de Autocorrelação Parcial (FACP), destacando a 

variabilidade menor por conter mais segurança, reproduzindo assim de forma mais satisfatória 
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a verdadeira distribuição das funções de autocorrelação e autocorrelação parcial, determinada 

pelas ordens dos modelos Autoregressivos de Médias Móveis (ARMA). 

Valipour (2015), avaliou pelos modelos Autoregressivos Integrados de Médias Móveis 

(ARIMA) e modelos ARIMA Integrados Sazonal (SARIMA) a previsão de escoamento a 

longo prazo nos Estados Unidos da América (EUA), identificando tendências na capacidade 

anual de escoamento para cada Estado no país, possibilitando assim um melhor estudo dos 

processos hidrológicos em termos sazonais, e que nem sempre os locais onde ocorre maior 

volume pluviométrico é onde há maior escoamento. 

 Pela dificuldade que se encontram os recursos hídricos na China, Wang et al. (2015) 

aplicaram o método da análise de séries temporais Box-Jenkins e observaram o 

desenvolvimento do modelo de previsão híbrida, indicando que esta análise pode mitigar uma 

gama de problemas relacionados a gestão eficaz dos reservatórios por ser conhecido a 

periodicidade da ocorrência de precipitação e por conseguinte o escoamento. 

 Wang et al. (2013), investigaram as vantagens e desvantagens do método Box-Jenkins, 

no qual concluiram que os resultados dos modelos gerados são adequados devido ao seu uso 

propício na tomada de decisões em projetar os períodos certos de irrigação melhorando a 

produtividade agrícola, porém encontraram desvantagem no modelo por não prever resultados 

com qualidade mais expressiva, devido aos poucos anos utilizados da série histórica na 

metodologia aplicada. 

Zhang et al. (1997), com dados de temperatura do ar e Temperatura da Superfície do 

Mar (TSM) observaram a relação destes fatores com o clima na Nova Zelândia, pelo método 

ARIMA os autores identificaram a correlação dos dados de resíduos da série com as 

influências climáticas regionais de curto prazo, e a longo prazo, que as características das 

mudanças globais estão proporcionando alteração nos valores da temperatura do ar com 

tendência de crescimento acima da média climatológica, isto proporcionando tendência de 
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aumento na temperatura da superfície do mar nos dois hemisférios, aumentando assim a 

nebulosidade e por sua vez influenciando na redução da temperatura diurna. 

 Bayer e Castro (2012) utilizaram os modelos ARIMA como base para analisar o ajuste 

da série de vazões observadas na bacia hidrográfica do rio Potiribu. Neste estudo os referidos 

autores comprovaram a eficiência do modelo estocástico ARIMA por se ajustar bem aos 

dados, ao modo de se ter qualidade para que pudessem realizar previsões de como será o 

comportamento da vazão ao longo do tempo, devido as características importantes que o 

modelo incorporou da série, como a correlação e a sazonalidade dos dados temporais. 

 Analisando a resposta dos modelos univariados de previsão sobre as monções de verão 

na índia, período este onde a prática da agricultura é mais expressiva, Chattopadhyay e 

Chattopadhyay (2010) verificaram que o ARIMA pode ser utilizado como um modelo 

alternativo para a previsão e eventos de monções de precipitação em séries temporais sobre a 

Índia, na ausência de outro modelo mais robusto. Chattopadhyay et al. (2011), acrescentaram 

a análise de tendência do teste de Mann Kendall ao estudo anterior, chegando a conclusão 

proeminente da existência de tendência na série temporal média. 

 Observando o derretimento das geleiras no Rio Urumqi na China, Liu et al. (2015) 

propuseram estudar o desenvolvimento das geleiras e seu devido escoamento, pela influência 

da temperatura do ar e precipitação usando o modelo ARIMA, identificaram que o 

derretimento atual das geleiras estava relacionado ao indicador de mudanças climáticas 

devido a resposta de no mínimo dois meses antes do derretimento, já pelos coeficientes de 

regressão, notaram que a precipitação influenciou três vezes mais para ocorrência do 

escoamento devido ao derretimento, se comparado a temperatura no mesmo período. 

 Analisando os gases de efeito estufa devido à produção de energia na China, Pao et al. 

(2012) observaram por diversos métodos inclusive o ARIMA, o crescimento do consumo 

previsto, com isto a quantidade de poluentes na atmosfera será maior, assim sendo, a China 
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terá que conservar seus recursos, respondendo as mudanças climáticas protegendo o meio 

ambiente, com o intuito de melhorar a qualidade de vida de seus habitantes, os autores ainda 

citam que o uso do método é uma ótima ferramenta para que os governantes comecem a 

elaborar estratégias de redução das perdas nas transmissões e distribuição de energia, como 

também políticas de conservação de energia proporcionando o crescimento econômico, 

preservando a natureza. 

 Sun et al. (2015) empregaram o modelo ARMA-GARCH para simular a radiação de 

onda curta que chega na superfície da china, onde verificaram que os valores previstos 

respondem bem aos observados por apresentar boa qualidade na precisão, indicando assim a 

aplicação deste método alternativo como promissor na abordagem tradicional de estimativa 

das séries de radiação solar. 

Martins e Justo (2014), utilizaram a metodologia de Box-Jenkins, para elaborar 

previsão da demanda de água na região do semiárido brasileiro otimizando a qualidade do 

abastecimento as pessoas mais necessitadas, diante disso constataram que o modelo observou 

bem as características da demanda do abastecimento de água, apontando uma tendência de 

crescimento, sendo assim, o programa Operação Pipa tenderá a deixar de ser dito como 

caráter emergencial, passando a ser permanentemente, dificultando a parte operacional do 

programa, impossibilitando a boa distribuição da demanda de água a população. 

 Teixeira-Gandra et al. (2014), observaram que os valores das temperaturas médias 

mínimas anuais podem ser previstas para a cidade de Pelotas-RS pelos modelos 

autoregressivos, além disso foi observado a ocorrência de alteração na tendência de 

temperatura a partir da década de 70, alcançando assim um aumento médio da temperatura 

mínima de 1,12°C a partir daquela década. 
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4. MATERIAL E MÉTODOS 

 

4.1 Material 

 

4.1.1 Localização 

 

  O devido estudo foi realizado para o Estado da Paraíba, localizado a leste da região 

Nordeste do país, entre os paralelos de 06°S – 09°S e os meridianos de 34°W – 39°W, 

limitando-se ao norte com o Estado do Rio Grande do Norte, ao sul com o Estado do 

Pernambuco, a oeste com o Estado do Ceará e ao leste com o Oceano Atlântico. No último 

censo realizado pelo IBGE (2014) o estado da Paraíba possuía uma população de 3.943.885 

habitantes, distribuída de forma heterogênea, limitada dentre suas quatro Mesorregiões 

(Sertão Paraibano, Borborema, Agreste e Mata Paraibana) onde se distribui os seus 223 

municípios, sua área territorial total é aproximadamente de 56.439,838 km², proporcionando 

uma densidade demográfica com cerca de 66,70 hab/km². 

 

4.1.2 Dados 

 

 Foram utilizados os dados mensais e anuais pluviométricos de 18 municípios da 

Paraíba (Figura 1), para os anos de 1935 à 2014. Os dados das séries temporais foram 

fornecidos das estações pluviométricas da SUDENE (Superintendência de Desenvolvimento 

do Nordeste), INMET (Instituto Nacional de Meteorologia) e AESA (Agência Executiva de 

Gestão das Águas do Estado da Paraíba). 
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Figura 1. Mapa do Brasil com a localização da Paraíba e seus respectivos postos 
pluviométricos distribuídos espacialmente nos 18 municípios utilizados nesse estudo. 

 

4.1.2.1 Pré-tratamento dos dados 

 

 Ausência de informações amostrais em séries é um forte obstáculo na realização de 

estudos científicos, principalmente quando se quer realizá-los enfatizando séries temporais, 

pois a maioria das metodologias de análise estatística existentes não são capazes de encontrar 

bons resultados com nível significativo numa série repleta de falhas, e sim com variáveis 

medidas, ou seja, com valores observados. 

Diante disso, busca-se técnicas nas quais permitam a imputação ou reamostragem dos 

conjuntos de dados, para que neste contexto a metodologia de Box-Jenkins possa utilizar de 

todas as informações presentes nas séries de precipitação das quatro mesorregiões analisadas 
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do Estado, evitando assim estimativas com baixo índice de incerteza, que implicariam na má 

interpretação dos resultados e por sua vez, em erros desagradáveis no diagnósticos final sobre 

a sazonalidade e variabilidade das precipitações nas séries.  

 

 
Figura 2. Síntese da imputação múltipla com o uso do algoritmo EMB. (Fonte: Adaptado por 
HONAKER, 2015) 

 

Sendo assim, a simulação dos dados foi obtida por meio do algoritmo EM 

(Maximização da Esperança) via bootstrap (EMB), implementado no pacote Amelia II do 

software R (R. Core Team, 2015). Este algoritmo seguramente converge para o estimador de 

máxima verossimilhança e tem como base a ideia de substituir uma difícil maximização por 

uma sequência de maximizações mais fáceis, envolvendo dois passos, o passo “E” 

(esperança) que calcula o valor esperado do logaritmo da verossimilhança completa; e o passo 

“M”, que encontra seu máximo. Os passos são repetidos até se atingir a convergência (Figura 

2). Este algoritmo de imputação múltipla também generaliza abordagens existentes, 

permitindo identificar tendências de uma série ao longo do tempo. 
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O algoritmo EMB é uma combinação do algoritmo EM para que se possa encontrar 

valores próximos com maior acuraria da realidade nos dados por meio do bootstrap. A 

simplicidade deste algoritmo estar na praticidade de escrever o problema das falhas de 

observações, a possibilidade da realização de imputações múltiplas e a velocidade na qual se 

pode ter os resultados para estudos relacionados a séries temporais (HONAKER e KING, 

2010). 

Dentro das ferramentas encontradas no pacote Amelia II é possível encontrar algumas 

funções que auxiliam na validação e a acuraria das imputações realizadas. O modelo próprio 

de imputação do pacote Amelia II, assume que todos os dados faltosos ou não são de 

características multivariada normal, devido a esta característica, torna-se mais fácil a 

aproximação dos valores da distribuição dos dados reais. 

A depender da quantidade de dados perdidos numa série temporal, existe a 

possibilidade de realizar a imputação de uma só vez, agilizando muito o tempo da análise dos 

resultados separados (Figura 2). A combinação da velocidade e facilidade exclusiva de uso do 

algoritmo, permiti que o pesquisador por meio de procedimentos simples, consiga obter uma 

série completa de dados (série sintética), sem a necessidade de criar ou desenvolver modelos 

estatísticos, devido a sua programação padrão. 

O algoritmo de Maximização da Esperança é marcante por sua simplicidade 

computacional em encontrar valores confiantes ao observado. As imputações são realizadas 

inicialmente pela verificação dos dados perdidos distribuídos no conjunto de dados históricos 

observados, para que logo em seguida possa suceder a fase de preenchimento dos mesmos, 

realizando pôr fim a combinação da reamostragem, tornado a série única e completa. 
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4.1.2.2 REAMOSTRAGEM DAS SÉRIES 

 

 Devido as falhas encontradas nas séries de dados mensais por diversos motivos, como 

por problemas instrumentais, erro de leitura, ou até mesmo a ausência do responsável para o 

registro dos dados. Foi necessária a utilização da reamostragem dos dados para que com isso 

fosse possível analisar as séries temporais. Assim, adotou-se a técnica multivariada bootstrap 

de imputação pelo pacote AMELIA II, implementado no software R.  

Neste contexto tomou-se o cuidado para trabalhar com o polinômio de ordem três, pois 

ao gerar séries hidrometeorológicas sintéticas, embora todas as séries geradas sejam 

igualmente possíveis do ponto de vista estatístico, nem todas as informações da reamostragem 

são plausíveis do ponto de vista físico/meteorológico, deste modo é evitado erros devido a 

amplitude que poderia encontrar, minimizando erros críticos como valores negativos de 

precipitação no gráfico da reamostragem.  

Durante a reamostragem, valores negativos podem ser encontrados, por isso é 

necessário que ocorra um processo de truncamento dos valores onde a precipitação é 

encontrada inferior a zero, obtendo-se assim um preenchimento de informações com dados 

acima de zero e abaixo do maior valor já observado na série das precipitações no estado da 

Paraíba (em milímetros). Vale salientar que a cada processo de reamostragem, ocorre a 

geração de diferentes conjuntos de amostras em seus respectivos intervalos de confiança.  

Como pode ser bem observado nas Figuras (3, 4, 5 e 6), a curva do algoritmo de 

preenchimento encontra-se assimétrica a dos valores observados mensais, isto pode ser 

explicado devido à alta variabilidade climática da precipitação, pois mesmo em períodos de 

estiagem existe a probabilidade de ser observado chuvas bem acima da média histórica. Neste 

estudo chegou-se a dividir as séries dos municípios em período chuvoso e período seco, como 

uma possível opção para se encontrar simetria entre as duas curvas, no entanto o resultado foi 
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o mesmo devido ao valor das discrepâncias de precipitação principalmente durante o período 

seco. 

Ao analisar os dados como períodos é possível verificar que no chuvoso, a imputação 

se aproxima com significância da curva dos valores observados obtendo uma simetria, porém 

ao ser analisado o período seco é de fato encontrado assimetria entre as curvas, isto pode estar 

fortemente relacionado as precipitações anômalas acima da média neste período que em vista 

disso, modificam os valores da moda, mediana e a média da imputação.  

 

Figura 3. Valores observados de precipitação e seus respectivos intervalos à 90% de 
confiança para imputação das cidades pertencentes a mesorregião da Mata Paraibana, 
correspondente ao período 1935 – 2014. 

 

Portanto é de fundamental importância que o pesquisador tenha uma boa formação em 

meteorologia ou um ótimo conhecimento da série representativa de cada localidade, para que 

o mesmo possa identificar qual melhor valor da reamostragem será utilizado, a partir de 

informações meteorológicas preliminares atuantes nos períodos onde houve a falha dos dados, 
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associado a experiência e ao conhecimento climático da região, decidir de forma qualitativa 

qual o valor da reamostragem que irá convergir melhor em determinadas situações. 

Caso o pesquisador não consiga encontrar simetria entre as curvas, isto não quer dizer 

que a nova série sintética é invalida para o estudo de séries temporais, pois uma vez 

encontrada alta variância residual estimada, pode ser aplicado a função logaritmo nos dados já 

imputados, com a finalidade de tornar a série em uma distribuição normal. 

Como se sabe, devido a metodologia bootstrap ser multivariada, optou-se por estudar 

as cidades do Estado de acordo com suas respectivas mesorregiões, auxiliando assim em uma 

melhor realização dos cálculos para a imputação, realçando que a cada observação encontrada 

nas Figuras é correspondente a um mês de registro de informações, como observado nas 

Figuras 3, 4, 5 e 6. 

Na mesorregião da Mata Paraibana (Figura 3), analisou-se as séries históricas mais 

representativas, ou seja, onde os municípios obtiveram menos falhas nas observações, diante 

deste contexto é verificado as cidades de Alhandra, Mamanguape e Sapé, onde a precipitação 

média mensal e o volume máximo mensal registrado das cidades dentre o período em estudo 

encontra-se entre 150,4 e 811,9mm em Alhandra, 108,8 e 734,7mm em Mamanguape e por 

fim 87,7 e 629mm em Sapé, respectivamente. As falhas são encontradas em momentos 

distintos do tempo, passando a ser similar pela década de 90, de acordo com o gráfico da 

densidade, onde pode ser observado que as imputações médias representam uma porcentagem 

de 5,7 % dos dados que necessitaram do processo da reamostragem. 

Tendo em vista como ênfase a mesorregião do Agreste Paraibano (Figura 4), também 

é observado as séries históricas mais representativas, procurando os municípios onde 

obtinham menos falhas nas observações, desse pressuposto, temos as cidades de Areia, 

Bananeiras, Campina Grande, Itabaiana e Soledade, onde a precipitação média mensal e o 

volume máximo mensal registrado nas cidades dentre o período estudado está em torno de 
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118,6 e 717,2mm em Areia,  98,9 e 647,1mm em Bananeiras, 65,3 e 470,1mm Campina 

Grande, 63,4 e 351mm Itabaiana e para concluir na cidade de Soledade 33,7 e 398,2 mm, 

respectivamente.  

 

Figura 4. Valores observados de precipitação e seus respectivos intervalos à 90% de 
confiança para a imputação das cidades pertencentes a mesorregião do Agreste Paraibano, 
correspondente ao período 1935 – 2014. 

 

Diversas falhas foram encontradas em momentos distintos do tempo, passando a ser 

similar pela década de 90 em todas as cidades e, excepcionalmente por volta da década de 50, 

na cidade de Areia, de acordo com o gráfico da densidade, onde é observado que as 

imputações médias representam uma porcentagem de 6,7 % dos dados que necessitaram do 

processo da reamostragem, nota-se que isso pode estar relacionado às poucas falhas 
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encontradas em Bananeiras, pois as cidades de Campina Grande e Itabaiana há ausência de 

observações maiores em alguns anos, se comparado às outras cidades. Analisando as 

reamostragens da Figura 4 e com o auxílio da média, já se pode observar as discrepâncias 

entre as precipitações que ocorrem nas cidades mais próximas da Mata Atlântica como 

Itabaiana das que estão nas proximidades da Borborema como Soledade. 

 
Figura 5. Valores observados de precipitação e seus respectivos intervalos à 90% de 
confiança para a imputação das cidades pertencentes a mesorregião da Borborema, 
correspondente ao período 1935 – 2014. 

 

Ao ser considerado as imputações para as cidades com mais representatividade na 

mesorregião da Borborema (Figura 5), obtemos, os municípios de Cabaceiras, São João do 

Tigre e Santa Luzia, onde a precipitação média mensal e o volume máximo mensal registrado 

nas cidades dentre o período estudado é da ordem de 28,3 e 386mm em Cabaceiras, 40,5 e 

461,8mm em São João do Tigre, complementando as cidades representativas para a 

Borborema temos Santa Luzia com 46,3 e 490,7 mm, respectivamente.  

A cidade de São João do Tigre é a que encontra-se com o maior valor de falhas dentre 

as cidades representativas para a mesorregião, continuando a similaridade pela década de 90 
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da ausência de observações em todas as cidades. Pelo gráfico da densidade é observado que as 

imputações médias representam uma porcentagem de 5% dos dados que necessitaram do 

processo da reamostragem.  

As informações das médias mensais e análise da série temporal pela Figura auxilia na 

observação da diminuição no valor de precipitação mensal associado aos poucos meses onde 

há precipitação. Nessa mesorregião pode-se encontrar a cidade de Cabaceiras, já considerada 

uma das mais seca da Paraíba, como também do Brasil (ROSENDO, 2015), esse exemplo 

serve como facilitador ao entendimento de como o local é desprivilegiado de eventos mensais 

significativos de precipitação, devido particularmente a peculiaridade na distribuição de 

precipitação que ocorre no trimestre onde a ZCIT atua com maior frequência sobre o 

Hemisfério Sul (HS). 

 Finalizando as análises das imputações, percebe-se que na mesorregião do Sertão 

Paraibano (Figura 6), os municípios escolhidos como os mais representativos foram Aguiar, 

Bonito de Santa Fé, Conceição, Imaculada, Nova Olinda, Patos e Princesa Isabel, onde a 

precipitação média mensal e o volume máximo mensal registrado destas cidades ficaram por 

volta de 75,7 e 788,6mm em Aguiar, 76,2 e 674,2mm em Bonito de Santa Fé, 63,8 e 

511,4mm em Conceição, 55,5 e 531,4 em Imaculada, 76,6 e 615,8mm em Nova Olinda, 63,8 

e 641mm em Patos, respectivamente, concluindo a análise das cidades do Sertão Paraibano 

temos Princesa Isabel com sua média mensal de 70,6mm e volume máximo mensal já 

registrado de  691,6 mm. 

Como bem observado nas outras mesorregiões há ausência de registros no início da 

década de 90. A cidade de Patos é a que encontra-se com o maior valor de falhas dentre as 

cidades representativas da mesorregião, já as cidades onde a ausência de dados é menor são as 

cidades de Imaculada, Nova Olinda e Princesa Isabel. Observa-se pelo gráfico da densidade 
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que as imputações médias representam uma porcentagem de 6% dos dados que necessitaram 

do processo de reamostragem.  

 
Figura 6. Valores observados de precipitação e seus respectivos intervalos à 90% de 
confiança para a imputação das cidades pertencentes a mesorregião do Sertão Paraibano, 
correspondente ao período 1935 – 2014. 
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Neste presente estudo é necessário notificar, que devido à grande falta de registros no 

período escolhido, não foi realizado análises para os municípios localizados na parte norte do 

Sertão Paraibano, pois a distribuição e frequência das falhas nos registros de precipitação 

principalmente entre a década de 80 e início dos primeiros anos da década de 90, podiam 

resultar em análises errôneas.  

Com a análise dos registros de precipitação das figuras e as informações das médias 

mensais, pode-se dizer estatisticamente que o valor médio mensal da precipitação é similar ao 

do Agreste Paraibano, entretanto ao mesmo tempo é impossível de se comparar em termos 

climáticos devido aos seus períodos com maiores valores pluviométricos serem diferentes e 

ocorrerem em meses distintos no ano, lembrando também que o relevo e a estrutura 

geográfica dessas regiões são diferentes.  

Apesar de uma pequena similaridade no valor médio mensal, o Sertão Paraibano é a 

mesorregião na qual mais padece com os efeitos da estiagem. Isto é devido as precipitações 

que nessa região são influenciadas de modo direto, pelo comportamento das anomalias do 

Oceano Pacífico Equatorial, Atlântico Norte e Atlântico Sul, já que estes alteram a frequência 

e o período de atuação dos principais sistemas sinóticos responsáveis pelos maiores volumes 

de precipitação para esta localidade (ALVES, 2006). 

 A limitação dos recursos hídricos na atualidade é um importante condicionante ao 

desenvolvimento econômico e social, onde por sua vez, pode acarretar inúmeros desafios ao 

planejamento e gerenciamento deste recurso (SOUSA, 2015). As falhas dentre a década de 90 

pode ser explicada pela troca de responsabilidade na coleta dos registros pluviométricos da 

antiga SUDENE para a atual AESA, neste período de transição as estações passaram por 

manutenção e outras foram implantadas em algumas cidades dentre 1989 e 1993.  
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Há falta de informações em grande parte das cidades do Estado, como bem observado 

por Costa (1992). Apesar de ser um período marcado pela ausência de registros foi o marco 

para que se começasse, a partir dos meados de 1994, a coleta de dados em todo o Estado, ou 

seja, nas cidades onde não se havia nenhum tipo de registros pluviométrico, passaram a 

construir sua própria série histórica (AESA, 2010). 

 

4.1.2.3 PADRÃO DE DISTRIBUIÇÃO DAS PRECIPITAÇÕES NAS 

MESORREGIÕES 

 

A precipitação no Estado se caracteriza pela heterogeneidade desde a região da Mata 

Paraibana até o Sertão, sendo assim, ao se comparar a variabilidade das precipitações nas 

cidades representativas, correspondente a cada determinada mesorregião é de se esperar 

características nas proximidades de homogeneidade. Para este propósito é utilizado o teste de 

Kruskal-Wallis (K-W), no qual é fornecido como resposta, se as precipitações médias mensais 

são significativamente distintas umas das outras ou homogêneas, facilitando no entendimento 

ao se comparar a variação entre as precipitações em cada determinada cidade.  

Testando a hipótese de que várias amostras tem a mesma distribuição, contra a 

hipótese alternativa de que ao menos duas observações possuem funções de distribuição 

diferentes, adota-se o teste não-paramétrico de Kruskal Wallis (KRUSKAL e WALLIS, 

1953).  

Portanto, ao observar se todos os volumes médios de precipitação são os mesmos, 

temos que nas cidades localizadas dentre a mesorregião da Mata Paraibana, a estatística qui-

quadrado de K-W é igual a 121,35 com o seu p-valor menor que 0,00001 propondo assim que 
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a precipitação média das três cidades pode não haver um padrão regular devido a 

desconfiança pelo alto valor encontrado do qui-quadrado.  

a) b)  

c) d)  

Figura 7. Distribuição em que mostra a frequência da precipitação mensal média pelo teste de 
K-W exibindo informações do tipo box-plot para as quatro mesorregiões do Estado da 
Paraíba, com as respectivas médias (linha azulada) e medianas (linha avermelhada) 
representativas.   

 

Portando, ao menos uma delas possui padrão de precipitação diferenciado das demais, 

pela Figura 7.a é observado por meio do box-plot, que os municípios de Mamanguape (2) e 

Sapé (3) obtém um regime médio de precipitação parecido, já no município de Alhandra (1) 

tem-se que o regime médio de precipitação é bem maior, superando o valor médio da 

mesorregião (linha pontilhada azulada), constatando que o regime de precipitação é 
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diferenciado dos demais, no qual favorece ao aumento do valor da mediana (linha pontilhada 

avermelhada) devido ao volume e frequência de precipitação ser maior, comparada as outras 

cidades.  

Deste modo, justificando o fato de que as precipitações nas três cidades podem não 

serem oriundas do mesmo sistema dinâmico, como também, estes mesmos sistemas que 

influenciam no regime da precipitação, possam estar agindo de modo diferenciado na parte 

Sul, estando, possivelmente, associados às anomalias de TSM do Atlântico e principalmente 

pelos ventos alísios devido à proximidade com o litoral.  

Ao analisar as variações sinóticas, Wilson et al. (2014) concluíram pela hipótese nula 

do teste de Kruskal-Wallis, que todos os respectivos valores de cada fase do ENOS em uma 

determinada estação, correspondem a um mesmo padrão, encontrando algumas diferenças 

apenas no período de inverno, sendo o inverso válido para La Niña. 

 Nas cidades do Agreste Paraibano a estatística qui-quadrado de K-W foi de 790,87 

com o seu devido p-valor menor que 0,00001. Deste modo é ressaltado que a precipitação 

média mensal é distinta em pelo menos um dos municípios, portanto o volume médio da 

precipitação nos cinco municípios estudados não ocorre no mesmo padrão, ou seja, há 

heterogeneidade na distribuição da mesma, indicando que pelo menos uma das cidades possui 

padrão de precipitação diferenciada das demais.  

Ao analisar a Figura 7.b é verificado, com o auxílio do box-plot, se a distribuição pode 

ser observada como heterogênea, entretanto ao ser observado mais característica como 

frequência e o valor médio separadamente, encontra-se padrões diferenciados onde existem 

propriedades semelhantes entre algumas cidades, esta característica contempla uma espécie de 

microclima baseado no perfil encontrado na homogeneidade da precipitação.  
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Ainda analisando a Figura 7.b, pode-se constatar semelhança da precipitação nas 

cidades de Areia (1) e Bananeiras (2), aonde o volume médio e os valores acumulados em um 

determinado mês são maiores que os demais, essa semelhança no padrão pode estar associado 

a geografia das cidades, pois ambas estão a barlavento do Planalto da Borborema, 

encontrando-se em áreas de altitudes elevadas, e muito diferenciadas ao ser comparadas com 

a mesorregião anterior.  

O segundo padrão entre os regimes da precipitação são observados nas cidades de 

Campina Grande (3) e Itabaiana (4) onde a frequência e as médias mensais da precipitação 

são bastante semelhantes, desse modo sucede a ocorrência do padrão pluviométrico entre 

ambas, na cidade de Soledade (5), a média da sua precipitação mensal é bem menor, do que 

comparado as outras cidades próximas encontradas na mesma mesorregião, isto pode ser 

explicado devido a sua localização à sotavento do Planalto da Borborema, no qual 

desempenha um processo de bloqueio das nuvens, implicando assim em um maior volume de 

precipitação à barlavento do Planalto, caso não ocorresse este fator, possibilitaria um aumento 

médio na precipitação encontrada.  

 Ressaltando o interesse no padrão médio da precipitação, tem-se que nas cidades 

abrangentes da Borborema é observado um padrão (Figura 7.c), em que a média da 

mesorregião e sua mediana referente estão próximas aos valores representativos dos 

municípios de São João do Tigre (2) e Santa Luzia (3), indicando assim que a cidade de 

Cabaceiras (1) possui padrão de precipitação diferente das demais cidades, isto fica mais claro 

ao observar o gráfico de box-plot e os resultado do teste K-W, onde o valor qui-quadrado 

encontrado foi de 19,77 associado ao seu p-valor referente a 0,000051 ressaltando deste modo 

que a precipitação média mensal é distinta em  pelo menos um dos municípios.  

Consequentemente, o regime pluviométrico pode estar sendo advindo de um ou mais 

sistemas dinâmicos diferentes para o microclima das cidades 2 e 3, e outro para a cidade 1 
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(Figura 7.c), este padrão caracteriza a mesorregião, que está localizada praticamente na parte 

central do Estado, por padecer de secas periodicamente devido à ausência de precipitações 

com valores significativos, bem como é observado. Yu et al. (2006) utilizaram o teste de 

Kruskal-Wallis para verificar a distinção das precipitações entre as localidades de Taiwan, no 

qual notaram relação entre as precipitações ao norte e leste da região em várias escalas de 

tempo. 

 Diante da analogia entre as figuras é notório a diminuição do padrão médio da 

precipitação nas mesorregiões do leste para o oeste do Estado, entretanto, no Sertão Paraibano 

(Figura 7.d) o valor médio volta a aumentar, implicando na permanência da Borborema com o 

título de mesorregião caracterizada pela baixa significância nos volumes de precipitações 

comparadas ao restante do Estado.  

No Sertão é observado um padrão médio no volume da precipitação semelhante a 

algumas cidades, diante do pressuposto em comprovar se há mesmo o padrão, de acordo com 

a estatística qui-quadrado pelo teste de K-W seu valor pertinente é de 30,73 associado a sua 

significância estatística de p-valor igual a 0,000028. Propondo assim que as cidades de Aguiar 

(1), Bonito de Santa Fé (2), Conceição (3), Nova Olinda (5) e Princesa Isabel (7), 

correspondem a um padrão microclimático baseado na homogeneidade da precipitação maior 

do que nas cidades de Imaculada (4) e Patos (6).  

Portanto no Sertão Paraibano (a parte norte onde há ausência de dados neste estudo, 

não está incluso na avaliação) pode-se afirmar a existência de dois padrões atuantes na 

precipitação, neste caso é imaginado que há um sistema dinâmico responsável pela 

intensidade e frequência do volume da água precipitável, atuante principalmente no verão do 

Hemisfério Sul, onde escoa inicialmente do Sertão a alguns municípios da Borborema. 
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Ao observar as cartas de ventos é possível verificar atuação de Vórtices Ciclônicos de 

Altos Níveis (VCAN) e a Alta da Bolívia (AB), servindo de certo modo como uma esteira 

transportadora de umidade advinda do oceano Atlântico a leste do estado da Bahia e a 

umidade presente na Zona de Convergência da América do Sul (ZCAS) respectivamente, 

podendo ser então a resposta na diferença entre os padrões encontrados da precipitação média 

mensal, advindo do escoamento.  

Totalizando as análises apresentadas pelo uso do teste de Kruskal-Wallis é proposto a 

observação atenuante de dois padrões microclimáticos de precipitação com característica 

homogênea na mesorregião da Mata Paraibana, três correspondente a mesorregião do Agreste 

Paraibano, dois na Borborema e finalizando também com dois microclimas, tem-se a 

mesorregião do Sertão Paraibano. Braga e Silva (1990) considerando a homogeneidade da 

precipitação no Estado conseguiram subdividir a região por seis sub-regiões típicas, Sertão, 

Alto-Sertão, Cariri, Agreste, Brejo e Litoral, ao observar a série histórica correspondente ao 

período de 1930 a 1981. 

Este método também foi utilizado por Ward (2015), ao procurar se havia 

homogeneidade nos padrões de trajetórias das tempestades, observando qualitativamente 

diferenças individuais nas trajetórias sobre o Estados Unidos, que desviaram mais ao norte ou 

ao sul do que a maioria das trajetórias médias, tanto em períodos de El Niño quanto em 

períodos de La Niña. 
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4.2 Metodologia 

 

4.2.1 Fase 0: Análise Exploratória dos Dados 

 

Flutuações aleatórias em séries temporais com amplitudes mais ou menos constantes 

em tamanho ao longo do tempo são essenciais para uma boa interpretação da mesma, pois ao 

ser descrito a estacionariedade (a título de exemplo), existe a possibilidade de comprovar se a 

série temporal pode ser modelada indexando deste modo, qual metodologia mais aconselhável 

a ser utilizada.  

A decomposição é um modo clássico de analisar as informações, indicando a maneira 

coerente de interpretar os dados das séries temporais (KENDALL e STUART, 1983). Esse 

método parte do pressuposto de que uma série histórica observada pode ser decomposta em 

quatro componentes: 

• Componente Tendência – Demonstra o comportamento da série, indicando se a mesma 

observou comportamento crescente, decrescente ou estável ao longo do tempo; 

• Componente Cíclica – É descrita pelas flutuações suaves encontradas na Componente 

Tendência, com periodicidade maior que um ano, seguindo um comportamento de 

periodicidade irregular, diferente da Componente Sazonalidade; 

• Componente Sazonalidade – Caracteriza a periodicidade de um padrão oscilatório 

entre os valores mínimos e máximos no comportamento da série histórica, com 

periodicidade mais ou menos regular de tempo; 

• Componente Aleatório – Favorece a observação das flutuações residuais, provenientes 

de vários fatores e origem incerta. 
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A simplicidade e a rapidez na obtenção dos componentes são as principais qualidades 

encontradas no método da decomposição, a função decompose (R Core Team, 2015) utilizada 

neste estudo, separa as séries temporais em aditiva e multiplicativa. Na decomposição aditiva 

a função assume que a componente cíclica de uma série temporal é estacionária quando 

encontrada variância constante, já na decomposição multiplicativa descreve séries não-

estacionárias.  

 

4.2.1.1 Critérios de Ajuste e Testes de Estacionariedade 

 

Caso não seja encontrada estacionariedade na série, aplica-se d diferenças na série até 

que a mesma se torne estacionária, sendo assim, para verificar se uma série é estacionária, 

realiza-se o teste da raiz unitária, neste caso é utilizado o teste de Augmented Dickey-Fuller 

(DICKEY e FULLER, 1981), este teste assume que os resíduos são não correlacionados, uma 

maneira de garantir isso é a de incluir defasagens nas diferenças da variável dependente na 

regressão de teste.  

Sendo uma generalização do teste Augmented Dickey-Fuller (ADF) para os casos em 

que os erros são correlacionados o teste de Phillips-Perron (PHILIPPS e PERRON, 1988), 

também conhecido pela sigla PP é uma regressão geral que inclui uma constante e uma 

tendência linear usando a estatística-t corrigida para um coeficiente autoregressivo de 

primeira ordem. 

Além dos modelos autoregressivos usados como forma de analisar as séries, utiliza-se 

também o teste de Mann-Kendall (MANN, 1945; KENDALL, 1975), com o intuito de 

analisar a presença de tendência nas séries autocorrelacionadas, por conseguir detectar o 

ponto inicial na série temporal, ou de mudança da média climatológica, onde há o surgimento 

significativo da tendência. 
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Considerando que a série climática há ausência de tendências, pode-se aplicar o teste 

de Friedman (FRIEDMAN, 1937) para sazonalidade, onde por sua vez é necessário que se 

rejeite a hipótese nula de que não existe sazonalidade para que se possa concluir a existência 

de sazonalidade na série, conforme a hipótese alternativa. 

Para que se possa ter confiança no ajuste do modelo é proposto à análise da distribuição dos 

resíduos, com o intuito de observar se os valores aleatórios da série segue uma distribuição 

Normal, sendo assim utiliza-se o teste de Ljung-Box (LJUNG e BOX, 1978), com esse mesmo 

teste pode-se diagnosticar pela análise residual a aceitação ou não da hipótese nula de que 

existe independência de uma dada série temporal, sendo assim, assumindo que as observações 

residuais de uma determinada regressão são conjuntamente não correlacionados ao longo do 

tempo. Todavia, em caso de não independência residual, indica a não captura da estrutura fora 

do modelo e, por conseguinte, na má interpretação dos resultados, por sua vez, rejeitando-os. 

 

4.2.2 Metodologia de Box-Jenkins 

 

 A estratégia para a construção do modelo é baseada em um ciclo interativo, ao qual a 

escolha da estrutura do modelo é baseada nos próprios dados (Figura 8), como observados por 

Flores (2009) e Walter (2013). Esses modelos têm esta denominação devido à criação da 

metodologia por Box e Jenkins (BOX e JENKINS, 1976; BOX, 1994). Os estágios do ciclo 

interativos proposto por Morettin e Toloi (2004) são: 

i) Uma classe geral de modelos é considerada para a análise e especificação; 

ii) Há identificação de um modelo, com base na análise de autocorrelação, 

autocorrelações parciais e outros critérios; 
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iii) A seguir vem a fase de estimação, na qual os parâmetros do modelo identificado 

são estimados; 

iv) Finalmente, a verificação ou diagnóstico do modelo ajustado, por meio de uma 

análise de resíduos, sabendo assim se este é adequado para os fins em vista. 

Seguindo esses passos e o modelo não sendo adequado, o ciclo deverá ser repetido 

voltando à fase inicial, ou seja, volta-se à fase de identificação do modelo, porém, muitos 

modelos poderão ser estimados em uma série, portanto, se a finalidade da estimação é a 

previsão, busca-se o modelo que tiver o menor erro quadrático médio de previsão. 

 

   

 
Figura 8. Etapas da construção do modelo de Previsão pela metodologia Box-Jenkins. 

 

4.2.2.1 Processo Estocástico Estacionário 

 

 Os processos estacionários são uma importante classe dos processos estocásticos, 

podendo ser estritamente estacionário ou fracamente estacionário. A estacionariedade indica 
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se existe o comportamento de processos homogêneos em séries temporais dentre uma faixa, 

com média e variância constante. O objetivo da teoria dos processos estocásticos é o estudo 

daqueles mecanismos dinâmicos que proporcionam meios de análise de uma sequência de 

observações, vista conjunta e interdependentemente em uma sucessão de momentos de tempo, 

as quais são influenciadas por fatores aleatórios (FISCHER, 1982). 

 

 Morettin e Toloi (2004) definem Processos estocásticos como: 

Seja T um conjunto arbitrário, um processo estocástico é uma família Z={Z(t), t ∈ T, Z(t)} 

onde Z é uma variável aleatória. Disso tem-se que Z(t) é uma função de dois argumentos, ou 

seja, Z(t,ω), t ∈ T e ω ∈ Ω, porém é possível que as funções de densidade de probabilidade 

sejam diferentes entre os períodos. Ademais, espera-se que a função de densidade de 

probabilidade de Z(t, ω) seja a mesma para todo t ∈ T. Assim, para cada ω ∈ Ω fixado obtém-

se uma função de t, ou seja, uma série temporal do tipo Z(t). 

 Ainda segundo Morettin e Toloi (2004), há situações que é preciso a utilização de 

modelos com o intuito de descrever séries de tempo, para isso, faz-se necessário seguir 

algumas suposições: 

i) Processos estacionários ou não-estacionários, de acordo com a independência ou não 

relativamente à origem dos tempos; 

ii) Processos normais (Gaussianos) ou não-normais, de acordo com as funções de 

densidade de probabilidade (f. d. p.) que caracterizam os processos; 

iii) Processos Markovianos ou não-Markovianos, de acordo com a independência dos 

valores do processo, em dado instante, de seus valores em instantes precedentes. 

 Segundo Camilo (2012), um processo estocástico Z={Z(t), t ∈ T, Z(t)} diz-se 

estritamente estacionário de primeira ordem, se todas as distribuições de probabilidade finito-

dimensionais permanecem as mesmas em qualquer instante de tempo. 
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F(z1, ..., zn; t1 + Ĳ, ..., tn + Ĳ) = F(z1, ..., zn; t1, ..., tn), 

para quaisquer t1, ..., tn, Ĳ de T. 

 O processo de segunda ordem é a suposição do Box-Jenkins, no qual todas as 

distribuições unidimensionais são invariantes sob translação do tempo, então, tem-se 

esperança µ(t) e variância σ2(t) constante, ou seja, 

E [Z(t)] = µ(t) = µ , Var [Z(t)] = ı2(t) = ı2 e Corr[(Z(t))(Z(t+h))] = μh 

onde a correlação entre lags só depende da defasagem. 

 De acordo com Morettin e Toloi (2004), a maioria das séries encontradas, apresentam 

alguma forma de não estacionariedade e tendências. Portanto, para vários procedimentos e 

análises de séries temporais faz-se necessário que as mesmas sejam estacionárias, sendo 

necessário a utilização de transformações, proporcionando uma série estacionária a prosseguir 

com as aplicações. 

 

4.2.2.2 Função de Autocorrelação Parcial (FACP) 

 

 Segundo Ehlers (2009), uma Função de Autocorrelação Parcial (FACP) pode ser 

identificada com o j-ésimo coeficiente de uma série AR(p), dessa forma tem-se por exemplo 

processos AR(p): 

       

             

      . 

 A FACP, informa a correlação entre a variável no instante t e uma de suas defasagens, 

retirando os efeitos das outras defasagens. 
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4.2.2.3 Modelo Autoregressivo (AR) 

 

 Considerando que {׫t} seja uma variável aleatório com média zero e variância ı²׫. Um 

processo Yt é denominado processo autoregressivo de ordem p, ou AR(p) se 

     

 Os processos autoregressivos podem ser empregados nos modelos de forma razoável, 

assumindo que o valor atual de uma série temporal dependa do seu passado imediato mais um 

erro aleatório. Por meio do operador L como translação para o passado, tem-se   
 

 

podendo ser reescrito como: 

 

              

 

 Dessa forma tem-se um polinômio de ordem p multiplicando Yt, com isso, pode-se 

escrever o modelo AR(p) de forma reduzida 

                             

em que Bp(L) representa um polinômio de L.  A condição de estacionariedade para o processo 

generalizado AR(p) é que o inverso de todas as raízes do polinômio estejam dentro do círculo 

unitário.  
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4.2.2.4 Função de Autocorrelação (FAC) 

 

 É a correlação entre membros de uma série de observações ordenadas no tempo. Logo, 

a Função de Autocorreção (FAC) é derivada da função de autocovariância podendo ser 

definida como:  

                                                                    

que pode ser estimada por: 

                       

  Considerando Ĳ como a defasagem da série. Tendo-se uma série estacionária, então a 

covariância entre Yt e Yt-Ĳ não dependerá de t, bem como as variâncias de Yt e Yt-Ĳ são 

constantes, logo, a equação poderá ser escrita como:  

                

 A FAC caracteriza o desenvolvimento de Yt, ao longo do tempo, mostrando o quão 

forte um valor observado do presente pode estar correlacionado com os valores observados no 

passado, e como também fatores atuais podem afetar valores futuros da variável estocástica. 

Além de encontrar as raízes unitárias, elaborar diagnósticos sobre regressões e escolher 

modelos. 

 

4.2.2.5 Processo de Médias Móveis (MA) 

 

 No processo de médias móveis a variável Yt é uma combinação entre os ׫t ocorridos no 

tempo (t) e (t-1), formando-se um processo conhecido como médias móveis e nesse exemplo 

tem-se uma MA(1). Ehlers (2009) observou que um processo MA(q) pode ser descrito como 

    



44 
 

Utilizando-se o operador Ln׫t = ׫t-n, tem-se que 

                   

 

portanto: 

                     

em que ׫t representa uma sequência independente e identicamente distribuída (i.i.d) com 

média zero e variância ı2
 .q(L) representando um polinômio de Lת e ׫

 No modelo Yt = ׫t – θ1׫t-1, observe que para qualquer valor dado Yt na série, ele é 

diretamente proporcional ao erro aleatório ׫t do período anterior mais um erro aleatório 

corrente. Onde, θ1, θ2, ..., θq são parâmetros das séries MA(q). Sendo assim, qualquer valor da 

série Yt é expresso como uma combinação aritmética dos q erros aleatórios passados mais um 

erro aleatório corrente. A condição na qual garante a invertibilidade de um processo MA(q) é 

que o inverso das raízes do polinômio estejam dentro do círculo unitário. 

 

4.2.2.6 Modelos Autoregressivos de Médias Móveis (ARMA) 

 

 Muitas séries temporais apresentam autocorrelação comportamental mais complexas 

do que autorregressivas ou de médias móveis. Nesta ocasião, o ajuste de modelos regressa a 

sua complexidade, favorecendo o surgimento de vários parâmetros para que a série torne-se 

ruído branco. Por isso muitas vezes é utilizado o modelo ARMA(p,q) que pode ser 

representado como combinação dos modelos AR(p) e MA(q), com isso, obtém-se uma 

representação adequada para o modelo, com um número menor de parâmetros (FIGUEREDO, 

2008). Processos autoregressivos de médias móveis (ARMA) formam uma classe de modelos 

muito úteis e parcimoniosos para descrever dados de séries temporais. O modelo ARMA (p,q) 

será descrito como: 
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,                

Ou,  

                   

Observe que modelos AR(p) ou MA(q) podem ser obtidos quando p = 0 ou q = 0. A 

utilização de modelos ARMA, reside no fato de que em muitas séries há necessidade de 

ambos os termos, tanto autoregressivos quanto de médias móveis, tem-se modelos com 

número de parâmetros reduzido, com gráfico esboçando o decaimento da autocorrelação das 

séries ARMA em formato exponencial e oscilatório.  

 

4.2.2.7 Modelos Autoregressívos Integrados de Médias Móveis (ARIMA) 

 

  Nos casos em que se tem um padrão estacionário na série de dados como visto na 

seção anterior é utilizado a hipótese do modelo ARMA, entretanto, quando se trabalha com 

séries temporais meteorológicas muitas vezes é necessário, a utilização do recurso da 

defasagem na série transformada, para que se possa obter por intermédio de algumas 

diferenciações a estacionariedade da série, daí surge a necessidade da aplicação dos Modelos 

Autoregressivos Integrados de Médias Móveis ou ARIMA (p, d, q).  

A expressão integrado está associado ao conceito de incremento, portanto ao invés de 

se trabalhar com a série original, se trabalha com a defasagem da mesma, aplicando uma 

diferença de ordem d, retirando assim a tendência e induzindo a estacionariedade. Em casos 

que a variável Yt não é estacionária, define-se uma função Z(t), como sendo a primeira 

diferença de Yt, ou seja, 
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nesse caso, considerando-se Z(t) estacionária, então a variável Yt é integrada de ordem 1. 

Tomando d diferenças, pode-se reescrever a equação da seguinte forma: 

 

Logo, a nova variável Z(t) segue um processo ARIMA (p, d, q), ou seja: 

            

 Na prática valores pequenos são em geral especificados para d, sendo d = 1 o valor 

mais frequentemente utilizado, e excepcionalmente d = 2.  

 

4.2.2.8 Modelos ARIMA Integrados Sazonal (SARIMA) 

 

 Estes modelos de séries apresentam autocorrelação sazonal, sendo composto por uma 

parte não sazonal com parâmetros (p, d, q), e outra parte sazonal com parâmetros (P, D, Q), 

onde pode-se observar ocorrência de periodicidade (EHLERS, 2009). Este modelo ARIMA 

sazonal multiplicativo pode ser expresso como, 

 

em que,  
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Portanto, o modelo SARIMA multiplicativo é denotado por SARIMA (p, d, q) x (P, D, 

Q)s onde geralmente os valores de d e D não são maiores a 1. 

 

4.2.2.9 Identificação do Modelo, Estimação e Diagnóstico 

 

 Considerada uma das etapas mais difíceis, a identificação do modelo poderá ser 

realizada por meio da análise de autocorrelação e autocorrelação parcial amostral. Na primeira 

estratégia, faz-se necessário identificar os modelos AR, MA e ARMA observando-se as 

características da FAC e FACP, como visto por Walter (2013).  

Uma vez aplicada a ferramenta FACP para identificação da ordem do AR (p) é 

verificado a possibilidade de prever o próximo valor da série a partir da informação observada 

do último valor, e utilizando o próprio valor de tempos passados. Utilizando a ferramenta 

FAC para identificar a ordem da MA (q) é possível relacionar os erro nas previsões passadas, 

pois o mesmo tenta modelar o passado com o erro já cometido anteriormente. Além da 

verificação dos valores de p e q, será necessário identificar o grau das diferenças de d para os 

modelos do tipo ARIMA (p, d, q).  

 A observação dos critérios AIC (Akaike Information Criterion) e o BIC (Bayesian 

Information Criterion) incorpora um termo de penalidade para o aumento do número de 

parâmetros no modelo. Nota-se que só com a visualização dos gráficos da FAC e FACP é 

difícil a identificação do modelo com aspectos de crescimento e declínio das funções, por 

isso, faz-se o uso do AIC como observado por Lemos (2014). O critério de informação de 

Akaike será expresso por, 
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em que,  é o logaritmo da função de máxima verossimilhança maximizado, e o melhor 

modelo será aquele que apresentar o menor valor de AIC. 

 A presença de p e q, na fórmula do critério AIC, tem por objetivo “punir” os modelos 

com vários parâmetros, tendo em vista que modelos mais parcimoniosos devem ser 

privilegiados, por apresentarem menor número de parâmetros a serem estimados. 

 A comparação de modelos também poderá ser realizada com o BIC, como 

aproximações do fator Bayes. O BIC resolve este problema por meio da introdução de um 

termo de penalidade para o número de parâmetros do modelo, 

                

em que n é o número de observações ou tamanho da amostra, log  é o logaritmo da função de 

máxima verossimilhança para o modelo estimado. Assim como o AIC, o melhor modelo será 

aquele que tiver o menor valor BIC. 

 Para se estimar o modelo é necessário estimadores de máxima verossimilhança 

(EMV), no entanto, há ocasiões em que é necessário realizar procedimentos iterativos de 

estimação não-linear de mínimos quadrados, neste caso as estimativas encontradas são 

empregadas como valores iniciais no procedimento. 

 Na realização de possíveis previsões é necessária a obtenção de um modelo confiável, 

para encontrá-lo, observa-se os pressupostos de validação do modelo pela análise dos gráficos 

FAC e FACP dos resíduos, verificando se as informações residuais encontram-se dentro do 

intervalo de confiança, sendo visto essa observação pode-se afirmar que há ruído branco, 

portanto tem-se uma série de variáveis aleatórias independentes identicamente distribuídas 

com média zero e variância constante. 

 Segundo Camilo (2012) o resíduo nada mais é que a diferença entre a observação e os 

valores ajustados. Assim, como em outros modelos espera-se que os resíduos se distribuam 

aleatoriamente em torno de zero, com variância constante e sejam não correlacionados, 
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porém, há casos em que a variância dos resíduos apresenta-se de forma crescente, sendo 

aconselhável utilizar transformações logarítmicas nos dados para tornar a série estacionária, 

estabilizando assim a variância. 

 Com a motivação da realização de todo o tratamento das devidas equações estatísticas 

das séries temporais a serem estudadas foi proposto a utilização do Software R versão 3.1.2 

(R Development Core Team, 2015), devido a sua facilidade por ser livre, capacidade de 

repetir e reproduzir os vários processos necessários, auxílio das funções e pacotes para 

estimação e predição dos resultados. 

  

5. RESULTADOS E DISCUSSÃO 

 

5.1 APLICAÇÃO DA METODOLOGIA DE BOX-JENKINS 

 

Iniciando as análises dos dados por meio da metodologia de Box-Jenkins é necessário 

investigar a existência da correlação entre um valor de precipitação no passado, com um valor 

igualmente observado no presente, e, por conseguinte a influência dos valores 

contemporâneos aos eventos futuros.  

Obter informações concretas das características da série temporal de cada município 

do Estado é de fundamental importância na compreensão da variável estudada, à vista disso 

realiza-se primeiro uma análise descritiva dos dados pela decomposição das séries em suas 

componentes temporais, descrevendo deste modo a presença de tendência, ciclos, 

sazonalidade e a aleatoriedade.  
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Especificando essas peculiaridades é possível facilitar qualitativamente na 

interpretação de qual tipo de modelo melhor se ajustará a série. A análise da decomposição 

(Figura 9) tem como fundamentação analisar a existência de variância constante numa série 

temporal, afirmando assim a presença ou não de estacionariedade na série. 

A compreensão de qualquer variável a ser estudada é primordialmente importante no 

entendimento de como será realizado o ajuste do modelo a série temporal, por isso a 

necessidade de realizar a decomposição (BAYER E CHECHI, 2012). Dessa forma é 

interessante a obtenção de informações que permitam uma melhor interpretação dos dados, 

como a análise das componentes de tendência, sazonalidade, cíclica e residual. 

Ao verificar a decomposição das séries temporais dos municípios em estudo é possível 

observar pela componente tendência, a ausência de tendência significativa na série, entretanto 

ao ser observado a atuação da componente cíclica incorporada na tendência é possível 

encontrar um padrão de flutuações nas tendências sazonais com escala temporal 

aproximadamente a um ano, com padrões de irregularidade.  

É possível ser observado na componente da sazonalidade um comportamento 

periódico bem definido ao longo do tempo. Como uma das principais fundamentações para 

que se possa prosseguir com estudos de séries temporais é que a série contenha sazonalidade, 

então pode-se dizer que as séries dos municípios estudados se ajusta aos estudos sobre 

modelos de séries temporais. 

 Neste caso, as informações encontradas sobre a ausência de tendência na série e o 

padrão irregular na componente cíclica induz a compreensão de que a série histórica em 

síntese segue um padrão estacionário, entretanto devido a irregularidade na variação cíclica, 

apresenta dependência da sazonalidade que estar bem definida, tornando-se necessário 

realizar uma diferenciação no modelo na parte da sazonal da série.  
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Esta informação sugere a possibilidade da utilização de diferenciação sazonal em 

modelos autoregressivos de médias móveis para séries temporais (SARIMA), como uma saída 

adequada a fim de que se possa encontrar bons prognósticos induzindo dessa maneira, a série 

histórica dos dados a ser independente e identicamente distribuída. 

 No momento em que determina-se a componente aleatório (ruído) da série é de se 

esperar a identificação de características regulares na variação residual dos dados em 

praticamente todos os municípios, correspondendo a idéia em que estes, segue um padrão 

normal. Entretanto, no município de Cabaceiras é observado que a variância dos resíduos se 

distribui de forma irregular, e como a variância tem que seguir um padrão constante, com as 

mesmas características de sua variável, os dados da distibuição pluviométrica deste município 

tem que passar por tratamento de suavização da série pela aplicação logarítimica, induzindo 

desta forma a estabilidade da variância, tornado-a mais homogênea, seguindo o padrão de 

tratamento necessário para que se possa realizar o tratamento dos dados pela metodologia de 

Box-Jenkins. 
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Figura 9. Decomposição da série temporal de precipitação dos municípios paraibanos em 
componentes de tendência, sazonalidade e de aleatoriedade. 

 

 Avaliando a eficácia da estacionariedade das séries, temos que pelo teste de Dickey-

Fuller, no qual os resultados podem ser observados na Tabela 1, a identificação que em todas 

as cidades o p-valor das séries mensais de precipitação foram por volta de 0,01%, e os valores 

da estatística-t variaram entre -8,85 e -12,92. Implicando na rejeição da hipótese nula de raiz 

unitária com nível de significância a 5%, por conseguinte informando a existência de 

estacionariedade nas séries. 

O teste de Phillips-Perron, por ter funcionalidade similar ao do Dickey-Fuller, 

também foi utilizado para checar a hipótese de estacionariedade da série, onde nas cidades em 

estudo o p-valor correspondeu ao valor de 0,01%, enquanto que os valores da estatística-t 

foram encontrados entre -352,81 e -623,19. Rejeitando assim, a hipótese nula da raiz unitária 
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com nível de significância a 5%. Diante desse pressuposto pode-se afirmar, portanto, que as 

séries dos municípios paraibanos são estacionárias.  

 

Tabela 1. Análise de estacionariedade das séries temporais. 

 Dickey-Fuller Phillips-Perron 

Cidades estatística-t p-valor estatística-t p-valor 

Aguiar -12,58 0,01 -373,48 0,01 

Alhandra -9,02 0,01 -352,81 0,01 

Areia -11,01 0,01 -444,73 0,01 

Bananeiras -9,57 0,01 -419,20 0,01 

Bonito de Santa Fé -10,49 0,01 -406,81 0,01 

Cabaceiras -8,85 0,01 -623,19 0,01 

Campina Grande -10,79 0,01 -480,99 0,01 

Conceição -12,92 0,01 -425,01 0,01 

Imaculada -11,23 0,01 -470,59 0,01 

Itabaiana -10,00 0,01 -492,01 0,01 

Mamanguape -9,37 0,01 405,10 0,01 

Nova Olinda -10,79 0,01 -384,44 0,01 

Patos -11,77 0,01 -421,78 0,01 

Princesa Isabel -10,29 0,01 -412,16 0,01 

Santa Luzia -11,65 0,01 -401,35 0,01 

São João do Tigre -9,60 0,01 -551,30 0,01 

Sapé -10,57 0,01 -490,02 0,01 

Soledade -11,74 0,01 -591,10 0,01 

 

Obtendo a afirmação de que as séries apresentam estacionariedade, deste modo é 

verificável a ocorrência de equilíbrio estável, por sua vez os valores das precipitações no 

decorrer do tempo são encontrados nas proximidades da média. Caso não fosse encontrada 
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essa característica necessária, seria induzida a diferenciação dos valores com a finalidade de 

tornar a série estacionária.  

 Duru et al. (2012), também utilizaram os testes da raiz unitária de Dickey-Fuller e 

Phillips Perron, na modelagem das séries temporais, encontrando como resultado a 

estacionariedade da série, comprovando os bons resultados e a importância do uso para se 

prosseguir com as análises. Esses testes também foram utilizados por Sarker et al. (2012), nas 

séries temporais com o intuito de analisar as mudanças climáticas na cidade de Bangladesh. 

Vale salientar que uma determinada série pode conter algum tipo de inclinação, com 

periodicidade variável entre curta ou longa, associada ou não a determinada forma de 

sazonalidade. Sendo necessária a avaliação deles também por testes não paramétricos como o 

de Mann-Kendall e o teste de Friedman. 

Analisando então o teste de Mann-Kendall nas séries de precipitação em todos os 

municípios paraibanos é necessário calcular em cada caso o valor tau de Kendall (Tabela 2) 

baseado na hipótese nula de que não há tendência correspondente à série dentre a hipótese 

alternativa que indica a existência de tendência.  

Desse modo, o estudo indica ocorrência de tendência positiva de precipitação nos 

municípios de Alhandra, Cabaceiras, Imaculada, Patos, Sapé e Soledade, porém sem 

significância estatística, em alguns municípios como Aguiar, Areia e São João do Tigre, há 

significância estatística, entretanto o valor de tau é muito baixo sendo assim rejeitado a 

hipótese de tendência aceitável. Nos municípios restantes, não há valor de tau significativo, 

tão quanto do p-valor.  
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Tabela 2. Tendências e sazonalidades das séries temporais. 

 Mann-Kendall Friedman 

Cidades tau p-valor Х2 p-valor 

Aguiar -0,00429 0,8462 588,94 <0,0001 

Alhandra 0,09420 <0,0001 533,26 <0,0001 

Areia 0,00289 0,8934 464,29 <0,0001 

Bananeiras 0,03420 0,1134 480,55 <0,0001 

Bonito de Santa Fé 0,05310 0,0157 525,55 <0,0001 

Cabaceiras 0,14100 <0,0001 336,31 <0,0001 

Campina Grande 0,03880 0,0723 434,84 <0,0001 

Conceição 0,05020 0,0229 514,67 <0,0001 

Imaculada 0,06140 0,0053 495,12 <0,0001 

Itabaiana 0,02340 0,2782 390,10 <0,0001 

Mamanguape 0,01990 0,3561 418,63 <0,0001 

Nova Olinda 0,02730 0,2159 566,35 <0,0001 

Patos 0,06890 0,0019 518,26 <0,0001 

Princesa Isabel 0,01240 0,5714 514,91 <0,0001 

São João do Tigre -0,00136 0,9513 367,92 <0,0001 

Santa Luzia 0,04590 0,0394 509,30 <0,0001 

Sapé 0,05600 0,0095 485,21 <0,0001 

Soledade 0,09640 <0,0001 390,95 <0,0001 

 

 Portanto, a interpretação do teste de Mann-Kendall, concede uma visão interessante 

sobre a precipitação no Estado, por indicar tendência sem significância estatística em todos os 

municípios durante os doze meses observados a cada ano (Tabela 2), enquanto ao mesmo 

tempo, demonstra alguns padrões típicos de sazonalidades diferenciadas, e tendências neutras 

por volta da média climatológica de cada cidade, como observado na Figura B1. 

 Karmeshu (2012) concorda com a avaliação e os resultados obtidos pelo teste de 

Mann-Kendall, em seu estudo sobre temperatura encontrou tendências significativas em três 

dos nove estados do nordeste americano, enquanto que na análise da precipitação em todas as 
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cidades observou-se tendência, no entanto com baixa significância estatística, citando que isso 

pode ocorrer devido à alta variabilidade na distribuição da precipitação. 

 Trabalhando com a metodologia de séries temporais e buscando analisar a tendência 

de poluentes na estação urbana de Kolkata na Índia, Chaudhuri e Dutta (2014) encontraram 

tendências de aumento nos poluentes, e sazonalidade mensal, aplicando os testes de Mann-

Kendall e Friedman, examinando assim a relação entre a concentração de aerossol e 

distribuição da poluição antropogênica. 

 O teste de Friedman apresenta como pré-requisito à obtenção do cálculo da 

sazonalidade determinística, identificando assim ausência de tendências na série temporal, 

como já analisado anteriormente pelo método de Mann-Kendall e pela análise de 

decomposição (Figura 8). Consequentemente, as séries de todas as cidades estão aptas aos 

cálculos do teste, onde a hipótese nula do teste de Friedman, indica que não há sazonalidade 

determinística, e, por conseguinte a hipótese alternativa sugere que há sazonalidade 

determinística, sendo assim, caso encontrado p-valor diferente de zero pode-se afirmar a 

existência de sazonalidade. 

 Uma vez executado o teste não-paramétrico de Friedman (Tabela 2), obtém-se a 

análise estatística, no qual pode ser observado que para todos os municípios o p-valor é 

finitamente pequeno, alcançando valores próximos a zero, confirmando dessa maneira a 

existência de sazonalidade na série, por conseguinte é rejeitado a hipótese nula de que não há 

sazonalidade determinística.  

 Adhikari e Agrawal (2014) empregaram o teste de Friedman em seus estudos, 

estimando assim a captura de sazonalidade nos dados, notaram ao mesmo tempo, que a 

combinação de testes e critérios demonstra melhoria na qualidade da previsão, mesmo em 
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algumas combinações simples os resultados esperados foram melhores do que imaginado 

pelos autores.  

Diante do pressuposto de que existe a necessidade de se estudar o comportamento da 

sazonalidade, temos que o modelo a ser trabalhado será o SARIMA, no qual é pretendido 

obter como resposta, ao modelar as séries históricas, um determinado padrão no âmbito das 

precipitações do Estado da Paraíba. 

 

Tabela 3. Distinção dos melhores modelos SARIMA, baseado no valor mínimo dos critérios 
AIC e BIC. 

Cidades Modelo AIC BIC EQM (mm) 

Aguiar (1,0,1)×(1,1,1)12 10932,18 10956,45 75 

Alhandra (1,0,2)×(1,1,1)12 11415,66 11444,79 96,9 

Areia (1,0,1)×(1,1,1)12 10874,66 10898,93 72,14 

Bananeiras (1,0,2)×(1,1,1)12 10787,53 10816,65 69,37 

Bonito de Santa Fé (3,0,3)×(1,1,1)12 10851,05 10894,74 71,85 

Cabaceiras (2,0,2)×(1,1,1)12 3350,66 3384,64 3,91 

Campina Grande (1,0,1)×(1,1,1)12 10124,27 10148,54 49,15 

Conceição (2,0,1)×(1,1,1)12 10526,77 10555,90 59,97 

Imaculada (1,0,1)×(1,1,2)12 10454 10483,13 57,75 

Itabaiana (1,0,1)×(1,1,1)12 10118,44 10142,71 48,89 

Mamanguape (1,0,1)×(1,1,1)12 11225,36 11249,64 86,78 

Nova Olinda (1,0,2)×(1,1,2)12 10866,92 10900,91 71,96 

Patos (1,0,2)×(1,1,1)12 10766,21 10795,33 68,57 

Princesa Isabel (1,0,2)×(1,1,1)12 10678,89 10708,02 65,08 

São João do Tigre (2,0,1)×(1,1,1)12 10140,35 10169,48 48,93 

Santa Luzia (1,0,1)×(1,1,1)12 10311,28 10335,56 54,20 

Sapé (1,0,1)×(1,1,1)12 10752,56 10776,83 68,44 

Soledade (1,0,1)×(1,1,2)12 9887,36 9916,68 43,45 
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Logo após a observação das características dos modelos em cada série, em que são 

confirmadas suas devidas estacionariedades, assim como ausência de tendências 

significativas, e consequentemente a existência de sazonalidade. Pode ser dito então que há 

informações suficientes, para que se possa trabalhar na segunda etapa do método de Box-

Jenkins, etapa na qual se analisa a estimação e testes dos melhores modelos, resultando em 

um modelo final no qual consegue assimilar as características de cada cidade, tornando-se 

ideal na realização de prognósticos.  

 Dando seguimento a metodologia, o próximo passo foi o estabelecimento de dez 

modelos, sobre o ajuste do modelo SARIMA que explica a melhor adequabilidade dos 

modelos pelas análises dos critérios adquiridos a todos os municípios (Tabela B1), ajustou-se 

os possíveis modelos de ordem autorregressiva (p e P), que descrevem a possibilidade de 

realizar a previsão do próximo mês utilizando os dados observados do mês presente e do ano 

anterior, as médias móveis (q e Q) que possibilitam a elaboração da previsão verificando os 

erros já cometidos em previsões anteriores e suas respectivas diferenças (d e D) menores ou 

iguais a 1, para poder induzir a estacionariedade na série histórica ou apenas em períodos 

sazonais. Obtendo desta forma uma otimização na previsão pela adequação do histórico da 

série aos cálculos do modelo, satisfazendo a metodologia de Box-Jenkins. 

Deste modo foi decidido pela escolha do modelo em que descrevesse a melhor 

representação das séries temporais de cada cidade, apresentando o menor valor de AIC e BIC, 

e, por conseguinte os seus respectivos Erros Quadráticos Médios (EQM), com a finalidade de 

realizar os prognósticos ao término das análises residuais.  

Os melhores modelos correspondentes ao processos que caracterizam a série de cada 

município em questão podem ser bem identificados na Tabela 3, já as estimativas dos 

parâmetros obtidos por meio da adequabilidade dos modelos, no qual informa os coeficientes 

que se ajusta na equação do modelo para a realização da previsão, encontra-se na Tabela 4.  
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Tabela 4. Coeficientes dos modelos SARIMA. 

Cidades Parâmetros 

Aguiar Ẑ = 0,4129 × Zt-1 – 0,2505 × εt-1 + 0,1119 × Zts-1 – 0,9673 × εts-1 

Alhandra Ẑ = 0,9632 × Zt-1 – 0,7119 × εt-1 – 0,1815 × εt-2 + 0,0369 × Zts-1 – 0,9628 × εts-1 

Areia Ẑ = 0,6387 × Zt-1 – 0,5075 × εt-1 + 0,0987 × Zts-1 – 0,9999 × εts-1 

Bananeiras Ẑ = 0,8561 × Zt-1 – 0,6520 × εt-1 – 0,1088 × εt-2 + 0,0455 × Zts-1 – 0,9760 × εts-1 

Bonito de Santa 
Fé 

Ẑ = 0,4448 × Zt-1 + 0,4015 × Zt-2 + 0,1381 × Zt-3 – 0,3099 × εt-1 – 0,3671 × εt-2 – 0,2654 × εt-

3 + 0,0334 × Zts-1 – 0,9509 × εts-1 

Cabaceiras 
Ẑ = 1,4409 × Zt-1 – 0,4432 × Zt-2 – 1,2348 × εt-1 + 0,2602 × εt-2 + 0,0439 × Zts-1 – 0,9979 × 

εts-1 

Campina Grande Ẑ = – 0,0083 × Zt-1 + 0,1262 × εt-1 – 0,0250 × Zts-1 – 0,9445 × εts-1 

Conceição Ẑ = 0,6515 × Zt-1 + 0,0069 × Zt-2 – 0,5917 × εt-1 + 0,0866 × Zts-1 – 1 × εts-1 

Imaculada Ẑ = 0,7857 × Zt-1 – 0,6820 × εt-1 – 0,9302 × Zts-1 – 0,0074 × εts-1 – 0,9735 × εts-2 

Itabaiana Ẑ = 0,6098 × Zt-1 – 0,4416 × εt-1 + 0,0150 × Zts-1 – 0,9646 × εts-1 

Mamanguape Ẑ = 0,2449 × Zt-1 + 0,0480 × εt-1 + 0,0877 × Zts-1 – 1 × εts-1 

Nova Olinda 
Ẑ = 0,9770 × Zt-1 – 0,8408 × εt-1 – 0,1016 × εt-2 + 0,8181 × Zts-1 – 1,7290 × εts-1 + 0,7290 × 

εts-2  

Patos Ẑ = 0,9537 × Zt-1 – 0,8024 × εt-1 – 0,1142 × εt-2 + 0,0166 × Zts-1 – 0,9773 × εts-1 

Princesa Isabel Ẑ = 0,8993 × Zt-1 – 0,0942 × εt-1 – 0,0942 × εt-2 – 0,0549 × Zts-1 – 0,9931 × εts-1 

São João do 
Tigre 

Ẑ = 1,0649 × Zt-1 – 0,0980 × Zt-2 – 0,9293 × εt-1 + 0,0847 × Zts-1 – 1 × εts-1 

Santa Luzia Ẑ = 0,3664 × Zt-1 – 0,1688 × εt-1 + 0,0169 × Zts-1 – 0,9549 × εts-1 

Sapé Ẑ = 0,8269 × Zt-1 – 0,7449 × εt-1 – 0,0008 × Zts-1 – 0,9505 × εts-1 

Soledade Ẑ = 0,6132 × Zt-1 – 0,5389 × εt-1 – 0,7345 × Zts-1 – 0,1317 × εts-1 – 0,7248 × εts-2 
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Estes critérios auxiliam no aperfeiçoamento e distinção dos modelos, como tão bem 

aplicados por Chechi e Bayer (2012) nas suas análises de séries temporais, demonstrando pela 

avaliação dos critérios AIC, BIC e o EQM, a obtenção de uma modelagem adequada, 

fomentando a investigação dos dados climatológicos e acurácia das previsões dentro e fora do 

intervalo dos valores observados, captando a variabilidade das séries. Zou e Yang (2004) 

observaram que a utilização dos critérios AIC e BIC diminui a incerteza na seleção dos 

modelos.  

Após o ajuste da série dos diferentes tipos de modelos e a devida escolha do melhor a 

ser ajustado perante cada cidade, tem-se que pelo auxílio dos critérios, a observação de uma 

diferença sazonal em todos os modelos, seguida pela ausência da diferença de primeira 

ordem. Devida a esta organização, pode ser observado valores próximo de AIC e BIC, com o 

menor valor do parâmetro a ser estimado igual a quatro e o maior igual a oito, representado 

respectivamente pelos modelos SARIMA(1,0,1)×(1,1,1)12  e o modelo SARIMA(3,0,3)×(1,1,1)12.  

O modelo SARIMA(1,0,1)×(1,1,1)12 foi detectado como o que se adequou melhor nas 

simulações dos termos de representatividade, por ser encontrado em sete das dezoito cidades 

analisadas do Estado, caracterizando assim a expressividade da forma do modelo ao ser 

comparado com as outras cidades. 

Analisando os resultados relacionados ao teste de Ljung-Box-Pierce é notado que o p-

valor indica evidências de autocorrelação ao longo do tempo, deste modo sugerindo que as 

características das séries possam estar descritas apropriadamente pelos modelos (Tabela B2). 

Os gráficos do p-valor (Figura 10), demonstram em todas as cidades, que os modelos 

conseguiram capturar bem a distribuição das séries de precipitação, pois todos os dez valores 

de lag (defasagem) encontram-se acima da faixa azul pontilhada, esta interpretação análoga 

foi de modo pertinente na explanação dos resultados de Alan et al. (2014), aonde examinaram 

por modelos estocástico, previsões sazonais de precipitação na região central da Índia.  
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Esta faixa azul, representa a distribuição dos lags com grau de liberdade ao nível de 

5% de significância. Devido aos menores valores encontrados situarem acima desta faixa, 

assim como bem esclarecido na descrição da Tabela B2, se aceita a hipótese nula de que as 

séries são independentes e identicamente distribuídas (i.i.d).  

 Pode ser averiguado pela análise residual a hipótese da normalidade nas séries de 

dados em virtude da independência encontrada e a significância estatística do p-valor do teste 

de Ljung-Box-Pierce, como tão bem observado por Hall e McAller (1989) e Bosque (2014). 

Portanto, conclui-se que os modelos de todas as cidades estão aptos a realização dos 

procedimentos de previsões e prognósticos, finalizando as análises da segunda fase da 

metodologia aplicada.  
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Figura 10. Análise resídual dos modelos escolhidos para cada município. 
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Identificado os modelos característicos de cada série temporal, o próximo passo foi 

calcular e analisar o comportamento das previsões, avançando assim, a terceira fase da 

metodologia de Box-Jenkins. Deste modo será utilizado o pacote forecast (HYNDMAN e 

KOSTENKO, 2007) no software R, com o intuito de realizar os processos interativos 

computacionais, que por sua vez estimará as previsões mensais dos meses nos quais 

representam o primeiro quadrimestre de 2015.  

Aplicando o pacote forecast, obtém-se a previsão média representativa de cada 

localidade, associada aos seus intervalos inferiores e superiores a 80% de confiança, assim 

como também aos intervalos inferiores e superiores a 95% de confiança, de ocorrência das 

precipitações (Tabela 5). Estes intervalos estimam com certa confiança, a possível variação da 

precipitação nos municípios do Estado, a importância neste intervalo pode ser dita maior do 

que o próprio valor predito em anos onde há conhecimento de anomalias atmosféricas e/ou 

oceânicas.  

 A análise dos intervalos de confiança passa a ser vista de forma mais séria, quando há 

persistência periódica nas anomalias climáticas, interferindo extremamente no clima, tanto em 

escala global, como também na escala local, pois como os modelos podem fazer regressão ao 

ano anterior, ou a depender do valor do número dos parâmetros sazonais P e Q, podendo ser 

anos anteriores, para a realização das previsões, existe a possibilidade da previsão não se 

caracterizar tão boa, ao ser feita uma previsão de um ano de El Niño, onde utilizou 

informações periódicas de anos de transição ou anos de La Niña como exemplo.   

Deste modo, havendo persistência fora da normalidade de um evento meteorológico, a 

melhor maneira de avaliar o prognóstico calculado é a de que, o possível valor da precipitação 

permaneça entre o previsto e um intervalo máximo ou mínimo, a depender da característica da 

intensidade do evento climático determinante na região.   
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Tabela 5. Previsão, intervalos de confiança e o valor observado da precipitação 
correspondente ao ano de 2015 (El Niño). 

Cidade Período 
Previsão 
(mm) 

<80% 
(mm) 

>80% 
(mm) 

<95% 
(mm) 

>95% 
(mm) 

Observado 
(mm) 

Aguiar 

Jan/2015 109,8 13,1 206,6 0 257,8 52,4 

Fev/2015 141,5 43,4 239,5 0 291,4 58,0 

Mar/2015 229,7 131,4 328,0 79,4 380,0 282,8 

Abr/2015 190,1 91,8 288,4 39,8 340,4 91,2 

Alhandra 

Jan/2015 109,2 0 234,2 0 300,4 74,3 

Fev/2015 151,9 23,1 280,8 0 349,0 103,6 

Mar/2015 211,5 82,4 340,6 14,1 409 314,6 

Abr/2015 270,5 141,2 399,8 72,7 468,2 50,2 

Areia 

Jan/2015 69,4 0 163,0 0 212,6 50,9 

Fev/2015 100,4 6 194,8 0 244,7 65,0 

Mar/2015 148,3 53,6 243,1 3,4 293,2 133,3 

Abr/2015 159,5 64,6 254,4 14,4 304,6 45,3 

Bananeiras 

Jan/2015 83,1 0 172,6 0 219,9 15,5 

Fev/2015 97,8 6,4 189,1 0 237,5 66,6 

Mar/2015 155,3 63,8 246,8 15,3 295,3 163,3 

Abr/2015 163 71,3 254,6 22,7 303,2 85,1 

Bonito de Santa 
Fé 

Jan/2015 124,0 31,4 216,7 0 265,8 17 

Fev/2015 156,3 62,8 249,8 13,3 299,3 73,7 

Mar/2015 199,2 105,3 293,1 55,6 342,8 261,7 

Abr/2015 163 71,3 254,6 22,7 303,2 85,1 

Cabaceiras 

Jan/2015 7,6 1,3 44,3 0,5 112,9 0 

Fev/2015 19,9 3,3 121,1 1,3 314,6 12,2 

Mar/2015 34,0 5,5 209 2,1 546,2 1,5 

Abr/2015 40,5 6,6 250,2 2,5 655,5 7,6 

Campina 
Grande 

Jan/2015 46,7 0 110,1 0 143,7 14,0 

Fev/2015 66,0 2,2 129,9 0 163,6 16,8 

Mar/2015 98,3 34,5 162,1 0,7 195,9 96,8 

Abr/2015 96,7 32,9 160,5 0 194,3 31,8 

Conceição Jan/2015 96,5 18,7 174,3 0 215,5 19,6 
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Fev/2015 133,7 55,8 211,7 14,5 253 20,5 

Mar/2015 184,8 106,7 262,8 65,4 304,1 220,4 

Abr/2015 125,3 47,2 203,4 5,9 244,7 52,8 

Imaculada 

Jan/2015 81,4 6,7 156,1 0 195,7 10,7 

Fev/2015 90,4 15,3 165,5 0 205,3 43,3 

Mar/2015 171,5 96,2 246,9 56,3 286,8 248,1 

Abr/2015 141,2 65,7 216,7 25,7 256,7 47,6 

Itabaiana 

Jan/2015 71,8 8,8 134,9 0 168,3 47,5 

Fev/2015 72,8 8,9 136,8 0 170,6 30,6 

Mar/2015 94,4 30,1 158,6 0 192,6 123,6 

Abr/2015 109,2 44,8 173,6 10,7 207,6 15,2 

Mamanguape 

Jan/2015 71,2 0 183,8 0 243,4 50,5 

Fev/2015 95,9 0 213,2 0 275,3 68,4 

Mar/2015 140,6 22,9 258,2 0 320,4 242,7 

Abr/2015 179,6 61,9 297,2 0 359,5 41 

Nova Olinda 

Jan/2015 99,3 5,9 192,7 0 242,1 20,4 

Fev/2015 152,8 58,5 247 8,7 296,8 36,8 

Mar/2015 223,1 128,8 317,4 78,9 367,3 221,3 

Abr/2015 152,7 58,4 247 8,4 296,9 80 

Patos 

Jan/2015 82,6 0 171,1 0 217,9 18,3 

Fev/2015 122,4 32,9 211,9 0 259,3 187,1 

Mar/2015 201,3 111,8 290,9 64,4 338,3 144,8 

Abr/2015 155,3 65,8 244,9 18,4 292,3 109,5 

Princesa Isabel 

Jan/2015 95,4 11,1 179,6 0 224,2 36,1 

Fev/2015 128,6 43,2 214,0 0 259,2 56,4 

Mar/2015 194,9 109,4 280,5 64,1 325,7 144,5 

Abr/2015 155,8 70,2 241,5 24,9 286,3 58,1 

São João do 
Tigre 

Jan/2015 30,5 0 94,0 0 127,6 0 

Fev/2015 56,9 0 120,9 0 154,9 33,2 

Mar/2015 100,6 36,5 164,8 2,5 198,7 53,1 

Abr/2015 87,2 23,0 151,4 0 185,4 79 

Santa Luzia Jan/2015 48,7 0 118,6 0 155,6 0 
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Fev/2015 84,3 13,1 155,6 0 193,3 60,7 

Mar/2015 132,3 60,9 203,8 23,1 241,6 171,6 

Abr/2015 123 51,5 194,4 13,7 232,2 120 

Sapé 

 

Jan/2015 72,1 0 160,4 0 207,1 72 

Fev/2015 86,0 0 174,6 0 221,5 36,6 

Mar/2015 112,6 23,8 201,3 0 248,3 245 

Abr/2015 133,3 44,4 222,2 0 269,3 45,2 

Soledade 

Jan/2015 41,6 0 97,6 0 127,3 7,8 

Fev/2015 59,1 2,9 115,3 0 145,1 45,3 

Mar/2015 77,7 21,5 134 0 163,8 - 

Abr/2015 72,9 16,6 129,2 0 159 - 

 

 O fenômeno do El-Niño é um dos principais responsáveis pela diminuição da 

precipitação no Estado da Paraíba (KOUSKY, 1979; ALVES, 1992; FERREIRA, 2005; 

FREIRE et al., 2011). No ano de 2015 este fenômeno foi considerado como um dos maiores 

da história (NOAA)2, desta maneira ao ser analisada as informações da parte estimada e a 

observada (Tabela 5), tem-se a comprovação de que a maioria dos valores observados, em 

todos os municípios estão dentre os valores da previsão e o intervalo mínimo de 

confiabilidade a 80% da precipitação. 

Devido a sobrestimação dos modelos, foram observados nos municípios de Aguiar, 

Bonito de Santa Fé e Conceição, ambos localizados a sudoeste do Estado, valores menos 

significativos de previsibilidade. Entretanto os municípios onde se obteve os melhores valores 

de previsão, ou seja, uma melhor similaridade da previsão com os valores observados de 

precipitação foram os municípios de Areia, Itabaiana, Mamanguape, São João do Tigre e 

Santa Luzia.  

                                                           
2 NOAA-National Oceanic and Atmospheric Administration, 2015. Disponível em: 

<http://sealevel.jpl.nasa.gov/elnino2015/1997vs2015-animated.gif> 
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Nestes municípios é possível observar que ao menos em dois meses do quadrimestre, 

valores semelhantes aos reais encontrados, mesmo assim, é notável que apesar da 

proximidade, a previsão superestima em poucos milímetros a precipitação de alguns 

municípios. Nos demais municípios não citados, observa-se ao menos uma similaridade na 

previsão ou valores próximos aos observados em cada estação representativa.  

Portanto, evidenciando assim a eficiência da metodologia de Box-Jenkins e a sua 

conjectura na adequação dos modelos, mesmo em períodos onde há eventos meteorológicos 

que possa fugir da normalidade os valores de precipitação, o mesmo conseguiu captar a 

previsibilidade para a grande maioria dos respectivos municípios utilizados na realização das 

observações deste estudo. 

 Após ser verificado superestimação da precipitação em determinados municípios, 

surgiu o interesse de avaliar o comportamento dos modelos em período de La Niña forte e 

período neutro onde não há intensidade forte da anomalia de temperatura no Oceano Pacífico 

Equatorial, conseguindo assim examinar a significância dos modelos em períodos diferentes 

de anomalias e normalidade nos Oceanos. 

 Iniciando a avaliação comportamental do período de La Niña forte, escolheu-se o ano 

de 2011 (Tabela 6) para realizar as devidas observações. É notado que nos meses de janeiro, 

fevereiro e abril a previsão subestima em quase todos os municípios os valores observados de 

precipitação, enquanto que no mês de março a previsão superestima os valores reais de 

precipitação. 

 A previsão obteve valor similar ao observado em pelo menos um mês em quase todos 

os municípios do Estado, a exceção foram os municípios de Alhandra, Bonito de Santa Fé, 

Nova Olinda e Sapé. Este ocorrido se deve a subestimação dos modelos para os meses de 
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janeiro e fevereiro, e concomitantemente a superestimação associado aos meses de março e 

abril.  

 O município com a previsão mais satisfatória ou próxima da realidade foi Itabaiana, a 

similaridade entre o valor previsto e o observado são bastante significativos, tanto no ponto de 

vista meteorológico tão quanto ao ponto de vista estatístico. Dando seguimento na observação 

dos municípios com valores significativos de precipitação, têm-se Bananeiras, Cabaceiras, 

Campina Grande, Conceição, Santa Luzia e Soledade, os demais municípios não citados, 

obtiveram ao menos uma previsão mensal similar à precipitação observada. 

 

Tabela 6. Previsão, intervalos de confiança e o valor observado da precipitação 
correspondente ao ano de 2011 (La Niña). 

Cidade Período 
Previsão 
(mm) 

<80% 
(mm) 

>80% 
(mm) 

<95% 
(mm) 

>95% 
(mm) 

Observado 
(mm) 

Aguiar 

Jan/2011 143,7 45,7 241,6 0 293,5 323,9 

Fev/2011 151,0 51,8 250,2 0 302,8 151,7 

Mar/2011 214,3 115,0 313,7 62,3 366,3 88,7 

Abr/2011 203,5 104,1 302,9 51,4 355,5 176,6 

Alhandra 

Jan/2011 66,7 0 189,6 0 254,7 200,7 

Fev/2011 103,1 0 229,5 0 296,4 167,8 

Mar/2011 176,5 49,8 303,1 0 370,1 65,2 

Abr/2011 214,6 87,8 341,4 20,7 408,6 462,6 

Areia 

Jan/2011 75,2 0 168,2 0 217,5 140,7 

Fev/2011 86,3 0 180,1 0 229,7 48,5 

Mar/2011 153,5 59,4 247,6 9,5 297,5 67,6 

Abr/2011 168,8 74,5 263 24,6 313 280,2 

Bananeiras 

Jan/2011 64 0 152,9 0 199,9 191,1 

Fev/2011 74,9 0 165,8 0 213,8 111,7 

Mar/2011 146,9 55,9 237,9 7,8 286,1 198,1 

Abr/2011 167,2 76 258,3 27,8 306,5 195,6 
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Bonito de Santa 
Fé 

Jan/2011 153,1 59,7 246,5 10,2 295,9 200,2 

Fev/2011 171,4 77,1 265,6 27,3 315,5 336,8 

Mar/2011 201,9 107,3 296,6 57,1 346,7 41 

Abr/2011 165 70,3 259,7 20,1 309,9 101,6 

Cabaceiras 

Jan/2011 15,6 2,7 91,2 1 232,4 89,4 

Fev/2011 27,7 4,5 168,1 1,7 436,8 1,4 

Mar/2011 52,5 8,6 322,4 3,3 842,3 96,3 

Abr/2011 49,2 8 303,4 3 794,5 85,9 

Campina 
Grande 

Jan/2011 52,1 0 115,8 0 149,5 17,1 

Fev/2011 70,8 6,7 134,9 0 468,9 15,6 

Mar/2011 109,6 45,5 173,8 11,6 207,7 142,5 

Abr/2011 105,1 41 169,2 7 203,2 84,7 

Conceição 

Jan/2011 110,4 31,5 189,3 0 231,1 123 

Fev/2011 146,5 67,5 225,6 25,7 267,4 178,1 

Mar/2011 179,9 100,8 259 59 300,9 76,3 

Abr/2011 140,2 61 219,3 19,1 261,2 106 

Imaculada 

Jan/2011 103,4 28,1 178,6 0 218,5 146,3 

Fev/2011 96,1 20,5 171,7 0 211,8 156,4 

Mar/2011 172 96,2 247,9 56 288 69,6 

Abr/2011 148,6 72,7 224,6 32,4 264,8 91,3 

Itabaiana 

Jan/2011 44,5 0 107,7 0 141,1 48,8 

Fev/2011 53,9 0 117,9 0 151,8 72,4 

Mar/2011 91,8 27,4 156,2 0 190,2 75,9 

Abr/2011 108,6 44,1 173,1 10 207,3 124,2 

Mamanguape 

Jan/2011 72,1 0 184,8 0 244,5 140,3 

Fev/2011 85,4 0 202,5 0 264,5 169,9 

Mar/2011 140,3 22,9 257,7 0 319,8 126,7 

Abr/2011 181,7 64,3 299,1 2,2 361,3 299,6 

Nova Olinda 

Jan/2011 128,1 33,7 222,5 0 272,5 247,2 

Fev/2011 168,2 73,2 263,1 23 313,4 323,2 

Mar/2011 246,1 150,9 341,4 100,5 391,8 64,4 

Abr/2011 169,3 73,9 264,7 23,4 315,2 91 
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Patos 

Jan/2011 105 16,7 193,3 0 240 221 

Fev/2011 130,8 41,6 220 0 267,2 183,6 

Mar/2011 201,6 112,3 290,8 65,1 338,1 73 

Abr/2011 165,8 76,5 255,1 29,3 302,3 182,6 

Princesa Isabel 

Jan/2011 92,1 6,9 177,2 0 222,3 165,5 

Fev/2011 131,8 45,5 218 0 263,7 206,4 

Mar/2011 206,7 120,4 293,1 74,7 338,8 132,2 

Abr/2011 155,5 69 241,9 23,2 287,7 198 

São João do 
Tigre 

Jan/2011 63,1 0 127,2 0 161,2 150,9 

Fev/2011 71,1 6,4 135,7 0 169,9 99,5 

Mar/2011 118,6 53,9 183,3 19,7 217,6 74,2 

Abr/2011 105,5 40,7 170,2 6,4 204,5 30,5 

Santa Luzia 

Jan/2011 62,1 0 132,9 0 170,4 89,5 

Fev/2011 90,8 18,7 162,9 0 201,1 126,7 

Mar/2011 146,5 74,3 218,8 36 257 108,4 

Abr/2011 129,4 57,1 201,6 18,8 239,9 175,4 

Sapé 

 

Jan/2011 50,3 0 137,1 0 183 176,2 

Fev/2011 61,9 0 148,8 0 194,9 131 

Mar/2011 117,5 30,4 204,7 0 250,8 65,1 

Abr/2011 130,6 43,3 217,9 0 264,1 240,8 

Soledade 

Jan/2011 61,3 4,9 117,7 0 147,6 108,3 

Fev/2011 56,1 0 112,6 0 142,5 70,9 

Mar/2011 98,1 41,5 154,7 11,6 184,6 97,2 

Abr/2011 77,9 21,3 134,5 0 164,4 134,7 

 

 

 Analisando o ano regular de 2001 (Tabela 7), no qual houve transição de um El Niño 

fraco para uma La Niña fraca, é constatado que a previsão das precipitações no quadrimestre 

fora obtida aproximadamente em quase todos os municípios em ao menos um mês, com 

exceção de Alhandra, Bonito de Santa Fé e Nova Olinda, pois os modelos característicos a 

esses respectivos municípios superestimaram na previsão, os valores observados de janeiro, 
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fevereiro e abril, enquanto subestimaram para o mês de março, os valores reais de 

precipitação.  

 Os municípios de Areia, Bananeiras e Cabaceiras se destacam pela boa similaridade 

dos resultados obtidos na previsão com os observados nas estações, enquanto que nos 

municípios de Aguiar, Campina Grande, Mamanguape, Patos, Princesa Isabel, São João do 

Tigre e Sapé foi encontrado um valor mensal de previsão similar com os observados em cada 

estação e associado a pelo menos outra observação mensal próximo da realidade. Os demais 

municípios obtiveram pelo menos em um dos quatro meses analisados, valor de previsão 

mensal aproximada ao observado, destarte pode ser observado que os modelos melhoram a 

qualidade das previsões para os municípios em anos normais. 

 

Tabela 7. Previsão, intervalos de confiança e o valor observado da precipitação 
correspondente ao ano de 2001 (Neutro). 

Cidade Período 
Previsão 
(mm) 

<80% 
(mm) 

>80% 
(mm) 

<95% 
(mm) 

>95% 
(mm) 

Observado 
(mm) 

Aguiar 

Jan/2001 109,2 11,9 206,5 0 258 7,5 

Fev/2001 158,7 60,2 257,2 8,1 309,4 153,2 

Mar/2001 226,2 127,4 325,0 75,1 377,4 268,8 

Abr/2001 230,5 131,6 329,4 79,2 381,8 102,1 

Alhandra 

Jan/2001 151,6 27,8 275,5 0 341,1 32,3 

Fev/2001 147,6 19,7 275,6 0 343,3 31,2 

Mar/2001 222,9 94,7 351,2 26,8 419 167,4 

Abr/2001 267,5 139 396 70,9 464 194,1 

Areia 

Jan/2001 73,2 0 167,2 0 217 46,6 

Fev/2001 102,5 7,6 197,3 0 247,5 19,7 

Mar/2001 160,6 65,5 255,8 15,1 306,1 174,5 

Abr/2001 190,3 95 285,6 44,6 336 155,3 

Bananeiras 
Jan/2001 81,4 0 168,5 0 214,6 38,9 

Fev/2001 103,3 14,4 192,2 0 239,3 17 



83 
 

Mar/2001 171,8 82,6 260,9 35,5 308,1 140,7 

Abr/2001 190,4 101,1 279,7 53,8 326,9 197,1 

Bonito de Santa 
Fé 

Jan/2001 122 29,6 214,4 0 263,3 30 

Fev/2001 158,4 65,2 251,6 15,8 301 95 

Mar/2001 202,1 108,1 296,1 58,3 345,8 277,8 

Abr/2001 191,1 97 285,1 47,2 334,9 5,5 

Cabaceiras 

Jan/2001 19,5 3,3 114,3 1,3 291,5 38,5 

Fev/2001 29,1 4,7 178,9 1,8 468 0 

Mar/2001 51,5 8,3 318,4 3,2 835,2 79,4 

Abr/2001 57,9 9,3 358,9 3,6 942,6 1 

Campina 
Grande 

Jan/2001 42,7 0 105,4 0 138,7 4,3 

Fev/2001 59,9 0 123,3 0 156,9 5,7 

Mar/2001 104,3 40,8 167,7 7,3 201,2 207,1 

Abr/2001 114 50,6 177,5 17,1 211 105 

Conceição 

Jan/2001 102,9 25 180,8 0 222,1 41 

Fev/2001 147 68,9 225 27,6 266,3 70,8 

Mar/2001 183 104,7 261,2 63,3 302,6 239,6 

Abr/2001 144,9 66,6 223,2 25,2 264,7 43,2 

Imaculada 

Jan/2001 55,6 0 127,8 0 166 7,5 

Fev/2001 94,4 21,7 167 0 205,4 17,8 

Mar/2001 152,1 79,2 225,1 40,6 263,7 200,8 

Abr/2001 148,6 75,4 221,7 36,7 260,5 77,9 

Itabaiana 

Jan/2001 43,9 0 106,3 0 139,3 5 

Fev/2001 59,2 0 122,7 0 156,3 0 

Mar/2001 96,5 32,6 160,5 0 194,3 172,5 

Abr/2001 109,6 45,5 173,8 11,5 207,7 72,4 

Mamanguape 

Jan/2001 89,5 0 203,4 0 263,7 14,6 

Fev/2001 91,8 0 210,6 0 273,4 5,5 

Mar/2001 133,6 14,6 252,7 0 315,7 65,7 

Abr/2001 189,6 70,5 308,7 7,5 371,8 175,3 

Nova Olinda 
Jan/2001 98,6 6,9 190,4 0 239 22,5 

Fev/2001 152,5 60,2 244,9 11,3 293,8 72,1 
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Mar/2001 218,4 125,7 311,2 76,6 360,3 328,2 

Abr/2001 163 70 256 20,8 305,2 42,3 

Patos 

Jan/2001 85,3 0 170,8 0 216,1 37,6 

Fev/2001 123,8 37,5 210,2 0 255,9 2,9 

Mar/2001 186,7 100,3 273 54,5 318,8 194,6 

Abr/2001 152,2 65,8 238,6 20 284,3 85,8 

Princesa Isabel 

Jan/2001 96,3 9,9 182,8 0 228,6 7,1 

Fev/2001 125,2 37,7 212,8 0 259,1 123,8 

Mar/2001 211,7 124 299,4 77,6 345,9 151,2 

Abr/2001 159,9 72,1 247,8 25,5 294,3 48,4 

São João do 
Tigre 

Jan/2001 46,3 0 109,2 0 142,5 14,2 

Fev/2001 62,6 0 126 0 159,6 0 

Mar/2001 118,6 55,1 182,1 21,5 215,7 126,9 

Abr/2001 101,3 37,7 164,8 4,1 198,5 1,5 

Santa Luzia 

Jan/2001 44,7 0 114,3 0 151,2 12,4 

Fev/2001 94,6 23,6 165,5 0 203,1 9,8 

Mar/2001 149,7 78,5 220,8 40 258,5 67,4 

Abr/2001 133,5 62,3 204,7 24,6 242,4 101,6 

Sapé 

 

Jan/2001 72,9 0 159,5 0 205,3 12,4 

Fev/2001 84,6 0 171,4 0 217,4 6 

Mar/2001 146,7 59,7 233,7 13,6 279,8 94,1 

Abr/2001 161,3 74,2 248,5 28 294,7 141,9 

Soledade 

Jan/2001 52 0 108 0 137,6 15,3 

Fev/2001 77,7 21,6 133,9 0 163,6 0 

Mar/2001 109,2 53 165,4 23,3 195,1 120 

Abr/2001 84,7 28,5 140,9 0 170,7 115,5 

 

 Estabelecido análises a três períodos distintos do regime pluviométrico no Estado, 

constata-se que os modelos conseguiram identificar o comportamento da precipitação mensal 

em ao menos um mês na maioria dos municípios, apesar da ausência nos cálculos estatísticos 
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da influência de fatores externos que interferem de modo direto no regime médio de 

precipitação.  

Contudo os modelos observados associado à metodologia de Box-Jenkins conseguiram 

em grande parte dos municípios do Estado, confirmar a identificação das séries 

climatológicas, o comportamento estacionário, a ausência de tendências demonstrando suas 

respectivas sazonalidades, a normalidade das séries e por fim determinar a previsibilidade 

com grau de similaridade significativa ao ser comparado com os valores observados de 

precipitação nos anos de 2001, 2011 e 2015.  

Portanto, devido a eficiência dos resultados encontrados pelas técnicas utilizadas, os 

órgãos públicos podem antecipar projetos de adaptação ao tipo de variabilidade climática, 

melhorando estrategicamente a qualidade de vida da população do estado da Paraíba, evitando 

perdas e danos significativos nos sistemas naturais, produtivos, econômicos e de 

infraestrutura, proporcionando assim a resiliência nas adversidades climáticas, determinando 

deste modo o período temporal no qual possa ocorrer. 
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6. CONCLUSÕES 

 

 Os resultados obtidos pelo algoritmo EM demonstraram o potencial desta ferramenta, 

pois além da mesma simular alguns possíveis cenários do ocorrido, o pesquisador tem a 

possibilidade de combinar os resultados fornecidos pelo método com informações 

meteorológicas de como estava o tempo no determinado período onde há ausência de dados 

observados, favorecendo por sua vez, a melhoria dos resultados obtidos pela pesquisa. A 

reamostragem dos dados com falhas nas séries pluviométricas foi realizada com êxito em 

todos os dezoito municípios, sendo que, em média, na simulação os dados indicaram uma 

melhor saída em nível de assimilação do comportamento da série, para o segundo cenário, 

dentre os cinco estimados. 

Pela análise da densidade relativa nos municípios representativos de cada uma das 

quatro mesorregiões, se observa uma melhor detecção da série pelo algoritmo EM, nas 

localidades do Agreste Paraibano e na Mata Paraibana, deste modo é possível afirmar que a 

reamostragem efetuada nesses municípios obteve superioridade nos termos de controle de 

qualidade, este pressuposto é decorrente da baixa irregularidade na distribuição e volume das 

precipitações, favorecendo, portanto na melhor compreensão das séries temporais pelos 

modelos, contribuindo de modo perspicaz no nível da eficiência dos prognósticos 

pluviométricos destas localidades. 

 Dentre os municípios distribuídos nas quatro mesorregiões do Estado, havia em pelo 

menos um, regime pluviométrico diferenciado dos demais representativos da localidade, 

independente ou não da proximidade entre eles, podendo ser observado dois a três padrões 

homogêneos na distribuição pluviométrica. Estas características de microclimas encontrados 

são definidas pela variabilidade do relevo e aos fenômenos meteorológicos característicos de 

cada região, que a depender da localidade, podem intensificar ou diminuir os processos 



87 
 

dinâmicos responsáveis pela condensação das nuvens e, por conseguinte, nos aspectos 

relacionados aos valores médios e críticos da precipitação. 

 A análise preliminar do comportamento das séries temporais resulta de forma 

parcimoniosa, em dez modelos estocásticos ajustados a metodologia de Box-Jenkins, onde o 

modelo intitulado como o de melhor padrão de representatividade encontrado em sete dos 

dezoito municípios é o SARIMA(1,0,1)×(1,1,1)12. A distribuição da precipitação em todos os 

municípios é captada pelos modelos representativos de cada localidade, isto devido ao 

processo de refinação dos modelos pela análise criterial dos mesmos, por intermédio do AIC, 

BIC, EQM e a observação do comportamento residual, que em síntese, indica que o ajuste dos 

modelos e aptidão dos mesmo a realização de previsões ou prognósticos. 

 É possível observar que nos períodos onde há anomalias oceânicas, como La Niña, há 

subestimação dos valores da previsão com os obtidos nas estações pluviométricas de alguns 

municípios, de modo inverso, em anos de El Niño forte, existe a superestimação da previsão, 

e que em anos normais a previsão flutua um pouco mais próximo dentre os valores 

observados. Como a variabilidade da precipitação no Estado é alta, em termos 

meteorológicos, pode ser dito que as previsões se ajustam bem aos volumes pluviométricos 

esperados, principalmente no intervalo de confiabilidade a 80%, onde é possível destacar os 

municípios de Itabaiana, Bananeiras, Cabaceiras, Campina Grande, Areia, Soledade e Santa 

Luzia, ambas localizadas nas proximidades do Planalto da Borborema, como os de maior 

acurácia no fator de interesse que é a previsibilidade.  

 Em termos técnicos, é de suma importância a adequação e implementação de novas 

variáveis de entrada nos futuros modelos de previsão da Paraíba, otimizando a qualidade 

destes prognósticos tanto nas escalas temporais como também na espacial, adquirindo 

conhecimento antecipado sobre os riscos climáticos de maneira sistemática, fornecendo 

subsídios eficientes para que os órgãos públicos, setores econômicos e a sociedade civil como 
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toda, tenham informações suficientes, que garanta a integração e coerência de políticas 

públicas associadas a mitigação das mudanças climáticas e o desenvolvimento de resiliência. 
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APÉNDICE A – CÓDIGO DO PROGRAMA R UTILIZADO NAS MODELAGENS 

 

############################################################################## 

######################Reamostragem para a Mesorregião######################### 

############################da Mata Paraibana################################# 

############################################################################## 

 

############################################################################## 

############################Carregando Pacotes################################ 

############################################################################## 

 

install.packages('Amelia') 

 

require(Amelia) 

 

############################################################################## 

####################Lendo as Observações da Mesorregião####################### 

############################################################################## 

 

data<-read.table("Mata_Paraibana.txt",header=T) 

 

head(data) 

 

summary(data) 

 

############################################################################## 

###########################Realizando as Imputações########################### 

############################################################################## 

 

a.out<- amelia(data, cs="country", ts="observation", polytime = 3,intercs=TRUE,  

               p2s = 2) 
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summary(a.out) 

names(a.out) 

plot(a.out) 

 

############################################################################## 

########Observando as imputações para a mesorregião da Mata Paraibana######### 

############################################################################## 

 

write.amelia(obj=a.out, file.stem = "outdata") 

 

par(mfrow=c(3,2)) 

 

tscsPlot(a.out, cs = "Alhandra", main = "Alhandra",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

tscsPlot(a.out, cs = "Mamanguape", main = "Mamanguape",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

tscsPlot(a.out, cs = "Sape", main = "Sapé",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

compare.density(a.out, var = "precip") 

 

disperse(a.out, dims = 1, m = 5) 

disperse(a.out, dims = 2, m = 5) 

 

############################################################################## 

######################Reamostragem para a Mesorregião######################### 

###########################do Agreste Paraibano############################### 

############################################################################## 
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############################################################################## 

####################Lendo as Observações da Mesorregião####################### 

############################################################################## 

 

 

data<-read.table("Agreste_Paraibano.txt",header=T) 

 

head(data) 

 

summary(data) 

 

############################################################################## 

###########################Realizando as Imputações########################### 

############################################################################## 

 

a.out<- amelia(data, cs="country", ts="observation", polytime = 3,intercs=TRUE,  

               p2s = 2) 

 

summary(a.out) 

names(a.out) 

plot(a.out) 

 

############################################################################## 

#######Observando as imputações para a mesorregião do Agreste Paraibano####### 

############################################################################## 

 

write.amelia(obj=a.out, file.stem = "outdata") 

 

par(mfrow=c(3,2)) 

 

tscsPlot(a.out, cs = "Areia", main = "Areia",  

ylab = "Precipitação", xlab="Observação", 
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var = "precip",ylim = c(0,600)) 

 

tscsPlot(a.out, cs = "Bananeiras", main = "Bananeiras",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,600)) 

 

tscsPlot(a.out, cs = "Campina", main = "Campina Grande",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,600)) 

 

tscsPlot(a.out, cs = "Itabaiana", main = "Itabaiana",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,600)) 

 

tscsPlot(a.out, cs = "Soledade", main = "Soledade",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,600)) 

 

compare.density(a.out, var = "precip") 

 

disperse(a.out, dims = 1, m = 5) 

disperse(a.out, dims = 2, m = 5) 

 

############################################################################## 

######################Reamostragem para a Mesorregião######################### 

################################da Borborema################################## 

############################################################################## 

 

############################################################################## 

####################Lendo as Observações da Mesorregião####################### 

############################################################################## 

 

data<-read.table("Borborema.txt",header=T) 
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head(data) 

 

summary(data) 

 

############################################################################## 

###########################Realizando as Imputações########################### 

############################################################################## 

 

a.out<- amelia(data, cs="country", ts="observation", polytime = 3,intercs=TRUE,  

               p2s = 2) 

 

summary(a.out) 

names(a.out) 

plot(a.out) 

 

############################################################################## 

##########Observando as imputações para a mesorregião da Borborema############ 

############################################################################## 

 

write.amelia(obj=a.out, file.stem = "outdata") 

 

par(mfrow=c(3,2)) 

 

tscsPlot(a.out, cs = "Cabaceiras", main = "Cabaceiras",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,600)) 

 

tscsPlot(a.out, cs = "SJTigre", main = "São João do Tigre",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,600)) 

 

tscsPlot(a.out, cs = "SLuzia", main = "Santa Luzia",  
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ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,600)) 

 

compare.density(a.out, var = "precip") 

 

disperse(a.out, dims = 1, m = 5) 

disperse(a.out, dims = 2, m = 5) 

 

############################################################################## 

######################Reamostragem para a Mesorregião######################### 

###########################do Sertão Paraibano################################ 

############################################################################## 

 

############################################################################## 

####################Lendo as Observações da Mesorregião####################### 

############################################################################## 

 

data<-read.table("Sertao_Paraibano.txt",header=T) 

 

head(data) 

 

summary(data) 

 

############################################################################## 

###########################Realizando as Imputações########################### 

############################################################################## 

 

a.out<- amelia(data, cs="country", ts="observation", polytime = 3,intercs=TRUE,  

               p2s = 2) 

 

summary(a.out) 

names(a.out) 

plot(a.out) 
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############################################################################## 

#######Observando as imputações para a mesorregião do Sertão Paraibano######## 

############################################################################## 

 

write.amelia(obj=a.out, file.stem = "outdata") 

 

par(mfrow=c(3,2)) 

 

tscsPlot(a.out, cs = "Aguiar", main = "Aguiar",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

tscsPlot(a.out, cs = "Bonito", main = "Bonito de Santa Fé",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

tscsPlot(a.out, cs = "Conceicao", main = "Conceição",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

tscsPlot(a.out, cs = "Imaculada", main = "Imaculada",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

tscsPlot(a.out, cs = "NovaOlinda", main = "Nova Olinda",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

tscsPlot(a.out, cs = "Patos", main = "Patos",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 
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tscsPlot(a.out, cs = "Princesa", main = "Princesa Isabel",  

ylab = "Precipitação", xlab="Observação", 

var = "precip",ylim = c(0,800)) 

 

compare.density(a.out, var = "precip") 

 

disperse(a.out, dims = 1, m = 5) 

disperse(a.out, dims = 2, m = 5) 

 

############################################################################## 

############################################################################## 

 

############################################################################## 

###########################Teste de Kruskal-Wallis############################ 

############################################################################## 

 

install.packages('ggplot2') 

require('ggplot2') 

 

Paraiba<-read.table("mesorregiao_Kruskal.txt",header=TRUE) 

head(Paraiba) 

attach(Paraiba) 

 

############################################################################## 

############################################################################## 

 

kruskal.test(precip~country) #Teste para verificar se um conjunto de amostras 

        #vem de uma mesma distribuição. 

 

boxplot(precip~country,main="Mesorregião", ylab="Precipitação") 

stripchart(precip ~ country, vertical = TRUE, data = Paraiba,  

method = "jitter", add = TRUE, pch = 20, col = 'gray', cex = 0.5) 

W <- round(kruskal.test(precip ~ country)$statistic, 3) 
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p <- round(kruskal.test(precip ~ country)$p.value, 6) 

title(sub=paste("Kruskal-Wallis W=", W, ", nivel-p=", p), cex.sub=0.8) 

abline(h=mean(precip), lty=8, col="red") 

abline(h=median(precip), lty=8, col="blue") 

 

############################################################################## 

############################################################################## 

 

############################################################################### 

##########################>>>>>>SCRIPT PRINCIPAL<<<<<<######################### 

############################################################################### 

 

 

############################################################################### 

#############################Análise Temporal Para############################# 

############################os Municípios Paraibanos########################### 

############################################################################### 

 

############################################################################### 

#################Carregando Pacotes Necessários Para Análise################### 

############################################################################### 

 

#install.packages('package') 

 

require(forecast) 

 

require(tseries) 

 

require(Kendall) 

  

################################################################################ 

######################Análise Gráfica da Série Temporal######################### 

################################################################################ 
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Paraiba<-read.table("cidade_imput.txt",header=TRUE) 

head(Paraiba) 

attach(Paraiba) 

 

precipP<-ts(Paraiba$precip, start = c(1935, 1), end = c(2014, 12), frequency = 12) 

plot.ts(precipP,xlab="Ano",ylab="Precipitação Acumulada na Cidade X") 

lines(lowess(time(precipP),precipP),lwd=1, col="blue") 

decompose(precipP) 

plot(decompose(precipP)) 

 

################################################################################ 

##########Aplicando as Funções de Autocorrelação (Amostral e Parcial)########### 

################################################################################ 

 

par(mfrow=c(2,1)) 

 

#Função de Autocorrelação 

acf(precipP,xlab="Defasagem",ylab="FAC",main="") 

 

#Obtendo apenas os valores da FAC 

fac=acf(precipP,xlab="Defasagem",ylab="FAC",plot=FALSE);fac 

 

 

#Função de Autocorrelação Parcial 

pacf(precipP,xlab="Defasagem",ylab="FACP",main="") 

 

#Obtendo apenas os valores da FACP 

pacf=pacf(precipP,xlab="Defasagem",ylab="FAC",plot=FALSE);pacf 

 

################################################################################ 

########Testes Para não-estacionariedade: Dickey-Fuller e Phillips-Perron####### 

################################################################################ 
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#Teste de Dickey-Fuller 

 

adf.test(precipP)  

 

#Teste de Phillips-Perron 

 

pp.test(precipP)  

 

############################################################################## 

############################Teste de Mann-Kendall############################# 

############################################################################## 

 

#Teste de Mann-Kendall para verificar tendência na série temporal, sob a 

#hipótese: 

 

#H0:"As observações da série são independentes e identicamente distribuídas" 

#H1:"As observações da série possuem tendência monotônica no tempo" 

X11() 

MannKendall(precipP) 

plot(precipP) 

lines(lowess(time(precipP),precipP),lwd=1, col=2) 

 

 

################################################################################ 

##################Testando a existência de sazonalidade######################### 

################################################################################ 

 

#Teste de Friedman para Sazonalidade 

 

sParaiba<-read.table("Cidade_Friedman.txt",header=TRUE) 

head(sParaiba) 

dim(sParaiba) 
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attach(sParaiba) 

 

 

friedman.test(y=sParaiba[,3], groups=sParaiba[,1], blocks=sParaiba[,2]) 

# Rejeitamos a hipótese nula de que não existe sazonalidade  

# determinística, ou seja, existe sazonaliade na série em estudo 

 

 

################################################################################ 

##################################Diferenciando################################# 

################################################################################ 

 

#A série é sazonal(ARIMA com sazonalidade) 

 

#Série, ACF e PACF após diferença (se necessário diferenciar) 

 

#Ordem da diferença 1 

dif_1<-diff(precipP,lag=1,differences=1) 

par(mfrow=c(3,1)) 

plot.ts(dif_1) 

acf(dif_1) 

pacf(dif_1) 

 

 

#Ordem da diferença 2 

dif_2<-diff(precipP,lag=1,differences=2) 

X11() 

par(mfrow=c(3,1)) 

plot.ts(dif_2) 

acf(dif_2) 

pacf(dif_2) 

 

################################################################################ 
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###############################Modelagem ARIMA################################## 

################################################################################ 

 

#Ajuste do modelo ARIMA sazonal, tendo em vista que a série é estacionária 

 

modelo1<-Arima(precipP,order=c(1,0,1),seasonal=list(order=c(1,1,1))) 

#summary(modelo1) 

 

names(modelo1) 

 

modelo2<-Arima(precipP,order=c(1,0,2),seasonal=list(order=c(1,1,1))) 

#summary(modelo2) 

 

modelo3<-Arima(precipP,order=c(2,0,1),seasonal=list(order=c(1,1,1))) 

#summary(modelo3) 

 

modelo4<-Arima(precipP,order=c(2,0,2),seasonal=list(order=c(1,1,1))) 

#summary(modelo4) 

 

modelo5<-Arima(precipP,order=c(1,0,1),seasonal=list(order=c(1,1,2))) 

#summary(modelo5) 

 

modelo6<-Arima(precipP,order=c(1,0,2),seasonal=list(order=c(1,1,2))) 

#summary(modelo6) 

 

modelo7<-Arima(precipP,order=c(2,0,1),seasonal=list(order=c(1,1,2))) 

#summary(modelo7) 

 

modelo8<-Arima(precipP,order=c(2,0,2),seasonal=list(order=c(1,1,2))) 

#summary(modelo8) 

 

modelo9<-Arima(precipP,order=c(3,0,2),seasonal=list(order=c(1,1,1))) 

#summary(modelo9) 
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modelo10<-Arima(precipP,order=c(3,0,3),seasonal=list(order=c(1,1,1))) 

#summary(modelo10) 

 

aic<-data.frame(modelo1$aic,modelo2$aic,modelo3$aic,modelo4$aic, 

modelo5$aic,modelo6$aic,modelo7$aic,modelo8$aic,modelo9$aic,modelo10$aic);aic 

 

 

bic<-data.frame(modelo1$bic,modelo2$bic,modelo3$bic,modelo4$bic, 

modelo5$bic,modelo6$bic,modelo7$bic,modelo8$bic,modelo9$bic,modelo10$bic);bic 

 

 

sigma<-data.frame(modelo1$sigma2,modelo2$sigma2,modelo3$sigma2,modelo4$sigma2, 

modelo5$sigma2,modelo6$sigma2,modelo7$sigma2,modelo8$sigma2,modelo9$sigma2, 

modelo10$sigma2);sigma 

 

shapiro.test(modelo1$residuals) 

 

par(mfrow=c(2,1)) 

 

acf(modelo1$resid,ylab="Função de Autocorrelação",main="") 

acf(modelo1$resid,type="p",main="") 

 

Box.test(modelo1$residuals,lag=1) #: Análise da estatística de Box–Pierce   

 

tsdiag(modelo1) 

 

#m<-auto.arima(precipP,ic="aic");m 

#accuracy(m) 

 

################################################################################ 

##################Elaborando Previsão da Precipitação Mensal#################### 

################################################################################ 
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prev<-forecast.Arima(modelo1,h=4);prev 

 

plot.forecast(prev, xlab="Ano",ylab="Precipitação acumulada na cidade X",main="") 

lines(lowess(time(precipP),precipP),lwd=1, col="blue") 
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APÉNDICE B – TABELAS DAS CARACTERÍSTICAS DOS MODELOS E FIGURA 

DAS TENDÊNCIAS 

 

Tabela B1. Os quatro modelos mais representativos dentre os dez estudados para cada cidade. 

Cidade Modelo Cidade Modelo 

Aguiar 

(1,0,1)×(1,1,1)12 

Alhandra 

(1,0,2)×(1,1,1)12 

(1,0,2)×(1,1,1)12 (2,0,1)×(1,1,1)12 

(2,0,1)×(1,1,1)12 (2,0,2)×(1,1,1)12 

(1,01)×(1,1,2)12 (1,0,2)×(1,1,2)12 

Areia 

(1,0,1)×(1,1,1)12 

Bananeiras 

(1,0,2)×(1,1,1)12 

(1,0,1)×(1,1,2)12 (2,0,1)×(1,1,1)12 

(1,0,2)×(1,1,1)12 (3,0,3)×(1,1,1)12 

(2,0,1)×(1,1,1)12 (1,0,1)×(1,1,1)12 

Bonito de Santa Fé 

(3,0,3)×(1,1,1)12 

Cabaceiras 

(2,0,2)×(1,1,1)12 

(2,0,1)×(1,1,1)12 (2,0,1)×(1,1,1)12 

(3,0,2)×(1,1,1)12 (2,0,1)×(1,1,2)12 

(1,0,1)×(1,1,2)12 (1,0,1)×(1,1,1)12 

Campina Grande 

(1,0,1)×(1,1,1)12 

Conceição 

(2,0,1)×(1,1,1)12 

(1,0,1)×(1,1,2)12 (2,0,1)×(1,1,2)12 

(1,0,2)×(1,1,1)12 (3,0,3)×(1,1,1)12 

(1,0,2)×(1,1,2)12 (2,0,2)×(1,1,2)12 

Imaculada 

(1,0,1)×(1,1,2)12 

Itabaiana 

(1,0,1)×(1,1,1)12 

(1,0,2)×(1,1,2)12 (1,0,2)×(1,1,1)12 

(2,0,1)×(1,1,2)12 (2,0,1)×(1,1,1)12 

(2,0,2)×(1,1,2)12 (1,0,1)×(1,1,2)12 

Mamanguape 

(1,0,1)×(1,1,1)12 

Nova Olinda 

(1,0,2)×(1,1,2)12 

(1,0,1)×(1,1,2)12 (1,0,1)×(1,1,2)12 

(3,0,2)×(1,1,1)12 (2,0,1)×(1,1,1)12 

(1,0,2)×(1,1,1)12 (1,0,2)×(1,1,1)12 

Patos 
(1,0,2)×(1,1,1)12 

Princesa Isabel 
(1,0,2)×(1,1,1)12 

(2,0,1)×(1,1,1)12 (1,0,2)×(1,1,2)12 
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(1,0,2)×(1,1,2)12 (2,0,1)×(1,1,2)12 

(1,0,1)×(1,1,1)12 (2,0,1)×(1,1,1)12 

São João do Tigre 

(2,0,1)×(1,1,1)12 

Santa Luzia 

(1,0,1)×(1,1,1)12 

(1,0,2)×(1,1,1)12 (1,0,2)×(1,1,1)12 

(1,0,2)×(1,1,2)12 (2,0,1)×(1,1,1)12 

(2,0,1)×(1,1,2)12 (1,0,1)×(1,1,2)12 

Sapé 

 

(1,0,1)×(1,1,1)12 

Soledade 

(1,0,1)×(1,1,2)12 

(1,0,1)×(1,1,2)12 (2,0,1)×(1,1,2)12 

(1,0,2)×(1,1,1)12 (1,0,1)×(1,1,1)12 

(2,0,1)×(1,1,1)12 (1,0,2)×(1,1,2)12 

 

Tabela B2. Teste de normalidade e independência dos resíduos. 

 Ljung-Box-Pierce 

Cidades Х2 p-valor 

Aguiar 0,0057 0,9397 

Alhandra 0,0002 0,9894 

Areia 0,0715 0,7891 

Bananeiras <0,0001 0,9973 

Bonito de Santa Fé 0,0007 0,9787 

Cabaceiras 0,0053 0,9421 

Campina Grande 0,0001 0,9920 

Conceição 0,0025 0,9603 

Imaculada 0,0575 0,8105 

Itabaiana 0,0030 0,9565 

Mamanguape <0,0001 0,9982 

Nova Olinda 0,0001 0,9920 

Patos 0,0003 0,9864 

Princesa Isabel <0,0001 0,9960 

São João do Tigre 0,0062 0,9373 

Santa Luzia 0,0014 0,9703 

Sapé 0,1199 0,7291 

Soledade 0,0015 0,9686 
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Figura 11. Inclinação da curva pelo método não-paramétrico de Mann-Kendall. 


