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Resumo

Néste- trabalho sdo apresentadas técnicas para projeto de diciondrios aplicados
4 quantizacio vetorial (QV) de sinais de voz e imagens. A primeira, denominada
SOA (se{f-organizfng algorithm), & inspirada no 'algéritrﬁe de Kohonen. Utiliza, no
entanto, um paradigma de vizinhanca diferente do proposto por Kohonen para atua-
lizagdo dos vetores-cédigo. A segunda, denominada SSC (synaptic space competitive),
corresponde a um algoritmo que utiliza aprendizagem competitiva simples. A ter-
ceira, denominada FS-S5C (frequency sensitive S5C), é resultante da introducdo do
principio de consciéncia de Grossberg no algoritmo SSC. A quarta téenica, denotada
por PCA (como alusdo a principal component analysis), utiliza os autovalores e os au-
tovetores (componentes principais) da matriz de covaridncia de um sinal de voz para
calcular os vetores-cddigo do diciondrio. S&o apresentados resultados concernentes 3
codificacio de sinais de voz e imagem baseada em QV simples {convencional) como
também em QV no dominio wavelef, além de resultados referentes ao reconhecimento
de locutores baseado emn JV paramétrica. Os resultados mostram que os algoritmos
SOA, SSC, F5-S5C e PCA apresentam-se como alternativas ao tradicional algerztmo
LBG (Linde-Buzo-Gray).

K investigada a complexidade computacional dos algoritmos SSC e LBG. S&o obti-
das expressBes analiticas (em fungio do tamanho do diciondrio, da dimensdo dos seus
vetores-cddigo, do nimero de vetores do conjunto de treino e do niimero de iteragdes
desses algoritmos) que estabelecem as condigbes que devem ser obedecidas para que o
algoritmo SSC seja mais eficiente que o algoritmo LBG quanto ao nimero de operagdes
(divisGes, multiplicagdes, comparactes, adicbes e subtragbes) realizadas durante o pro-
jeto do dicionério.

O presente trabalho também apresenta um método para redugio da complexidade
computacional da etapa de codificagio da QV. O método proposto utiliza a organizagio
estruturada dos diciondrios PCA para reduzir significativamente o niimero de operages
realizadas na etapa de determinag@o do vizinho mais préximo de cada vetor a ser
codificado bem como para minimizar os reguisitos de meméria exigida para armazenar
o dicionario.
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Abstract

This work presents techniques for designing codebooks applied to vector quantiza-
tion {(VQ) of speech signals and images. The first technique, referred to as SOA (self-
organizing algorithm), is inspired on Kohonen’s algorithm. The unsupervised learning
algorithm SOA, however, uses a neighborhood paradigm which differs from that of
Kohonen for updating the codevectors. The second, referred to as SSC (synaptic space
competitive), corresponds to an algorithm that uses competitive learning. The third,
referred to as FS-SSC (frequency sensitive SSC), introduces Grossberg’s conscience
principle on SSC algorithm. The fourth technique, referred to as PCA (as an allusion
to principal component analysis), computes the VQ codebooks taking into account the
eigenvalues and the eigenvectors (principal components) of the covariance matrix of a
speech signal. This work presents results concerning speech and image coding based
upon simple (conventional) VQ and based upon wavelet VQ, as well as results regard-
ing speaker recognition based upon parametric VQ. Results show that the algorithms
SQA, S8C, FS-55C and PCA are alternatives to the traditional LBG {Linde-Buzo-
Gray) algorithm.

The computational complexity of the algorithms SSC and LBG is investigated.
Analytical expressions (as a function of the codebook size, the dimension of the code-
vectors, the number of vectors in the training set and the number of iterations executed
for codebook design) are derived for the number of operations (multiplications, divi-
sions, additions, subtractions and comparisons) executed by 85C and LBG. Constraints
are obtained under which the 5SC algorithm is more efficient than the LBG algorithm
in terms of number of operations executed in codebook design.

The work also presents a method for reducing the computational complexity of the
minimum distortion encoding (MDE) of VQ. The proposed method uses the structured
organization of the PCA codebooks for significantly reducing the number of operations
executed in the process of determining the nearest neighbor for each source vector to
be coded, as well as for reducing the memory requirements for codebook storage.

vili



Lista de Simbolos e Abreviaturas

LSF
LAPS
LABCOM
COPELE
ATECEL
CAPES

Qv
SOA
SSC
FS-SSC
PCA
LBG
vQ
MDE
DWT
DWT+QV
MOS
LPC
KLT
ISDN

Q

freqiiéncias espectrais de linha (line spectral frequencies)t

Laboratério de Automacgio e Processamento de Sinais

Laboratdrio de Comunicagbes

Coordenacdo de Pds-Graduagio em Engenharia Elétrica

Associacio Técnico-cientifica Ernesto Luiz de Oliveira Junior
Fundac¢io Coordenagdo de Aperfeigoamento de Pessoal de Nivel Supe-
rior

quantizagio vetorial

self-organizing algorithm

algoritmo competitivo no espago sindptico {synaptic space competitive)
algoritmo SSC sensivel & freqiiéncia (frequency sensitive SSC)

anélise de componentes principais (principal component analysis)
Linde-Buzo-Gray

vector guantization

codificagiio por distorgdo minima {minimurmn distortion encoding)
transformada. wavelet discreta (discrete wavelet transform)
quantizacio vetorial dos coeficientes wavelet

escore médio de opinido (mean opinion score)

codificacdo por predicio linear (linear prediction coding)
transformada de Karhunen-Logve {Karhunen-Loéve transform)

redes digitais de servicos integrados (integrated services digital
networks)

mapeamento da quantizagio vetorial

1¥a literatura, o simbolo LSP {line spectral pairs) também € usado em lugar de LSF.
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x vetor de entrada, vetor de treino, padrio de entrada, padrao de treino,
vetor a ser quantizado®

K dimensio do quantizador vetorial, ou ainda, nimero de coeficientes del-
ta cepestrais caleulados em um bloco de amostras, ou entfo, tamanho
de uma janela de ponderagio®

RK espaco euclidiano K-dimensional
W ‘Dicionério do quantizador vetorial
wy i~ésimo vetor-c6digo do diciondrio W, ou ainda, vetor de pesos

sindpticos do i-ésimo neurénio de um algoritmo nfo-supervisionado?

N tamanho do diciondrio {nimero de vetores-cédigo)

S; i-ésima célula de Voronoi

d{x, w;) distor¢ao/distincia entre os vetores = e w;

b; palavra-bindria® correspondente ao vetor-cédigo w;

C{x) regra. de codificagdo aplicada ao vetor @

bi(1) l-ésimo bit (1 <1 < m) da palavra-bindria by, de comprimento m bits
D(by) regra de decodificagio aplicada A palavra-bindria b;

R taxa de codificagio

bpp bits por pizel

PNN pair-wise nearest neighbor

GLA algoritmo de Lloyd generalizado (generalized Lloyd algorithm)

Wa diciondrio inicial

Trp m-ésimo vetor do conjunto de treino X

M nimero de vetores do conjunto de treino, ou ainda, nimero de linhas

de uma imagem com M x M pizelsS
W, dicionério na n-ésima iteracio

D, distorcdo ao final da n-ésima iteragdo do algoritmo LBG

20 sfmbolo z pode ser usado para denotar um vetor pertencente a um conjuanto de treino utilizado
por um algoritmo de projeto de dicionério. Pode denotar também um vetor a ser codificado. O
gignificado fica claro no contexto.

30 significado de K fica claro no contexto em que esse simbolo & utilizado.

4Ao se utilizar um algoritmo n&o supervisionado (Kohonen, SSC, SOA) para projeto de quan-
tizadores vetorials, o vetor de pesos sindpticos w; corresponde ac i-ésimo vetor-cédigo (vetor de
reconstrucao) do dicionério.

5Frn se tratando de transmissdo por canal ruidoso, b; denota a palavra-bindria enviada pelo codi-
ficador, enquanto que b; denota a palavra-bindria recebida pelo decodificador.

80 significado de M fica claro no contexto.




TSVQ

PDS
dmi
PDS-O
P

2-D
ho(n)
ha(n)
g90{n)
91{n)
z{n)

distor¢io média ao final da n-ésima itera¢do do algoritmo LBG
limiar de distor¢io pré-estabelecido (critério de parada do algoritmo
LBG), ou entdo, probabilidade de erro de bit emr um canal bindrio
simétrico” |

j-ésima componente do vetor-cddigo w;, ou ainda, j-ésimo peso
sindptico do vetor de pesos do i-ésimo neurdnio de um algoritmo ndo-
supervisionado® ' '
j-ésima componente do vetor de entrada (ou vetor de treino, padrio
de treino, padro de entrada) o

guantizacio vetorial estruturada em drvore (free-structured vector
guantization)

algoritmo de busca por distdncia parcial (puriial distance search)
distancia/distor¢io minima,

algoritmo de busca por distdncia parcial com ordenamento
probabilidade de que um dado vetor de entrada « pertenga i regido de
Voronoi S;; probabilidade a priori de o vetor w; ser selecionado como
a reconstrocio de o

longo conjunto representativo de vetores para treinamento do quanti-
zador vetorial

s-ésimo vetor do conjunto de treino S

ntimero de vetores do conjunto de treino®

nimero de vetores de treino pertencentes a célula de Voronoi 5;
unidimensional

bidimensional

filtro wavelet passa-baixa de anilise

filtro wavelet passa-alta de andlise

filtro wavelet passa-baixa de sintese

filtro wavelet passa-alta de sintese

sinal de entrada ou ainda, simplesmente, sinal original

7O significado de ¢ fica ¢laro no contexto em que esse simbolo é utilizado.
8Ao se utilizar um algoritmo nfo supervisionado (Kohonen, SSC, SOA) para projeto de quan-

tizadores vetoriais, o j-ésimo peso sindptico do vetor de pesos sindpticos w; corresponde & j-ésima,

componente do vetor-cédigo (vetor de reconstrugio) do dicionario.
90 stmbolo m também é usado para denotar o nimero de bits de uma palavra-bindria que representa

um vetor-cédigo. O significado de m fica claro no contexto em que é usado.
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ai(n)
d,‘ (‘R)
IDWT

y(n)

HI,
LH,

HH,
HL,
LH,

HH,
HL,

LH,

componente de aproximagio (obtida por meio de DWT) no i-ésimo
nivel de resolugdo

componente de detalhe {obtida por meio de DWT) no i-ésimo nivel de
resolugio _

transformada wavelet discreta inversa {inverse discrele wavelet trans-
form)

sinal reconstruido/recuperado (obtido por meio de IDWT), ou ainda,
simplesmente, sinal processado

nimero de niveis de decomposicdo (ntmero de niveis de resolugéo)
da DWT

filtro passa-baixa, ou ainda, mimero de componentes de f {(com L < K)
usadas na representacdo do vetor x, ou entfo, nimero de vetores z;
ao longo de cujas direges os vetores-cédigo devem ser alocados no
algoritmo PCA'®

filtro passa-alta, ou ainda, entropia dos vetores-cdigo'!

sub-banda correpondente & dire¢o horizontal do 1° nivel de resolugio,
também denotada por 5y,

sub-banda correpondente & direcdo vertical do 1° nivel de resolucio,
também denotada por S»

sub-banda correpondente & direcio diagonal do 1° nivel de resalugio,
também denctada por Spa

sub-banda correpondente 4 direcio horizontal do 2* nivel de resolucéo,
também denotada por So

sub-banda correpondente & diregiio vertical do 2° nivel de resolucdo,
também denotada por S &

sub-banda correpondente 4 direcio diagonal do 2° nivel de resolugio,
também denotada por Sy

sub-banda correpondente & direcio horizontal do 3° nivel de resolugéo,
também denctada por S3;

sub-banda correpondente 3 diregdo vertical do 3° nivel de resolucio,
também denotada por Sa

190) significado de L fica claro no contexto em que é usado.
11 signficado de H fica claro no contexto.
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HH;

LLy

DCT
JPEG

HVS
PQS
ECVQ

MSVQ
PVQ
CvQ
HVQ

K x Ky
QVR
Al

X

&

Dz

sub-banda correpondente & dire¢io diagonal do 3% nivel de resolugio,
também denotada por Sz

sub-banda correpondente & componente de aproximacio (resultante
de filtragens passa-baixa) do 3° nivel de resolucio, também denotada
por Sz _

sub-banda correspondente & j-ésima diregdo (j = 1 denota diregéo
horizontal, j = 2 denota dire¢io vertical, § = 3 denota diregdo diagonal
e j = 0 denota diregiio LL) do i-ésimo nivel de resolugdo (nivel de
decomposi¢io)

transformada discreta de cosseno (discrete cosine transform)

joint photographics experts group

nimero de bits alocados para cada sub-banda Sj; da decomposigio
wavelet

p-ésima (1 < p < P) varidvel aleatéria

taxa alocada para Y,

distor¢do média para o p-ésimo quantizador'®

sisterna visual humano (human visual system)

picture gquality scale

quantiza¢io vetorial com restricio de entropia (entropy-constrained
vector guantization)

quantizagdo vetorial multi-estdgio (multistage vector quantization)
quantizagio vetorial preditiva (predictive vector quantization)
guantizagio vetorial classificada (classified vector quantization)
quantizagao vetorial hierdrquica (hierarchical vector quantization)
tamanho do bloco'®; define a dimensfo do quantizador vetorial
quantizacio vetorial robusta

atribuicdo de indices

seqiiéncia de vetores © ou fonte a ser codificada

versdo reconstruida (quantizada vetorialmente) do vetor =

fungao densidade de probabilidades K-dimensional da fonte X

12D, = E[(Y, — Q(¥p))?), em que Q(Y) denota a saida do quantizador para ¥,
13Em QV convencional de imagens, denota o tamanho do bloco de pizels. Em codificagio de imagens

utilizande DWT-+QV, do tipo intra-banda, denota o tamanheo do bloco de coeficients wavelet de uma

sub-banda.
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B

Bf

NP

SA
SNR
SNRseg
SD
PSNR
81

e(n)

By

probabilidade de o decodificador receber b; dado que b; fol enviado
pelo codificador

distor¢io total introduzida ao se transmitir a fonté X através de um
canal ruidoso ‘

distorcdo de quantizacdo

distor¢io devida aos erros de canal

arranjo {ordenamento) de dicionério

indice de desordem do diciondrio com ordenamento s

fungiio de atribuigfo de indices do diciondrio W

conjunto de todas func;ﬁes de permutacgdo 7 : {0,1}™ — {0,1}™
palavra-bindria resultante do mapeamento introduzido com a aplicacio
de uma permutagdo w, isto é, &y = n(b;)

conjunto ordenado de palavras-bindrias

ordenamento resultante da aplicagio de uma atribuicio de fudices
(aplicacdo de uma permutagdo x) no diciondrio com ordenamento s,
isto &, ' = x(s)

conjunto ordenado de palavras-bindrias resultante da aplicacio de uma
atribui¢io de indices (aplicagdo de uma permutacdo ) no diciendrio
com conjunto ordenado de palavras-bindrias B, isto é, B’ = #(5)

nfo polinomial

simulated annealing

relagdo sinal-ruido (signal-to-noise ratio)

relagio sinal-ruido segmental (segmental signal-to-noise ratio)
distor¢do espectral (spectral distertion) _

relagdo sinal-ruido de pico (peak signol-to-noise ratio)

escore atribufdo pelo {-ésimo avaliador (1 €[ £ L) no teste MOS
n-ésima amostra do sinal erro, correspondente 4 diferenca entre a n-
ésima amostra do sinal original z{n) e a n-ésima amostra do sinal
processado y{n), ou ainda, n-ésima amostra do sinal erro de predigio,
correspondente & diferenca entre a n-ésima amostra do sinal de voz
original s(n) e a n-ésima amostra do sinal de voz estimado §(n) no
processo de predigao'

energia contida no sinal original

1 significado de e{n} fica claro no contexto em que é utilizado.
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HMMs
DTW

JML
DICI{m)
ERRO(m)

CELP

VSELP

RS ]

energia contida no sinal erro

relacio sinal-rufido convencional {total) para o j-ésimo segmento (ja-
nela de tempo) do sinal

instantes finais para a j-ésima janela de tempo (0 < j < J—1) utilizada
para determinacao de SNRseg

ntimero de amostras de cada janela de tempo utilizada para determi-
nagio de SNRseg .

relagio sinal-ruido total

valor de pico da amplitude de entrada

erro médio quadrético (mean square error)

valor de pizel referente 4 [-ésima linha e c-ésima coluna da imagem
original

valor de pizel referente & [-ésima linha e c-ésima coluna da imagem
reconstruida,

modelos de Markov escondidos (hidden Markov models)

alinhamento dinémico no tempo (dynamic time warping)

nimero de locutores cadastrados pelo sistema de identificagio de locu-
tores

diciondrio projetado para o m-ésimo locutor (1 € m < M) cadastrado
pelo sistema de reconhecimento de locutores

erro de quantizagio introduzido ao se representar uma seqiéncia de
vetores acisticos pelo diciondrio DICI(m)

codificagdo por excitacio linear preditiva (code-excited linear predicti-
on)

codificaciio comn excitagio linear preditiva por soma de vetores (vector
sum ezcited linear prediction)

sinal de voz discreto no tempo

sinal de voz estimado por meio da predi¢do linear

k-ésimo coeficiente (k = 1,2,...,K) do preditor de ordem K, ou k-
ésimo coeficiente LPC

resposta ao impulso do preditor

funcao de transferéncia do preditor |

varidneia do erro de estimagao

fun¢ao de autocorrelagio do sinal s(n)
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ci(n)
ce;{n)

Ace;(n)

2Q+1

Acpi(n)

ip(n)

BPL
VLSI

re(n)
dg ()
fk’ng

n{n)

Oi (?:*, TZ)

n-ésimo coeficiente LPC caleulado no i-ésimo bloco de amostras
n-ésimo coeficiente cepestral calculado no #-ésimo bloco de amostras
no qual os coeficientes LPC foram previamente determinados

n-ésimo coeficiente delts cepestral calculado no i-ésimo bloco de amos-
tras no qual os coeficientes cepestrais foram previamente determinados
termo de ganho utilizado na determinacio dos coeficientes delta cepes-
trais L
nimero de blocos de amostras sobre os guais o cdlculo dos coeficientes
delta cepestrais é realizado

n-ésimo coeficiente delta cepestral ponderado calculado no i-ésimo blo-
co de amostras no qual os coeficientes delta cepestrais foram previa-
mente determinados

jameia de ponderagio utilizada para determinacio dos coeficientes delta
cepestrais ponderados

bandpass liftering

very-large-scale-integrated

neurdnio /vetor vencedor

vizinhanga em torno do nd (no arranjo topolégice utilizado pelo algo-
ritmo de Kohonen) correspondente ao neurdnio vencedor

raio de vizinhan¢a (no n-ésimo passo) medido em um - arranjo to-
polégico de nds do algoritmo de Kohonen

distdncia medida em um arranjo topolégico de nds do algoritmo de
Kohonen

modificagdo introduzida na j-ésima componente (peso sindptico) do
neurdnio w;

taxa de aprendizagem ou ganho de adaptagdo {com 0 < 7 < 1) no
n-ésimo passo (do algoritmo de Kohonen) ou na n-ésima iteracio (dos
algoritmos SOA e S5C)

fungﬁo que define a vizinhang¢a em torno do né (no arranjo topoldgico)
correspondente ao neurdnio vencedor w;- (do algoritmo de Kohonen)
vizinhanca (hiper-esfera do algoritmo SOA) centrada em torno do vetor
de treino «, definida no espago de padrdes R¥

raio de vizinhanca ou, mais precisamente, raio {(na n-ésima iteracio)

da hiper-esfera do algoritmo SOA, medido no espago de padries R¥
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0, funcdo que define a vizinhanga (do algoritmo SOA) em torno do vetor
de treino x

Titot ntmero total de passagens do conjunto de treino (pdmero total de
iteragdes)

ng iteracao a partir da qual o raio de vizinhanca do algoritmo SOA € zero,

' ou seja, nimero de iteracbes da primeira fase do algoritmo SOA

n{1) taxa de aprendizagem inicial

Tt ) taxa de aprendizagem final

(1) raio de vizinhanga inicial do algoritmo SOA

SSN algoritmo synaptic space neighborhood'

VES algoritmo de Kohonen no espago sindptico (V denota vizinhanga)

N, vizinhanga (hiper-esfera do algoritmo SSN) centrada em torno do vetor

vencedor, definida no espaco de padrdes RX
SSN-TV Kohonen’s algorithm with spherical neighborhood around training vec-

tor; synoptic space neighborhood - training vector

VES-VT algoritmo de Kohonen com vizinhanga no vetor de treino; vizinhanga
no espago sindptico - vetor de treino

KMTAU algoritmo de Kohonen modificado com taxa de aprendizagem uniforme

MKOH modified Kohonen's algorithm

KMVVT algoritmo de Kohonen modificado com vizinhanga centrada no vetor
de treino

TisSC nimero de iteragdes do algoritmo SSC

wy- (n, m) vencedor quando da apresenta¢do do m-ésimo vetor de treinc na n-
ésima iteragio

i indice do vencedor

z () m-ésimo vetor do conjunto de treino

w;(n, m) i-ésimo vetor-cédigo quando da apresentagdo do m-ésimo vetor de trei-
no na n-ésima. iteragao

Aw;-;(n,m) modificagio introduzida no vencedor quando da apresentacdo do m-
ésimo vetor de treino na n-ésima iteragéo

z;{m) j~ésima componente do vetor z(m)

15 fese algoritmo também & denotado por SSN-SV, em que SV é uma alusio a synaptic winning
vector.
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wi= (1, m)
Wi 5
n{nssc)
CES
FSCL

Jj-ésima componente do vetor w;-(n, m) |

versao atualizada da j-ésima componente do vencedor

taxa de aprendizagem final do algoritmo SSC

algoritmo competitivo no espago sindptico

aprendizagem competitiva sensivel & freqiiéncia (frequency sensitive
competitive learning)

' nimero de vezes em que o -ésimo vetor-cédigo fol até entdo escolhido

como vencedor no algoritmo FS-55C

medida de distor¢do utilizada pelo algoritmo FS-SSC

coeficiente de variagdo

média de um conjunto de n observagdes

desvio-padrio de um conjunto de n observagdes

familia wavelet Daubechies 6

familia wavelet Daubechies 12

taxa de codificagio do quantizador vetorial alocada para o sinal d;(n),
coml<i<L

taxa de codificagiio do quantizador vetorial alocada para o sinal az{n)
taxa de codificagdo total

nimero de multiplicagdes por amostra

componente (sub-banda) de aproximacio no nivel de resolucdo mais
baixa (nivel de resolugdo mais grosseira)

taxa de codificagio alocada para a sub-banda S5;;

taxa de codificacdo alocada para a sub-banda Spy

quantizacio escalar

set partitioning in hierarchical trees

embedded zerotree wavelet

fonte autoregressiva de 1* ordem

processo discreto de Gauss-Markov

seqiidncia de varidveis aleatérias com distribuico gaussiana, indepen-
dentes e identicamente distribuidas, com média zero

resposta ao impulso do filtro utilizado para obtengio do processo de
Gauss-Markov

coeficiente de correlagiio do processo de Gauss-Markov

sinal de voz obtido apds a pré-énfase

xviii



wp(n)

Fe

SRL
CEP
CEP-P
DCEP
DCEP-P

Caa
Ai

janela de Hamming

freqiléncia de amostragem

sistema, de reconhecimento de locutor
coeficientes cepestrais

coeficientes cepestrais ponderados
coeficientes delta cepestrais

coeficientes delta cepestrais ponderados
(grupo de) de locutores femininos

(grupo de) de locutores masculinos

taxa de identificacéo

taxa de falsa aceitagio

nimero total de iteracbes realizadas pelo algoritmo LBG
centréide da i-ésima classe

numero de vetores de treino alocados em 5;
j-ésima componente do centréide w;
j-ésima componente do vetor de treino o,
adigdes

subtracdes

divisBes

multiplicagbes

comparagoes

expressdo correspondente a I‘z;{l_ 1;‘1’,‘: L 3

i-ésimo vetor (1 € i < K, pertencente a um conjuto de vetores inde-
dendentes, ou ainda, i-ésimo autovetor

vetor de atributos'®, isto é, vetor gue contém os escalares que con-
tribuem (que multiplicam os vetores z;} para a representagio de um
determinado vetor observado @

i-ésimo atributo (1 < i < K) do vetor f

matriz quadrada de ordem K cujas colunas s30 os vetores z;

fungdo de Kronecker

matriz identidade de ordem K

matriz de autocovaridncia de @

i-ésimo autovalor (1 < ¢ < K)

160y vetor F é uma transformacdo ortogonal do vetor .,
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PCA-ORI

P

H

Dpea
Npos
Nzgro
Nxgg

Wi pz

PZ

WiNg

NZ

WN 41§, NZ
média(z)
1/2PCA

soma(z)
BT
ds

erro médio quadritico minimo

varidncia de ©

matriz de autocorrelagao de f

matriz de autocorrelagio de ©

operagio de transposicdo de uma matriz

matriz de autocovaridncia do sinal de voz X

valor percentual relative do autovalor A;

vetor obtido de z; por meio de uma operacdo de normalizagao
escalar utilizado para normalizaciio de 2z; ~ corresponde ao reciproco
do valor absoluto da componente de malor valor absolute do vetor z;
Nimero de vetores-cédigo a serem alocados (pelo algoritmo PCA} ao
longo da diregdo definida pelo vetor z;

n;-ésimo vetor alocado (pelo algoritmo PCA) ao longo da i-ésima di-
recan

escalar determinado (pelo algoritmo PCA) assumindo-se que cada di-
recdo principal apresenta distribuicio gaussiana com varidneia 02 = X;
versdo original do algoritmo PCA

entropia normalizada dos vetores-cddigo

inicializagio do algoritmo LBG usando diciondrios PCA

nimero de vetores-cddigo com média positiva

namero de vetores-codigo com média zero

nimero de vetores-cédigo com média negativa

vetor-codigo cujas componentes t8m valor médio é positivo ou zero
(valor médio) postivo ou zero

vetor-cidigo cujas componentes tém valor médio é negativo ou zero
(valor médio) negativo ou zero

vetor do tipo NZ cujo indice ¢ N +1 — ¢

média das componentes do vetor =

método proposto para reducio da complexidade computacional da eta-
pa de codificacdo da QV, utilizando para tanto apenas metade do di-
ciondrio previamente projetado com o algoritmo PCA

soma das componentes do vetor @

algoritmo de busca total

distancia entre os vetores « e wg .
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dy
BS&C
RPgxrseg(€)

SNRseg(tsr)

SNRseg(e)

b3 (2)
MSB
bm(2)
LSB

distdncia entre os vetores & e wy

canal bindrio simétrico (binary symmetric channel)

redugdo percentual (em relagio a uma transmissdo sem erro) da relagio
sinal-rufdo segmental (SNRseg) do sinal reconstruido apds transmissdo
por um canal BSC com probabilidade de erro de bit igual a ¢
SNRseg do sinal reconstruido apds transmissao sem erro

SNRseg do sinal reconstruido :;pés transmissio pér um canal BSC com
probabilidade de erro de bit igual a ¢

primeiro bit ou bit mais significativo da palavra b;

bit mais significativo (most significant bit)

bit menos significativo da palavra b; de m = log, N bits

bit menos significativo (least significant bit)
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Capitulo 1
Introducao

A compressao de sinais, cujo objetivo fundamental é reduzir o nimero de bits
necessirios para representar adequadamente os sinais {voz, imagem, dudio, video),
desempenha um papel importante em aplicagdes que necessitam minimizacio dos re-
quisites de largura de faixa e/ou de capacidade de armazenamento, tais como: sistemas
multimidia, redes digitais de servigos integrados, videoconferéncia, sistemas de resposta
vocal, telefonia mével, sistemas de armazenamento de imagens médicas e de impressdes
digitais e transmissdo de imagens de sensoriamento remoto obtidas por satélites. Nesse
cendrio, a quantizagio vetorial ((QV) apresenta-se como uma poderosa técnica, bastante
utilizada em diversos sistemas de codificagio de sinais.

Em sistemas de reconhecimento de locutor, um dos méritos da quantizacio vetorial
reside no fato de que essa técnica dispensa a necessidade de alinhamento temporal,
uma vez que permite ao sistema de reconhecimento flexibilidade quanto ao tamanho
das sentencas proferidas pelos locutores.

(O desempenho dos sistemas de compressao de sinais que utilizam QV e dos sistemas

-de reconhecimento de locutor baseados em QV depende da qualidade dos diciondrios
projetados. Dentre as diversas técnicas utilizadas para projeto de diciondrios, o algo-
ritmo LBG (Linde-Buzo-Gray) destaca-se por sua ampla utilizagio.

Neste trabalho sdo apresentadas técnicas para projeto de diciondrios aplicados a QV
de sinais de voz e imagens. A primeira, denominada SOA (self-organizing algorithm)
e inspirada no algoritmo de Kohonen, corresponde a um algoritmo de aprendizagem
nao-supervisionada que utiliza um paradigma de vizinhanca diferente do proposto por
Kohonen para atualizagio dos vetores-cddigo: no algoritmo SOA a vizinhanga é defini-

da no préprio espaco de padrdes, enquanto que no algoritmo de Kohonen a vizinhanga
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¢ definida em um arranjo topoldgico de nés {(em geral, um mapa bidimensional). A
segunda téenica, denominada SSC (synaptic space competitive), corresponde a um algo-
ritmo que utiliza aprendizagem competitiva simples. A terceira, denominada FS-S8C
(frequency sensitive SSC), € resultante da introdugio do principio de consciéncia de
Grossberg no algoritmo SSC. A quarta técnica, denotada por PCA (como alusio s
principal component enelysis), destaca-se pela simplicidade e rapidez — os vetores-
cddigo sdo determinados de acorde com os autovalores e autovetores (componentes
principais) da matriz de covaridncia de um sinal de voz, diferindo consideravelmente
de abordagens fradicionais, tals como os algoritmos LBG e de Kohonen, bem como
dos algoritmos SOA, S8C e FS-55C, que necessitam de um conjunto de treino para
atualizar iterativamente os vetores-cddigo.

S#o apresentados resultados de simulagfes envolvendo codificacio de forma de onda
de voz e codificacio de imagens, utilizando QV simples (isto é, quantizagio vetorial
convencional) bem como DWT + QV (isto é, quantizagdo vetorial dos coeficientes
presentes nas sub-bandas resultantes de uma decomposi¢io wavelet multiresolucional).
Sio também apresentados resultados concernentes & aplicagio de QV para codificagio
dos pardmetros LSF (line spectral frequencies) de voz e resultados obtidos ao ser con-
siderado um sistema de reconhecimento de locutor baseado em QV paramétrica.

O trabalho contempla uma avaliagio comparativa de desempenho dos algoritmos
SOA, S8C, FS-S5C e LBG tendo em vista diversos aspectos: a qualidade dos dicio-
narios projetados com respeito & qualidade dos sinais reconstruidos, em sistemas de
codificacio de sinais; a qualidade dos diciondrios de padrdes acisticos (utilizados para
representar a identidade vocal dos locutores) projetados com relacio s taxas médias
de identificagdo obtidas no sistema de reconhecimento de locutores considerado; a in-
fluéncia do diciondrio inicial no desempenho dos algoritmos de projeto de diciondrios.

E investigada a complexidade computacional dos algoritmos SSC e LBG. Sio obti-
das expressBes analiticas (em funcfio do tamanho do diciondrio, da dimensio dos seus
vetores-codigo, do ndmero de vetores do conjunto de treino e do nimero de iteracdes
desses algoritmos) que estabelecem as condigbes que devem ser obedecidas para que
o algoritmo SSC seja mais eficiente que o algoritmo LBG quanto ao niimero de ope-
ragoes {divistes, multiplicagfes, comparagGes, adi¢es e subtragSes) realizadas durante
o projeto do diciondrio.

Diversos aspectos do algoritmo PCA sfo apresentados, dentre os quais destacam-

se sua capacidade de gerar diciondrios organizados e sua adequacg@o para quantizagio
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vetorial com dimensio 2, com a qual sdo obtidos sinais reconstruidos com excelente
qualidade. O algoritmo PCA, além de ser um método simples ¢ intuitive para projeto de
diciondrios destinados & quantizacio vetorial de forma de onda de voz, ndo apresenta o
problema de ajuste de pardmetros (caracteristico de vdrios algoritmos de redes neurais)
& ndo requer a escolha de um diciondrio inicial, como ocorre nos algoritmos LBG, SOA,
SSC, FS-85C e de Kohonen.

O presente trabalho também apresenta um método para redm;éo da 'céfnp]éxidade
computacional da etapa de codificagio da QV. O método proposto utiliza a organizacdo
estruturada dos dicionarios PCA para reduzir significativamente o ntimero de operagdes
realizadas na etapa de codificagio da QV (etapa de determinagio do vizinho mais
préximo de cada vetor a ser codificado) bem como para minimizar os requisitos de
memdria exigida para armazenar o diciondrio. Além disso, mostra-se que os diciondrios
PCA apresentam uma robustez inerente aos erros de canal.

As avaliagbes realizadas neste frabalho e os diversos resultados obtidos mostram
que os algoritmos SOA, 85C, FS-SSC e PCA apresentam-se como alternativas para o
tradicional algoritmo LBG.

1.1 Organizacao do Trabalho

Este trabalho € organizado em 7 capitulos e 1 apéndice.

No Capitulo 2 é apresentada uma visdo geral da quantizacio vetorial, com a de-
vida formulacfo matemadtica desta técnica. Por se tratar do método mais amplamen-
te utilizado para projeto de quantizadores vetoriais, o algoritmo LBG € descrito. A
questdo da complexidade computacional na fase de codificagio da QV é abordada,
sendo enfocados dois algoritmos cldssicos para otimizagdo do processo de procura do
vizinho mais préximo. S&c apresentados alguns fundamentos da transformada wave-
let discreta (DWT, discrete wavelet transform), com énfase 4 decomposi¢io wavelet
multiresolucional, sendo apontadas algumas caracteristicas que justificam sua ampls
utilizacdo em sistemas de codificacio de imagens e sendo brevemente discutidos alguns
fatores que afetam o desempenho de sisternas de codificagdo que utilizam DWT; nesse
contexto, apresenta-se uma abordagem suscinta da codificacio de imagens baseada em
QV dos coeficientes wavelet. O Capitulo 2 também aborda o problema da QV em
canais ruidosos, destacando a técnica de quantizagio vetorial robusta como alternativa

para minimizar o impacto dos canais ruidosos no desempenho dos sistemas de comuni-
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cacdo baseados em QV. Em se tratando da avaliagdo de desempenho de gquantizadores
vetoriais aplicados 4 compress&o de voz e imagem, sio abordadas duas metodologias
de avaliagdo subjetiva da qualidade dos sinais reconstruidos — o escore médio de opi-
nifo {(MOS, mean opinion score) e os testes de preferéncia, além de quatro medidas
de avaliagdo objetiva da qualidade dos sinais reconstruidos — a relacio sinal-ruido, a
relagdo sinal-ruido segmental, a distor¢io espectral e a relagio sinal-ruido de pico. O
capitulo é encerrado com a descri¢io do sistema de reconhecimento (identificacdo) de
locutor baseado em QV paramétrica considerado no presente trabalho, sendo descri-
tos os parfmetros acisticos utilizados pelo sistema: os coeficientes LPC, cepestrais,

cepestrais ponderados, delta cepestrais e delia cepestrais ponderados.

O Capitulo 3 fornece algumas nogbes bésicas de redes neurais, com destaque para
a visdo geral das regras de aprendizagem supervisionada e ndo-supervisionada. Sao
descritos o algoritmo de Kohonen e os algoritmos SOA, SSC e FS-S5C. Sio apontadas
diversas diferencas entre os algoritmos SOA e de Kohonen, sendo discutidos alguns
aspectos que justificam a adequacgio do algoritmo SOA para projeto de diciondrios. E
apresentada uma abordagem elucidativa do paradigma de vizinhanga introduzido pelo
algoritmo SOA.

O Capitulo 4 apresenta diversos resultados de avaliacido dos algoritmos SOA, S5C,
e FS-S8C, sendo realizada uma comparacio de desempenho desses algoritmos com o
algoritmo LBG. Tanto em codificagdo de sinals utilizando QV como em identificacio
de locutor baseada em QV paramétrica, fica evidenciado 0 bom desempenho dos algo-
ritmos SOA, 58C e FS-S5C.

No Capitulo 5 é aspresentada uma avaliagio da complexidade computacional dos
algoritmos SSC e LBG. Sao obtidas expressoes analiticas para o nimero de operages
executadas por esses algoritmos. Essas expressies estabelecem as condigdes que devem
ser obedecidas para que o algoritmo SSC seja mais eficiente que o algoritmo LBG em
termos de nimero de multiplicagBes, subtragdes, adicdes e comparagles (ressalte-se
que o algoritmo 55C realiza apenas uma operagio de divisdo, sendo mais eficiente
que o algoritmo LBG quanto a essa operagdo). Os resultados apresentados ao final
do capftulo, concernentes ao projeto de diciondrios para codificagdo de forma de onda
de voz, respaldam as formulacGes analiticas desenvolvidas no presente trabalho para a
avaliacdo de complexidade.

O Capitulo 6, que trata da andlise de componentes principais aplicada ao projeto
de diciondrios destinados & codificagio de forma de onda de voz, procura fornecer o
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instrumental matematico necessdrio para a perfeita compreensio da técnica de proje-
to proposta. Assim, especial atencdo é dada & transformada KLT (Karhunen-Loéve
transform), sendo enfocados os autovetores e os autovalores {componentes principais)
correspondentes. (0 capitulo apresenta uma descriggo do algoritmo de projeto pro-
posto, denotado por PCA, sendo realizada uma avaliagdo comparativa de desempenho
desse método com os algoritmos SOA, SSC e LBG. S3o destacadas a simplicidade, a
rapidez e a adequagéio do algoritmo PCA. No Capitulo 6 a organizagio estruturada dos
dicionarios PCA é explorada eficientemente em um novo método de codificacio, que
leva a uma redugdo significativa da complexidade computacional do processo de deter-
minagio do vizinho mais préximo de cada vetor da fonte a ser codificada. O método
de codificagio proposto, denominado 1/2PCA em virtude de o codificador utilizar ape-
nas metade do dicionério previamente projetado com o algoritmo PCA, é discutido e
avaliado. O Capitulo 6 é finalizado com uma avaliagdo dos diciondrios PCA para uso
em transmissio de voz por canal rnidoso. A avaliagdo dos diciondrios PCA quanto
a robustez aos erros de canal é levada a efeito utilizando o modelo de canal bindrio
simétrico. Os resultados apresentados mostram que os diciondrios PCA apresentam
uma menor sensibilidade {um maior robustez) aos erros de canal quando comparados
aos diciondrios LBG. o

No Capitulo 7 sio apresentadas as conclustes do trabalho, sendo destacadas as
principais contribuigdes. Por fim sfo apresentadas propostas de continuacdo da pes-
quisa.

Finalmente, o Apéndice A descreve a entropia normalizada dos vetores-cédigo.



Capitulo 2
Quantizacao Vetorial

O principal objetivo das técnicas de compressdo de sinais é reduzir o ndmero de
bits necessdrios para se representar adequadamente os sinais, visando minimizar os
requisitos de largura de faixa (em aplicagBes envolvendo transmissio de sinais) e de
meméria (em aplicagles envolvendo armazenamento de sinais) [1]. Apesar de alguns
sistemas ndo apresentarem grandes limitagbes de largura de faixa, como é o caso das
redes de comunicagdes por fibra 6tica, e embora a evelugio tecnoldgica esteja conti-
nuamente contribuindo para o surgimento de memdrias comn grandes capacidades de
armazenamento, a compressio de sinais desempenha um papel importante, devido a

uma série de fatores, tais como [2,3]:

» 3 grande utilizacio dos sistemas multimidia tem levado ao aumento da demanda
no tocante ao armazenamento de voz, misica, imagens, video e dados em forma

comprimida;

e um maior nimero de canais de comunicagdes pode ser multiplexado em siste-
raas de faixa larga, por meio do usc de técnicas de compress@o para reduzir os
requisitos de largura de faixa de cada sinal a ser multiplexado;

e nos sistemas de reconhecimento de fala e de locutor e nos sistemas de resposta
vocal, vocabuldrios malores podem ser armazenados por meio da redugdo dos

requisitos de meméria necessdrios para cada padrio de voz;

» nas redes digitais de servigos integrados (ISDN, integrated services digital networks),

as técnicas de compressdo permitem uma integracio eficiente de sinais e dados;
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s em telefonia mével celular, a largura de faixa é severamente limitada, o que tem
motivado muitos estudos em compressio de voz.

Nesse cendrio a gquantizagio vetorial [3,4] tem sido utilizada com sucesso, permitindo
obter elevadas taxas de compressio em diversos sistemas de codificacdo de voz, imagem
e video.

A quantizacBo vetorial também pode ser utilizada em outras aplicagbes, como por
exemplo [5,6): realce de imagens, reconhecimento automdtico de alvos (ao ser utilizado
radar), verificagio de assinaturas, reconhecimento de fala, reconhecimento de locutor
e supressao de ruido em sinais de voz.

2.1 Visao Geral

A quantizacio vetorial, que pode ser vista como uma extensio da quantizagio esca-
lar em um espago multidimensional, encontra-se fundamentada na Teoria da Distorgdo
Versus Taxa (7], formulada por Shannon, segundo a qual um melhor desempenho é
obtido codificando-se blocos de amostras (isto é, vetores) ao invés de amostras indi-
viduais (isto &, escalares). Em outras palavras, essa teoria ressalta a superioridade
da quantizacio vetorial sobre a quantizagio escalar [8]. Matematicamente, a quanti-
zacao vetorial pode ser definida como um mapeamento ) de um vetor de entrada =
pertencente ao espaco euclidiano K-dimensional, R, em um vetor pertencente a um
subconjunto finito W de RK, ou seja,

Q:RE 5 W. (2.1)

O diciondrio W = {wy;; i = 1, 2, ..., N} ¢ o conjunto de vetores de reprodugio
(também denominados vetores-cddigo ou vetores de reconstrugio), K ¢ a dimensdo do
quantizador vetorial e N é o tamanho do diciondrio, isto é, o mimero de vetores-céddigo
(ou ntimero de niveis, em analogia com a quantizagio escalar).

O mapeamento @ introduz um particionamento de BX em N células {denominadas
regides de Voronoi) S;, =1, 2, ..., N, tais que

N
US,-=RK€: S;nS; =0 para i j, (2.2)

i=l

em que cada célula S; € definida da segninte maneira:
Si={z: Qz) =w;}. (2.3)
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O vetor-cédigo w; constitul o vetor representative de todos os vetores de entrada
pertencentes a célula S;, conforme ilustra a Figura 2.1. Como a quantizagio vetorial
realiza um mapeamento de padrdes de entrada (vetores de entrada x) semelhantes em
padrdes de saida (vetores-cédigo w;) semelhantes, ela pode ser vista como uma forma
de reconhecimento de padrBes, em gque um padrio de entrads € “aproximado” por
um padrio de referéncia, pertencente a um conjunto predeterminado (diciondrio) de

padrdes (vetores-cédigo) de referéncia [3,9].

%

Figura 2.1: Particio do espage eunclidiano bidimensional, R?, introduzido pelo ma-
peamento dos vetores de entrada = nos vetores-codigo w;. As coordenadas z; e 1o

representam a primeira e a segunda componentes do vetor & € R2, respectivamente.

Em um sistema de compressao de sinais baseado em quantizagio vetorial simples,
apresentado na Figura 2.2, um quantizador vetorial pode ser visto como a combinagio
de duas fungbes: um codificador de fonte e um decodificador de fonte. Dado um vetor
x € R¥, da fonte a ser codificada, o codificador calcula a distor¢do d(z, w;) entre o
vetor de entrada (vetor a ser quantizado) e cada vetor-cddigo wy, i =1, 2, ..., N do
diciondrio W. A regra 6tima para codificagio € a regra do vizinho mais préximo [10},
ns qual ums representacio bindria do indice 7, denotada por by, € transmitida ao
decodificador de fonte se o vetor-cédigo w; corresponder & menor distorgdo [11], isto
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é, se wy for o vetor-cédigo que apresentar a maior similaridade com x dentre todos os
vetores-cddigo do diciondrio. Em outras palavras, o codificador usa a regra de codifi-
cagdio C(x) = by se d(z,w;) < d{z,w;), Vi # I. Ao receber a representagio bindria
br = (bi(Z),b2(1), ..., bn (1)} do indice I, o decodificador de fonte, que dispde de uma
copia do diciondrio W, simplesmente procura pelo I-€simo vetor-cédigo e produz o
vetor wy como a reprodugdo (versio quantizada) de @. Em outras palavras, é utilizada
a seguinte regra de decodificagdo: P{br) = wy [12].

Codifeador Becodificador
Fonte l . { Velr
Veorde o i e Quantizado
Sinal Regado | Sehgiods |, .
,l . pricala 2 EEVizinho Mais %] Candl Velor de Wp=Q(x) | Sid
Original | Prévimo Reconsirugio | Reconsmido
¥ ¥
% W
Diciondrio W Diciondrio W

Figura 2.2: Codificagio/decodificagio em um sistema de codificacio baseado em quan-
tizagdo vetorial simples.

A quantizagdo vetorial, portanto, constitui uma téenica de compressio com perdas,
visto que o sinal reconstruido é uma versao degradada do sinal original. O erro médio de
quantizacao ao se representar o sinal de entrada por sua versdo quantizada é chamado
distor¢do do quantizador. Por outro lade, a taxa de codificacdo do quantizador vetorial,
que mede o nimero de bits por componente do vetor, é dada por B = 4 logy N. Para
o caso de serem utilizadas palavras-bindrias b; de comprimento fixo m bits, essa taxa
pode ser dada por R = 21, Em codifica¢do de forma de onda de voz (e. g. [13,14]), R é
expressa em bit/amostra. Em se tratando de codificagdo de imagens (e. g. [11,15,16]},

R é expressa em bits por pizel (bpp).

1Ao serem aplicadas técnicas de codificagdo entrépica, sfo utilizadas palavras-bindrias com com-
primentos diferentes, determinados de acordo com consideragbes estatisticas — o objetivo, nesse caso,
é a obtengio de taxas inferiores a & log, N = 2. Para tanto, sao utilizadas palavras-bindrias de
comprimento pequeno para os vetores-codigo mais provéveis de serem os representantes de um dado
vetor de entrada e palavras-bindrias de comprimento grande para os vetores-cddigo menos provaveis

de serem os representantes de um dado vetor de entrada.
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Uma das qﬁestﬁes principais no pmj'eto de quantizadores vetoriais é o compromisso
entre taxa e distorgio. O alvo a ser perseguido € a obtengio de um diciondrio étimo, que
minimize a distorcio média introduzida pela aproximacio de cada vetor de entrada por
ura dos vetores-codigo. OO quantizador étimo deve satisfazer duas condigfes necessdrias:
a condicdo de vizinho mais préximo para parti¢io e a condigdo de centréide para os
vetores-cddigo [3,17].

Existem diversas técnicas para o projeto de dicionédrios para quantizagio vetorial,
dentre as quais podem ser citadas: algoritmo LBG (Linde-Buzo-Gray) [10]; algorit-
mo auto-organizativo de Kohonen [18-20] e outros algoritmos nio-supervisionados de
redes neurais {21-26); stochastic relazation [17); algoritmos fuzzy (27, 28]; algoritmos
genéticos [29]; algoritmo PNN (pair-wise nearest neighbor) [30].

Por se tratar da técnica mais popular e amplamente utilizada para projeto de quan-
tizadores vetoriais, o algoritmo LBG serd descrito a seguir.

Algoritmo LBG

Seja a iteragdo do algoritmo LBG denotada por n. Dados K, N e um limiar de
distor¢do ¢ > 0, o algoritmo LBG [10], também conhecido como GLA (generalized
Lloyd algorithm) consiste da seguinte seqliéncia de passos:

e Passo 1) inicializagdo: dado um diciondrio inicial Wy e um conjunto de treino
X —‘_‘-{Cﬂm, m«_ml’ 23 =ty M}J fa&anmgez}—i S *H

e Passo 2) particionamento: dado W, (diciondrio na n-ésima iteracdo) alogue cada
vetor de treino (vetor de entrada) na respectiva classe (célula de Voronoi) segundo

o critério do vetor-cédigo mais préximo; calcule a distorgao®

Dp=3%" %" d(@m,w); (2.4)

i=] ey e8;

s Passo 3) teste de convergéncia (critério de parada): se (Dn_y — D)/ D, < € pare,
com W, representando o diciondrio final (diciondrio projetado); caso contrério,

continue;

*Em algumas abordagens, é calcula a distorgiio média Dy, = Du/M. O cilculo da média, no
entanto, requer uma operagio de divisio (por M), que pode ser evitada, tendo em vista que qualquer
das abordagens (I ou D,) tem o mesmo efeito em termos do teste de convergéncia (passe J do

algoritmo).
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e Passo 4) atualizagho do diciondrio: compute os novos vetores-cddigo como os
centréides das classes de vetores; faca W, = W,; facan = n + 1 e vd para
Passo 2.

Em esséncia, no algoritmo LBG a funcéo distorgdo decresce monotonicamente, uma
vez que o diciondrio ¢ iterativamente atualizado visando satisfazer as condigdes de cen-
tréide e de vizinho mais préximo. Na dindmica do algoritmo LBG, a distorgdo introdu-
zida a0 se representarem os vetores do conjunto de treinamento pelos correspondentes
vetores-c6digo (centréides) é monitorada a cada iteragio. A regra de parada (teste de
convergéncia) do algoritmo baseia-se nessa distorgio monitorada ~ o treinamento do di-
ciondrio é encerrado quando (D, —~ D,)/ D, < ¢. Existem, contudo, alguns problemas
apresentados pelo algoritimo LBG, comumente relatados {31]: alguns vetores-c6digo po-
dem ser subutilizados e, em casos extremos, até mesmo nunca serem acessados, ou seja,
o projeto do diciondrio pode resultar em células de Voronol pequenas ou até mesmo
vazias; a velocidade de convergéncia e o desempenho do diciondrio final dependem do
diciondrio inicial.

A segunir serd abordada a complexidade computacional envolvida na fase de codifi-

cagdo da quantizagio vetorial.

2.2 A Complexidade Computacional da Quantizacao

Vetorial

O problema da determinag¢éo do vizinho mais préximo desempenha papel importan-
te em diversas aplica¢fes, como por exemplo reconhecimento de padrfes e compressio
de sinais envolvendo quantizagdo vetorial. Em virtude da necessidade de comparagio
direta de um padrao de teste com cada padrio de referéncia armazenado, a regra do
vizinho mais préximo implica elevada complexidade computacional, o que tem desper-
tado o interesse de diversas pesquisas relacionadas 4 anilise e & concepgio de métodos
de procura eficientes.

Em quantizacdo vetorial, em particular, a complexidade computacional existente
na fase de codificagdo dos vetores a serem quantizados constitui um problema critico.

A etapa de representaciio de um vetor de entrada por um dos vetores-cddigo, ou
seja, a etapa de determinacio do vizinho mais préximo, representa uma das principais

limitactes da quantizagdo vetorial, isto ¢: a complexidade computacional na fase de
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codificagio da QV cresce exponencialmente com a dimensfo para uma dada taxa,
conforme serd demonstrado a seguir.

A relacdo entre o ntimero de vetores-cédigo N, a dimensdo K e a taxa R pode
ser expressa como N = 2¥®  Para codificar um dado vetor de entrada, é necessario
encontrar sua distdncia para cada um dos N vetores-cidigo e depois comparar as
distdncias de modo a encontrar o vetor-cédigo mais semelhante, ou seja, o vizinho mais
préximo. No algoritmo convencional de busca total, a codificacio de cada vetor de
entrada requer, portanto, 25% cdleulos de distancia (distorgfio) e 252 — 1 comparacfes.
No caso da medida de distor¢iio de erro quadrético, isto é,

K
d(x, w;) = Z(za - wi;)?, (2.5)

F=1
em que w;; € a j-ésima componente do vetor-cédigo w; e z; é a j-ésima componente do
vetor de entrada x, cada célculo de distancia requer K multiplicagbes, K subtractes e
K — 1 adi¢des. Portanto, para codificar cada vetor de entrada, K25 multiplicagdes,
K25 subtragBes, (K — 1)2%® adicdes e 2¥® — 1 comparacdes devem ser realizadas.
A complexidade de um quantizador vetorial pode ser alternativamente expressa em
termos de 2%% multiplicagGes, 257 subtragdes, (1 — £)2%% adigdes e (2¥7 — 1)/K

comparagoes por amostra.

Em resumo, a complexidade computacional de um quantizador vetorial de dimensio
K e taxa R requer um mimero de operagdes por amostra da ordem de N = 25% para
cada vetor de entrada se uma busca completa (busca total, busca exaustiva) é realizada
ao longo do diciondrio.

As técnicas destinadas & aceleragdo do processo de codificagio da QV podem ser
classificadas em dois grupos [32). O primeiro grupo consiste de métodos que nio se
ocupam com o problema de determinacio do vizinho mais préximo propriamente di-
to - consiste de métodos que buscam uma solugdo sub-Gtima (mas que geralmente é
“muito boa”) em termos de erro médio quadrético introduzido ao se representar o sinal
por sua versdo quantizada. Um desses métodos consiste no uso de quantizacdo vetorial
estruturada em drvore (TSVQ, tree-structured vector guantization) [3], na qual a busca
pelo vizinho mais préximo é realizada em etapas. Dentre os algoritmos pertencentes
a0 primeiro grupo, pode ser citado o descrito em [33]. O segundo grupo de técnicas
procura uma solugio exata para o problema de codificagdo por vizinho mais préximo,

que apresente uma menor complexidade computacional comparada & busca exaustiva
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do vizinho mais préximo. Dentre os algoritmos pertencentes ao segundo grupo, podem
ser citados aqueles apresentados em {34-40]. A seguir serdo descritos os algoritmos pro-
postos em [34] e [35], em virtude de serem utilizados em algumas simulagbes realizadas
no presente trabalho.

2.2.1 Algoritmo PDS

O algoritmo de busca por distincia parcial, denotado ao longo deste trabalho por
PDS {partial distance search), proposto em [34], constitui uma das técnicas tradicionais
para reducio da complexidade computacional envolvida na fase de procura do vizinho
mais préximo (fase de codificagio). Nesse algoritmo, o codificador toma a decisdo antes
de completar o cdlenlo de distdncia entre o vetor de entrada (vetor a ser codificado) e
um vetor-codigo.

O codificador decide que o vetor-cédigo em guest&o ndo representa o vizinho mais
préximo se, para algum j < K, a distincia acumulada {ou seja, a distdncia parcial)
para as primeiras j amostras do vetor de entrada é maior que a menor distincia até
entdo encontrada no processo de procura. O codificador, entdo, interrompe o cdlculo
de distancia para esse vetor-cédigo e inicia esse cdlenlo para o préximo vetor-cddigo do
diciondrio. Com essa abordagem, o nimero de multiplicages por amostra € reduzido
drasticamente. Observa-se, também, redugio do nimero de subtragbes/adiges por
amostra. Muito embora ¢ algoritmo PDS introduza um aumento do ndmero de com-
paragOes, a complexidade global observada na fase de procura do vizinho mais préximo
é reduzida.

A estrutura béasica do algoritmo PS5 é apresentada na Figura 2.3, em que d denota
a distdncia (distorcdo), dyn Tepresenta a distincia minima (ou seja, a menor distincia
até entdo encontrada no processo de procura), z; denota a j-ésima componente do
vetor de entrada K-dimensional = ¢ w;; representa a j-ésima componente do i-ésimo
vetor-codigo K-dimensional w;, i = 1,.++ | N,

2.2.2 Algoritmo PDS-O

Esse método consiste em ordenar os vetores-cddigo de acordo com ¢ tamanho das
células de Voronoi correspondentes, visando aumentar a eficiéncia do algoritmo PDS.
No presente trabalho, essa técnica € denotada por PDS-0, onde O representa o processo
de ordenamento dos vetores-cddigo.
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b =00 (um ndmero muito grande)
Lago A;  Parai=1...N
é=0
Lago B: Parz j=l.....K ,
dmci+{xj« Wy -
sed>d -~ i=i+]l (condigfio de saida)
J=j+l
g =0
mins=

=i+l

Figura 2.3: Algoritmo PDS.

Observando a estrutura do algoritmo PDS, apresentada na Figura 2.3, verifica-se
que, para um dado vetor de entrada @, a maxima reducdo de cilculos computacionais
é obtida quando a condigio de saida é satisfeita o mais cedo poésivel dentro do Lago B
para cada w;. Em outras palavras, uma safda prematura do Lago B é alcancada com a
condi¢do de que o vetor-cadigo que leve ao menor valor possivel de donin para um dado
x seja acessado o mals cedo possivel no Lago A.

Conforme {35], como dp assume o menor valor possivel para um dado z apenas
depois que o vizinho (vetor-cédigo) mais préximo de « tenha sido verificado, é possivel
obter méxima economia de esforgo computacional tendo como primeiro vetor-cédigo
o vizinho mais préximo de z, isto é, wy = @Q(x). Tal condigdo nio é, obviamente,
prética, uma vez que 0 conhecimento a priori de Q(x) elimina a necessidade de procura.
Segundo [35], entretanto, uma solugdo probabilistica pode ser dada para diminuir a
complexidade computacional, conforme abordado a seguir.

Ordenamento

Seja W = {wy; i =1, 2, ..., N} o diciondrio de tamanho N, em que w; =
(wijy 7 =1,..., K) é um vetor K-dimensional. Seja p; a probabilidade de que um dado
vetor de entrada a pertenca & regido de Voronoi §;, correspondente ao vetor-codigo
w;. Em outras palavras, p; corresponde & probabilidade de que um vetor-cédigo w;
seja o vetor-cédigo mais préximo (vizinho mais préximo) para um dado vetor .

Seja S = {z;, s =1, 2, ...,m} um longo conjunto (isto é, m >> N) representativo
de vetores usados para o treinamento do quantizador vetorial. Ao final do treinamento,

o conjunto S é particionado em N subconjuntos S;, ¢ = 1, 2, ..., N, em que 5; =
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{z;s 1 w; = Q(z,)}, ou seja, w; € o vetor-cédigo mais préximo de todos x, € S;.
Se my; é o tamanho da regifio S; {isto é, m; é o nidmero de vetores de treino per-
tencentes & célula de Voronoi 5;), a estimativa para a probabilidade de que w; seja o

vetor-cédigo mais préximo para qualquer . pode ser obtida como
m.
p; = E‘ para m —¥ cQ. (2.6)

Os p;’s obtidos com o uso de um longo conjunto representativo de vefores de treino
servem como uma boa medida das probabilidades necessdrias para ¢ ordenamento do
diciondrio. Se os vetores-cédigo estiio arranjados no diciondrio de acordo com a ordem
decrescente de p;, ou seja p, > py > -+ > py, entdo a probabilidade de se obter o
menor valor de dp, em estdgios iniciais da procura pode aumentar, o que ajuda a
diminuir a complexidade computacional do algoritmo PDS.

2.3 Quantizacao Vetorial no Dominio da Transfor-

mada Wawvelet Discreta

2.3.1 Introducio

A técunica de codificagdo por sub-bandas desempenha um papel importante em
diversos sistemas de codificagio de voz, imagem, video e dudio.

A codificaco por sub-bandas foi originalmente introduzida no contexto de codifi-
cagio de voz por Crochiere ef al. [41]. A extensio da filtragem de sub-bandas de 1-D
para 2-D fol apresentada por Vetterli [42], sendo originalmente aplicada & codificagio
de imagens por Woods ef al. [43,44].

Em codificago por sub-bandas, um banco de filtros de andlise é aplicado ao sinal
de entrada, gerando um conjunto de sinais com faixa de freqliéncias mais estreita, cada
um representando uma determinada sub-banda do espectro do sinal de entrada. As
sub-bandas sfo codificadas, posteriormente recombinadas e, por meio da aplicagiio de
filtros de sintese, o sinal reconstruido ¢ obtido.

O particionamento do espectro de um sinal pode ser levado a efeito por meio de
uma decomposicio wavelef, a qual tem sido amplamente utilizada em vérios sistemas
de codificagido de imagens, permitindo a obten¢io de excelentes resultados.

Nas secdes a seguir, sdo apresentados alguns fundamentos da transformada wavelet

discreta, uma das ferramentas utilizadas no presente trabalho.
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2.3.2 Transformada Wawvelet Discreta

A transformada wavelet discreta (DWT) tem sido utilizada com sucesso em diversas
aplicacbes [45-49), dentre as quais podem ser citadas: supressio de ruido, solugdo de
equagdes diferenciais parciais, codificagio de canal [50,51] e compressfo de sinais de
dudio, video, voz e imagem.

Conforme mostra a Figura 2.4, a transformada wavelef discreta [48,52-54] pode ser
descrita a partir de um banco de filtros. Os filtros hy(n) e hi(n) correspondem aos
filtros wavelet de andlise, enquanto que gy{n) e g {n) correspondem aos filtros wavelet
de sintese. Um sinal de entrada z{n} é convoluido com o filtro passa-baixa he(n} e com o
filtro passa-alta hy{n). O sinal resultante de cada convolugio é ent3o submetido a uma
decimagao (dizimacdo, sub-amostragem) de ordem 2. Geram-se, assim, no processo de
decomposicio {ou andlise), o sinal de aproximacio g, (n) e o sinal de detalhe d,(n). Em
outras palavras, a;(n} contém os coeficientes wavelet correspondentes & componente de
aproximacdo do sinal, ao passo que d;(n) contém os coeficientes wavelet referentes
componente de detalhe do sinal. No processo de reconstrugio (ou sintese), procede-se
uma interpolagdo (super-amostragem) de ordem 2, segnida de uma convolugio com os
filtros passa-baixa go(n) e passa-alta g1(n). Satisfeitas as condigdes de reconstrugio
perfeita, o sinal z(n) é reconstruido de forma exata, como a soma das saidas dos filtros

wavelet de sintese, ou seja, y(n) = z(n).

b ({212 &m

x(n) {4 — y(n)

Erriy d R
) E}*mﬂ@)“ g0

Figura 2.4: Estrutura bésica do banco de filtros e das operagbes de decimagio e inter-
polagdo envolvidos na DWT.

Fm se tratando de uma decomposi¢do wavelet multiresolucional (multinivel} [52,
55,561, o préximo nivel de decomposico (resolugdo mais grosseira} é obtido mediante
a convolugdo do sinal a,(n) com um par idéntico de filtros he(n) e hy{n), seguida da
decimacio de ordem 2. Geram-se, assim, os sinais a;(n) e dz(n), em que o indice 2 diz
respeito ao segundo nfvel de decomposi¢io. Esse processo pode ser repetido iterativa-

mente, ¢ o ndmero de pares de filtros wavelet de andlise define o nidmero de niveis de
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decomposi¢io (cu ndmero de niveis de resolugdo), denotado por £, da transformada
wavelet discreta. Deste modo, sdo obtidos, ao final de £ niveis de decomposigio, um
sinal de aproximagio ac(n), com resolugio reduzida por um fator de 2¢ em relagio ao
sinal de entrada, e os sinais de detalhe de(n), de—1(n}, ..., di(n). Em outras palavras,
di(n), com 1 €1 < £, contém os coeficientes wavelet correspondentes ds componentes
de detalhe no i-ésimo nivel de decomposicio, enquanto que ac(n) contém os coeficientes
wavelet referentes 3 componente de aproximacdo no L-ésimo nivel de decomposicio. A
Figura 2.5(a) ilustra a estrutura piramidal de uma decomposi¢io wavelet de 3 niveis.

Para se realizar a etapa de sintese, ilustrada na Figura 2.5(b), os sinais a;(n) e
di{n), ap6s interpolagdo de ordem 2, s8o submetidos, respectivamente, aos filtros wa-
velet de sintese go{n) e g1(n) para permitirem a reconstrucdo de ;- (n), que constitui
a componente de aproximacio no préximo nivel de resolu¢do mais alta. Uma vez asse-
guradas as condigdes de reconstrugdo perfeita, y(n) = z{n). O conjunto de operagdes
(convolugdo e interpolagdo} que permitem a reconstrugdo do sinal a partir dos coefici-
entes wavelet as(n) e d;(n), com 1 < ¢ < L, constitui a transformada wavelet discreta
inversa (IDWT, inverse discrete wavelet transform).

2.3.3 Transformada Wavelet Discreta Aplicada a Imagens

Conforme abordado na se¢io anterior, o principio bésico da transformada wavelet
discreta {DWT) é a decomposigio de um sinal em wm conjunto de componentes de
aproximacio e de detalhe, mediante uso de bancos de filtros wavelet. Cada uma dessas

- componentes corresponde a uma faixa de freqiiéncias (sub-banda).

Nesta se¢io, procurando obedecer & notagdo mais comumente utilizada em trans-
formada wavelet aplicada & imagem, o filtro wavelet passa-baixa de andlise hy(n) serd
simplesmente denotado por L (low-pass filter), enquanto que o filtro wavelet passa-alta
de andlise k1 (n) serd simplesmente denotado por H (high-pass filter).

A abordagem mais utilizada para a decomposicio wavelet multiresolucional hi-
erdrquica foi introduzida por Mallat [55]. A transformada wavelel discreta é imple-
mentada por meio da aplicagio de um filtro passa-baixa, L, e de um filtro passa-alta,
H, nas diregdes horizontal e vertical da imagem. Em seguida, as saidas dos filtros sao
sub-amostradas por um fator de 2, gerando as sub-bandas LH,, HL,, HH; e LL; no
nivel de decomposicdo (nivel de resolugio) 1, que corresponde & escala mais fina. Para

se obterem as préximas sub-bandas (em uma escala mais grosseira), o processo € repe-
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Figura 2.5: Estrutura piramidal de uma decomposigio wavelet multiresolucional em 3
niveis: (a) operagdo de andlise ou decomposicio; (b) operagio de sintese ou recons-

trugdo.
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tido na sub-banda passa-baixa LL para gerar o préximo nivel (resolugdo, escala) da
decomposi¢do, ou seja, o nivel de resolugdo 2, com as correspondentes sub-bandas LH,,
HL,, HH; e LLy. Para se obterem as sub-bandas do préximo nivel de resclucio, o
. processo é repetido em LLy. O processo continua até que o nivel de resolucio desejado
seja obtido. A Figura 2.6 mostra uma decomposico wavelet de 3 escalas (3 niveis de
resolugdo, decomposi¢do em 3 nfveis) de uma imagem 2566 x 256.

Ao longo deste trabalho serd adotada a notagio apresentada na Tabela 2.1, em que
S;; denota a sub-banda correspondente A j-ésima diregdo do i-ésimo nivel de decom-
posi¢do. Deste modo, j = 1 identifica a dire¢io horizontal (HL), 7 = 2 identifica a
diregdo vertical (LH) e j = 3 identifica a dire¢io diagonal (H H), ao passo que j = 0
identifica a componente {sub-banda) de aproximacio (LL) no nivel de resolugio mais
baixa. Com a notacio adotada neste trabalho, portanto, as componentes de detalhe
sdo identificadas por j =1, 2, 3.

A Figura 2.7 apresenta a disposi¢Bo das sub-bandas obtidas em uma decomposiciio
wovelet de 3 niveis de uma imagem 256 x 256.

LL, | HL, -
32 =% 3232 x 32 ]
LHy| HH, | G4x64
32 % 37232 %33 HL
128 % 128
LH, HH ,
64 x 64 64 % 64 Horizontal
LH, HH |
128 x 128 128 % 128
Vertical Diagonal

Figura 2.6: Decomposigdo waovelet de 3 niveis de uma imagem 256 x 256. A filtragem

passa-baixa € denotada por L e a passa-alta por H.

A seguir serd, apresentada uma breve abordagem de alguns aspectos relacionados &
aplicacdo da DWT em codificagio de imagens.
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Tabela 2.1: Notagdo utilizada.

Sub-banda | Nivel Diregao
H Ll 311 1 1 (Horizontal)
LH1 Sm 1 2 (Vertical) .
HH, S137 1 3 (Diagonal)
HL, Sa21 2 | 1 (Horizontal)
LH, Sog 2 2 (Vertical)
HH, Sos 2 3 {Diagonal)
HILs Si 3 |1 (Horizontal)
LHg 332 3 2 (V\EI‘ﬁCEA)
HH, Sas 3 3 (Diagonal)
LLs Sag 3 0
Sio | Sy | ]
12 :ﬂszf:sz x33  Su
S ! 1, 64 x 54
32 X 3232 % 32 Sy
128 x 128
S22 S )
64 x 64 64 % 64 Horzontal
S 313
128 x 128 128 x 128
Vertical Diagonal

Figura 2.7: Sub-bandas obtidas em uma decomposi¢io wavelet de 3 niveis de uma
imagem 256 x 256. A sub-banda Sj; diz respeito & j-ésima diregio do i-ésimo nivel de
decomposicdo, ¢,j € {1,2,3}. Observe que j = 0 diz respeito 4 sub-banda correspon-
dente a LL.
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Codificagdo de Imagens Utilizando DWT

A transformada wavelet discreta (DWT) apresenta caracteristicas que justificam
sua adequagdo (e, conseqlentemente, sua ampla utilizagio) em compressio de imagens,
tais como [57, 58]:

e a DWT ¢ uma descrigdo multiresolucional de uma imagem, de modo que é possivel
proceder uma decodificacao segiiencial, de um nivel de resolugao muito baixo a
um nivel de resolucio mais alto;

e 2 DWT ¢ bem malis préxima do sistema visual humano que a transformada dis-
creta de cosseno (DCT, discrete cosine transform), a qual é utilizada no padrio
JPEG (joint photographics experts group) [59];

e as imagens reconstrnidas por meio da DWT ndo apresentam a incdmoda dis-
tor¢io sob a forma de bloqueamento da imagem, tipica de técnicas de codificagio
envolvendo transformada DCT ou quantizagio vetorial simples (isto €, no préprio

dominio espacial) a elevadas taxas de compresséo;

e o representaco hierdrquica da imagem, em niveis de resolucdo distintos, sob a
forma de componentes de aproximagio e de detalhe, contribui para o desenvolvi-
mento de estratégias de quantizagio mals “sintonizadas” com as caracteristicas

do sistema visual humano;

e em virtude de permitir uma representagdo compacta da energia da imagem (gran-
de parte da energia se concentra em um pequeno nimero de coeficientes wavelet),
a DWT favorece a concepgio de quantizadores (escalares ou vetoriais) eficientes,
que procuram aproveitar a estatistica dos coeficientes em cada sub-banda da
decomposicio wavelet.

Diversos fatores afetam o desempenho dos sistemas de codificagdo de imagens que
utilizam DWT, dentre os quais podem ser citados [60]: a escolha das bases (familias
ou filtros} wavelet, o tipo de extensdo utilizada ao se aplicar a DWT, a estratégia
de quantizagdo/alocagio de bits adotada, a utilizagio de codificadores entrdpicos e a
concepgao/aplicacdo de medidas de distorgio sintonizadas com critérios de percepgio
visual. Em seguida, cada um desses aspectos serd brevemente abordado.

A escolha da base wavelet para utilizacio em codificago de imagens constitui ob-

jeto de interesse de diversas pesquisas, sendo abordada, suscinta ou profundarnente,
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em vérios trabalhos [61-65]. Caracteristicas importantes [48, 52, 53] (que influenciam
a qualidade da imagem reconstruida) devem ser observadas, tais como: suavidade,
regularidade, tamanho de suporte, seletividade em freqiiéncia do filtro, precisdo de
aproximagio e nitmero de momentos de decaimento (vanishing moments). Contudo, a
melhor combinagio desses parimetros que caracterizam uma base wavelef ainda néo é
conhecida. Apesar de serem relatados, com grande freqiiéncia, resultados de andlises
comparativas de desempenho de diversas familias wavelet ~ Daubechies (com vérios
comprimentos de filtro: 2, 6, 8, 10, 12, 16, 18, 20), Battle-Lemarié, Haar, Beylkin's 6,
Spline, Coiflet (com vérios comprimentos de filtro: 6, 18, 30}, dentre outras - o fil-
tro biortogonal 7-9 constitui a opgao mais amplamente recomendada para aplicacGes
envolvendo compressdo de imagens.

O tipo de extensdo da imagem [48, 66] (necessdria para se efetuar a convolugdo
com os filtros wavelet) utilizada ao se aplicar a DWT pode afetar a qualidade da
imagem reconstruida, obtida apds aplicagio da IDWT. Diversos tipos de extensdo tém
sido utilizados: a extensfio do tipo zero-padding ¢ a extensio circular podem introduzir
degradagdo nas proximidades das bordas da imagem reconstruida; a extensio simétrica,
por sua vez, apresenta-se como uma alternativa mais adequada, em virtude de levar a

uma maior preservacio de continuidade nas proximidades das bordas.

A estratégia de guantizagio dos coeficientes wavelet desempenha papel impor-
tantissimo para o bom desempenho dos sistemas de codificagdo de imagens que utilizam
DWT. Tanto a quantizagio escalar (utilizada em diversos trabalhos, e.g. [58, 67-70])
como a quantizagio vetorial (usada em vdrios trabalhos, e.g. [64,65,71-76]) tém si-
do aplicadas. Em se tratando de quantizacio escalar, algumas abordagens podem ser
mencionadas, dentre as quais os quantizadores Lloyd-Max e os quantizadores com zona
morta (deed zone). Esta dltima utiliza um limiar abaixo do qual um grande nimero
de coeficientes wavelet s3c zerados, 0 que contribui para aumentar a eficiéncia de uma
codificacdo entrépica subseqilente. Convém mencionar que a idéia de utilizar um limi-
ar para definicdo de uma zona morta também é adotada em sistemas de supressdo de
rufdo baseados em wavelets [77-79)].

Em se tratando, especificamente, da estratégia de alocagio de bits [80,81], o objeti-
vo é determinar o mimero de bits b;; alocados para cada sub-banda S;; da decomposigdo
wavelet, de modo que a distorgio introduzida no processo de quantizagfo seja minimi-
zada, obedecendo 4 restrigdo E Z bij < b.

i
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De forma genérica, o problema de alocagio de bits pode ser formulado da seguinte
maneira. Sejam Y, Ys, ..., Yp varidveis aleatérias (correspondentes, por exemplo, aos
conjuntos de coeficientes wavelet em cada uma das F sub-bandas de uma decompo-

- sigBo multiresolucional). A alocagdo de bits consiste em minimizar a distor¢io média
total sobre todas as P varidveis aleatdrias dada uma restrigio na taxa total de bits
a ser distribuida dentre todas as varidveis aleatérias. Seja H, a taxa alocada para
a p-ésima varidvel aleatéria e seja D, = E[(Y, — Q(¥;))?] a distor¢io média para o
p-ésimo quantizador, na qual Q(Y}) denota a saida do quantizador para Y, e E[-| de-
nota o operador expectdncia. Entdo o objetivo a ser alcancado é minimizar a distorgio
média total ) D, sujeita & restricio na taxa total 3 R, < R. Esse problema pode

P

»

ser resolvido utilizando wm multiplicador de Lagrange — com essa abordagem, o pro-

blema counsiste em minimizar 3 Dp(R,) + A>_ R, para algum A > 0. Tomando as
P )

derivadas em relagdo a R, e igualando a zero, segue que D;(Rp) + A = 0 para cada p.
Esse resultado traduz o método mais comum para alocagio de bits: método da mesma
inclinac8o (“equal-slope” method) [6], que & aplicado tanto para quantizadores escala-
res quanto para quantizadores vetoriais. Cada R, é escolhido de modo a satisfazer

Dy(B;) = =\

A utilizac8o de codificadores entrépicos (tais como o cédigo de Huffman, o cddigo
do tipo run-length e o cddigo aritmético) contribui para redugio da taxa de codifi-
cagdo, em virtude de explorar adequadamente a estatistica dos simbolos utilizados na
representacio resultante da quantizagio.

A concepgio/aplicagio de medidas de distor¢io sintonizadas com critérios de per-
cep¢do visual constitui importante drea de estudo em codificagio de imagens [82-84].
De fato, apesar de existirem diversas medidas de distor¢do objetivas [85-88] utiliza-
das para avaliar a qualidade de imagens comprimidas (reconstruidas), costumam ser
relatados problemas apresentados por essas medidas, sendo fregilentemente apontada
a incapacidade de modelarem de forma eficiente as caracteristicas do sistema visual
humano (HVS, human visual system) [82,89-91], ou seja, a incapacidade de apresenta-
rem elevada correlagio com resultados de avaliacio subjetiva da qualidade de imagens.
Deste modo, apesar de as técnicas de codificagio serem levadas a efeito no sentido de
minimizar uma medida de distor¢io objetiva, nfo necessariamente se observa como
resultado a obtencdo de uma imagem reconstruida com elevada qualidade subjetiva. E

importante mencionar, contudo, que algumas abordagens [92-94) tém sido utilizadas
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para introduzir aspectos do HVS em sistemas de codificagio de imagens.

Ainda com respeito as medidas de distor¢do utilizadas para avaliar a qualidade de
imagens, cumpre registrar que, recentemente, uma medida de gualidade objetiva de-
nominada PQS (picture quality scale), foi apresentada por Miyahara ef ol em [95].
Levando em consideracao tanto distorgdes globais como degradacdes locais da imagem,
PQS parece apresentar-se como uma alternativa promissora para avaliacdo de algorit-
mos de compressdo de imagens. Segundo Miyahara ef al., PQS apresenta-se fortemente
correlacionada com resultados de avaliages subjetivas, sendo relatado em [95] um coe-
ficiente de correlagio de 0,92 entre PQS e a medida de qualidade subjetiva MQOS (mean

opinion score)®.

2.3.4 Codificacao de Imagens Usando QV dos Coeficientes
Wavelet

A Figura 2.8 mostra um sistema de compressio de imagens que utiliza uma de-
composi¢do wavelel no primeiro estigio e algum tipo de QV no segundo estdgio, co-
mo por exemplo [6]: quantizagio vetorial com restricio de entropia (ECVQ, entropy-
constrained vector quantization), quantizagdo vetorial estruturada em drvore (TSVQ,
tree-structured vector gquantization), quantizacio vetorial multi-estdgio (MSVQ, mul-
tistage vector quantization}, quantizagio vetorial preditiva (PVQ, predictive vector
quantization), quantizacdo vetorial classificada (CVQ, classified vector guantization),
quantizacio vetorial codificada em trelica (TCVQ, trellis-coded vector quantization),
quantizacio vetorial hierdrquica (HVQ, hierarchical vector quantization), lattice vector
quantization e quantizagio vetorial com busca total e sem estrutura (full-search uns-
tructured vector quantization). O terceiro estdgio, opcional, conternpla a utilizagio de
técnicas de codificagio sem perdas (codificagio entrdpica, codificagio inversivel), tais
como os cédigos aritmético, Lempel-Ziv e de Huffman.

codificacio
DWT Qv sem perdas
(opcional)

Figura 2.8: Sistema de compressdo de imagens que utiliza DWT e QV.

30 escore médio de opinido (MOS) é descrito na Se¢do 2.5.1.
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De um modo geral, os algoritmos que utilizam QV dos coeficientes de uma decom-
posicdo wavelet podem ser classificados de acordo com o modo de operagio da QV nas
sub-bandas wavelet, isto é, se a QV opera no modo intra-banda ou se ela utiliza algum
tipo de informacio inter-bandu. Segundo Cosman ef al. [6], é possivel questionar o
emprego do termo intra-banda, visto que ndo existe uma sistematica de quantizacio
puramente separada das sub-bandas wevelet — no minimo se utiliza alguma decisfo de
como alocar os bits ao longo das diversas bandas; assim, o processo de guantizacio
ndo pode ser visto como completamente separado, tendo em vista que as sub-bandas
compartilham um determinado nimero total (fixo) de bits. A essa situagfio, contudo,
Cosman et al. [6] utiliza a terminologia QV intra-banda!. Os termos QV inter-banda
e QV em bandas cruzadas (crossband vector quantization) sio utilizados para indicar
os algoritmos que procuram explorar explicitamente a correlacdo entre as bandas -~ in-
cluem, portanto, os sistemas que quantizam os coeficientes de diferentes bandas em
vetores comuns ou que utilizam explicitamente uma informacfio de uma banda para
afetar a codificagio de outra banda.

Em se tratando de codificagio de im&gens utilizando a decomposicio wavelet “oclave-
band’, a QV inter-banda pode ser classificada em duas categorias [6]: inter-banda do
tipo mesma orientagdo ou inter-banda do tipo mesmo nivel No primeiro caso, 0s
vetores sdo formados por coeficientes wavelet pertencentes a sub-bandas que possuem
a mesma orientacio (vertical, horizontal ou diagonal). No segundo, os vetores séo
formados por coeficientes wavelet de sub-bandas pertencentes a um mesmo nivel de
resolugdo.

Em QV inter-banda do tipo mesma orientagdo, o vetor pode ser formado por um
coeficiente wovelet e seus descendentes, conforme jlustra a Figura 2.9, na qual a di-
mensdo do vetor (formado por coeficientes pertencentes a sub-bandas com orientagio
horizontal) é 21.

A Figura 2.10 ilustra a QV inter-banda do tipo mesmo nivel. Observa-se que os
coeficientes do nivel de resolugio 2 sao agrupados em vetores de dimensdo 3 e os
coeficientes do nivel de resolu¢do 1 (nivel de resolugiic mais fina) sfo agrupados em
vetores de dimensdo 12.

Tanto em QV inter-banda do tipo mesma orientagdo como do tipo mesmo nivel, a

maioria das técnicas utilizadas codificam separadamente a sub-banda, correspondente

10y sistema de codificacio baseado em DWT e QV considerado no presente trabalho é do tipo
intra-banda.
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Figura 2.9: Exemplo de QV inter-banda do tipo mesma orientagio.

Figura 2.10: Exemplo de QV inter-banda do tipo mesmo nivel.
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a filtragens passa-baixa, do nivel de resolucio mais grosseira, em virtude de essa sub-
banda apresentar caracteristicas bastante distintas das demais sub-bandas wavelet,
tanto sob o ponto de vista estatistico quanto com respeito a aspectos de percepgio
visual, ou seja, com relagdo & contribui¢io para a qualidade visual {avaliacio subjetiva)
da imagem reconstruida.

2.4 Quantizacao Vetorial em Canais Ruidosos

A quantizagdo vetorial term sido utilizada em diversos sistemas de codificagio de
sinais, permitindo elevadas taxas de compressdo. No entanto, quando o sistema de
comunicagio envolve a utilizag@o de um canal ruidoso, o desempenho do quantizador
vetorial pode ser seriamente prejudicado. O ruido introduzido pelo canal, caso ndo seja
tratado de forma adequada, pode levar a uma queda significativa de desempenho do
sistema de comunicagdes que usa QV.

Fm se tratando da transmissao de imagens, submetidas & quantizacio vetorial,
através de canais ruidosos, quando uma palavra-bindria correspondente a um vetor-
cédigo é carrompida por ruido, um bloco de K = K x K, pizels é afetado. Conseqiien-
temente, em QV de imagem através de canais ruidosos, blogueamentos espiirios tipicos,
incdmodos, de K x Ky pizels sio introduzidos na imagem reconstruida {96,97)°. No
tocante & transmissdo de voz baseada em QV, os erros de canal podem levar a de-
gradagOes muito incdmodas nos sinais reconstruidos - em [99] sdo relatadas sessdes de
escuta informalis que apontaram a ocorréncias de “estalos” bastante desagraddveis nos
sinais de voz reconstruidos apés transmissdo em canal com desvanecimento.

O problema da quantizagfio vetorial (QV) através de canais ruidosos tem sido ob-
jeto de estudo de diversas pesquisas. De forma geral, as abordagens dedicadas a
minimizagdo dos efeitos dos erros de canal no desempenho dos sistemas de comu-
nicagio baseados em QV podem ser classificadas em duas categorias. Na primeira,
denominada quantizagio vetorial robusta (QVR), o diciondrio € treinado (projetado)
admitindo-se um canal sem erro. Posteriormente, por meio de um algoritmo de atri-
buicdo de indices (Al), faz-se com que o diciondrio de QV torne-se robusto a erros de

canal [100-102). E importante mencionar que Al é um processo por meio do qual os

SEm [96] e [97] so avaliados o impacto de uma canal com desvanecimento e a influéncia da dimens&o
do quantizador vetorial na qualidade da imagem reconstruida. Além disso, é avaliado o desempenho
do eddigo espago-temporal [98] diante das degradagfes introduzidas pelo canal.
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vetores de reconstrugio sdo adequadamente rotulados (indexados) de modo a reduzir
o impacto dos erros de canal na qualidade do sinal reconstruido. Na segunda catego-
ria, denominada quantizacio vetorial otimizada para canal, o quantizador vetorial é
treinado para um canal especifico, ou seja, levando-se em consideracio a distorgio de
canal {100,103,104].

Quantizacao Vetorial Robusta

Considere o sistema de comunicagio apresentado na Figura 2.11. O objetivo do
sisterna é transmitir uma seqiiéncia de vetores X = {&} C R¥ através de um canal
ruidoso, utilizando, para tanto, quantizagio vetorial dos vetores de entrada (vetores.
da fonte) @. Seja b; € {0,1}™ a palavra bindria de m bits enviada pelo codificador.
Devido a erros de canal, considere que o decodificador recebe a palavra bindria b;,
produzindo como saida o vetor reconstruide & = w;.

x b b 2

—i  Codificador Canal Decodificador

Figura 2.11: Modelo do sistema de comunicagao.

Seja p, a fungdo densidade de proba,bilidédes K-dimensional da fonte X. Seja p;
a probabilidade a priori de o vetor w; ser selecionado como a reconstrucao de = e p;y;
a probabilidade de o decodificador receber b; dado que b; foi enviado pelo codificador.
Admitindo-se que a medida de distor¢io erro médio quadrdtico é adotada (ou seja,
d(z,w;) = |l& — w;{[*) e que a condigdo de centrdide é satisfeita, a distorgio total
introduzida ao se transmitir a fonte X através do canal ruidoso pode ser expressa
cormo {100,101]

N .
D=Dyg+ D¢ = ZL el — w;l|? dz
j=1 v 5i

N N
+ Z ZP; Piellws — w;l?,

i=l jel

(2.7)

em que Dg e D¢ representam, respectivamente, a distorgio de quantizagdo e a distorgdo

devida aos erros de canal.
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A distorg¢go total D pode sexr reduzida através da minimizagio de [105]

N
Ias() = D> llwi—wjll%, (2.8)
=1 jeH(3)
em que j € H'(i} denota o conjunto de palavras b; tais que a distdncia de Hamming
para b; é 1, s denota um arranjo {ordenamento) de diciondrio e o termo Iys(s) é
denominado fndice de desordem do dicionario com ordenamento s. | |

Seja Iy o conjunto de todas fungbes 7 : {0,1}™ ~ {0,1}™. Cada uma das N!
bijegbes 7 € Iy é denominada fungfo de atribuigio de indices do diciondrio W [100].
Uma permutagdo # mapeia (unicamente) cada palavra b; € {0,1}” em outra palavra
b € {0,1}™, em que b/ = n(b;). Assim, uma permutagio pode ser vista como um
rearranjo (am reordenamento, uma reorganizagio) do diciondrio. Deste mode, associ-
ada a uma permutagdo 7 existe uma tnica organizagio 7 (s) do diciondrio. Considere,
por exemplo, o conjunto de indices s = (1,2, 3,4, 5,6, 7, 8), correspondente ao conjun-
to de palavras bindrias B = (000,001, 010,011, 100, 101,110, 111). Um novo arranjo
s = w(s) pode ser obtido por meio de uma permutacio 7 tal que o segundo digito
bindrio de cada palavra-cédigo seja invertido. Procedendo dessa maneira, obtém-se
um novo conjunto de palavras bindrias B' = (010,011, 000, 001, 110,111, 100, 101} cor-
respondente, portanto, a 8’ = (3,4,1,2,7,8,5,6). Nesse exemplo, com a utilizagio da
‘permutacdo 7 seria obtido, portanto, um “novo” dicion&rio_(um dicionario reorgani-
zado) W' que apresenta os mesmos vetores de reconstrugio de W, contudo, em uma
ordem (arramjo, organizacdo) diferente. Em se tratando de QV em canais ruidosos,
o alvo é obter uma configuracio &' = n{s) tal que Ig(s') < Igs(s), de modo que o
diciondric com ordenamento s seja mais robusto (menos sensivel} aos erros de canal
que o diciondrio inicial (original) com ordenamento s.

As técnicas de Al tém como objetivo organizar o diciondrio de tal maneira que os
erros de canal {que introduzem degradagio nas palavras b; enviadas pelo codificador)
fagam com que os vetores de reconstrugio decodificados incorretamente {corresponden-
tes a palavras bindrias erroneamente recebidas como b;) se aproximem, em média, dos
vetores de reconstrugio concernentes a uma transmissio sem erro. A determinagio da
configuragdo de diciondrio Stima envolve uma elevada complexidade computacional,
em virtude de existirem N1 configuragdes a serem consideradas, correspondentes a N!
possiveis permutagdes 7. Por exemplo, um diciondrio com N = 16 vetores de recons-

trugdo tem um total de N = 2,09 x 10" permutagdes a serem avaliadas. O problema
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de atribuicdo de indices para QVR, portanto, pode ser classificado como pertencente
a classe dos problemas NP-completos. Desta forma, técnicas para determinacio de
configuracdes localmente otimas devem ser consideradas.

Diversos problemas de otimizagdo, de dificil solugfo, tém sido satisfatoriamente
abordados com o algoritmo simulated annesling [106,107]. Por se tratar de um pro-
blema de otimizagiio NP-completo, a atribuigio de indices (AI) de um diciondrio {(atri-
buigéo de palavras bindrias para os vetores de reconstrugo), visando quantizagio veto-
rial robusta, pode ser obtida por meio do algoritmo simulated annealing (SA). Em [105]
simulagdes envolvendo transmissio de imagens em canal com desvanecimento mostra-
ram que ¢ algoritmo SA é uma alternativa adequada para o problema de Al -~ em [103]
mostrou-se também que um ganho de desempenho pode ser obtido inicializando-se o al-
goritmo SA com a indexacio proposta em {108}, Em [109] s30 apresentados resultados
de simulactes referentes a transmissdo de imagens por um canal bindrio simétrico
para probabilidades de erro de bit iguais a 0,01 e 0,05 s50 relatados, respectivamente,
ganhos de qualidade de 0,86 dB e 1,75 dB, em termos de relagio sinal-ruido de pico’
da imagem Mandrill 256 x 256 reconstruida, ao ser utilizada a indexacio obtida com

SA em substituicio a uma indexac¢io arbitrdria.

2.5 Avaliacao de Desempenho de Quantizadores Ve-

toriais Aplicados & Compressido de Sinais

Um dos grandes desafios em codificacdo digital de sinais é a concepgio e o desen-
volvimento de metodologias de avaliaciio de qualidade de sinais reconstruidos (obtidos
com a aplica¢do de téenicas de compressgo). De forma geral, as medidas utilizadas para
avaliacio da qualidade de sinais enquadram-se em duas classes: medidas de qualidade
subjetivas e medidas de qualidade objetivas. As primeiras baseiam-se em comparactes
(realizadas por meio de testes de escuta ou de visualizagéio), entre o sinal original e o
sinal processado, realizadas por um grupo de pessoas, que subjetivamente classificam
a qualidade do sinal processado segundo uma escala pré-determinada. As medidas ob-

60 algoritmo de Al apresentado em [108] utiliza uma circunferéncia hipotética para ordenar (or-
ganizar) o diciondrio de tal maneira que vetores-c6digo com pequenas/grandes distdncia euclidianas

s80 indexados com palavras-bindrias com pequenas/grandes distincias de Hamming,
7 A relagdo sinal-ruido de pico, bastante utilizada como medida objetiva para avaliacio da qualidade

de imagens reconstrufdas, é descrita na Segio 2.5.6.
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jetivas, por sua vez, baseiam-se numa comparacio matemadtica direta entre os sinais
original e processado [110].

Para serem uteis, as medidas de qualidade objetivas devem apresentar no minimo
duas caracteristicas. Primeiramente, devem ter significado subjetivo, no sentido de
que peguenas e grandes variacoes das medidas objetivas devem significar pequenas e
grandes variagoes da qualidade subjetiva das imagens reconstruidas, respectivamente ~
devem apresentar, portanto, uma correlagdo forte, positiva ou negativa, com resultados
de avaliagdo subjetiva. Segundo, devem ser matematicamente trativeis e facilmente
implementdveis [111].

Medidas de qualidade subjetivas sfo utilizadas para avaliar de forma plena, defini-
tiva, a qualidade de algoritmos/técnicas de codificagio de sinais. Os testes subjetivos,
contudo, sdo de dificil realizacio, uma vez que requerem a disponibilidade de um gran-
de nimero de avaliadores (entre leigous, especialistas e possiveis usudrios do sistema
de codificagio de sinais), envolvem grande volume de sinal processado e necessitam
da disponibilidade de laboratérios com condigdes adequadas ao desenvolvimento das
avaliacoes subjetivas, enfim, sdo bastante dispendiosos de tempo, implicando custo ele-
vado de realizagdo. Devido a esses problemas, as medidas de qualidade objetivas, por
serem pouco dispendiosas de temmpo, desempenham um papel importante no processo
de avaliagdo de qualidade de sinais reconstruidos e constituem ferramenta valiosa no
processo de ajuste de pardmetros de algoritmos/técnicas de compressao.

A avaliacdo de qualidade de sinais de voz e imagem tem sido objeto de estudo
de diversas pesquisas, tendo sido abordada suscinta ou profundamente em diversos
trabalhos (e.g. [83,85,111-118]).

A seguir serdo abordadas algumas medidas de qualidade utilizadas para avaliacido
de desempenho de quantizadores vetoriais aplicados & compressdo de sinais de voz
e imagem. Serdo descritos o escore médio de opinido (MOS, mean opinion score) e
0s testes de preferéncia, por se tratarem das avaliagdes subjetivas consideradas no
presente trabalho. Também serfo apresentadas a relagdo sinal-ruido (SNR, signal-to-
noise rotio), a relagdo sinal-ruido segmental (SNRseg, segmental signal-to-noise ratio)
e a distorgio espectral (8D, spectral distortion), por serem as medidas de qualidade
objetivas utilizadas neste trabalho para avaliagdo de gualidade dos sinais de voz. Por
fimn, serd apresentada a relagfo sinal-ruido de pico (PSNR, peck signal-to-noise ratio),
que constitui uma das medidas objetivas mais utilizadas para avaliagio da qualidade

de imagens reconstruidas.
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2.5.1 Escore Médio de Opiniao

Uma medida subjetiva bastante utilizada para avaliagio de desempenho de sistemas

de compressdo de voz e imagem denomina-se escore médio de opinifio (MOS). No teste

- MOS, cada avaliador atribui um escore de qualidade ao sinal reconstruido, segundo a

escala graduada apresentada na Tabela 2.2 [2,110]. E calculada a média aritmética dos
escores obtidos e determinado o valor final da avaliagio, ou seja,

L
1
MOS =+ ; 51, (2.9)

emm que L é o nimero de avaliadores utilizados no teste e 5; é 0 escore atribuido pelo
l-ésimo avaliador.

Tabela 2.2: Escala para o teste MOS.

Escore (s) | Qualidade Nivel de Distorgio
) Excelente Imperceptivel
4 Boa Apenas perceptivel mas nfo incdmodo
3 Razodvel Perceptivel e pouco incémeodo
2 Pobre Incémodo
1 Ruim Muito incdmodo

2.5.2 Testes de Preferéncia

Os testes de preferéncia séo realizados por comparacio entre pares de sinais.
Uma forma, de realizacdo desse tipo de avaliagdo subjetiva consiste em conceder um
conceito de acordo com trés possiveis resultados de comparagdo, ou seja [119]:

o Conceito A - A qualidade do primeiro sinal é melhor do que a do segundo;
e Conceito B- A 'qua,lidade do segundo sinal é melhor do que a do primeiro;
o Conceito C - A qualidade de ambos sinais ndo se distingue.

Qutra forma de realizagfio de testes de preferéncia, muito comum para a avaliacio de

imagens, consiste em proceder a comparagio com relagao a uma imagem de referéncia,
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utilizando-se uma escala de graduacdo com valores que variam de um a cinco, na qual

cada valor correspondente a um conceito obtido do processo de comparagio [119}:

+ Conceito 5 - A imagem sob teste tem gualidade muito superior & apresentada
pela imagem de referéncia;

e Conceito 4 - A imagem sob teste tem qualidade um pouco superior A apresentada
pela imagem de referéncia;

e Conceito 3 - A imagem sob teste tem a mesma qualidade da apresentada pela

imagem de referéncia.

s Conceito 2 - A imagem sob teste tem qualidade um pouco inferior 4 apresentada

pela imagem de referéncia;

e Conceito 1 - A imagem sob teste tem qualidade muito inferior 4 apresentada pela
imagem de referéncia.

2.5.3 Relagdo Sinal-Ruido (SNR)

Sejam z(n) o sinal original, y(n) o sinal processado e e{n) = z{n) — y(n) o sinal
erro no instante de tempo n.

A energia contida no sinal original é
E, =) z%(n). (2.10)

A energia contida no sinal erro é

E, = Eez(n) = Z[a:(n) —y(n)]% (2.11)
A medida SNR resultante, expressa em dB, é dada por
- S a(n)
SNR = 10log,; —= == 10lo = . 2.12
S0, = 10180 Sl = y(m)P? (212
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2.5.4 Relacdo Sinal-Ruido Segmental (SNRseg)

Apesar da simplicidade matemdtica, a medida SNR apresenta uma incémoda li-
mitacdo: a igual ponderacdo de todos 0s erros no dominio do tempo. Por essa razdo,
um indesejdvel alto valor de SNR pode ser obtido se uma seqiiéncia de fala apresentar
alta concentragio de segmentos vocals, sonoros, de alta energia, uma vez que o efeito
do ruido é maior nos segmentos de baixa energia, como por exemplo os sons fricativos
surdos.

Uma medida de qualidade mais refinada pode ser obtida se for tomada a média da
relagdo sinal-ruido medida em curtos intervalos de tempo. K definida, entdo, a relagio
sinal-rufdo segmental (ou razio sinal-ruido segmentar, seguindo a terminologia adotada
em {120]):

SNRseg = EiSNR(j}], (2.13)
em que SNR{j} denota a relagdo sinal-ruido (SNR) convencional® para o j-ésimo seg-

mento (janela de tempo) do sinal.,

A medida SNRseg é formulada da seguinte forma:

i
1 J-1 _ EN 1$2(n)
SNRseg = ~ > " 10logy, L ; (2.14)
i=0 >, [(n) —y(n)P?

n=mi—Ng—1

em que Mg, My, ...,My—1 s80 05 instantes finais para as J janelas de tempo, de Ny
amostras, de comprimento tipico de 15 a 25 ms [110,119].

Segundo Voran [116], as medidas SNR e SNRseg podem fornecer uma indicagio
de qualidade subjetiva em alguns codificadores de voz que tém por objetivo a repre-
sentagdo da forma de onda. Contudo, quando utilizadas em sistemas de codificacio e
transmissdo mais gerais, SNR e SNRseg apresentam pouca correlacio com resultados
de avaliagio subjetiva da qualidade de voz. Voran [116] atribui a popularidade de SNR,
e SNRseg a razbes histdricas (tratam-se de medidas cldssicas, utilizadas h4 bastante
tempo), 4 simplicidade dessas medidas, e ao fato de inexistirem medidas objetivas que
tenham sido amplamente testadas e aceitas, de tal maneira que possam substituir SNR
e SNRseg,

# Ao longo do presente trabatho, a relagio sinal-rufdo convencional (SNR) também é denotada por
SNRtot (relagio sinalruido total).
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2.5.5 Distorcao Espectral

Para aplicagdes que requisitam codificagio de voz a baixas taxas {como é o caso de
sisternas de comunicagbes mébveis), é imprescindivel quantizar precisa e adequadamente
os pardmetros LSF, utilizando o menor nmimero de bits possivel. O desenvolvimento
de métodos de codificacdo LSF que utilizam quantizagio vetorial tem sido objeto de
interesse de muitos pesquisadores {121-132].

A qualidade da quantizagdo dos pardmetros LSF € avaliada por meio da distorgdo
espectral (SD}, definida como

1 Fg ) 1/2
sD= | [ 201080 () - 101080 S0P (215)
Fg

em que S(f) e S(f) denotam, respectivamente, a envoltéria espectral original e quan-
tizada.

2.5.6 Relac¢ao Sinal-Ruido de Pico (PSNR)

Dentre as diversas medidas objetivas utilizadas para avaliagio de qualidade de
imagens [85-88] a relago sinal-rufdo de pico {ou razio pico-ruido, seguindo a termi-
nologia adotada em [133]) apresenta-se como a opgdo mais utilizada, apesar de serem
freqlientemente registradas criticas, como relata por exemplo [134], no que diz respeito
a correlag@o de PSNR com resultados de avaliagdes subjetivas.

A relagdo sinal-ruido de pico é definida como 10 vezes o logaritmo na base 10 da
razdo entre o quadrado do valor de pico da amplitude de entrada, ('v;’), e 0 erro médio

gquadritico (MSE, mean square error):

PSNR = 1010 w~(—t}§-)—m (2.16)
‘ 810 | MSE '
Para o caso de uma imagem original codificada a 8,0 bpp,
[255% ]

PSNR = A7

SNR = 10logy, SE | (2.17)
em que o erro médio quadritico entre as imagens original e reconstruida é definido como

256 256
MSE = W SN IF(L ) - FlL o, (2.18)

1=1 c=1
em que F(I,c) e F(l,c) representam os valores de pizels das imagens original e recons-
truida,  designa a [-ésima linha e ¢ denota a c-ésima coluna de uma imagem {matriz)
256 x 256.



2.6 Quantizacao Vetorial Aplicada ao Reconheci-

mento de Locutor

2.6.1 Preliminares

A comunicacio vocal homem-miquina divide-se em trés dreas principals [133]: siste-
mas de resposta vocal, sistemas de reconhecimento de fala e sistemas de reconhecimento
de locutor,

Os sistermnas de resposta vocal sdo projetados para responder a algum pedido de
informacfio utilizando mensagens faladas. A comunicagdo da voz, portanto, é reali-
zada em uma tdnica diregdo: da mdquina para o usudrio. Os sistemas de resposta
vocal podem ser utilizados em vérias aplicagdes, tais como: sistemas automdticos de
informacdo de precos, de véos, de divulgacdo de produtos em supermercados ou lojas
especializadas e sistemas bancdrios [119].

Os sistemas de reconhecimento de fala tém como objetivo reconhecer uma determi-
nada elocucgio de nma sentenga ou “entender” a expressdo falada, ou seja, responder
corretamente ao que se estd falando [135,136]. Esses sistemas desempenham papel
importante quando uma ou mais das seguintes condigdes se aplicam [136]: as m#os
do usuario estdo ocupadas; os olhos do operador est@o fixos em um display, um ins-
trumento ético ou um ohbjelo a ser rastreado; é inconveniente o uso de teclado em um
ambiente. Deste modo, os sistemas de reconhecimento de fala, por ndo requererem nem
os olhos nem as mios do usudrio para funcionarem, podem ter diversas aplicagles (1371,
tais como: controle de trifego aéreo, controle de dados cartogrdficos e barométricos e
auxilio a deficientes fisicos.

Os sistemas de reconhecimento de locutor podem ser classificados em sisternas de
identificagio de locutor e sistemas de verificagdo de locutor {135,138-140]. No primeiro
caso, o objetivo é identificar a pessoa mais provavel de ser o locutor dentro de um
conjunto pré-estabelecido de possivels locutores. Em se tratando de verificagio de
locutor, o objetive do sisterna é verificar se o locutor é quem ele alega ser [141]. A
verificacdo de locutor, portanto, ¢ realizada por meio de uma comparagdo com um inico
padric pré-estabelecido, enquanto que a identificagdo de locutor realiza comparagio
com todos os padrées pré-estabelecidos. Os sistemas de reconhecimento de locutor [139,
140,142-144] s80 bastante teis em aplicagdes de seguranca, como controle de acesso a

ambientes restritos {utilizagio da voz para abrir e fechar portas) e controle de acesso
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de dados em computador. Em criminalistica, os sistemas de reconhecimento de locutor

podem ser utilizados com o mesmo proposito que é dado &s impressdes digitais (119].

2.6.2 'Técnicas para Reconhecimento de Locutor

(s pardmetros acusticos utilizados nas técnicas de reconhecimento de locutor po-
dem ser obtidos diretamente dos métodos de andlise e codificacdo de voz. Dentre os
pardmetros comumente utilizados, podem ser citados [145-148}: coeficientes LPC, co-
eficientes cepestrais, coeficientes cepestrais ponderados, coeficientes delta cepestrais e
coeficientes delta cepestrais ponderados. Esses pardmetros visam capturar informacio
espectral suficiente para permitir a tarefa de reconhecimento [139].

Os métodos conhecidos para reconhecimento de locutor diferenciam-se na forma
como os parametros acisticos extraidos do sinal de voz so utilizados. Podem ser
identificados dois grandes grupos: métodos paramétricos e métodos estatisticos [149].

Nos métodos paramétricos, apds a detecdo de fim de palavra, é realizada uma
redugio de dados explicita, apds a qual é obtido um padrio de referéncia que continua
ainda na forma parameétrica. A regra de decisdo no processo de comparacgio de padroes
de referéncia e de teste baseia-se em medidas de distancia [141].

Nos métodos estatisticos, a construcio de padrdes é obtida por meio de modelos
estatisticos, tais como os modelos de Markov escondidos [150,151]. Os pardmetros
acusticos extraidos do sinal de voz sdo, com o auxilio da teoria das probabilidades,
representados por modelos estocdsticos nos quais estd presente uma reducgfo implicita
de dados. Nesses métodos ndo é feita uma comparacio direta de padrdes; a decisdo é
tomada através do cdlculo de probabilidades associadas aos modelos [141].

Diversas técnicas tém sido utilizadas para reconhecimento de locutor, dentre as
quais destacam-se: alinhamento dindmico no tempo (DTW, dynamic time warping) [110,
140], quantizagio vetorial [138, 148, 152-156], modelos de Markov escondidos (HMMs,
hidden Markov models) [141,157,158] e redes neurais [159-161].

Em sistemas de reconhecimento de locutor, a quantizacio vetorial (QV) permite
uma eficiente taxa de reducgio de dados quando aplicada aos vetores acisticos obtidos
a partir do processo de parametrizacio da voz. Outro mérito da quantizagdo vetorial
aplicada a reconhecimento de locutor reside no fato de que essa técnica dispensa a
necessidade de alinhamento temporal [144,153], no sentido de gque permite ao sistema
de reconhecimento flexibilidade quanto ao tamanho das sentencgas proferidas pelos lo-
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cutores. Em diversos sistemas de reconhecimento de locutor, a quantizacdo vetorial é
responsavel pela geragao e utilizagdo de diciondrios para determinagao da similaridade
de padrdes vocais. Nesse contexto, a tarefa de reconhecimento de locutor utiliza duas
fases: treinamento e reconhecimento. Realizada off-line, a fase de treinamento tem
como objetivo produzir uma meméria de referéncia, ou seja, um diciondrio de padroes
actisticos de referéncia. Na fase de reconhecimento, geralmente realizada em tempo
real, sdo obtidos padrdes de teste que sdo comparados com os padrées de referéncia
previamente armazenados e entdo, utilizando-se uma regra de decisdo, para cada pa-
drdo de teste é determinado o padrio de referéncia mais semelhante. No sistema de
identificacio de locutor, portanto, o locutor € identificado como aquele que proporci-
onar o melhor “casamento” entre os padrées de teste e os padroes de referéncia. Esse
tipo de identificagfo pode ocorrer de duas formas [139,149]: conjunto-aberto (o locutor
pode no fazer parte da populagdo) e conjunto-fechado (sabe-se a priori que o locutor
é um membro da populagio). Além disso, a identificagio pode ser dependente do texto
(o locutor pronuncia uma senha ou sentenga pré-definida) ou independente do texto
(ndo se exige que os locutores profiram uma elocugao pré-estabelecida) {138,144, 146).

A seguir ¢ apresentada uma breve descricio do sistema de reconhecimento de locu-
tor, dependente do texto, baseado em quantizacio vetorial paramétrica, considerado
neste trabalho.

2.6.3 Descricao do Sistema de Reconhecimento de Locutor

O sisterna de reconhecimento automadtico da identidade vocal, baseado em quanti-
zagao vetorial paramétrica, desenvolvido no presente trabalho € composto das seguintes
etapas:

1. Processamento do sinal;

2. Extracdo de caracteristicas;
3. Quantizagdo vetorial;

4. Regra de decisdo.

Conforme ilustra a Figura 2.12, de um sinal de voz amostrado, apés realizagio de

uma etapa de processamento (que consiste de pré-énfase, segmentagio e janelamento do
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sinal), é extraida uma seqiiéncia de vetores de pardmetros acisticos, que é entdo sub-
metida & quantizacdo vetorial, apds a qual o reconhecimento (identificagio do locutor)
é realizado segundo uma regra de decisio.

EXTRAQAQ DE QUANTIZACAQ REGRA DE
PROCESSAMENTO o ] t—an] o S
: CARACTERISTICAS VETORIAL DECISAG
SINALDEVOZ LOCUTOR

AMOSTRADD TDENTIFCADG

Figura 2.12: Etapas do processo de reconhecimento de locutor baseado em quantizacdo
vetorial paramétrica.

Como toda tarefa de reconhecimento de padrées, o sistema se divide em duas fases:

treinamento e reconhecimento (identificaciio), descritas a seguir.

Fase de Treinamento

A fase de treinamento do sistema de identificagdo de locutor baseado em quanti-
zagdo vetorial paramétrica, ilustrada na Figura 2.13, tem como objetivo gerar, para
cada locutor cadastrado, um conjunto de padrdes acusticos de referéncia - nessa fa-
se & gerado um diclondrio de padrdes actsticos para cada locutor cadastrado. Nesse
sentido, o algoritmo de projeto de dicionarios desempenha um papel importante: cada
dicionario projetado deve representar, de forma eficiente, as caracteristicas vocals do

locutor por ele representado. A fase de treinamento consiste das seguintes etapas:

SINAL DE VOZ

{

PROCESSAMENTO

EXTRACAQDE
CARACTERISTICAS

‘

PROJETO DE
DICIONARIO

}

PADROES DE REFERENCIA

Figura 2.13: Diagrama de blocos da fase de treinamento do sistema de reconhecimento
(identificagdo) de locutor.
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1. Elocucio da sentenca de treinamento - cada locutor cadastrado pelo sistema
profere uma sentenca; a cada locutor cadastrado pelo sistema estd associado um
sinal de voz, que serd adequadamente submetido a um processamento (na etapa 2)
e do qual serd extraida uma seqiiéncia de parfmetros acisticos (na etapa 3) para

treinamento do diciondrio {na etapa 4);

2. Processamento do sinal - corresponde 4 realizacio de pré-énfase [110,135], seguida

de segmentagio em blocos e janelamento [110,135];

3. Extracdo de caracteristicas — para cada locutor, a partir da elocugio da sen-
ten¢a de treinamento, adequadamente processada, é obtida uma seqiidncia de
treinamento do dicionédrio, constituida de pardmetros acisticos. Em geral, es-
ses parimetros sio obtidos por meio de andlise por predicio linear, devendo ser
capazes de representar eficientemente a identidade vocal. Dentre os pardmetros
actsticos mais utilizados, destacam-se os coeficientes LIPC, cepestrais, cepestrais
ponderados, delta cepestrais e delta cepestrais ponderados;

4. Projeto de diciondrio - para cada um dos M locutores cadastrados pelo sistema,
é projetado um diciondrio de padroes acisticos de referéncia. Assim, se o sistema
de reconhecimento de locutor utilizar como parimetros acisticos os coeficientes
LPC, serd projetado um diciondrio de coeficientes LPC de referéncia para cada
locutor. Por outro lado, se o sistema de reconhecimento de locutor utilizar como
pardmetros acisticos os coeficientes cepestrais, serd projetado um diciondrio de
coeficientes cepestrais de referéncia para cada locutor.

Em resumo, a fase de treinamento do sistema de identificacido de locutor baseado
em quantizacio vetorial paramétrica tem como objetivo definir (projetar) e armazenar,
para' cada um dos My locutores cadastrados, um conjunto de padrdes acidsticos de
referéncia, isto €, um diciondrio de padrdes acusticos de referéncia.

Fase de Identificagao

A fase de identificagdo, cujo diagrama de blocos é apresentado na Figura 2.14,
compreende as seguintes etapas:

1. Elocugao da sentencga de teste — o locutor que solicita identificagdo ao sistema

de reconhecimento profere uma sentenga; do sinal de voz desse locutor, apds
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processamento adequado (na etapa 2), é extraida uma seqiiéncia de pardmetros
actsticos de teste (na etapa 3);

2. Processamento do sinal -~ corresponde & realizagdo de pré-énfase, seguida de seg-
mentagio em blocos e janelamento;

3. Extracéo de caracteristicas — a partir da sentenca de teste, devidamente proces-
sada, é obtida uma seqiiéncia de pardmetros acisticos de teste (padrdes de teste),
que podem ser, por exemplo, coeficientes LPC, cepestrais, cepestrais ponderados,
delta cepestrais ou delta cepestrais ponderados;

4. Comparagdo dos padrdes acisticos de teste com o conjunto de padrdes actsticos
de referéncia (previamente definidos e armazenados durante a fase de treinamento

do sistema de reconhecimento} dos My, locutores cadastrados pelo sistema;

5. Utilizacdo de uma regra de decisfio para identificagio do loeutor.

SINAL DE VUL
PROCESSAMENTO
EXTRACAD DE
CARACTERISTICAS
% PADROES DE TESTE
f i b
PADROES DB PADROES DR PADRGES DE | !
REFERENCIA REFERENCIA REFERENCIA | !
DOLOCUTOR 1| | DO LOCUTOR 2 DO LOCUTOR M| )
DICK1} DICH2} DICKM 1 :
f i f QY
ERRG DE ERRDDE ERRODE !
QUANTIZACAD QUANTIZACAD QUANTIZACAD|
ERRO(1) ERRO() ERRGM ) |
t .
1 1 4 T
REGRA DE DECISAQ
LOCUTOR IDENTIFICADO
Figura 2.14: Diagrama de blocos da fase de identificagio do sistema de reconhecimento
de locutor.
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o importante observar que a seqliéncia de pard@metros actsticos de teste é represen-
tada individualmente por meio de cada diciondrio (DICI(1), DICI(2),...,.DICI(AM})) de
padrdes acisticos de referéncia. O erro de representagio da seqiidncia de pardmetros
acisticos de teste por sua correspondente versdo quantizada (ou seja, o erro de quan-
tizagdo) é determinado para cada um dos M, diciondrios de padrdes actisticos de re-
feréncia. Existem duas formas de decisdo:

1. Sem a utilizagdo de um limiar de rejeiciio. Neste caso, o locutor correspondente
ao menor erro médio de quantizacio® é apontado como o locutor reconhecido pelo
sistema. Esta forma de decisfio caracteriza os sistemas de reconhecimento que
operam com um conjunto-fechado de locutores — apenas os locutores cadastra-

dos'? solicitam reconhecimento;

)

Com a utilizagdo de um limiar de rejeigio. Neste caso, o locutor correspondente
&0 menor erro meédio de quantizagdo é apontado como o locutor reconhecido
se tal erro médio for inferior a um determinado limiar. Esta forma de decisio
caracteriza os sistemas de reconhecimento que operam com um conjunto-aberto
de locutores. A definicdo do limiar de rejeigiio procura descartar a possibilidade

de reconliecimento de locutores ndo cadastrados!! pelo sistema.

A secdo a seguir apresenta uma breve abordagem da andlise por predigao linear
ou andlise LPC (linear prediction coding), a partir da qual séo obtidos os coeficientes
LPC. Por meio de técnicas derivadas da andlise LPC, sio obtidos outros parimetros
acisticos utilizados em sistemas de reconhecimento de locutor — coeficientes cepestrals,

delta cepestrals e delta cepestrais ponderados, dentre outros.

2.6.4 Anslise por Predigao Linear

A anélise por predico linear tem se destacado como uma poderosa téenica de

andlise de sinais de voz, constituindo a metodologia predominante para a estimago dos

YEm virtude de utilizar o erro médio de quantizacio, o sistema de reconhecimento de locutor con-
siderado no presente trabalho dispensa a necessidade de alinhamento temporal. O sistema, portanto,

tern flexibilidade quanto a0 tamanho da sentenca preferida pelos locutores.
10Para o5 quais foram previamente projetados diciondrios de pardmetro actsticos na etapa 4 da fase

de treinamento.
1Para os quais nio foram previamente projetados diciondrios de parmetro acdsticos na etapa 4

da fase de treinamento.
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pardmetros bésicos da fala, como pifch, formantes e fungdes do trato vocal. Em codifi-
cagao de voz, essa técnica pode ser utilizada para representar de forma eficiente a fala,
visando transmisso e armazenamento a baixas taxas - nesse cenario estio definidos,
dentre outros, os codificadores CELP (code-excited linear prediction) e VSELP (vector
sum excited linear prediction) {110]). Convém salientar que a importéncia da andlise
preditiva linear estd ligada & sua capacidade de fornecer estimativas extremamente
eficientes dos pardmetros da voz e & sua alta velocidade de cdleulo {135,136).

O processo de predicio linear consiste em estimar o valor de uma amostra atual
do sinal s(n) a partir de uma combinagdo linear dos valores das amostras passadas
sin—k) k=1,2,..,K:

§(n}) = s(n) = h{n}, (219

ou seja,
K
i(n)= chs{n ~ k), (2.20)
k=l

em que s(n) representa o sinal de voz discreto no tempo, §(n) representa o sinal de voz
estimado por meio da predigdo lineare ¢, k= 1,2, ..., K, representa os coeficientes do
preditor de ordem K.

A resposta ao impulso, h{n}, do preditor é definida como

K
h(n) = cxd(n — k), (2.21)
k=1
e a correspondente funcio de transferéncia é
K
Hy(z) =Y ozt (2.22)
k=1

A Figura 2.15 ilustra a estrutura geral do processo de predigio linear. A resposta
ao impulso do preditor deve ser tal que fornega a melhor estimagdo 3(n), ou seja, o

preditor € otimizado de forma a fornecer o menor erro de estimagfio e(n), dado por

K
e(n) = s{n) — §(n) = s(n) — chs(n ~ k). (2.23)
k=1

O critério de otimizacdo do preditor consiste em minimizar a varidncia do erro de
estimacdo, ou seja,
o? = B{[s(n) — 3(n)]*} = min. (2.24)
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s(n) h() Sy LN e(n)

Figura 2.15: Estrutura geral do processo de predicdo linear: h(n) representa a resposta
ao impulso do preditor, s(n) representa o sinal de voz discreto no tempo, §(n) denota

o sinal de voz estimado por meio da predigdo linear e e(n) denota o erro de estimagio.

Os coeficientes do preditor sio otimizados substituindo-se o valor do sinal estimado,
conforme a Equacdo (2.20), na Equago (2.24) e minimizando-se o erro de estimacio,

e{n), em relagdo a cada um dos coeficientes ¢, ou seja,

do? -
e 0. (2.25)
(Obtém-se, entdo,
K
Ro(i) = > axRu(i—k)i=1,2,.., K, (2.26)

k=1

em que H,; denota a funcdo de autocorrelagio do sinal s(n).

Para o cdlculo dos coeficientes timos do preditor, portanto, se faz necessdria apenas
a determinagio dos coeficientes da fungfio de autocorrelagio do sinal [119].

Os coeficientes do preditor sfo calculados a partir do sistema de equacoes descri-

to pela Expressdo (2.26), conhecida como Equacdo de Wiener-Hopf, a qual pode ser
apresentada segundo a forma matricial

[ R..(0) Rys(1) Ro(2) - RoB-1] [a ] [ Bu) ]
Ry{1) Res(0) R,(1) s He(K - 2) Cz Rqs(2)
Res(2) Res(1) Res(0) - Re(K=3)|-| e | =] Rus(3

RylK —1) Re(K —2) Re(K—3) - Ry(0) ex Res(K)
i T ) ) (2.27)

O sistema pode ser resolvido de forma recursiva utilizando o algoritmo de Levingon-
Durbin, que aproveita a estrutura Téeplitz da matriz de coeficientes de autocorrelagio
para calculo rdpido dos coeficientes do preditor [119].
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Cumpre ressaitar que, devido & natureza variante no fempo do sinal de voz, os
coeficientes do preditor devem ser estimados em segmentos {blocos de amostras) de
curtos intervalos de tempo.

Nesta se¢fo fol abordado o método da autocorrelagio para cdlculo dos coeficientes
LPC, denotados por ¢;. Em [135], sdo apresentados outros métodos para determinagio
dos coeficientes LPC, dentre os quals: método da covaridncia, formulagio do filtro
inverso, formulacio da estimacido espectral, formulagio da maxima verossimilhanca e
formulagio do produto interno.

A seguir sio apresentados os coeficientes cepestrais, delia cepestrais e delta cepes-

trais ponderados.

Coeficientes Cepestrais

Os coeficientes cepestrais vém sendo bastante utilizados como pardmetros acisticos
destinados a identificagio de locutores, em virtude de serem apropriados para mode-
lagem do trato vocal, a qual é fundamental para distin¢@o de locutores {146}. Esses
coeficientes, denotados por ce;, 530 usados para descrever a envoltdria espectral do sinal
de voz a curtos intervalos de tempo. Podem ser calculados recursivamente a partir dos
coeficientes LPC, ¢, por meio da expresséo [145,146,162,163]

—

T -

cein) = efn) + > (Dees(ietn— ), 1 <0< K, (2.28)

o,
I
—_

em que n denota o indice do coeficiente e i representa o indice do bloco de amostras

no qual os coeficientes LPC foram previamente determinados,

Coeficientes Delta Cepestrais

Os coeficientes cepestrais representam as propriedades espectrais de um determina~
do bloco de amostras de voz. No entanto, n3o caracterizam a informacio temporal ou
de transicio de uma segiéncia de blocos de amostras de voz. Para aplicagoes relaciona-
das a texto, tais como reconhecimento de fala e reconhecimento de locutor dependente
de texto, um melhor desempenho pode ser obtido com a introdugdo da derivada ce-
pestral no espago de caracterfsticas, em virtude de essa derivada ser capaz de capturar
a informacio de transicio da voz {146]. Nesse cendrio, sio definidos o0s coeficientes
delta cepestrais, que podem ser obtidos a partir de uma versfo simplificada da equagio

que define a primeira derivada do cepstrum, também conhecida como delta cepstrum.
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Os coeficientes delta cepestrals, denotados por Ace;, podem ser obtidos da seguinte
forma {146, 162]:
Q
Acei(n) = | Z geei_o(n)]G, 1<n <K, (2.29)

g=~Q
em que:

G ~ termo de ganho;

K — mimero de coeficientes delta cepestrais calculados em um bloco de amostras;
2 + 1 - niamero de blocos de amostras sobre os quais o cédlculo é realizado,

n - indice do coeficiente;

1 ~ indice do bloco de amostras no qual os coeficientes cepestrais foram previamente

determinados.

Coeficientes Delta Cepestrais Ponderados

Um dos principais objetivos da introdug@o de uma operagdo de ponderagio nos
coeficientes delta cepestrais é minimizar a influéncia do ruide nos coeficientes de al-
ta ordem. KEssa operagdo também pode ter como propdsito reduzir a influéncia da
envoltéria espectral nos coeficientes de baixa ordem.

A ponderagdo consiste em multiplicar Ace;(n) por uma janela jp(n). A operagio
de ponderacio é também conhecida como filtragem ou suavizacdo (liftering).

As téenicas de ponderagio diferem de acordo com o tipo de janela utilizada. A mais
simples € a janela retangular, dada por [146]

, 1, n=12..K
jpln) = { ; (2.30)

0, caso contrario

sendo K o tamanho da janela.
QOutras formas de janelamento incluem a ponderagdo linear {quefrency liftering), em
que [146]

,n=12 .. K
jplmy=4 T (2.31)
0, caso contrario

e a filtragem (ou suavizagio) passa-faixa {BPL - bandpass liftering), na qual [146]

. 14 Esen(M), n=1,2,... K
Jp(n):{ ool -

- (2.32)
- 0, caso contririo
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Por meio da ponderacio dos coeficientes delta cepestrais por uma dessas janelas,
obtém-se, portanto, um conjunto de coeficientes delta cepestrais ponderados, expressos
por [146,162]

Acpi(n) = Ace{n) - jp(n). (2.33)

Coeficientes Cepestrais Ponderados

Os coeficientes cepestrais ponderados, ¢p;(n), sdo obtidos aplicando uma operagéo

de ponderacdo nos coeficientes cepestrais. S&o determinados a partir da expressao

epi(n) = cei{n) - jp(n). (2.34)



Capitulo 3

Algoritmos Nao-Supervisionados

Aplicados a Quantizacao Vetorial

3.1 Introducao

Uma rede neural € projetada para modelar a maneira como o cérebro desempenha
uma tarefa particular ou uma funcdo de interesse. Assemelha-se ao cérebro em dois

aspectos:
1. Conhecimento é adquirido pela rede por meio de um processo de aprendizagem;

2. Conex0es interneuronais conhecidas como pesos sindpticos sfo utilizadas para

armazenar o conhecimento.

As redes neurais sao compostas de muitos elementos simples (neurénios), interco-
nectados por meio de ligages (pesos), de acordo comn wma arquitetura. Alguns desses
elementos recebem informagdes externas e as distribuem para a rede, na qual as infor-
magdes sa0 processadas. O comportamento da rede depende de sua arquitetura e dos
valores de seus pesos. A idéia de aprendizagem em uma rede neural é implementada
por meio da modificacdo dos pesos de tal forma que, 4 medida que a informagio é
transmitida a rede, o processamento desejado é obtido [23].

Como principais aplicagdes de redes neurais, podem ser citadas [164, 165]: contro-
le de processos, controle de motores elétricos, controle de robds, controle de veiculos,
diagndstico médico, processamento de sinais médicos, reconhecimento de padrées (e.g.
reconhecimento de caracteres [166,167] e reconhecimento de fala), aplicagbes finan-

ceiras, linguagem natural, sensoriamento remoto, processamento de sinais de voz e
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imagem, processamento de sinais sismicos, inspecdo automadtica, realidade virtual e
comunicagio digital.
Dentre as regras gerais para representagdo do conhecimento em redes neurais,

destacam-se trés [20]:

» Hegra I entradas similares devem produzir na rede neural representacdes internas
semelhantes e devem, portanto, ser classificadas como pertencentes & mesma

classe;

e Hegre 2: entradas pertencentes a classes distintas de padrbes devem resultar em

representacdes internas bastante diferentes em uma rede neural;

o Regra & se uma determinada caracteristica é importante, entdo um grande
nimero de neurdnios deve ser utilizado para a representagdo de tal caracteristica

na rede neural.

(Quanto & forma de aprendizagem, os algoritmos utilizados durante a fase de treina-
mento de redes neurais [9,20,107,168-170] podem ser classificados em duas categorias:
algoritmos supervisionados e algoritmos nao-supervisionados.

As redes que utilizam algoritmo de treinamento supervisionado recebem informacio
externa sobre a que classe pertence cada padrio de entrada utilizado na fase de trei-
namento. De posse dessa informacio, os pesos das unidades de processamento sdo
modificados de forma a se obter o desempenho desejado, ou seja, uma classificacao
satisfatdria. Um dos algoritmos de treinamento supervisionado mais utilizados é o
algoritmo backpropagation ou algoritmo de propagacéo retroativa de erros, que des-
creve a metodologia de modificacdo dos pesos na rede neural denominada perceptron
multicamadas {20, 168,169].

Uma caracteristica marcante da aprendizagem supervisionada é a presenga de um
supervisor externo, conforme ilustra a Figura 3.1. O supervisor é simplesmente o
elemento que detém o conhecimento do problema a ser solucionado pela rede, ou seja,
ele conhece o mapeamento entrada-saida. O supervisor fornece 4 rede um conjunto de
exemplos entrada-saida. Em outras palavras, a resposte desejada (resposta correta) é
fornecida 3 rede pelo supervisor. Essa resposta desejada representa a acio 6tima a ser
executada pela rede. Nesse contexto, os parimetros da rede s@o ajustados de forma
a minimizar o sinal erro, definido como a diferenga entre a resposta real, apresentada

pela rede, e a resposta desejoda, fornecida pelo supervisor.
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Figura 3.1: Aprendizagem supervisionada.

Na aprendizagem nio-supervisionada ou auto-organizativa [20,168], ndo existe um
supervisor externo para orientar o processo de aprendizagem. Nos algoritmos de treina-
mento ndo-supervisionado, portanto, nenhuma informagio externa referente 4s classes
a que pertencem os dados de treinamento € disponivel & rede. As modificacbes efetuadas
nos pesos sdo realizadas com base apenas na observacgio de erros internos. O principal
objetivo do algoritmo de treinamento nao-supervisionado é capturar as regularidades
estatisticas dos dados de entrada, ou seja, desenvolver a habilidade de promover repre-
sentagdes internas eficientes das caracteristicas dos padroes de entrada. Os algoritmos
de aprendizagem n&o-supervisionada podem ser hebbianos, quando mais de uma saida
é ativada para cada entrada, ou competitivos, quando apenas uma saida é acionada
para cada entrada.

As redes com treinamento supervisionado s3o geralmente usadas como classificado-
res em sisternas de reconhecimento de padrées. Por outro lado, redes com treinamen-
to nao-supervisionado sao geralmente utilizadas em anélise de agrupamento ou como
quantizadores vetoriais.

A seguir serao abordados alguns algoritmos ndo-supervisionados aplicados ao proje-
to de diciondrios (projeto de quantizadores vetoriais). Serfo apresentados o algoritmo
de Kohonen e os algoritmos SOA (self-organizing algorithm), SSC (synaptic space com-
petitive) e FS-SSC (frequency sensitive SSC). O primeiro representa o algoritmo cléssico
para treinamento de mapas anto-organizativos, constituindo a metodologia de apren-
dizagem n3o-supervisionada mais amplamente utilizada. O algoritmo SOA, apesar de
inspirado na regra de treinamento de Kohonen, apresenta um paradigma de vizinhanga

diferente do conceito de vizinhanga topoldgica definido por Kohonen [18]. O algoritmo

50



SS5C, por sua vez, utiliza aprendizagem competitiva simples para treinamento dos di-
cionarios. O Algoritmo FS-SSC é resultante da introducdo do principio de conscigncia
de Grossberg [171] no algoritmo SSC.

3.2 Algoritmo de Kohonen

Em um mapa de Kohonen [18-20], os neurbnios sdo posicionados nos nds de um
arranjo, geralmente unidimensional ou bidimensional {grade). Mapas com maior di-
mensdo também existemn, contudo sdo pouco comuns. Ao longo do processo de treina-
mento ou aprendizagem, os neurdnios sao seletivamente “sintonizados” a varios padrdes
de entrada (vetores de treinamento). Um mapa auto-organizativo é caracterizado pela
formagdo de um mapeamento topoldgico dos padries de entrada de tal maneira que
neurdnios com localizagdes espaciais {coordenadas) préximas na grade correspondem a
caracteristicas estatisticas préximas nos padrdes de entrada a gue se referem [172-174].
( principal propésito dos mapas auto-organizativos é mapear padrdes de entrada de
dimensao arbitrdria em um arranjo discreto e realizar esse mapeamento obedecendo
um ordenamento topolégico dos neurdnios na grade. Nesse sentido, neurénios com
posi¢es adjacentes na grade tendem a apresentar pesos sindpticos semethantes. Uma
breve descricdo do algoritmo de Kohonen é dada a seguir.

Seja = [z, 75 -+ zx] € R um vetor de entrada (vetor de treino, padrio de en-
trada, padrio de treino). Seja w; = [wy Wy - Wig] € R¥ o vetor de pesos sindpticos
do i-ésimo neurdnio, localizado no i-ésimo né da grade de Kohonen. Ao se utilizar
o algoritmo de Kohonen para projeto de quantizadores vetoriais, w; corresponde ao
i-ésimo vetor-cédigo (vetor de reconstrugio) e os pesos sindpicos wij, com1 < i< Ne
1 < j < K, correspondem as componentes do i-ésimo vetor-cédigo A -dimensional do
diciondrio de tamanho V.

Os neurdnios w;, depois de inicializados, s3o iterativamente atualizados de acordo
com a utilizacdo de um conjunto de treino. Para cada vetor de treino z, o neurdnio ven-
cedor w;- {isto &, o neurdnio mais “semelhante” a @, segundo um critério de distor¢io)
¢ determinado. E determinada uma vizinhanga Ny, = {w; | d,(w;, w;) < ry(n)}
em tornc do né correspondente ao neurdnio vencedor, em que r,{n) denota um “raio
de vizinhanga”, medido no arranjo topolégico de nds, e dy() é uma distincia medida

no arranjo topolégico de nds. Os neurdnios pertencentes a N, . sdo atualizados na

o
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direcéo do vetor de treino x, de acordo com a regra de aprendizagem
Awiz(n+1) = n(n) - O3, n) - (z; — wi;(n)), (3.1)

em que n denota o passo do algoritmo, Awy denota a modificagio introduzida na
j-ésima componente (peso sindptico) do neurbnio w;, n é a taxa de aprendizagem ou
ganho de adaptagéo, com 0 < 77 < 1, x; representa j-ésima cémponente do vetor de
treino x e wi; denota a j-ésima componente do neuréniow;, 1 <i< Nel < j< K. A
cada passo n, a fungio O;(3*, n) é usada para alterar a taxa de aprendizagem do i-ésimo
vetor-codigo (nenrdnio). Trata-se de uma fungio da “distancia fisica” do né (na grade
ou mapa de Kohonen), correspondente ao i-ésimo neurdnio, ao né 1%, correspondente
a0 neurdnio vencedor [175]. Tipicamente, (;(i*,n) é ndo-nula para nds préximos a 3*
na grade, sendo nula para ndés fora dessa vizinhanga.

Assim, dado o vetor de pesos sindpticos w;(n) associado ao i-ésimo né no passo n,

a versdo atualizada w;(n + 1) no passo n+ 1 é definida como
wi(n + 1) = w;(n) +n{n) - O:(&",n) - (& — wi(n)). (3.2)

Na regra de aprendizagem de Kohonen, as fungdes taxa de aprendizagem e raio de
vizinhanca decrescem com o passo n.

Podem ser identificadas duas fases no processo de aprendizagem que define o al-
goritmo nao-supervisionado de Kohonen: fase de auto-organizacio ou ordenamento e
fase de convergéncia. Na primeira, é obtido um ordenamento topoldgico dos neurdnios
na grade de nds; para tanto, a fungio raio de vizinhanga deve incluir, no inicio do
processo de treinamento, quase todos os neurdnios cujos nds {na grade) estejam (até
mesmo relativamente)} préximos do né que identifica o neurénio vencedor; a funcéo raio
de vizinhanga é entdo gradualmente reduzida de modo a incluir poucos neurdnios ou,
eventualmente, apenas o neurdnio vencedor. A segunda fase é necesséaria para propor-
cionar uma melhor “sintonia” dos neurénios com a distribuigo estatistica do conjunto
de treinamento. Nessa fase, tanto o raio de vizinhanca como a taxa de aprendizagem

sdo mantidos pequenos.

3.3 Algoritmo SOA

O algoritmo SOA, embora inspirado no processo de treinamento proposto por Keho-

nen, utiliza uma abordagem diferente para a definigiio da vizinhanga de atualizagdo dos
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neurdnios. Em virtude de o3 pesos sindpticos poderem ser vistos como as coordena-
~ das dos neurdnios {vetores-cédigo, nesse contexto) no espaco R¥, a vizinhanca pode

ser adequadamente definida no préprio espago de padrdes ¥, como uma hiper-esfera

centrada no vetor de treino #. No algoritmo SOA a vizinhanga € definida como

Nm = {wi I de(mtwi) S Tc:(n)}: (33)

em que 7.(n) denota o raio de vizinhanga (precisamente, o raio de uma hiper-esfera)
na n-ésima iteragio e d,(-) denota a distdncia euclidiana, medida no espago R¥.

Sio definidas duas fases no algoritmo SOA. Na primeira, todos os neurdniocs per-
tencentes & vizinhanga A, tém seus pesos atualizados. Na segunda, apenas o neurdnio
vencedor tem seus pesos ajustados.

Podem ser apontadas, portanto, algumas diferengas entre o algoritmo SOA e o al-

goritmo de Kohonen: no primeiro, a vizinhanga é definida no préprio espago R¥ (pre-

cisamente, como uma hiper-esfera), enquanto que no segundo ¢ definida em um arranjo
topoldgico de nds (em geral, uma grade bidimensional, que pode ser retangular, hexa-
gonal, ete.}); no algoritmo SOA, a vizinhanga é centrada no vetor de treino, enquanto
que no algoritmo de Kohonen € centrada em torno do né (em uma grade) do neurénio

vencedor. Por esse motivo, em sua primeira fase, ao contririo do algoritmo de Koho-

netn, o algoritmo SOA ndo determina o neurénio vencedor. Além disso, a segunda fase
do algoritmo de Kohonen contempla a possibilidade de serem atualizados os neurénios
pertencentes a uma pequena vizinhanca; no algoritmo SOA, por sua vez, ndo se utiliza

vizinhanga na segunda fase de treinamento: apenas o neurdnio vencedor é atualizado.

As Figuras 3.2 e 3.3 mostram as diferencas entre os algoritmos SOA e de Kohonen
no tocante ao paradigma de vizinhanga. Na Figura 3.2, é ilustrado o caso de uma
hiper-esfera de raio r.(n) definida em R*: as coordenadas dos vetores sio identificadas
por zi, T2 € 73. Observa-se que os vetores w; e wj, pertencentes a vizinhanga N, séo

atualizados na dire¢io do vetor de treino . A Figura 3.3, por sua vez, mostra que no

algoritmo de Kohonen a vizinhanga € definida em urn arranjo topolégico de nés e nédo
no espaco de padroes.

Na se¢io a seguir o algoritmo SOA € apresentado com maior detalhamento.

3.3.1 Descrigao do Algoritmo

Apés inicializar os pesos sindpticos dos neurdnios (isto €, as componentes/coordenadas

dos ¥ vetores-codigo K-dimensionais), o algoritmo SOA consiste dos segnintes passos:
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Figura 3.2: Vizinhanga A centrada no vetor de treino z. A vizinhanca no algoritmo

SOA é uma hiper-esfera definida no préprio espago de padrées, neste caso o espaco R

o o o 0O O
N
: Wie
- . -
[ im_} i} - “_
’:- i\ SR i ,\-«.,}
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Figura 3.3: Uma vizinhanca quadrada N,,. em torno do né ¢* que corresponde a0
neurdnio vencedor w;-. A vizinhanga do algoritmo de Kohonen é definida em um

arranjo topoldgico {neste caso, uma grade bidimensional} de nés.



1. Apresente vetor de treino z;

2. Atualize os neurdnios {vetores-cidigo)} pertencentes a uma vizinhanga A na di-
recao de .

Os neurdnios w; sao atualizados de acordo com a regra de aprendizagem
A‘Eﬂij = ’a’}(‘ﬂ) . (’}z(de(a:} wi),n) . (mJ . wij)) ’ (34)

em que n denota a iteragio do algoritmo, Awy; denota a modificagdo introduzida na
J-ésima componente (peso sindptico) do neurdnio w;, n é a taxa de aprendizagem ou
ganho de adaptago, com 0 < 5 < 1, O, é a fungdo que define a vizinhanca em torno
do vetor de treino «, x; representa j-ésima componente do vetor de treino x e Wi
denota a j-ésima componente do neurdnio wy, 1 <i< Nel <j<K.

A cada iteragio {dentro da qual os passos 1 e 2 s8o repetidos M vezes, em que
M denota o nimero de vetores do conjunto de treino), a funcdo de vizinhanca O,
determina os neurdnios que terfo seus pesos atualizados. Trata-se de uma funcdo da

distancia euclidiana d.(z, w;). Precisamente, O, ¢ definida do seguinte modo:

1, w; € Ny = {w; | do(x, w;) < 1e(n)}

(de(m, wi),n) 0, caso contririo

(3.5}

As fungdes taxa de aprendizagem e raio de vizinhanca decrescern com 7, conforme
mostram as Figuras 3.4 € 3.5. No que diz respeito & Figara 3.5, observa-se que r.(n) = 0
para ny < n < Myg, €M que My denota o nimero total de iteracdes (ndmero total de
passagens do conjunto de treino) do algoritmo SOA. O par@metro ny, portanto, define
a iteragdo a partir da qual o raio de vizinhanga € zero. A partir da iteraciio n = ny, o
algoritmo SOA fransita para sua segunda fase, na qual apenas o neurdnio vencedor {ou
seja, 0 vetor-cddigo mais proximo do vetor de treino} é atunalizado. Muito embora o
presente trabalho tenha utilizado a taxa de aprendizagem e o raio de vizinhanga como
fungoes linearmente decrescentes com a iteragio, outras opcdes podem ser utilizadas,
tais como a fungiio gaussiana e a fungdo chapéu mexicano.

E importante salientar que, no algoritmo de Kohonen, n denota o passo - cada passo
corresponde a um vetor de treino. No algoritmo SOA, n denota a iteragdo, isto é, uma
passagem completa do conjunto de vetores de treino — no algoritmo SOA, portanto,
uma iteragao tem como correspondéncia vérios passos do algoritmo de Kohonen. Por

essa razdo, aponta-se mais uma diferenca entre os algoritmos SOA e de Kohonen.
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Figura 3.4: Fungdo taxa de aprendizagem 7(n) no algoritmo SOA.
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Figura 3.5: Fungdo raio de vizinhanga r.(n) no algoritmo SOA.

No primeiro, as fungbes taxa de aprendizagem e raio de vizinhanga decrescem a cada

iteraclo, permanecendo constantes ao longo de uma determinada iteraciol, isto é, no

decurso da apresentagdo de todos os vetores de treino. No segundo, essas fungdes

decrescem a cada passo do algoritmo?.

O algoritmo SOA oferece 7 paridmetros ajustdveis:

1. Dimenséo do diciondrio (K);

2. Nimero de vetores-cidigo (N);

Hsto equivaleria a manter as fungdes raio de vizinhanga e taxa de aprendizagem constantes em

varios passos do algoritmo de Kohonen,
20 que equivaleria a fazer com que essas fungdes variassem (decrescessem) dentro de uma iteragio

do algoritmo 50A.
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3. Niimero total de iteracies (N );

4. Taxa de aprendizagem inicial {n(1));

5. Taxa de aprendizagem final (n{nye));

6. Raio de vizinhanga inicial (r.(1));

7. Nimero de iteragdes da primeira fase de treinamento (ny).

A seguir ¢ apresentada uma abordagem do paradigma de vizinhanga do algorit-
mo SOA, que se distingue sobremaneira do paradigma de vizinhanga do algoritmo de

Kohonen.

3.3.2 O Paradigma de Vizinhanga

O paradigma de vizinhanga do algoritmo SOA procura ser mais adequado que o
paradigma de vizinhanc¢a do algoritmo de Kohonen. A Figura 3.6 ilustra uma situagéo
em que a vizinhanga SOA seria mais adequada que a vizinhanga de Kohonen para o
propdsito de projeto de diciondrios. Na Figura 3.6(a), na grade de nés bidimensional
hexagonal 4 x 7 sobre a qual é definida a regra de atualizacio dos pesos, o nd corres-
pondente ao neurdnio vencedor é denotado por ¢ e uma vizinhanga hexagonal de raio
r, = 1 é definida em torno de ¢. Assim, na regra de atualizagdo dos pesos, o algoritmo
de Kohonen ajustaria apenas os pesos do neurdnio vencedor, correspondente ao nd ¢, e ‘
dos neurdnios 1, 2, 3, 4, 5 e 6, cujos nds pertencem a vizinhanga hexagonal. Na Figu-
ra 3.6(b), que representa o vetor de treino x e os vetores ¢, 4 e 7 da Figura 3.6(a) no
espaco de padrdes (espago R¥), observa-se que uma abordagem mais justa consistiria
em atualizar o vetor 7 e ndo o vetor 4, tendo em vista que o vetor 7 é mais semelhante
ao vetor de treino = (segundo um critério de distdncia medida no espago R®) que o
vetor 4: na Figura as distdncias dos vetores ¢, 4 e 7 para o vetor de treino = sio de-
notadas, respectivamente, por d., d4 e dy, com d. < d; < dy. Utilizando a defini¢do de
vizinhanca topolégiea do algoritmo de Kohonen, o neurdnio (vetor) 4 seria atualizado
(isto &, teria seus pesos sindpticos ajustados de acordo com a Equagio (3.1)) na dire¢io
de @ pelo simples fato de seu correspondente nd pertencer & vizinhanca hexagonal de-
finida na grade bidimensional de néds. No algoritmo de Kohonen, o vetor 7, apesar de
mais semelhante (segundo um critério de distdncia definida em R¥, como por exemplo

a distincia euclidiana) a & que o vetor 4, ndo seria atualizado por ndo corresponder a
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um nd pertencente & vizinhanca hexagonal em torno do nd que identifica o neurduio
{vetor} vencedor ¢. Para conornar esse problema, uma boa alternativa consistiria em
definir a vizinhanga no préprio espaco de padroes (espago de interesse, espaco em que a
quantizag&o vetorial é levada a efeito ~ espago R, no caso da Figura 3.6(b)) como uma
hiper-esfera centrada no vetor de treino . Este paradigma de vizinhanga, utilizado
pelo algoritmo SOA e consubstanciado na Equacdo {3.5), procura apresentar-se como
uma opcdo adequada para projeto de diciondrios.

E importante mencionar que em virtude de a QV requerer apenas a representacio
dos vetores de entrada pelos correspondentes vetores-codigo, relagdes de vizinhanga
topolégica ndo sdo importantes para a qualidade do sinal reconstruido. Assim, por ndo
lidar com um paradigma de vizinhanga topolégica de nds, o algoritmo SOA se ocupa
em procurar produzir uma influéncia mais adequada {em comparagio ao algoritmo de
Kohonen} dos vetores de treino nos vetores-cédigo do diciondrio.

O seguinte aspecto deve ser destacado: a suscetibilidade do algoritmo de Kohonen
a um cendrio semelhante ao apresentado na Figura 3.6 pode tender a diminuir ao longo
do treinamento, devido & propriedade de auto-organizacio.

X2

I B

OO0 0O L | \
o O O O 0O
O O/® @\O O

O e @ @0 O RS § a—
O O\N® ®/0 O

O 0000 P
O O OO0 N
(a) Kohonen {b) 504

Figura 3.6: Definicdo de vizinhanca no algoritmo de Kohonen e no algoritmo SOA.

A defini¢do de vizinhanga do algoritmo SOA representa uma evolugio da defini¢io

de vizinhanca proposta por Franca e Aguiar Neto em [22,23]. No algoritmo SSN (sy-
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naptic space neighborhood) [22,23], a definicio de vizinhanca consiste em centrar a
hiper-esfera em torno do neurdnio {vetor) vencedor ¢, conforme ilustra a Figura 3.7,
precisamente a hiper-esfera mais & esquerda. Nota-se que a defini¢do de vizinhanga
(hiper-esfera centrada no vetor de treino) utilizada no algoritmo SOA trata-se de uma
abordagem mais adequada. Observa-se que a vizinhanga centrada no neurdnio vence-
dor ¢ (vetor-cédigo mais préximo de x em termos de distdncia medida no espago R¥)
ndo inclui o neurdnio 1. No entanto, como a distancia dy é menor que a distdncia ds,
decorre que o vetor (neurdnio) 1 é mais semelhante a « que o vetor 2. A atualizacio dos
pesos, portanto, deve ser efetuada no neurdnio 1 {0 que é contemplado pelo algoritmo
S0OA) e ndo no neurdnio 2 (este, por sua vez, é “inadequadamente” contemplado pelo
algoritmo SSN).

Figura 3.7: Defini¢io de vizinhanca no algoritmo de SSN e no algoritmo SOA. A
vizinhanga (hiper-esfera) centrada no vetor de treino é denotada por A, enquanto que

a hiper-esfera centrada no neurdnio vencedor é denotada por A,

3.3.3 Consideracoes Adicionais

O algoritmo SOA se distingue do algoritmo SSN-TV (Kohonen’s algorithm with
spherical neighborheod around training vector) [25,26,176], definido por Franga e Agui-
ar Neto, por apresentar um pardmetiro a mais: a taxa de aprendizagem final®. A

introdugdo desse pardmetro adicional teve como objetivo aumentar a flexibilidade (o

¥Nesse contexto, cumpre registrar que, muito embora nao explicitamente retatado em [88], [177]
e [178], os resultados apresentados foram obtidos com a utilizagio do pardmetro taxa de aprendizagem
final. Assim, rigorosamente, o algoritmo utilizado em [88], 177} e [178] ndo se trata do SSN-TV mas
sim do SOA.



nimero de graus de liberdade)} do algoritmo, de tal forma que o ajuste adequado de
um maior namero de parimetros possa contribuir para a obtengdo de bons diciondrios.
Além disso, foi motivada pela constatacdo de que o algoritmo SSN-TV? utiliza taxa
de aprendizagem zero na ultima iteracio (conforme mostra a Figura 9 de [25]) - com
isso, o algoritmo SSN-TV simplesmente “desperdica” a dltima iteragio (passagem) do
conjunto de treino, uma vez que ndo hd aprendizado, isto é, nao ha atualizagio de
pesos para o caso de taxa de aprendizagem igual a zero.

E oportuno mencionar que as simulagdes relatadas em [23], [26], [179] e [176] foram
realizadas tendo como objetivo a aplicagdo do algoritmo SSN-TV ao projeto de dicio-
nérios destinados a quantizagao vetorial de forma de onda de voz. O presente trabalho
apresenta algumas contribuigbes com respeito aos trabalhos de Franga e Aguiar Neto,
tais como: avaliacio da influéncia do dicionario inicial no desempenho do algoritmo
SOA; avaliagfo da qualidade inerente dos diciondrios SOA sob o ponto de vista da
complexidade computacional envolvida na fase de codificagio da quantizagio vetorial,
avaliagdo de desempenho do algoritmo SOA quando aplicado ao projeto de diciondrios
destinados & codificagio de imagens e ao reconhecimento de locutor.

Finalmente, cumpre registrar que o algoritmo SOA ¢ denotado por KMTAU (Koho-
nen modificado com taxa de aprendizagem uniforme) em [86], [87] [156] e {180, por
MKOH (modified Kohonen's algorithm) em [181] e por KMVVT (Kohonen modificado
com vizinhanga centrada no vetor de treina) em {149], [182], [183] e [184].

3.4 Algoritmo SSC

No algoritmo SSC, apenas o vencedor tem seus pesos atualizados. Apds uma ini-
cializacdo do diciondrio (isto é, dos pesos sindpticos dos neurdnios, ou seja, das com-
ponentes ou coordenadas dos N vetores-cddigo K-dimensionais), o algoritmo SSC, a
cada apresentagdo de vetor de treino, atualiza o vencedor (vetor-cddigo mais proximo
do vetor de treino) correspondente.

Seja ngse 0 niimero total de iteracoes (nimero total de passagens do conjunto de
treino) do algoritmo SSC ¢ M o ndmero total de vetores de treino. O algoritmo SSC
é descrito a seguir.

10 algoritmo SSN-TV é denotado por VES-VT (algoritmo de Kohonen com vizinhanga no vetor
de treino) em [179]. Com a concepgBo do algoritmo SSN-TV, o algoritmo SSN passou a ser denotado
por SSN-SV em 125, 26], em que o acrénimo SV é uma alusfo a syneptic winning vector.
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Algoritmo S8C:
Paral<n< ngse
Paral<m< M

Determine o vencedor w;-(n, m):
= argmmci (), wi{n, m)].
Atualize o vencedor de acordo com
Wiei(n, m) = wyej(n, ) + Awgej{(n, m), (3.6)

em que

D5 (n, m) = n(n){(z;(m) — wi-j(n, m)]. (3.7)

Na descri¢do acima, @{m} é o m-ésimo vetor do conjunto de treinc®, enquanto w;(n, m)
e w;-(n, m) denotam, respectivamente, o i-ésimo vetor-cédigo e o vencedor quando da

apresentacio do m-€simo vetor de treino na n-ésima iteragao. Por sua vez,

K
diz{m)}, wi(n,m)] = Z [z () — wi(n, m)j {3.8)
i=t
denota a distincia euclidiana entre os vetores x(m) e w;(n,m), em que z;(m) é a j-
ésima componente do vetor x(m) e wi;(n, m) € a j-ésima componente do vetor w;(n, m).
Na expressao que descreve a atualizagdo do vencedor, Aw;-; € 2 modificacio introduzida
na j-ésima componente do vencedor, 5(n) é a taxa de aprendizagem ou ganho de
adapta¢iio na n-ésima iteracdo (com 0 < n{n) < 1), w;-; € a j-ésima componente do
vencedor e w;-; € a versdo atualizada da j-ésima componente do vencedor®,

No algoritmo SSC, a exemplo do que ocorre no algoritmo SOA, a taxa de aprendi-
zagem decresce linearmente com a itera¢do n, mantendo-se constante ao longo de toda
iteragdo, isto €, durante cada passagem completa dos M vetores de treino. £ expressa
por

o) = (1) + (n — 1)7Rsze) = 7(1), (3.9)

nssc — 1

PR importante observar ¢ue, por quest@es de conveniéneia de notagio, utilizou-se z(m) na descrigio
do algoritmo S5C & T4, na descrigio do algoritmo LBG.

SNote que se omitiram n e m de Awjp;(n,n), de wy-;(n,n) e de ;- ;(r, m) para simplificar a
notacio,
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em que 77(1) e n{nssc) denotam a taxa de aprendizagem inicial e a taxa de aprendizagem
final, respectivamente.

QO algoritmo S5C oferece 5 pardmetros ajustdveis:

1. Dimens3o do diciondrio (K);
2. Nimero de vetores-cdigo (N);
3. Nidmero total de iteragdes (ngssc);

4. Taxa de aprendizagem inicial (5(1}};

5. Taxa de aprendizagem firal ((nssc)).

Nesse sentido, apesar da manuten¢io do acrénimo SS8C, o algoritmo apresentado
nesta secdo e com o qual foram obtidos diversos resultados apresentados no presente
trabalho difere do algoritmo SSC apresentado por Franga e Aguiar Neto em [24] , {23]
e [26], o qual apresenta 4 pardmetros ajustdveis. A introdugdo do pardmetro faza de
aprendizagem final na versao original do algoritmo SSC teve como objetivo aumentar
a flexibilidade (o nimero de graus de liberdade) do algoritmo, de tal forma que o
ajuste adequado de parametros possa contribuir para a consecucao de baons dicionarios.
Também foi motivada pela constatacio de que a versfo original de SSC apresenta o
mesmo problema do algoritmo SSN-TV com respeito ao desperdicio da iltima iteracao
do conjunto de treino, isto é, utilizagdo de taxa de aprendizagem final igual a zero.

E oportuno mencionar que as simulagdes relatadas em [24], [25], [26], [21] e [179]7
foram realizadas tendo como objetivo a aplicacio do algoritmo SSC no projeto de
diciondrios destinados & gquantizacio vetorial de forma de onda de voz. O presen-
te trabalho apresenta algumas contribuig¢des com respeito aos trabalhos de Franca e
Aguiar Neto, tais como: avaliagdo da influéneia do diciondrio inicial no desempenho
do algoritmo SSC; avaliacdo da qualidade inerente dos dicionérios SSC sob o ponto de
vista da complexidade computacional envolvida na fase de codificagio da gnantizagao
vetorial; avaliacfo de desempenho do algoritmo SSC quando aplicado ao projeto de
diciondrios destinados & codificagio de imagens, & codificacio dos pardmetros LSF e
ao reconhecimento de locutor.

A secfo a seguir apresenta uma descrigdo do algoritmo FS-SSC, resultante da in-
trodugdo do principio de consciéneia de Grossberg [171] no algoritmo SSC.

"No relatério téenico [21], bem como em [179], o algoritmo SSC é registrado como CES {competitivo

no espaco sindptice).
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3.5 Algoritmo FS-SSC

O principal problema da aprendizagem competitiva simples é que alguns neurdnios
(vetores-cédigo, no contexto de QV) podem ter pouca ou nenhuma chance de ganhar a
competi¢do, o que pode resultar em um diciondrio que contém vetores-cédigo que ndo
tenham sido suficientemente treinados {vetores-cédigo subutilizados), podendo resultar,
em casos extremos, em um diciondrio que contenha alguns vetores-cddigo nio treinados
{0 que seria um problema equivalente ao da existéncia de células de Voronoi vazias no
algoritmo LBG).

Uma das maneiras de contornar esse problema foi apresentada por Krishnamurthy
ef al. em [183]. A técnica proposta, denominada FSCL (frequency sensitive competitive
learning), pode ser utilizada para melhorar o desempenho de redes neurais competi-
tivas. Na técnica FSCL a distorgiio € também uma funcio da freqiidncia com que os
vetores-cddigo ganham a competicdo (nimere de vezes em que os vetores-cddigo sio
eleitos vencedores). A abordagem FSCL procura treinar igualmente todos os vetores-
codigo, isto é, procura fazer com que todos os vetores-cédigo sejam treinados {tenham
sua componentes ajustadas) aproximadamente o mesmo mimero de vezes. De acordo
com {185, o algoritmo FSCL constitui uma implementacio do principio de consciéncia
de Grossberg [171].

No presente trabalho, a idéia proposta na técnica FSCL é introduzida no contexto

do algoritmo SSC, dando origem ao algoritmo FS-SSC {frequency sensitive SSC).

No algoritmo FS-55C a fregliéncia com que cada vetor-cdigo ganha a compe-
tigdo ¢ monitorada. Esta informagio é usada durante o treinamento para assegurar
que todos os vetores-cédigo tenham apreximadamente a mesma oportunidade de se-
rem atualizados. Precisamente, o algoritmo FS-58C utiliza uma medida de distorcio
(distancia) modificada, apresentada em [185], que incorpora a freqiiéncia com que cada
vetor-codigo é escolhido vencedor,

Seja dz(m), w;(n,m)] a medida de distor¢io utilizada pelo algoritmo SSC. A me-
dida de distor¢do modificada utilizada pelo algoritmo FS-SSC ¢ dada por

é{m(m): wi(n: m)] = fi % d[m(m):wi(na m)]} (3‘10)

em que f; denota o niumero de vezes em que o i-ésimo vetor-cddigo foi até entdo
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escolhido como vencedor. A Equagio (3.10}, portanto, pode ser expressa como

K
dx(m), wiln,m)} = fi x Zf:z:j(m) - wy{n, m)*. (3.11)

j=1
A Equacdo (3.11) mostra que se um vetor-cdigo é freglientemente escolhido ven-
cedor, sua distorgao d aumentaré. Conseqiientemente, sua chance de vencer a(s)
préxima(s) competigio(des) diminuird, dando, portanto, aos outros vetores-cédigo com
pequeno valor de f; a oportunidade de serem vencedores (de serem atualizados) na(s)
préximal(s) apresentagio(es) de vetores de treino. Essa natureza adaptativa do algo-
ritmeo FS-SSC possibilita que os vetores-cédigo tendam a ser atualizados aproximada-

mente ¢ mesmo numero de vezes durante o treinamento.

3.6 Consideragoes Finais

Existe uma diferenca marcante entre os algoritmos n3o-supervisionados (SOA, S5C
e FF5-S8C)} apresentados neste trabalho e o algoritmo LBG: nos trés primeiros, o dici-
ondrio é atualizado a cada apresentacdo de vetor de treino, enquanto que no algoritmo
LEBG o diciondrio é atualizado ao final de cada iteragdo {isto é, ao final de cada passa-
gem compieta do conjunto de treino).

Além disso, nos algoritmos SOA, SSC e FS-S8C, o nimero de iteracdes é especifi-
cado a priori. No algoritmo LB(G, o numero de iteracdes depende do dicionério inicial
e do limiar de distor¢do utilizado como eritério de parada do algoritmo. No algoritmo
LBG, portanto, o nimero de iteragdes nio é estabelecido a priori. |

Um aspecto deve ser destacado: nos algoritmos SOA, SSC e FS-58C, a taxa de
aprendizagem decresce a cada iteragdo, permanecendo constante ao longo de toda
uma iteracdo (durante cada passagem completa de vetores de treino). Esse aspecto
diferencia os algoritmos SOA, S5C e FS-SSC de outros algoritmos ndo supervisiona-
dos [19,185,186], nos quais a taxa de aprendizagem varia a cada apresentagio de vetor
de treino.
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Capitulo 4

Avaliacao dos Dicionarios SOA,
SSC e FS-SSC

Este capitulo apresenta diversos resultados obtidos com os algoritmos SOA, S5C e
F3-SSC. Sdo apresentadas avalia¢Ges concernentes ao projeto de diciondrios destinados

a codificagdo de voz e imagem e ao reconhecimento de locutor.

4.1 Quantizacao Vetorial de Forma de Onda de Voz

— Dominio Temporal

Os resultados apresentados nesta se¢do foram obtidos com diciondrios projetados
utilizando um conjunto de treino curto, constituido de 7120 amostras (0,89 s), corres-
pondente & palavra “eplauses”. Optou-se pela escolha de um conjunto de treino curto
depois de se observar gue os resultados foram compativeis com os obtidos ao serem uti-
lizados longos conjuntos de treino. A utilizacio de conjuntos de treino curtos implica
projeto de diciondrios com malor eficiéncia com relacdo ao tempo de processamento.
A escolha da palavra “eplousos” fol motivada pelo fato de que ela apresenta uma boa
variedade de sons: explosivos {fonema |p}), sonoros (fonema |al) e fricativos surdos
{fonema |s|) [180]. Para avaliagio dos diciondrios, utilizou-se um conjunto de teste re-
lativamente longo, constituido de 20120 amostras (3,64 s), correspondente ao conjunto
de sentengas “O sol ilumina o fochada de farde. Trabalhou mais do que podia”.

A aquisi¢iio (resolugfio 8,0 bit/amostra e taxa de amostragem 8 kHz) dos sinais
de voz utilizados nas simulacdes foi realizada usando uma estacio de trabalho Sun®,
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instalada com utilitdrios de processamento de dudio. A qualidade dos sinais de vor
reconstruidos foi avaliada utilizando-se como medida de desempenho a relagio sinal-

ruido segmental (SNRseg).

4.1.1 Sensibilidade ao Diciondrio Inicial

A sensibilidade dos algoritmos SOA, S8C e LBG ao diciondrio inicial pode ser
avaliada observando-se as Tabelas 4.1, 4.2 e 4.3, S20 apresentados resultados de SNRseg
do sinal de voz reconstruide com diciondrios projetados utilizando trés diciondrios
iniciais diferentes e o correspondente valor de coeficiente de variagio, um pardmetro
bastante utilizado para indicar o gran de homogeneidade de dados. O coeficiente de
variagdo {CV), em valor percentual, é expresso como [187,188]

CV = %mo%, (4.1)

o~

em que X e oy denotam, respectivamente, a média e o desvio-padrido de um conjunto

de observages (X1, ..., Xn), expressos por

— 1<
X==>"X; (4.2)

(4.3)

Para cada par de valores K e N, a maior sensibilidade corresponde ao maior valor
de CV. Por outro lado, a menor sensibilidade corresponde ao menor valor de CV. Assim,
por exemplo, para K = 4 e N = 64, a menor sensibilidade ao dicionério inicial estd
assoclada ao algoritmo SOA, por apresentar o menor valor de CV (igual a 0,51) dentre
os trés algoritmos considerados, enquanto que a maior sensibilidade estd associada ao
algoritmo SSC em virtude de esse algoritmo apresentar o maior CV (igual a 3,66}
dentre os algoritmos avaliados.

As Tabelas 4.1, 4.2 ¢ 4.3 mostram que o algoritmo SOA apresenta-se como a al-
ternativa menos sensivel ao diciondrio inicial. O algoritmo SSC, por sua vez, é o que
apresenta maior sensibilidade ao diciondrio inicial. De fato, dentre as 15 combinagdes
de K e N avaliadas, o algoritmo SOA apresenta uma menor sensibilidade (menor CV)
em 8 combinacoes, enquanto que o algoritmo SSC apresenta maior sensibilidade em 7
combinagdes.
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Tabela 4.1: Sensibilidade do algoritmo SOA a trés diciondrios inicias diferentes (DI,
DII e DIII} em termos de SNRseg (dB). Sdo apresentados os valores de CV referentes
aos resultados de SNRseg obtidos.

SNRseg (dB) o
KA\N o1 Ton [pm | &Y
2|8 1633]|635|635| 018
2116 | 870 | 864 | 873 | 0,52
2|32 |11,12110,73 | 10,94 | 1,78
2| 64 |13,70113,83 (13,59 | 0,87
2 11928 115,93 | 16,00 | 16,05 | 0,37
41 8 | 442 | 402 | 407 | 5,22
4116 1627|663 | 648 | 2,79
41321 781 | 805 | 7,37 | 4453
4164|982 1| 978 972 051
4 1198 | 11,13 [11,20111,30 | 0,76
8| 8 | 290 | 312312 4167
8116 | 430 | 4,32 | 246 | 28,92
8132 | 35541 555 1 409 | 16,60
8|64 |682]658 619 | 4,86
8 1281 7,83 | 7,32 | 7,67 | 3,42
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Tabela 4.2: Sensibilidade do algoritmo SSC a trés diciondrios iniciais diferentes (DI,
DII e DII) em termos de SNRseg (dB). S&o apresentados os valores de CV referentes
a0s resuitados de SNRseg obtidos.

SNRseg (dB)
K1 N o1 Ton [om | €Y )
21 8 | 601634623 | 271
2116 | 860 | 897 | 8,36 | 3,55«
2 | 32 110,89 | 11,47 | 11,07 2,66
2 | 64 | 13,59 | 13,60 | 13,61 | 0,07
2 | 128 | 15,07 115,19 | 1520 | 0,47
41 8 | 341 | 421 | 340 | 1265
4116|598 | 636 | 6,58 | 481
41321739 | 80217771 410
4164|900 966 972| 366
4 128 992 (11,05| 1046 | 539
81 8 1239127 | 2,16 | 1222
8| 16 | 4,12 | 431 | 4,05 | 3,23
8 1321513569551 | 52
8|64 1563|660 645 838
8 1128 597 { 743 | 745 | 1221
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Tabela 4.3: Sensibilidade do algoritmo LBG a trés diciondrios iniciais diferentes (DI,
DII e DIII) em termos de SNRseg (dB). Sdo apresentados os valores de CV referentes
aos resultados de SNRseg obtidos.

|l v SNRseg (dB) vV (%)
* "pr | pu | pui
o] 8 [ 428410/ 411 ] 242
216|712 734|657 | 5654
2 | 32 (10,19 {1015 | 10,15 | 0,22
2| 64 13,39 |13,30] 1325 | 0,53
2 | 128 | 1576 | 15,09 | 15,98 | 0,81
4] 8 2781276 202 300
4] 16 | 483 | 4,46 | 4,16 | 7,48
4321727 701731 22
464 (949 [1001] 992 | 2,83
4 1128 110,68 11,26 | 11,31 | 3,15~
8| 8 | 133 001|086 2499
8 | 16 | 250 | 2,56 | 2,94 | 894
8| 32 | 463 | 479 | 465 | 1,85
364|651 | 68368 | 2,66
8 (1281 6,73 | 7,75 | 7,63 | 7,36
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4.1.2 SNRseg versus Taxa de Codificacao

As Figuras 4.1, 4.2 e 4.3 apresentam ¢ desempenho dos algoritmos SOA, SSC e LBG
em termos de relagio sinal-ruido segmental (SNRseg) do sinal de voz reconstruido, para
diversas taxas de um guantizador vetorial com dimensio 2, 4 e 8, respectivamente.

e z ! E ,
13 Lo
12

11

SNRseq (4B}

10 kb R, ,.'_v.-f_“ ,,..f'_ R , . ]

15 2 25 3 a5
Faxa {bit/amostra)

Figura 4.1: Desempenho dos algoritmos SOA, SSC e LBG em 3V de forma de onda
de voz (dominio temporal): SNRseg do sinal reconstruido versus taxa de codificagio

para o guantizador vetorial com dimensio K = 2.

Conforme mostra a Figura 4.1, fixada a dimensdo K = 2% os algoritmos SOA e
SSC apresentam desempenho superior ao apresentado pelo zﬁgoritmo LBG para as
taxas de codificacdo na faixa de 1,5 bit/amostra a 3,0 bit/amostra. Para a taxa de
1,5 bit/amostra, o algoritmo SOA supera o algoritmo ema LBG em 1,3 dB; para a taxa
de 2,0 bit/amostra, o algoritmo SSC supera o algoritmo LBG em 1,4 dB. Além disso,
observa-se que os algoritmos SOA e SSC apresentam um desempenho semelhante para
as taxas de codificacdo inferiores a 3,0 bit/amostra. E possivel observar, entretanto,
que para a taxa de 3,5 bit/amostra, o algoritmo SSC apresenta um desempenho inferior,
em cerca de 0,8 dB, ao apresentado pelos algoritmos SOA e IBG.

Em se tratando de guantizagdo vetorial com dimensao K = 4, a Figura 4.2 mostra
que, para a faixa de taxas compreendida entre 0,75 bit/amostra e 1,25 bit/amostra,
0s aigoritmos SOA e SSC apresentam um desempenho superior ao apresentado pelo

algoritmo LBG, levando a maiores valores de SNRseg do sinal reconstruido: para as

70




]

105 - T

85 | -
&
3 75 b e b e . ol
g LBG e
Y S i BOA e
4 - o [l =l SNUIR
& ) :

/
35 -,.,..‘..;,a"{.f,, - .
,"/ H
25 L : .
075 1 1.25 1.5 175

Taxa (bitfamostia)

Figura 4.2: Desempenho dos algoritmos SOA, S5C e LBG em QV de forma de onda
de voz (dominio temporal): SNRseg do sinal reconstruido versus taxa de codificacio

para 0 quantizador vetorial com dimensao K = 4.
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Figura 4.3: Desempenho dos algoritmos SOA, S5C e LBG em QV de forma de onda

de voz (dominio temporal): SNRseg do sinal reconstruido versus taxa de codificacio

para o quantizador vetorial com dimensgo K = 8.
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taxas de 0,75 bit/amostra e 1,0 bit/amostra, por exemplo, o algoritmo SOA supera o
algoritmo LBG em cerca de 1,5 dB e 1,7 dB, respectivamente. Para taxas superiores a
1,25 bit/amostra, o desempenho dos trés algoritmos considerados € bastante préximo.

No tocante & quantizacio vetorial de forma de onda de voz (dominio temporal) com
dimensdo K = 8, a Figura 4.3 mostra que os dicionarios projetados com os algoritmos
SOA e SSC levam a sinais reconstruidos com maiores valores de SNRseg que os obtidos
com diciondrios LBG, para taxas inferiores a 0,7 bit/amostra. A superioridade dos
algoritmos SOA e 8SC sobre o algoritmo LBG acentua-se & medida que a taxa diminui:
o algoritmo SOA supera o algoritmo LBG em cerca de 1,8 dB e 1,3 dB para as taxas de
0,375 bit/amostra e 0,5 bit/amostra, respectivamente. A Figura 4.3 também mostra
que os algoritmos SOA e SSC apresentam desempenho semelhante, notadamente nas

taxas compreendidas entre 0,5 bit/amostra e 0,75 bit/amostra.

4.2 Quantizagao Vetorial de Forma de Onda de Voz

— Dominio Wavelet

Nesta secio é apresentada uma avaliacao da importancia das componentes de apro-
ximacio e de detalhe de uma decomposicao waevelet multiresolucional na qualidade do
sinal de voz reconstruido. Sio apresentados, também, resultados de codificagdo. O
desempenho do sistema de codificagdo de forma de onda de voz utilizando DWT e QV
é comparado ac desempenho obtido com uso de QV simples (isto €, QV convencional,
sem uso de DWT). Para avaliacio objetiva da qualidade do sinal de voz reconstruido sio
utilizadas a relagdo sinal-ruido total (SNRtot) e a relagéo sinal-ruido segmental (SNR-
seg). No tocante & avaliagdo subjetiva de gualidade, sio relatados resuitados de testes

de preferéncia gue contaram com a participagio de 20 avaliadores.

4.2.1 A Importincia das Componentes de Aproximacao e de
Detalhe

Em todas as simulagbes realizadas, utilizou-se, na DWT, a familia Daubechies 6.
Os resultados apresentados nesta se¢io foram obtidos com o uso de uma decomposigo
wavelet multiresolucional de 3 niveis.

O primeiro conjunto de simulagdes realizadas com sinais de voz consistiu em avaliar

a importincia das componentes de aproximag3o e de detalhe, isto é, dos sinais as(n},
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dy{n), da{n) e d;(n), na qualidade do sinal de voz reconstruido. Para tanto, foi avaliada
a qualidade do sinal obtido mediante aplicacio da IDWT com a exclusdo de uma
ou mais componentes. A Tabela 4.4 mostra que az(n) corresponde a componente
mais importante para a qualidade do sinal reconstruide. De fato, o menor valor de
SNRseg da Tabela 4.4 corresponde ao sinal reconstruido apds a exclusio de as(n). Por
outro lado, di(n) corresponde ao conjunto de coeficientes wavelef menos importante
para a qualidade do sinal reconstruido — observa-se, na Tabela 4.4, que o maior valor
de SNRseg diz respeito 3 exclusio de di(n). Dentre as componentes de detalhe, é
possivel verificar que da(n) é a componente mais importante para a qualidade do sinal

reconstruidao.

Vale salientar que testes subjetivos informais realizados com diversos sinais recons-
truidos indicaram que a exclusdo de d;(n) implica queda praticamente imperceptivel
de qualidade do sinal reconstruido. E oportuno ressaltar que di(n) contém 50% dos
coeficientes wavelet obtidos com a DWT, de modo que a taxa'de codificagio de di{n)
desempenha um papel importante na definigio da taxa de codificacdo total do sistema
de codificacio de voz baseado em DWT e QV considerado no presente trabalho.

Tabela 4.4: Importéncia das componentes de aproximagdo e de detalhe (de uma decom-
posicdo wevelet multiresolucional de 3 niveis) na qualidade do sinal de voz reconstruido.
Wavelet utilizada: Daubechies 6 (db6). -

Tipo de reconstrugio SNRseg (dB)
Excluindo-se az{(n) 1,95
Excluindo-se da(n) 10,21
Excluindo-se da(n) 16,54
Excluindo-se d (n) 20,67

Excluindo-se d;(n) e da(n} 14,20
Excluindo-se d;(n) e dy{n) 9,20
Excluindo-se da(n) e dz(n) 8,85
Excluindo-se d;(n), do{n) e ds{n) 8,13
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4.2.2 Resultados de Codificacao

Uma visdo geral do sistema de codificacdo de voz baseado em wavelets e quanti-
zacdo vetorial é apresentada na Figura 4.4. Apds aplicacio da transformada wevelet
discreta (DWT), ou seja, de uma decomposi¢do wavelet multiresolucional (£ niveis de
decomposigdo), as componentes de detalhe, di{n}, com 1 < ¢ < £, e a componente de
aproximacio, ag(n), sdo quantizadas mediante utilizagdo de um banco de dicionérios
multiresolucionais. Em outras palavras, em cada nivel de resolugdo, cada componente
da decomposicdo wavelet € quantizada com uso de um diciondrio especifico. O sinal
reconstruido é obtido aplicando-se a transformada wavelet discreta inversa (IDWT) nas

componentes de aproximagio e de detathe reconstruidas (guantizadas vetorialmente).

Componenies
Banrestravesss [EE 4 roxima:;i%n

{ ¢ de detaibe
Sinat DWT | Coeficientes v
Original Wavelct )

Diciondrios

Multiresolucionais

Sinal IDWT | Cocficicntes .
. Wavelet
Reeonstruido Reconstraidos

i Componentes
de aproximagio
¢ de detalle
reconsinuidas

................

Figura 4.4: Diagrama de blocos do sistema de codificagio de voz baseado em wavelets

e quantizacdo vetorial.

Considere uma decomposigio wavele? multiresolucional de um sinal z{n), consti-
tuido de M amostras. O ndmero de coeficientes wavelet em d;{n), com 1 < i < L,
é igual a I}, e o ndimero de coeficientes wavelet em ac(n) é ignal a M. Seja R, a
taxa {em bit/amostra, ou mais precisamente em bit/coeficiente) do quantizador ve-
torial alocada para o sinal di(n) e seja R,, a taxa (em bit/amostra) do quantizador
vetorial alocada para o sinal ag(n). A taxa de codificagdo total Ry (em bit/amostra)
do sistema de codificagiio de voz utilizando DWT {com £ niveis de decomposi¢io) e
QV é dada por [189]

1 LM
=i — — ‘4'
Fr =7 zﬁ Z:} o R | (44)
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ista é,

R Ry s
Rr=gi+2 5 (43)

izl
A Tabela 4.5 exemplifica um esquema de alocagdo de taxa para as componentes
as(n), da(n), do(n) e d;(n), no sistema de codificagdo de voz usando DWT (de 3 niveis
de decomposicio) e QV. Observe-se que os valores de ntimero de niveis N e dimensdo
K do guantizador vetorial definem a taxa para cada componente. De acordo com a

Equagio (4.5), a taxa de codificagio total para a estratégia de alocagio em questdo é

Ry, | Ha | Ra, | By,
— A p 4.6
Fr=—g+3+v% 7% “9
ou seia,
2 0,7 1 1,3 .
Rp = 5 5+ _ﬁz_a + 1 + wlgﬁ = 1, 0625 bit/amostra. (4.7)

Tabela 4.5: Um exemplo de alocagio de taxa para as componentes az(n), ds{n), d2(n)
e di{n). Os valores de N e K do quantizador vetorial definem a taxa para cada

componente.

Componente | N | K | Taxa (bit/amostra)
as(n) 056 | 4 Ray = 2,0
da(n) 64 | 4 Rs=1,5
do(n) | 256 | 8 Ry, = 1,0
d\(n) 64 | & R4 = 0,75

Os sinais de voz! utilizados nas simulagbes correspondem a sentengas extraidas
de um conjunto de frases foneticamente balanceadas da lingua portuguesa [190}. Os
diciondrios multiresolucionais utilizados foram projetados com o tradicional algoritmo
LBG. Os resultados de codificacao apresentados nesta segio, referentes ao uso da quan-
tizacdo vetorial no dominio da DWT, dizem respeito a aplica(;éo de uma decomposi¢do

wavelet em 3 niveis de decomposigéo, ou seja, £ = 3.

' Obedecendo as condices da Segiio 4.1, a aquisigio (resolugfio 8,0 bit/amostra e taxa de amostra-
gem 8 kHz) dos sinais de voz utilizados nas simulagdes foi realizada usando uma estaclo de trabalho

Sun®, instalada com utilit4rios de processamento de dudio.
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Os resnltados de codificacdo foram obtidos com um conjunto de simulagdes que teve
como objetivo avaliar diferentes esquemas de alocacdo de bits para os sinais (componen-
tes de aproximacao e de detalhe) resultantes da decomposicdo wavelet multiresolucional.
Para tanto, foram projetados diversos diciorarios multiresolucionais, variando-se a di-
mensio K e o nimero de niveis N dos quantizadores vetoriais ~ a taxa correspondente
R = Jlog, N é expressa em bit/amostra ou, mais precisamente, em bit/coeficiente.
A Tabela 4.6 apresenta algumas estratégias de alocagio avaliadas e os respectivos
valores de SNRseg e SNRtot obtidos para os sinais reconstrufdos. Conforme menci-
onado anteriormente, a exclusio de d,{n) implica queda praticamente imperceptivel
na qualidade subjetiva do sinal reconstruido. Deste modo, adotou-se taxa de codi-
ficagdo de 0,0 bit/amostra para a componente dy{n), ou seja, exclusio de d;(n) na
realizagao da IDWT,

A Tabela 4.7 apresenta valores de SNRseg ¢ SNRtot para diversas taxas de um
sisterna de codificagao utilizando quantizagdo vetorial simples, ou seja, no dominio
original (a prépria forma de onda, sem uso de DWT)} do sinal de voz.

As Tabelas 4.6 e 4.7 mostram que, para todas as taxas de codificacdo consideradas
(com excecdo da taxa de 0,5 bit/amostra), a QV simples leva a valores de SNRseg su-
periores aos obtidos com uso de DWT + QV. Com exce¢do da taxa de 2,0 bit/amostra,
a superioridade de QV simples sobre DWT + QV também se manifesta em termos de
SNRtot?. Entretanto, os testes subjetivos indicaram que, para as taxas de codificagdo
discriminadas na Tabela 4.7, os sinais reconstrnidos com uso de DWT + QV apresen-
tam gualidade superior & apresentada pelos sinais reconstruidos mediante utilizagio de
QV simples. De fato, a Tabela 4.8 mostra o resultado de testeé de preferéncia realiza-
~dos com 20 avaliadores. Utilizou-se a seguinte escala de pontnacior A - a qualidade
do sinal obtido com DWT 4 QV & superior 4 obtida com QV simples; B - a quali-
dade do sinal obtido com QV simples € superior 4 obtida com DWT 4+ QV; C - nédo
se distingue a qualidade dos sinais obtidos com DWT + QV e QV simples. Para a
taxa de 2,0 bit/amostra, 95% dos avaliadores consideraram a qualidade do sinal obtido
com DWT -+ QV superior & qualidade do sinal obtido com 3V simples; para a taxa
de 1,0 bit/amostra, 85% dos avaliadores manifestaram sua preferéncia pelo sinal ob-

’Em se tratando da avaliagiio de desempenho dentro do conjunto de treino, constatou-se uma
superioridade de DWT + QV sobre QV simples tanto em termos de qualidade objetiva (avaliagio dos
resultados de SNRseg e SNRiot) como de qualidade subjetiva (realizagio de testes de escuta) do sinal

reconstruido.



tide com uso de DWT + QV; para a taxa de 0,875 bit/amostra, 65% dos avaliadores
apontaram a melhor qualidade do sinal obtido com uso de DWT + QV, 10% registra-
ram preferéncia pelo sinal obtido com QV simples e 25% registraram inexisténcia de
distingdo de qualidade. E importante destacar, conforme apresentam as duas ultimas
linhas da Tabela 4.8, que os avaliadores também se manisfetaram favoriveis ao esquema
DWT + QV até mesmo para o caso de esse sistemna estar operando a uma taxa inferior
3 apresentada pelo sistema QV simples — 60% dos avaliadores consideraram a qualidade
do sinal reconstruido com uso de DWT + QV & taxa de 0,875 bit/amostra superior &
qualidade do sinal reconstruido utilizando QV simples & taxa de 1,0 bit/amostra. Ao
se comparar DWT + QV 3 taxa de 0,6875 bit/amostra com QV simples & taxa de
1,0 bit/amostra, 45% dos avaliadores manifestaram preferéncia pelo sinal reconstruido
com uso de DWT + QV, 40% apontaram uma melhor qualidade do sinal obtido com
QV simples e 15% registraram inexisténcia de distingdo de qualidade.

Nesse contexto, portanto, é vélido cbservar que, apesar de SNRseg (bem como
SNRiot) ser muito utilizada para avaliar o desempenho de codificadores de forma de
onda de voz, essa medida ndo € uma alternativa adequada para andlise comparativa
de desempenho entre a codificacio que utiliza DWT + QV (em que a quantizagio
é levada a efeito no dominio da transformada wavelet discreta, ou seja, guantizacio
dos coeficientes wavelet) e a codificagiio que usa QV simples (em que a gquantizagdo é
realizada diretamente na forma de onda, ou seja, nas préprias amostras do sinal).

A secdo a seguir apresenta os resultados obtidos com 0 uso de diciondrios multire-

solucionais projetados com o algoritmo SSC.

Resultados Obtidos com o Algoritmo SSC

Comparando as Tabelas 4.6 e 4.9, observa-se que, para todas as taxas de codificacio
avaliadas, os diciondrios multiresolucionais projetados com o algoritmo LBG levam s
sinais reconstruidos com maior valor de SNRseg que quando comparados a0s sinais re-
construidos obiidos com a utilizagio de diciondrios multiresolucionais SSC?. No entan-
to, apesar desta superioridade em termos de SNRseg, testes subjetivos informais mos-
traram que os diciondrios SSC e LBG levam a sinais reconstruidos com praticamente

a mesma qualidade. Neste contexto, observa-se mais uma vez que a relagio sinal-ruido

3Em se tratando de avaliagio de desempenho dentro do conjunte de treino, og diciondrios multire-
solucionais projetados com o algoritmo competitivo 85C em geral evaram a resultados de SNRseg e
SNRtot superiores aos obtidos com uso de dicindrios multiresolucionais LBG.
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segmental (SNRseg) e a relagio sinalruido total {SNRtot) ndo constituem medidas
objetivas adequadas para andlise comparativa de desempenho de sistemas/algoritmos

de codificacio de forma de onda de voz baseados em wavelets & quantizagao vetornial.

4.3 Quantizacao Vetorial de Imagem — Dominio Es-
pacial

Esta se¢io tem como objetivo apresentar uma avaliagdo dos algoritmos SOA, SEC
e LBG para projeto de diciondrios destinados & quantizagio vetorial de imagens, re-
alizada no dominio espacial. Sdo apresentados resultados referentes & investigagio da
influéncia do dicionario inicial no desempenhao desses algoritmos. Além disso, sao mos-
tradas curvas de relagdo sinal-ruido de pico (PSNR) versus taxa de codificagio para
imagens reconstruidas. A segdo encerra com a apresentagdo dos resultados concernen-
tes & avaliagio da qualidade inerente dos diciondrios SOA, SSC e LBG sob ¢ ponto
de vista da complexidade computacional envolvida na fase de codificagio dos vetores,
ou seja, na fase de procura do vizinho mais proximo. Nesse contexto, cumpre salien-
tar que, em se tratando de compressdo de sinais baseada em guantizacio vetorial, os
algoritmos SOA, S5C e LBG visam gerar diciondrios de qualidade, no sentido de que
levem a sinais reconstruidos que apresentermn a menor distor¢io para uma determinada
taxa de codificagio. A dinimica dos algoritmos SOA, SSC e LBG néo leva em consi-
deragio a questdo da complexidade na fase de codificagio dos vetores. Daf vtilizar-se,
com efeito, o termo qualidade inerente, ao serem abordados aspectos de complexidade
computacional. Precisamente, é apresentada uma avaliacgdo de complexidade, em ter-
mos de nimero de multiplicagbes por amostra, a0 serem utilizados os algoritmos de
otimizagdo de procura propostos em {34] e [35].

Os resultados apresentados nesta secio dizem respeito 4 quantizagio vetorial com
dimensao K = 16, isto &, a quantizaclo é realizada em blocos de 4 x 4 pizels. A
Figura 4.5 mostra algumas imagens 236 x 256, originalmente codificadas a 8,0 bpp,
utilizadas no presente trabalho.

4.3.1 Sensibilidade ao Dicionario Inicial

A sensibilidade dos algoritmos SOA, SSC e LBG ao diciondrio inicial, utilizando

como conjunto de treino a imagem Lena, pode ser avaliada observando-se as Tabe-
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las 4.10, 4.11 e 4.12. Sio apresentados resultados em termos de PSNR da imagem
reconstruida com diciondrios projetados utilizando trés diciondrios iniciais diferentes e
os correspondentes valores de coeficiente de variagdo (CV).

Para cada par de valares K e N, a maior sensibilidade corresponde ao maior valor
de CV. Por outro lado, a menor sensibilidade corresponde ao menor valor de CV.
Assim, considerando K = 16 e N = 128, a menor sensibilidade ac dicionario inicial estd
associada ao algoritmo SOA, por apresentar o menor valor de CV (igual a 0,13} dentre
os trés algoritmos considerados, enquanto que a maior sensibilidade estd associada ao
algoritmo SSC em virtude de esse algoritmo apresentar o maior CV (igual a 5,23)
dentre os algoritmos avaliados.

As Tabelas 4.10, 4.11 e 4,12 mostram que o algoritmo SOA apresenta-se como a
alternativa menos sensivel ao diciondrio inicial. O algoritmo SSC, por sua vez, € o que
apresenta maior sensibilidade ao diciondrio inicial. O algoritmo LBG, apesar de menos
sensivel ao diciondrio inicial que o algoritmo SSC, ndo apresenta coeficiente de variagio
muito menor que o apresentado pelo algoritmo SSC; o algoritmo SOA, por sua vez,
apresenta coeficiente de variagio muito menor que os apresentados pelos algoritmo SSC
e LBG. Isto significa que, em termos gerais, o algoritmo LBG é apenas ligeiramente
menos sensivel & influéncia do diciondrio inicial que o algoritmo SSC, enquanto que o

algoritmo SOA é muito menos sensivel & inicializagdo que os algoritmos LBG e S5C.
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Tabela 4.6: Desempenho, fora do conjunto de treino, para diversas estratégias de
alocacio de bits - valores de SNRseg e SNRtot do sinal reconstruido para diversas taxas
de codificagfo total, Ry (em bit/amostra), com uso de diciondrios LBG. Foi realizada
DWT com 3 niveis de decomposi¢io. Familia wavelet utilizada: Daubechies 6 (db6).

da{n) | ds{n) | aa{n) | Ry |SNRseg (dB) | SNRtot (dB)
N1 238 258 256
K 2 2 2,0 13,20 14,46
Ri 40 { 40 | 40
N1 256 256 256
K 4 4 4 1,0 8,72 7,04
R| 20 | 20 | 20
N 64 256 258
K 4 4 4 0,875 6,47 6,91
R| 15 | 20 | 20
N 64 B4 256
K| 4 4 4 ]0,8125 5,95 6,22
R| 1,5 | 1,b | 20
N | 206 64 256
K 8 4 4 0,6875 2,91 6,08
Ri{ 10 | 15 | 20
N 256 128 128
K| 8 4 4 |0,6875 5,70 6,05
R| 10 | 1,75 | 1,75
N - - 258
K| - - 2 0,5 6,12 2,70
R{ 00 | 00 ] 40
N - 256 256
K - 4 4 0,5 5,84 5,98
R| 00 | 20 | 20
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Tabela 4.7: Desempenho, fora do conjunto de treino, em termos de SNRseg ¢ SNRtot do
sinal de voz reconstruido para diversas taxas de codificagio total Ry (em bit/amostra).

Algoritmo utilizado para projeto de diciondrios destinados & quantizagio vetorial sim-

ples: LBG.
K | N | Ry |SNRseg (dB) | SNRtot (dB)
4 |256] 20 13,47 13,75
8 1256 1,0 9,42 9,20
8 | 128|0,875 8,54 9,08
10§ 321 05 4,45 5,83 —
12] 64 | 0,5 5,48 6,25

-

Tabela 4.8 Desempenho fora do conjunto de treino - resultados, em termos de percen-
tagens, de testes de preferéncia realizados com 20 avaliadores..S80 consideradas vérias
taxas de codificagdo R. Algoritmo utilizado para projeto de dfcionérios: LBG.

Pontuagio
Taxa R em DWT + QV | Taxa R em QV simples \ B G
2,0 bit/amostra 2,0 bit/amostra 85% | 8% | 0%
1,0 bit/amostra 1,0 bit/amostra 85% | 15% | 0%
0,875 bit/amostra 0,875 bit/amostra 65% | 10% | 25%
0,875 bit/amostra 1,0 bit/amostra 60% | 20% | 20%
0,6875 bit/amostra 1,0 bit/amostra 45% | 40% | 15%
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Tabela 4.9: Desempenho, fora do conjunto de treino, para diversas estratégias de
alocagao de bits ~ valores de SNRseg e SNRtot do sinal reconstruido para diversas taxas
de codificagdo total, Ry (em bit/amostra), com uso de diciondrios SSC. Foi realizada

DWT com 3 niveis de decomposigio. Familia wavelet utilizada: Daubechies 6 (db6).

da(n) | ds(n) | as(n) | Ry | SNRseg (dB) | SNRtot {(dB)
256 | 256 | 256
2 9 2 2,0 13,02 14,76
40 | 40 | 40
256 | 256 | 236
4 4 4 1,0 6,07 - 6,78
20 | 20 | 20
64 | 256 | 256 =

4 4 4 | 0,875 5,93 6,57
15 | 20 | 2,0
64 | 64 | 956
4 4 4 |08125 5,37 6,70
15 | 1,5 | 2,0
256 | 64 | 236
8 4 4 10,6875 5,23 5,67
10 | L5 | 20
956 | 128 | 128

roy r ;

o =l R 2R gl R R R RZR R =

8 4 4 |0,6875 4,76 6,41
1.0 11,75 | 1,75
. .| 236
- - 2 0,5 3,41 2,10
00 | 00 | 40
N| - | 255 | 256
K| - 4 4 0,5 526 | 569
R| 00 | 20 | 20
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Tabela 4.10: Sensibilidade do algoritmo SOA a trés diciondrios iniciais diferentes (DI,
DII e DIII) em termos de PSNR (dB). Sdo apresentados os valores de CV referentes
aos resultados de PSNR. Corjunto de treino: Lena. Imagem reconstruida: Lena.

PSNR (dB)
KN o Tou [ om | ¢V
16| 32 | 26,78 | 26,68 | 26,75 | 0,19
16| 64 | 27,80 | 27,80 | 27,80 | 0,00
16 | 128 | 29,07 | 20,02 | 28,99 | 0,13
16 | 256 | 30,53 | 30,53 | 30,56 | 0,05

Tabela 4.11: Sensibilidade do algoritmo SSC a trés diciondrios iniciais diferentes (DI,
DII e DIII) em termos de PSNR {dB). Sao0 apresentados os valores de CV referentes
aos resultados de PSNR. Conjunto de treino: Lena. Imagem reconstruida: Lena.

PSNR (dB) -
K\ N o Ton [om | ©V &
16| 32 | 26,52 | 26,79 | 24,90 | 3,92
16 | 64 | 27,35 | 27,64 | 2543 | 4,48
16 | 128 [ 28,60 | 28,87 | 2625 | 5,23
16 | 256 | 30,00 | 30,30 | 27,23 | 5,80

[ E ] r

Tabela 4.12: Sensibilidade do algoritmo LBG a trés diciondrios iniciais diferentes (DI,
DIl e DIII) em termos de PSNR (dB). Sio apresentados os valores de CV referentes
aos resultados de PSNR. Conjunto de treino: Lena. Immagem reconstruida: Lena.

PSNR (dB)
K\ N o Ton [ oo | €V %)
16| 32 | 26,70 26,96 | 2581 | 2,27
16] 64 | 27,60 | 27,571 2590 3,60~
16| 128 1 98,22 | 28,38 | 25,08 | 4,87
16 | 256 | 28,60 | 29,04 | 26,45 | 4,94
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4.3.2 PSNR versus Taxa de Codificagao

As Figuras 4.8, 4.7 e 4.8 apresentam o desempenho dos algoritmos SOA, S5C e
LBG em termos de PSNR para diversas taxas de codificago ao serem reconstruidas as
imagens Mandrill, Gull e Frog, respectivamente. Os resultados apresentados foram ob-

tidos com diciondrios projetados utilizando-se como conjunto de treino a imagem Lena.

212 : : 5

PSNA {dB)

19’6 f I £
03125 0.378 0.4375 05 0 5825
Taxa {bpp}

Figura 4.6; Desempenho dos algoritmos SOA, SSC e LBG em QV da imagem Mandrill
{(dominio espacial): PSNR da imagem reconstruida versus taxa de codificagio para o

Fe

quantizador vetorial com dimensio K = 16. -

No que diz respeito 2 reconstrucdo da imagem Mandrill, A Figura 4.6 mostra que,
para quase todas as taxas de codificagdo avaliadas, o algoritmo LBG apresenta um
desempenho 'superior ao apresentado pelo algoritmo SSC. O algoritmo SOA, por sua
vez, apresenta-se como a methor alternativa, levando aos maiores valores de PSNR. Em
geral, a diferenca de desempenho dos algoritmos SOA, 5SC e LBG, a excegdo da taxa
de 0,5 bpp, gira em torno de 0,2 dB, o que constitui uma diferenga bastante pequena.

Em se tratando da quantizagio vetorial da imagem Gull, observa-se na Figura 4.7
que, & exce¢do da taxa 0,3125 bpp, o algoritmo SOA apresénta-se como a técnica
de projeto de diciondrios que leva a imagens reconstruidas com os maiores valores
de PSNR. Para as taxas 0,375 bpp e 0,4375 bpp, por exemplo, o algoritmo SOA supera

o algoritmo LBG em cerca de 0,4 dB e 0,5 dB, respectivamente. Para taxas inferiores a
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Figura 4.7: Desempenho dos algoritmos SOA, S55C e LBG em QV da imagem Gull
{dominio espacial): PSNR da imagem reconstruida versus taxa de codificagio para o

quantizador vetorial com dimensdo K = 16.

278 1 xl ¥

27.2 O S ‘ vt eaiers e ..E

PSNR (dB)

BBE b e s ; a.-"‘.:' .

L

28.2

0.3125 0.375 0.4375 0.5 0.5625
Taxa {bpp)

Figura 4.8: Desempenho dos algoritmos SOA, S8C ¢ LBG em QV da imagem Frog
(dominio espacial): PSNR da imagem reconstruida versus taxa de codificacdo para o

quantizador vetorial com dimensdo K = 16.
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0,5 bpp, o desempenho do algoritmo SSC é préximo do desempenho do algoritmo SOA,
levando a melhores valores de PSNR que os obtidos com o algoritmo LBG. A Figura 4.7
também mostra que, para se obter uma imagem Gull reconstruida com PSNR em torno
de 19,6 dB, ¢ necessdrio utilizar um diciondrio LBG & taxa de 0,375 bpp. Para que se
obtenha uma imagem Gull reconstruida com a mesma qualidade em termos de PSNR,

basta utilizar um diciondrio 8SC & taxa de 00,3125 bpp.

Quanto & recopstrugio da imagein Frog, a Figura 4.8 mostra que, para todas as
taxas de codificacio na faixa de 0,3125 bpp a 0,5 bpp, os algoritmos SOA e §SC
apresentam desempenho superior ao apresentado pelo algoritmo LBG. Ressalte-se que
para essa faixa de taxas, os algoritmos SOA e SSC apresentam desempenho préximo.
Observa-se, na Figura 4.8, que uma imagem Frog reconstruida com PSNR em torno de
27,5 dB é obtida ao ser utilizado um diciondrio SOA A taxa de 0,5 bpp. Para se obter
uma imagem Frog reconstrufda com aproxidamente essa mesma qualidade em termos
de PSNR, faz-se necessdrio utilizar um diciondrio LBG 2 taxa de 00,5625 bpp. Esse
comportamento apresenta-se, também, como um exemplo da adequagdo do algoritmo
SOA para projeto de quantizadores vetoriais de imagem ~ fixada uma qualidade em
termos de PSNR, a quantizagio vetorial pode ser levada a efeito com menores taxas de

codificagdo ao serem utilizados diciondrios SOA em substitui¢do aos diciondrios LBG.

Constatou-se que o algoritmo SOA pode apresentar um problema de convergéneia
em sua primeira fase — a escolha de um raio de vizinhanga grande pode vir a produzir,
ao final da primeira fase, diciondrios com todos os vetores-codigo iguais. Neste contex-
to, a segunda fase do algoritmo SOA (em que apenas o vensedor € atvalizado) pode
iniciar-se com urn mesmo diciondrio, independentemente do dfcionério inicial utilizado.
Este problema de convergéncia, entretando, ndo compromete a “filosofia” do algoritmo
SOA, em que as atualizagdes ocorrem com base em distincias medidas no espago de
padroes {espago em que a QV € levada a efeito), o que se distingne da abordagem de
Kohonen, em que as atualizagdes sdo realizadas considerando distancias medidas em
um arranjo topoldgico de nés. A seguinte alternativa para o problema de convergéncia
foi investigada (produzindo diciondrios com boa qualidade): promover a atualizagdo
dos P < N vetores-cédigo mais proximos do vetor de treino, usando também um fa-
tor de alteracio da taxa de aprendizagem definido de modd que vetores-cédigo mais
préximos/distantes de vetor de treino sejam mais fortemente/fracamente atualizados.
Este método (cuja segunda fase atualiza apenas o vencedor) também utiliza distincias
medidas no espaco de padres para atualizar os vetores-codigo.
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4.3.3 Complexidade Computacional da Etapa de Codificagao
da QV

Nesta secfio é apresentada uma andlise comparativa da qualidade inerente dos dici-
onarios LBG, S5C e SOA sob o ponto de vista da redugfo da complexidade computa-
cional envolvida na fase de determinagfio do vizinho mais préximo (fase de codificagdo
da quantizagdo vetorial), ao serem utilizados os algoritmos de otimizagdo de procura
PDS e PDS-O.

Os resultados apresentados dizem respeito A avaliagfo da reducgdo do nidmero de
multiplicagdes por amostra® envolvido na fase de codificagio, em relagdo ao algoritmo
de busca total. Conforme abordado na Se¢do 2.2, o ndmero de multiplicages por
amostra apresentado pelo algoritmo de busca total é igual ao tamanho do dicionario
(nimero de niveis, ndmero de vetores de reconstrugdo), V.

Em simulagbes envolvendo quantizagio vetorial {com dimensdo K = 16} da imagem
Lena, conforme se pode observar na Tabela 4.13, com a utilizagio do algoritmo PDS, os
dicionarios projetados com o algoritmo SOA implicam maior redugio da complexidade
computacional® quando comparados aos diciondrios obtidos com os algoritmo LBG e
SSC, para todos os valores de K e NV avaliados. Para N = 512, por exemplo, o diciondrio
SOA leva a 76,54 multiplicagBes por amostra, enquanto que os algoritmaos SSC e LBG
levam, respectivamente, a 94,45 e 135,90 multiplicagbes por amostra. Observa-se que
os diciondrios S5C, & exceglo de N = 64, levam a um menor mimero de multiplicactes
por amostra quando comparados aos dicionarios LBG. N

Um comportamento similar pode ser observado na utilizaéiio do algoritmo PDS-O.
Na Tabela 4.14, o algoritmo SOA apresenta um desempenh:) superior ao apresenta-
do pelos algoritmos LBG e SSC, implicardo menor complexidade computacional na
fase de procura do vizinho mais préximo. Para todos os valores de N considerados,
observa-se uma superioridade do algoritmo 8SC sobre o algoritmo LBG em termos de
reducio do mimero de multiplicages por amostra. Comparando as Tabelas 4.13 e 4.14,
observa-se que em todas as simulacdes o algoritmo PDS-0 implica reducio de comple-

“De acordo com [34], o ndmero de multiplicagbes por amostra é geralmente utilizado comeo critério
_de avaliacio de complexidade computacional da fase de codificagiio por-distincia minima, ou seja, do
processo de determina¢io do vizinho mais préximo.

5A reducio de complexidade computacional ¢ expressa como (1 - —’f‘,-;—) - 100%, em que Ny denota
o nimero de multiplicagBes por amostra obtido com o algoritmo de otimizagdo de procura do vizinho
mais préximo e NV denota o nlimero de multiplicagBes por amostra no algoritmo de busca total
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xidade em relagio ao algoritmo PDS. 12 importante observar, também, que a redugdo

de complexidade obtida com os algoritmos PDS e PDS-0O tende a aumentar & medida

que o nimero de niveis N aumenta.

Tabela 4.13: Complexidade do algoritmo PDS em termos de nimero de multiplicagdes
por amostra para a imagem Lena. Algoritmos utilizados para projeto de diciondrios:
LBG, 85C e SOA. Entre parénteses estd indicada a redugio de complexidade em relagio

a0 algoritmo de busca total.

Ntimero de multiplicacbes por amostra

Fe (bep) | N LBG SSC SOA
0,3125 | 32 | 11,91 (62,8%) | 11,46 (64,2%) | 9,93 (68,9%)
0,375 | 64 | 19,40 (69,7%) | 20,33 (68,2%) | 15,95 (73,1%)
0,4375 | 128 | 33,10 (74,1%) | 32,44 (74,7%) | 29,96 (78,9%)
0,5 256 | 68,60 (73,2%) | 55,01 (78,5%) | 46,58 (81,8%)
0,5625 | 512 | 135,90 (73,5%) | 94,45 (81,6%) | 76,54 (85,0%)

Tabela 4.14: Complexidade do algoritmo PDS-O em termos de mimero de multipli-
cacles por amostra para a imagem Lena. Algoritmos utilizados para projeto de dici-
ondrios: LBG, 88C e SOA. Entre parénteses estd indicada a redugio de complexidade

em relacdo ao algoritmo de busca total.

Numero de multiplicagdes poriamostra

R (bpp) | N LBG SSC s SOA
0,3125 | 32 | 8,58 (73,2%) | 8,14 (74,6%) | 7,37 (77.0%)
0,375 | 64 | 15,13 (76,4%) | 13,34 (79,2%) | 11,92 (81,4%)
0,4375 | 128 i 28,69 (77,6%) | 23,81 (81,4%) | 20,17 (84,2%)
0,5 256 | 57,54 (77,5%) | 42,95 (83,2%) | 35,07 (86,3%)
0,5625 | 512 | 114,46 (77,6%) | 78,80 (84,6%) | 69,05 (86,5%)

O 1ltimo conjunto de simulagdes teve como objetivo avaliar a complexidade com-
putacional envolvida ao se codificar uma imagem ndo pertencente ao conjunto de trei-
‘pamento dos diciondrios. Para tanto, utilizou-se a imagem Mandrill. Considerou-se
QV com dimensdo K = 16. A Tabela 4.15 mostra que, ao se utilizar o algoritmo PDS,
os diciondrios projetados com o algoritmo SOA, & excegdo de N = 512, implicam
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menor complexidade computacional em relacao aos diciondrios projetados com os al-
goritmos LBG e 88C. Observa-se também que o tradicional algoritmo LBG, & exceciio
de N = 64, apresenta-se como a técnica que produz os diciondrios que levam & maior
complexidade computacional (maior niimero de multiplicagdes por amostra) na fase
de determinagdo do vizinho mais préximo. Conforme mostra a Tabela 4.16, com a
utilizacdo do algoritmo PDS-O, uma menor complexidade, em termos de nimero de
multiplicagbes por amostra, é obtida com a utilizagdo dos dicionédrios SOA para todos
os valores de N avaliados, 3 excegdio de N = 512. Constata-se que os diciondrios LBG
implicam maior complexidade computacional dentre todos os diciondrios avaliados.
Uma comparagio das Tabelas 4.15 e 4.16 mostra que o algoritmo PD5-O, assim
como abservado nas simulagdes com a imagem Lena, apresenta desempenho superior

ao apresentado por PDS, levando a um menor niimerc de multiplicagbes por amostra.

Tabela 4.15: Complexidade do algoritmo PDS em termos de niimero de multiplicagdes
por amostra para a imagem Mandrill. Algoritmos utilizados para projeto de dicionérios:
LBG, S85C e SOA. Entre parénteses estd indicada a redugéo de complexidade em relagdo
ao algoritmo de busca total.

Numero de multiplicagdes por amostra
R(bpp) | N : a

LBG SSC SOA
0,3125 | 32 | 13,42 (58,1%) | 13,15 (68,9%) | 12,40 (61,3%)
0,375 64 | 26,87 (58,0%) | 27,47 (57,1%) | 23,60 (63,1%)
04375 | 128 | 51,73 (59,6%) | 47,85 (62,6%) | 34,01 (65,6%)
0,5 256 | 108,40 (57,7%) | 89,02 (65,2%) | 81,00 {68,4%)
0,5625 | 512 { 215,94 (57,8%) | 166,39 (67,5%) | 183,22 (64,2%)

Em resumo, as Tabela 4.13 e 4.15 mostram que, ao se uvtilizar o algoritmo PDS
para otimizacdo do processo de procura do vizinho mais proximo, ¢ algoritmo SOA
apresenta-se como a alternativa mais adequada, produzindo diciondrios que levam a
uma menor complexidade computacional (menor mimero de multiplicages por amos-
tra). O algoritmo LBG, por sua vez, é o que produz diciondrios que levam ao mai-
or niimero de multiplicagbes por amostra na fase de determinacgio do vizinho mais
préximo. De fato, dentre as 10 avaliagdes (5 valores distintos N para cada uma das

duas imagens, Lena e Mandrill, reconstruidas}, os diciondrios SOA levam a uma menor
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Tabela 4.16: Complexidade do algoritmo PDS-O em termos de nitmero de multipli-
cagbes por amostra para a imagem Mandrill. Algoritmos utilizados para projeto de
diciondrios: LBG, SSC e SOA. Entre parénteses estd indicada a redugdo de complexi-

dade em relagéo ao algoritmo de busca total,

Numero de multiplicagbes por amostra

R (bpp) | N LBG ssC SOA
0,3125 | 32 | 12,52 (60,9%) | 12,08 (62,3%) | 11,26 (64,8%)
0,375 | 64 | 25,86 (59,6%) | 23,10 (63,9%) | 19,95 (68,8%)
0,4375 1128 | 49,67 (61,2%) | 43,33 {66,2%) | 36,37 (71,4%)
0,5 | 256 | 103,34 (59,6%) | 80,86 (68,4%) | 73,55 (71,3%)
0,5625 | 512 | 205,27 (59,9%) | 155,07 (69,7%) | 176,31 (65,6%)

e

complexidade computacional em 9 casos, enquanto gue os diciondrios LBG resultam

em uma maior complexidade computacional em 8 casos.

No que diz respeito ao algoritmo PDS-O, as Tabelas 4.14 e 4.16 mostram que o
menor nimero de multiplicacdes por amostra € obtido com uso de diciondrios SOA,
enquanto o maior nimero de multiplicagbes por amostra é obtido com dicionérios LBG.
Dentre as 10 avaliagoes (5 valores distintos NV para cada uma das duas imagens, Lena
e Mandrill, reconstruidas) consideradas, os diciondrios SOA levam a uma menor com-
plexidade computacional em 9 casos, enquanto que os dicioparios LBG resultam em

=

maior complexidade computacional em 10 casos.

4.4 Quantizacao Vetorial de Imagem — Dominio Wa-

velet

A seguir é apresentado um conjunto de avaliacBes relacionadas & aplicagiio da DWT
em imagens. E investigada a importdncia das sub-bandas da decomposi¢io wavelet na
qualidade da imagem reconstruida e sio apresentados resultados de compressao, em
que o desempenho de um sistema de codificacio de imagens utilizando DWT 4 QV é

comparado ao desempenho de outros sistemas de codificagio.
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4.4.1 A Importéncia do Nivel de Decomposicdo 1

Nesta se¢io € apresentada a avaliagdo da importéncia do nivel de decomposigao 1
{nivel de resolugdo mais fina) na qualidade da imagem reconstruida. Esse interesse
particular no nivel 1 reside no fato de que esse nivel, que contém 75% dos coeficientes
wavelet, é de fundamental importincia para a definicdo da taxa de codificacdo total
do sistema de codificagio baseado em DWT e QV considerado no presente trabalho.
Durante o processo de reconstrugdo, o erro de guantizagio dos coeficientes do nivel 1
ndo interfere na qualidade dos demais niveis de decomposigao.

A Tabela 4.17 apresenta resultados de relagio sinal-ruido de pico (PSNR), em de-
cibéis (dB), para a imagem Lena reconstruida apds a exclus@o de determinada(s) sub-
banda(s) da decomposigio wavelet multiresolucional. Observa-se, no nivel de resolugio
1 da decomposigao multiresolucional da imagem Lena, que 53 {dire¢do diagonal) cons-
titul a sub-banda menos importante para a qualidade da imagem reconstruida, ao passo
que S; (direciio horizontal) representa a sub-banda mais importante. De fato, o maior
valor de PSNR da imagem reconstruida estd associado a exclusdo de S3, enquanto que
o menor valor de PSNR diz respeito & exclusio de Si;. Conforme se observa na Tabe-
la 4.17, a exclusao das sub-bandas Si1, Si2 € 513 resulta em uma imagem reconstruida
com um valor satisfatdrio de PSNR.

A Figura 4.9 apresenta um conjunto de imagens 256 x 256 originais (8,0 bpp), bas-
tante usadas para avaliacdo de algoritmos de codificagdo de imagens. A Figura 4.10
mostra a qualidade das correspondentes imagens obtidas com aplicagio da transforma-
da wavelet (utilizou-se a familia Daubechies 6) inversa aps exclusdo das sub-bandas

511, S1z € Sja. Observa-se que essas imagens apresentam boa qualidade visnal.

4.4.2 A Importancia das Sub-Bandas do Nivel de Decompo-
sicdo 1

Nesta secdo sdo apresentados resultados e comentdrios referentes a importancia das

sub-bandas (ou seja, das dire¢des) do nivel de decomposigiio 1 (nivel de resolugdo mais

fina) na qualidade da imagem reconstruida. O interesse em tal avaliagdo reside no

fato de que, em se tratando de uma decomposicio wavelet multiresolucional, cada uma

das sub-bandas, S|, Si2 e S;3, contém 25% dos coeficientes wavelet. Desta forma, as

estratégias de alocagio de bits em tais sub-bandas sdo de fundamental importincia
para o compromisso entre a definigdo da taxa de codificagdo do sistema de codificagdo
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Tabela 4.17: PSNR da imagem Lena reconstruida apds a exclusio de determina-
da(s) sub-banda(s) da decomposigio multiresolucional. Wavelet utilizada: Daubechi-
es & (dbs).

Sub-banda excluida | PSNR (dB)

S13 37,77

Sia 36,45

Sni 32,95

Snoe S 31,36

S11 e Sz 31,72

Sz e Si3 34,06

Si1, Sip & Sia 30,47

baseado em DWT e QV considerado no presente trabalho e a qualidade da imagem

reconstruida.

Quanto maior a variancia dos coeficientes wavelet de uma determinada diregio do
nivel de decomposico 1, maior a importancia dessa direcao na qualidade da imagem
reconstruida. Deste modo, a queda de qualidade da imagem reconstruida {que pode
ser traduzida pela obtengdo de menores valores de PSNR) ao se descartar uma deter-
minada dire¢do do nivel de decomposigo 1 aumenta com o aumento da varidncia dos

coeficientes wavelet da direcio.

Na Tabela 4.18, por exemplo, observa-se que a variancia dos coeficientes db6 para
a imagem Lena, no nivel de decomposi¢do 1 (nivel de resolugio mais fina), aumenta
da direcdo 3 para a dire¢io 1. Deste modo, ao se descartarem os coeficientes da
direco 1 (dire¢io de malor varifincia dos coeficientes), observa-se uma maior redugio
de qualidade da imagem reconstruida (menor valor de PSNR) que a obtida ao se
descartarem os coeficientes das diregdes 2 ou 3. Por outro lado, ao se descartarem os
coeficientes da direcdo 3 (dire¢io de menor varidncia dos coeficientes wavelet), observa-
se uma menor redugdo de qualidade da imagem reconstruida (malior valor de PSNR)
que a obtida a0 se excluiremn os coeficientes das diregdes 1 ou 2.

Cumpre salientar que diversos trabalhos, como por exemplo [63], apontam a di-
recio 3 {diagonal) como a menos inportante para a qualidade da imagem reconstruida,
no sentido de apresentar o menor conteddo de energia, a menor contribuigio para a qua-

95



Tabela 4.18: Importdncia das dire¢des (sub-bandas) do nivel de decomposicio (reso-
lugdo) 1 para a imagem Lena. Wavelet utilizada: Daubechies 6 {db6).

Nivel de de- | Diregao Sub-banda cor- | Varidncia | PSNR (dB) ao se
COMPOsigao respondente descartarem os coefi-
{resolugdo) cientes wavelet

1 1 (Horiz.) | Sy 131,49 32,05

1 2 (Vert) | Spp 58,61 36,45

1 3 (Diag.) | Sis 43,14 37,77

lidade da imagem reconstruida. Alguns trabalhos (e.g. [64,75]) tém relatado resultados
de codificagio obtidos com a exclusfio da sub-banda S;5. No artigo cldssico de Anto-
nini ef al. [64], em um exemplo de sistematica de compressio de imagens envolvendo
quantizagdo vetorial e wavelets, os autores excluem a sub—ba,ndma 513 {ou seja, atribuem
a ela uma taxa de codificagdo de 0 bpp) no procedimento de alocagdo de bits para
as sub-bandas da decomposicas waevelel multiresclucional. No entanto, a importancia
da diregao 3 depende da imagem em questfo: abservou-se, por exemplo, durante as
avaliagdes realizadas no presente trabalho, que 53 é tAo importante quanto S para
a qualidade da imagem Barbara reconstruida. A importdncia das demais sub-bandas

também depende da imagem considerada.

4.4.3 Resultados de Codificagao :

Uma visdo geral do sistema de codificagio de imagens baseado em wavelets e quan-
tizagdo vetorial considerado no presente trabalho é apresentada na Figura 4.11. Apds
aplicagdo de uma decomposicio wavelet multiresolucional (DWT) com £ nivels de re-
soluglo, as sub-bandas S;;, com ¢ =1, 2, ..., Lej =1, 2, 3, sdo quantizadas
por meio de diciondrios multiresolucionais. Em outras palavras, & excegao da sub-
banda Sro {correspondente & componente de aproximagio no nivel de resolugdo mais
baixa}, cada sub-banda obtida com a decomposi¢iio wavelet é quantizada com uso de
um dicionério especifico, previamente projetado. A sub-banda Sgy é submetida a uma
quantizacio escalar 8,0 bpp, visto que apresenta a maior contribuicfio para a qualidade
da imagem reconstruida. De fato, numa decomposicio wavelet multiresolucional, em

virtude de a varidncia aumentar de um nivel de resolugio mais fina para um nivel de
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resolugao mais grosseira, observa-se que os niveis de resoluc¢io mais grosseira sio os
que apresentam malor contetido de energia, sendo, portanto, os mais importantes para
a qualidade do sinal reconstruido. Além disso, no nivel de resolu¢do mais grosseira,
a direcdo 0 (que contém os coeficientes resultantes de filtragens passa-baixa) constitui
a sub-banda que apresenta a maior variiincia e os coeficientes de maior valor, Esta
sub-banda, portanto, apresenta os coeficientes mais importantes para a gualidade da
imagem reconstruida. Dal optar-se por utilizar para esses coeficientes a guantizagéo
escalar a uma taxa de 8,0 bpp. Observa-se na Figura 4.11 que a imagem reconstruida
é obtida aplicando-se a transformada wavelet discreta inversa (IDWT) nas sub-bandas

reconstruidas (quantizadas).

[magem DWT | Sub-bandas
Original Obtidas

¥

Dicionérios

Qv

Imagem | IDWT | Sub bandas
Reconstruida Reconstruidas [

Figura 4.11: Diagrama de blocos do sistema de codificacio de imagem em consideracdo.

Considere uma imagem com M x M pizels. O nimero de coeficientes wavelet em

Sij,com1<i< L, éignala ";’{:Qf Seja Hs,; a taxa (em bpp. ou, mais precisamente,

bit/coeficiente) do quantizador vetorial alocada para a sub-banda Si;, 1 € i< L e
1 <37 <3, eseja Rg,, a taxa (em bpp) do quantizador escalar alocada para a sub-
banda Srp. A taxa de codificagdo total Ry (em bpp) do sistema de codificagio de
imagens utilizando DWT (de £ niveis de resolugdio) e QV € dada por

1 Mx M M x M
Br= g (zﬂxchSw Z}; v ): (4.8)
isto é,
RS Sx :
- 2220 + ZZ 22: : (4.9)

i=1 j=1
A Tabela 4.19 e a Figura 4.12 exemplificam um esquema de alocagio de taxa (em
bpp) para as sub-bandas Sy, com 1 £ ¢ < 3el < j £ 3, utilizando-se DWT de
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3 niveis de resolugdo (ou seja, £ = 3) e quantizagdo vetorial (QV). Observe-se que
os valores de nidmero de niveis N e dimensido K do dicionirio definem a taxa para
cada componente. De acordo com a Equagdo (4.9), admitindo-se que em Sy utiliza-se
quantizagio escalar {QE) com 8,0 bpp, a taxa de codificacio total para a estratégia de
alocagdo considerada na Tabela 4.19 é

5 1,75 9
Ry 320 0,5 .75 0

= s T 3% 553 T 3 x 753 = 0,921875 bpp. (4.10)

+3 X

Tabela 4.19: Um exemplo de alocagiio de taxa para as sub-bandas Sj;, com1 €2 < 3
el <j <3 Osvalores de N e K do quantizador vetorial definem a taxa para cada
sub-banda.

Sub-banda | N | K | Taxa (bpp)
Su |26 |16 Rs, =0,5 .
Sy 256 | 16 | Rs, =0,5
Sz | 256|16| Rg,=0,5

Say 128 | 4 | Rg,, = 1,75
Szz 128 | 4 | Rg,, = 1,75
S 128 | 4 | Rg,, = 1,75
S3y 261 41 Rg, =2,0
Sz | 256 4 | Rs, =2,0
S3a 256 | 4 | Rgy =2,0

Em todas as simulagdes realizadas, foram utilizadas imagens 256 x 256, original-
mente codificadas a 8,0 bpp. Em se tratando de QV simples {quantizagdo vetorial no
dominio original, ou seja, no dominio espacial; quantizacio dos pizels), bem como de
DWT + QV (quantizacdo vetorial no dominio wavelel; quantizacdo dos coeficientes
wavelet}, todos os diciondrios foram projetados utilizando como conjunto de treino, as
imagens Lena, Airplane {apresentada na Figura 4.13} e Mandrill.

Resultados Obtidos com o Algoritmo LBG

Os resultados apresentados nesta se¢io, concernentes & quantizagdo vetorial sim-

ples ou & quantizag¢do vetorial realizada no dominio wavelef, foram obtidos com dici-
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QE  N=236 Sa1 ‘
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N=256 N=256 =256
Kexd | Ko Qv
S:}_2 843 Bloco 4X4 (K=16)
N=128 N=128
Bloco 2X2 {K=41Blacg 2X2 (K=4) Qv
Qv Qv
Spa Si3
N=256 =258
Bloco 4X4 {K=16) Bloco 4X4 (K=18)
Qv Qv

Figura 4.12: Um exemplo de estratégia de alocagdo de bits para as sub-bandas de uma
decomposicio wavelet (em 3 niveis) de uma imagem. Para QV das sub-bandas S,
com1<i<3el<j<38, oscoeficientes wavelet sio lidos em blocos quadrados (2x 2
ou 4 x 4) de dimensio K. A sub-banda S é submetida a QE com 8,0 bpp.

ondrios projetados com o tradicional aigoritmo‘LBG. Em todas as simulagdes envol-
vendo DWT -+ QV, uma decomposicio wavelet multiresolucional de 3 niveis (isto é,
L = 3) foi realizada, utilizando-se wm banco de filtros wavelet correspondentes 3 familia
Daubechies 6.

() primeiro conjunto de simulagdes consistiu em realizar uma andlise comparativa
de diversos algoritmos de codificagio de imagens a uma taxa de 0,3125 bpp. Para se
obter essa taxa de codificacfo utilizando quantizacdo vetorial no dominio wavelef, a
sub-banda Si; foi codificada utilizando quantizacio escalar a 8,0 bpp, as demais sub-
bandas do nivel de decomposicdo (nivel de resolucdo) 3 foram codificadas utilizando
diciondrios com N = 256 e K = 4 {ou seja, taxa de 2,0 bpp), as sub-bandas do nivel de
decomposicio 2 foram codificadas utilizando diciondrios com N = 256 e K = 16 {ou
seja, taxa de 0,5 bpp), a0 passo que as sub-bandas do nivel de decomposicio 1 foram
excluidas (ou seja, taxa de 0 bpp} do processo de codificacdo.

Nas Figuras 4.14, 4.15 e 4.16, sio apresentadas algumas imagens reconstruidas 3
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Fi'gjzra 4.13: Imagem Airplane original, 256 x 256 pizels, 8,0 bpp.

"

taxa de 0,3125 bpp. Foram utilizadas quatro técnicas de codificagido diferentes: QV
no dominio original da imagem (isto é, QV simples), QV no dominio wavelet (isto
é DWT + QV), algoritmo JPEG [39] e algoritmo SPIHT (set partitioning in hie-
rarchical trees), introduzido por Said e Pearlman em [70], o qual utiliza codificagio
{dos coeficientes wavelet) do tipo zerotree® [60,68,191]. Conforme se pode observar, as
imagens reconstruidas com utilizacdo de DWT + QV apresentam qualidade superior
as imagens reconstruidas com uso de QV simples. De fato, as imagens obtidas com
a técnica DV%T + QV nao apresentam o incdmodo “bloqueamento” caracteristico da
QV simples 2 essa taxa. B possivel observar também que as imagens reconstruidas
com aplicagdo de DWT 4 QV apresentam qualidade superior & observada nas imagens
obtidas com uso de JPEG que, por utilizar a transformada DCT em blocos, também
produz um incémodo efeito de “blogueaments” da imagem. Uma comparagdo das ima-
gens reconstruidas mediante uso de JPEG e QV simples mostra que o algoritmo JPEG
produz imagens com melhor qualidade visual. Dentre as técnicas de codificagio consi-
deradas nesse conjunto de simulagdes, verifica-se que o algoritmo SPIHT apresenta-se
como a mais eficiente, produzindo imagens reconstruidas com boa qualidade & taxa de
0,3125 bpp.

A Tabela 4.20 apresenta os resultados de PSNR para algumas imagens recons-

§A codificacio do tipo zerstree também é utilizada em outros algoritmos que levam a excelentes re-
sultados de codificagio, dentre 0s quais destacam-se o algoritmo EZW (embedded zeroiree wovelet) (69]
e o algoritmo apresentado por Xiong ef al. em [58]
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(c) JPEG (d) SPTHT

Figura 4.14: Imagem Lena codificada a 0,3125 bpp. Em QV simples ¢ DWT + QV,

foram utilizados diciondrios LBG.
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truidas, & taxa de 0,3125 bpp, ao serem utilizadas as 4 técnicas de codificagio previa-
mente mencionadas: QV simples, DWT + QV, algoritmo JPEG e algoritmo SPIHT.
Convém salientar que o algoritmo JPEG ndo permite estabelecer uma taxa de codi-
ficagdo alvo, isto é, uma taxa de codificagio precisa, de modo que todos os valores
de taxas do algoritmo JPEG apresentados no presente trabalho constituem valores
aproximados.

Para todas as imagens consideradas, a Tabela 4.20 mostra que os valores de PSNR
obtidos com uso de DWT + QV séo superiores aos obtidos com o uso de QV simples.
Para as imagens pertencentes ac conjunto de treino (Lena, Airplane e Mandrill) dos
diciondrios, a técnica de codificacdo usande DWT + QV levou a valores mais altos de
PSNR quandc'comparada ao algoritmo JPEG — para a imagem Lena, em particular, o
uso de DWT?P QV permitiu obter uma imagem reconstruida com relagdo sinal-ruido
de pico cerca de 1,4 dB acima da obtida utilizando-se o algoritmo JPEG. Por outro
lado, para as imagens ndo pertencentes ao conjunto de treino (Barb, Goldhill, Peppers
e Boat), os resultados de PSNR obtidos com uso de DWT + QV foram iguais ou
inferiores aos obtidos com o algoritmo JPEG. No entanto, testes subjetivos informais
(sessdes de inspegdo visual) realizados com essas imagens apontaram uma superioridade
da codificagdo DWT + QV sobre JPEG.

Com relagio & Tabela 4.20, convém ressaltar que, ao contrdrio dos algoritmos JPEG
e SPIHT, tanto a quantizagio vetorial simples quanto a quantizagio vetorial no dominio
wavelet (DWT: + QV) nao utilizaram técnicas de codificago entrépica. Conforme apre-
sentado em [63], o uso de codificagio entrdpica (como por exemplo o cédigo de Huffman)
no cendrio de DWT + QV pode representar um aumento de taxa de compressio (ou
seja, reducdo de taxa de codificagdo) de aproximadamente 30% quando comparado a
DWT 4 QV sem codificagio entrépica.

O segundo conjunto de simulagSes consistiu em realizar uma andlise comparativa de
diversas técnicas (QV simples, DWT + QV, JPEG e SPIHT) a uma taxa de 0,5 bpp.
Para se obter essa taxa de codificagio utilizando DWT + QV, a sub-banda Sy foi
codificada utilizando quantizagio escalar a 8,0 bpp, as demais sub-bandas do nivel
de decomposigio (nivel de resolugio) 3 foram codificadas utilizando diciondrics com
N =258 e K = 4 (ou seja, taxa de 2,0 bpp), as sub-bandas do nivel de decomposigao 2
foram codificadas utilizando diciondrios com N = 64e K = 4 (ou seja, taxa de 1,5 bpp),
a0 passo que as sub-bandas do nivel de decomposigio 1 foram excluidas (ou seja, taxa
de 0 bpp) do processo de codificagdo.
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Tabela 4.20: Valores de PSNR (dB) apresentados pelas imagens reconstruidas, 4 taxa
de 0,3125 bpp, para diversas técnicas de codificagio. Em QV simples e DWT + QV,
foram utilizades dicionarios LBG.

PSNR (dB)

Imagem [ imples | DWT + QV | JPEG | SPIHT
Lena 25,84 29,10 2772 | 30,42
Airplane | 23,89 25,38 25,12 | 27,58
Mandrill | 20,55 91,16 20,40 | 21,42
Barb 21,81 92,29 22,29 | 24,62

. Goldhill | 24,49 95,36 25,84 | 27,59
— Peppers 24.15 25,13 26,28 | 29,08
_ - Boat 22,98 23,44 2407 | 26,28

Nas Figuras 4.17, 4.18 e 4.19, sdo apresentadas algumas imagens reconstruidas &
taxa de 0,5 bpp. Observa-se que as imagens obtidas com usc de JPEG e DWT + QV
apresentam qualidade similar, sendo levemente superiores 4s imagens obtidas com uso
de QV simples. Dentre as diversas sistemaéticas de codificacdo consideradas, o algoritmo
SPIHT apresentou-se com a técnica que resulta em imagens reconstruidas com melhor
qualidade.

Os resultados de PSNR 4 taxa de 0,5 bpp sdo apresentados na Tabela 4.21. Em
virtude de PSIT\FR nem sempre apresentar uma forte correlagio com critérios de avaliagio
subjetiva, os valores apresentados na Tabela 4.21 devem ser cuidadosamente analisados.
Para a imagem Peppers, por exemplo, apesar de ¢ algoritmo JPEG levar a uma imagem -
reconstruida com PSNR cerca de 3 dB acima da obtida com DWT + QV, uma inspecao
visual revela que a imagem obtida comn JPEG tem qualidade apenas levemente superior

& apresentada pela imagem reconstruida com utilizagio de DWT + QV.

Resultados Obtidos com o Algoritmo SSC

Esta secdo apresenta resultados de codificagho ao serem utilizados dicionarios mul-
tiresolucionais SSC. O desempenho desses diciondrios, em termos de PSNR de algumas
imagens reconstruidas a taxa de codificagdo de 0,3125 bpp, é comparado ac desempenho
dos diciondrios LBG.
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Figura 4.18: Imagem Goldhill codificada a 0,5 bpp. Em QV simples e DWT + QV,

foram utilizados dicionarios LBG.
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Tabela 4.21: Valores de PSNR (dB) apresentados pelas imagens reconstruidas, a taxa
de 0,5 bpp, para diversas técnicas de codificagdo. Em QV simples e DWT + QV, foram
utilizados diciendrios LBG.

PSNR (dB)

Imagem "o Gmples | DWT + QV | JPEG | SPIHT
Lena 28,36 99,08 30,04 | 32,85
Airplane | 25,57 2564 | 27,88 | 30,12
Mandrill | 22,18 21,40 21,28 | 22,64
Barb 92,87 92,84 23,89 | 26,49

_ Goldhill | 26,01 2,25 97,77 | 29,34
= Peppers 25,89 26,18 29,17 | 31,99
_~ Boat 24,32 24,38 95,97 | 28,11

Conforme mostra a Tabela 4.22, com excecdo das imagens Lena e Boat (para as

quais os diciondrios LBG e SSC apresentam praticamente o mesmo desempenho), os
dicionarios multiresolucionais SSC levam a imagens reconstruidas com maiores valores
de PSNR quando comparadas com as obtidas com uso de dicionarios multiresoluci-
onais LBG. Para as imagens Airplane e Mandrill, por exemplo, s2o obtidos ganhos
de 0,94 dB e;f),ﬁl dB, respectivamente, com a substituigio dos diciondrios LBG pelos
diciondrios 85C.

Tabela 4.22: Desempenho dos diciondrios LBG e 88C em codificagio de imagens usando
DWT + QV. Valores de PSNR de algumas imagens reconstruidas & taxa de 0,3125 bpp.

PSNR {dB)
LBG | S8C
Lena | 29,10} 29,02
Airplane | 25,38 | 26,32
Mandrill | 21,18 | 21,67
Barbara | 22,29 | 23,00
Boat 23,44 23,51

Imagem
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4.5 Quantizacao Vetorial dos Parametros LSF

Nesta segdo sdo apresentados resultados concernentes & aplicagdo dos algoritmos

LBG e SSC ao projeto de diciondrios para QV dos parimetros LSF.

Os conjuntos de treino e de avaliagio dos diciondrios LSF correspondem a cerca de
2400s e 30s de voz, respectivamente [192]. A apdlise LPC de ordem 10 foi realizada
usando o método da autocorrelagho a cada 20 ms. O conjuntos de treino e de avaliagio
dos diciondrios correspondem, respectivamente, a 120061 e 1505 vetores LSF.

Para quantizagio dos parfmetros LSF, utilizou-se a técnica SVQ (SPLIT VQ) [121].
Cada vetor LSF foi dividido em duas partes. A primeira parte corresponde aos 4
primeiros LSES e a segunda corresponde aos demais 6 LSFs.

Foram projetados diciondrios de diversos tamanhos (N) para os vetores de di-

mensoes 4 e 6.

(G alvo do projeto de dicionario para QV dos pardmetros LSF é minimizar a dis-
torgao espectral entre os vetores de treino e suas correspondentes versoes quantizadas.
Como o céleulo da distorgio espectral envolve elevada complexidade computacional,
o projeto de diciondrios é levado a efeito utilizando a distor¢ao euclidiana (ou ainda
verses ponderadas desta medida), bem mais amena que a distorgio espectral.

Nas Tabelas 4.23 e 4.24 sfo apresentados resultados em termos de distorgdo espec-
tral (8D} méf_lia, percentagem de outliers com distorgao especiral entre 2 dB e 4 dB
e percentagem de outliers com distorgdo espectral superior a 4 dB. E importante res-
saltar que quando o nimero de bits disponivel para quantizagio dos vetores LSF nio
¢ divisivel por 2, aloca-se 1 bit a mais para o primeiro subvetor (de dimensdo 4). Por
exemplo, para uma quantizacio LSF com um total de 23 bits por quadro {de 20 ms),
alocam-se 12 bits para o primeiro subvetor LSF e 11 bits para o segundo subvetor (de
dimensio 6) LSF, Para uma quantizagio LSF com um total de 24 bits por quadro,
s30 alocados 12 bits (N = 1024) para cada subvetor LSF. As Tabelas 4.23 e 4.24 mos-
tram que, em geral, os diciondrios LBG levam a valores de distorgio espectral média
iguais ou inferiores aos obtidos com uso de dicionarios SSC. Observou-se, durante as
avaliagBes realizadas, que os diciondrios SSC levam a valores de distorgio euclidiana
média iguais ou inferiores aos obtidos com diciondrios LBG. O melhor desempenho do
algoritmo SSC (quando comparado ao algoritmo LBG) em termos de distorgdo eucli-
diana (medida de distor¢io utilizada no projeto dos diciondrios LSF), portanto, néo se

refletin em um melhor desempenho em termos de distorgdo espectral.
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Um aspecto deve ser destacado nas Tabelas 4.23 e 4.24: os diciondrios SSC levam

a uma percentagem de outliers inferior & obtida com a utilizacdo de diciondrios LBG.

JE

Tabela 4.23: Desempenho dos diciondrios LBG ao ser reconstruido o conjunto de treino
por meio de SPLIT VQ (4,6).

N¢ de bits | SD Outters
2-4dB | > 4dB
20 1,37112,62% | 0,05 %
21 1,331 11,40% | 0,04 %

22 1,20 6,79% | 0,02 %
25 | 1,17] 6,18% | 0,02 %
- 24 104 345% | 0,01 %
‘ 25 |1,00] 308% | 0,01 %

26 |088] 1,42% | 0,00%

P

Tabela 4.24: Desempenho dos diciondrios SSC ao ser reconstruido o conjunto de treino
por meio de SPLIT VQ {4,6).

Outliers
2-4dB | > 4 dB
20 1,39 | 11,94% | 0,03%
21 1,35 | 10,66% | 0,03%
22 1,22 | 538% | 0,01%
23 1,18 | 4,76% | 0,00%
24 1,04 | 1,71% | 0,00%
25 1,00 | 1,48% | 0,00%
26 0,87 | 0,31% | 0,00%

N2 de bits | SD

As Tabelas 4.25 e 4.26 mostram que, ao ser reconstruido o conjunto de avaliagao, os
diciondrios SSC levam a uma distorgio espectral média inferior ou ignal & apresentada
pelo algoritmo LBG para a faixa compreendida entre 20 e 23 bits. Para a faixa 24
26 bits, os diciondrios LBG apresentam um melhor desempenho quando comparados

aos diciondrios SSC em termos de distor¢do espectral média. E importante destacar
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nas Tabelas 4.25 e 4.26 que em geral os diciondrios SSC levam a uma percentagem de

outliers inferior & obtida com a utilizac¢io de dicionarios LBG.

Tabela 4.25: Desempenho dos diciondrios LBG ao ser reconstruido o conjunto de ava-
liagao por meio de SPLIT VQ (4,6).

. _ Quiliers
N2 de bits | SD 24dB | > 448
20 1,43 1 15,15% | 0,07%

el 1

21 1,40 | 14,55% | 0,07%
= 22 1,27 | 9,44% | 0,00%
23 1,25 | 8,90% | 0,00%
24 1,14 | 5,38% | 0,00%
25 1,12 | 5,12% | 0,00%
26 1,03 | 3,72% | 0,00%

f

Tabela 4.26: Desempenho dos diciondrios SSC ao ser reconstruido o conjunto de ava-
liago por meio de SPLIT VQ (4,6).

Cutliers
2.4dB | > 4dB
20 1,40 | 12,00% | 0,07%
21 1,36 | 11,23% | 0,00%
22 1,27 | 7,38% | 0,00%
23 1,25 6,84% | 0,07%
24 1,15 | 3,85% | 0,00%
25 1,13 ] 3,72% | 0,00%
26 1,04 | 2,52% | 0,00%

N2 de bits | SD




4.6 Capacidade de Obtencao de Padroes Represen-

tativos do Conjunto de Treino

Nesta se¢do é apresentada uma avaliagio dos algoritmos SOA e SSC no que diz
respeito 4 capacidade de “aprender” a obter padrdes representativos do conjunto de

treino.

4.6.1 Desempenho do Algoritmo SOA em Sinais de Voz

As Figurég 4.20 e 4.21 mostram que o diciondrio SOA incorpora satisfatoriamente
algumas cardcteristicas tipicas do sinal de voz. De fato, um maior nimero de vetores-
cédigo € alocado nas regides de malor predomindncia dos vetores do sinal de voz usado
no treinamento do diciondrio, ou seja, a malor parte dos vetores-cédigo estd adequada-
mente alocada nas regides de baixas amplitudes do sinal de voz. Além disso, observa-se
que as componentes dos vetores de reconstrugao apresentam-se fortemente correlacio-
nadas - 0s vetores-cddigo estio posicionados ao longo das diregdes principais do sinal

de voz [193,194].

i

|
o) SRu—

s L 3 :
-1 -ns -5 04 .02 22 o4 48 L33 1

Figura 4.20: Conjunto de treino, correspondente & palavra “aplausos” (0,89 s, 3560
vetores). As coordenadas z, and z, representam a primeira e a segunda componentes

dos vetores de treino x, respectivamente.
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Figura 4.21: Diciondrio obtido com o algoritmo SOA: K = 2 e N = 16. As coordenadas
wy; and w, representam, respectivamente, a primeira e a segunda componentes dos
vetores-cddigh w;, i =1, 2, ..., 16.

4.6.2 Desempenho do Algoritmo SOA em Sinais com Distri-

buigao Conhecida

Em diversos trabalhos {4,17,175,195-198], o desempenho de algoritmos para projeto
de quantizadores vetoriais é avaliado utilizando-se fontes com distribuigbes conhecidas,
dentre as quais destacam-se a fonte gaussiana e a fonte de Gauss-Markov de 1* ordem,
também conhecida como fonte de Markov de 1* ordem, fonte de Gauss autoregressiva
de 1* ordem~ou fonte AR(1) [2,195]. Para efeito de simplicidade, essa fonte serd
referenciada simplesmente como fonte de Gauss-Markov ao longo do presente trabalho.

O processo discreto de Gauss-Markov {X(n)} é definido pela equagso
X{n)=aX(n—-1}+W(n), Vn, (4.11)

em que a denota o coeficiente de correlagdo e {WW(n)} é uma seqiiéneia de varidvels
aleatérias com distribui¢io gaussiana, independentes e identicamente distribuidas, com
média zero.

O processo de Gauss-Markov pode ser obtido por meio da passagem do ruido gaus-

siano branco {W(n)} através de um filtro com resposta ao impulso [2]

a®,n >0
ha{n) = { om<o (4.12)

O processo gaussiano (descorrelacionado) é obtido fazendo a == 0 na Equagio (4.11).
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Em todas as simulagdes relatadas nesta secfio, foram utilizados conjuntos de treino
com 30000 amostras apresentando varidncia 0,05 e média zero. O processo de Ganss-
Markov utilizado para avaliacdo dos diciondrios projetados apresenta coeficiente de
correlagao a = 0, 9.

As Figuras 4.22, 4.23 e 4.24 mostram que o algoritmo SOA produz diciondrios que

representam adequadamente a distribuicao de padrbes do conjunto de treino.
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Figura 4.22: Distribui¢do de Gauss-Markov (coeficiente de correlagdo a = 0,9): (a)
Conjunto de treino, constituido de 15000 vetores, (b) Diciondrio SOA, K = 2e N = 32.

4.6.3 Desempenho do Algoritmo SSC

As Figuras 4.25 e 4.26 mostram que o algoritmo SSC produz dicionérios represen-
tativos do conjunto de treino. Essa capacidade de o algoritmo SSC levar a diciondrios
que incorporam adequadamente as caracteristicas do conjunto de treino também é
observada no contexto de reconhecimento da identidade vocal, conforme atestam os
resultados apresentados na Secdo 4.7: os diciondrios de padrdes acuisticos obtidos com
o algoritmo SSC representam eficientemente os locutores cadastrados pelo sistema de
reconhecimento (baseado em quantizagio vetorial paramétrica) considerade no pre-
sente trabalho, levando a resultados satisfatérios em termos de taxas de identificagio

médias.
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Figura 4.25: Padrdes distribuidos sob a forma de uma “borboleta™: (a) Conjunto de
treino, (b) Diciondrio S5C, K =2e N = 32.
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Figura 4.26: Padrdes distribuidos sob a forma de uma elipse: (a) Conjunto de treino,

(b) Diciondrio S8C, K =2e N = 32,
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4.7 Quantizacao Vetorial Aplicada ao Reconheci-

mento de Locutor

O sistema de identificacio de locutor, dependente do texto e baseado em quanti-
zagAo vetorial paramétrica, utilizou a sentenca “quero usar a méquina”, com duragio
aproximada de 1,5 s. Essa sentenca foi escolhida por apresentar virios tipos de sons
{sonoros, explosivos, surdos). Os sinais de voz foram obtidos em sessbes de gravagao
distintas, utilizando uma placa Soundblaster® [199] (taxa de amostragem: 11,0 kHz;
resolugdo: 16 bits, mono). A base de dados foi formada por 20 locutores, sendo 10
do sexo masculino e 10 do sexo feminino. Todos os locutores, a maloria constituida
de estudantes universitdrios com idades prdximas, foram utilizados para treinamento
e teste do sistema de reconhecimento. Durante a fase de treinamento do sistema, a
sentenca “quero usar a méquina” foi proferida 5 vezes por cada locutor. A fase de
teste do sistema contemplou a utilizacio de 20 elocugfes dessa sentenca para cada lo-
cutor. Os resultados apresentados dizem respeito & utilizagio de um conjunto fechado
de locutores.

A etapa de pré-processamento do sinal de voz consistiu da realizagio de pré-énfase
do sinal, seguida de segmentacio em blocos e janelamento, discutidas a seguir.

As componentes de fregiiéncia mais altas do sinal de voz caracterizam-se por apre-
sentarem baixas amplitudes e, por esse motivo, sdo mais facilmente corrompidas por
ruido. Muito embora os sinals de voz apresentem maior concentragio de energia nas
freqiiéncias mais baixas, as componentes de freqiiéncia mais altas s&o responsiveis pela
geracio de sons surdos (fricativos). Nesse contexto, a pré-énfase do sinal desempenha
um importante papel, visando tornar mais plano o espectro do sinal [110,133). Neste

trabalho, a pré-énfase foi realizada por meio da férmula usual
sp(n) = s{n) — 0,95 x s(n — 1), (4.13)

em que s{n) representa o sinal de voz discreto no tempo e sp(n) representa o sinal de
voz apds a pré-énfase. Observa-se que foi utilizado um fator de pré-énfase de 0,95.
Uma vez realizada a pré-énfase do sinal de entrada, este fol segmentado em blocos
de 20 ms (N4 = 220 amostras) e foi analisado a cada 10 ms. Para cada bloco de
amostras, foi feito um janelamento [110,133], isto é, cada bloco foi multiplicado por
uma janela de Hamming wy(n), visando minimizar os efeitos adversos resultantes da

segmentacio abrupta, que causa descontinuidades no espectro do sinal de voz. O
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janelamento utilizado neste trabalho obedeceu 3 equagdo

wy(n) = 0,54 — 0,46 x cos(2zxn/(Na — 11,0 € n < Ny — 1. (4.14)

Para cada janela de Hamming de 20 ms, com superposicio de 50%, foi realizada
a extracio de caracteristicas. Precisamente, de cada janela foi extraido um conjunto
de 12 pardmetros aclsticos. A quantizacdo vetorial, portanto, foi levada a efeito com
dimensao K = 12.

Para cada um dos 20 locutores considerados, foram projetados diciondrios com
N = 64 vetores-cddigo. Foram avaliados 5 pardmetros acisticos distintos: coeficientes
LPC, cepestrais (denotados por CEP), cepestrais ponderados {denotados por CEP-P),
delta cepestrais’ (denotados por DCEP) e delta cepestrais ponderados® (denotados por
DCEP-P).

Os resultados apresentados a seguir dizem respeito ao sistema de reconhecimento
de locutor (SRL) operando sem uso de limiar de rejeicio. A avaliagio de desempenho,
portanto, diz respeito ac SRL operando com um conjunto-fechado de locutores.

E oportuno mencionar gue trabalhos anteriores [149,200] apresentaram uma ava-
liacdo dos algoritmos SOA, SSC e LBG no contexto de um SRL operando com uso de
limiar de rejeicio. Optou-se por apresentar no presente trabalho resultados obtidos sem
uso de limiar de rejeigdo de modo a avaliar de forma mais coerente a pontencialidade
dos algoritmo.s SOA, 88C e FS-SSC (como alternativas para o algoritmo LBG) para o
propssito de projeto de diciondrios de padrbes achisticos. A avaliagio de desempenho
dos algoritmos para projeto de diciondrios apresentada no presente trabalho € de fato
mais coerente que a avaliagio apresentada em [149,200] visto que no presente trabatho o
desempenho do SRL depende exclusivamente da qualidade dos diciondrios projetados,
nio dependendo (como em [149,200]) da escolha do limiar de rejeigio utilizado.

4.7.1 Resultados

Os resultados apresentados na Tabela 4.27 permitem tecer os seguintes comentarios:

T0s coeficientes delta cepestrals foram obtidos a partir dos coeficientes cepestrals utilizando a
Equagao (2.29}, com G = 0,375 e (J = 2 [149,162].

8 A operaciio de ponderacio foi levada a efeito utilizando-se uma janela BPL, em que os coeficientes
delta cepestrals sic ponderados com use de uma fungio senoidal, o que permite a de-énfase dos
coeficientes delta cepestrais de baixa e alta ordem.
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Considerando os coeficientes LPC, a maior taxa média de identificacfio é obtida
com o uso de diciondrios FS-88C;

No que iz respeito aos coeficientes cepestrais, a maior taxa média de identificagio
é obtida com uso de diciondrios SSC;

Quanto aos coeficientes cepestrais ponderados, tanto os diciondrios LBG guanto
os diciondrios FS-8SC levam a uma taxa de identificagio superior & obtida com
uso de diciondrios SSC e SOA;

No tocante aos coeficientes delta cepestrais, os diciondrios SSC levam & maior

taxa média de identificagdo;

Dentre todos os pardmetros aclisticos considerados, os coeficientes delta cepes-
trals ponderados constituem o winico caso em que os diciondrios LBG apresentam

um desempenho superior (em termos de taxa média de identificagio) ao apresen-
tado pelos diciondrios SOA, 85C e FS-55C;

Dentre todos os paridmetros actsticos considerados, os coeficientes cepestrais
apresentam-se como 0s mais adequados para representar a identidade vocal dos
locutores, uma vez que levam as maiores taxas médias de identificacdo. Os coe-
ficientes LPC, por sua vez, constituem os parAmetros aclsticos menos eficientes
para o propdsito de reconhecimento de locutores, tendo em vista que levam s
menores taxas médias de identificagio;

Ao serem utilizados diciondrios LBG, a maior diferenga de taxas médias de iden-
tificacéo entre o grupo dos locutores femininos (LF) e o grupo dos locutores mas-
culinos (LM) ¢ apresentada pelos coeficientes cepestrais ponderados, seguidos dos
coeficientes delta cepestrais ponderados. Ainda com relacio aos diciondrios LBG,
os grupos LF e LM apresentam taxas médias de identificagdo proximas ao serem
utilizados coeficientes cepestrais e delta cepestrais; '

Considerando os diciondrios SOA, a menor diferenca de taxas médias de iden-
tificagdo entre os grupos LF e LM é apresentada pelos coeficientes cepestrais
ponderados, seguidos dos coeficientes delta cepestrais. Observando os resultados
apresentados pelos diciondrios SOA, os grupos LF € LM apresentam taxas de
identificacio bastante distintas (diferenga de 10%) ao serem utilizados coefici-
entes LPC. Outra diferenga acentuada (de 6%) entre as taxas de identificagio
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apresentadas por LF e LM pode ser observada ao serem consideradoes os coefici-

entes delta cepestrais ponderados;

No tocante aos diciondrios SSC, uma pequena diferenca de desempenho entre LEF
e LM (em termos de taxas médias de identificagdo) é apresentada pelos coefici-
entes CEP-P, DCEP e CEP. Os coeficientes LPC, por sua vez, apresentam uma
diferenca considerdvel de desempenho (6%) entre LF e LM;

Quanto aos dicionarios FS-85C, os coeficientes cepestrais s30 0s que apresentam
a menor diferenga de desempenho {(em termos de taxas de identificagBo) entre
LF e LM. J4 os coeficientes delta cepestrais ponderados s&o os que apresentam a
maior diférent;a (de 8%) de desempenho entre LF e LM;

As taxis de identificagdo apresentadas por LM sao maiores que as taxas apre-
sentadas por LF para os coeficientes LPC, CEF e DCEP-P ao serem utilizados
diciondrios LBG;

Ao serem usados diciondrios SSC (bem como SOA), as taxas de identificagdo
apresentadas por LM sdo superiores as taxas apresentadas por LF para todos os

parimetros acisticos {com exce¢io de DCEP) em consideragio;

Em se tratando de diciondrios F8-SSC, as taxas de identificacio apresentadas
no grupoe de locutores masculinos superam as taxas apresentadas no grupo dos

locutores femininos para todos os pardmetros actisticos considerados, com excecdo
de CEP-P.

Os comentdrios previamente apresentados sio resumidos a seguir. Considerando o
SRL operando sem uso de limiar de rejeigdo, para cada pardmetro acistico conside-
rado {com excecio de DCEP-P e CEP-P), a substitui¢io dos diciondrios LBG pelos
diciondrios de padrbes acisticos obtidos com algum dos algoritmos ndo-supervisionados
(SOA, 88C ou F8-8SC) leva a uma melhoria de desempenho em termos de taxas médias
de identificacdo. Além disso, observou-se que os coeficientes cepestrais apresentam-se
como 0s pardmetro acdsticos que levam ao melhor desempenho do SRL baseado em
QV paramétrica, destacando-se também por apresentarem uma pequena diferenga em
termos de taxas médias de identificacio entre o grupo de locutores femininos ¢ o grupo

de locutores masculinos.
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Visando avaliar a representatividade das taxas médias de identificacdo obtidas,
utilizou-se como medida de dispersdo o coeficiente de variagio (CV). A Tabela 4.28
mostra que as_taxas de identificagdo médias obtidas com uso de coeficientes cepestrais

sd0 as mais representativas, tendo em vista que levam aos menores valores de CV.

4.8 Algoritmo FS-SSC Aplicado ao Projeto de Di-

ciondrios para QV de Voz

Os algoritmos FS-S5C, SSC e LBG foram aplicados ao projeto de diciondrios des-
tinados A quantizacio vetorial de forma de onda de voz. Para tanto, foram projeta-
dos diciondrios para virias taxas de codificagio (expressas em bit/amostra) de voz,
variando-se @ dimensdo (K) e o niimero de niveis (V) dos quantizadores vetoriais pro-
jetados. A aquisi¢do (resolugdo 8,0 bit/amostra e taxa de amostragem 8 kHz) dos sinais
de voz utilizados nas simulacBes foi realizada usando uma estacio de trabalho Sun®,
instalada com utilitdrios de processamento de dudio. A qualidade dos sinais de voz
reconstruidos foi avaliada por meio da relagio sinal-rufdo segmental (SNRseg) [2,110].

O primeiro conjunto de simulagdes teve como objetivo avaliar a freqiiéncia com que
os vetores-cddigo sdo atualizados nos algoritmos S8C e FS-55C. As Figuras 4.27 e 4.28
apresentam, respectivamente, para o algoritmo SSC e para o algoritmo FS-S8SC, o
nimero de vezes em que cada vetor-cidigo de um diciondrio com K =4 e N =64 é
atualizado (selecionado como vencedor), ao final de 14560 atualizagBes, corresponden-
tes a 2 iteragles ou 2 passagens completas de um conjunto de treino constituido de
7280 vetores de dimensdo K = 4. Nas Figuras 4.27 e 4.28, a linha horizontal corres-
ponde ao nimero médio de selegbes como vencedor. Comparando as figuras, observa-se
gue o algoritmo FS-SSC leva a uma maior uniformidade (constatada também para ou-
tras combinacdes de K e N) quanto ao nimero de vezes em que cada vetor-cédigo €
selecionado como vencedor.

O segundo conjunio de simulagles procurou avaliar a homogeneidade da distri-
buigio dos vetores de treino nas diversas células de Voronoi. Utilizou-se, para tanto, a
entropia normalizada dos vetores-c4digo (vide Apéndice para maiores detalhes). Con-
forme mostra a Tabela 4.29, o algoritmo FS-SSC produz diciondrios que levam a uma
distribuigdo mais homogénea (maiores valores de entropia normalizada) dos vetores de
entrada nas diversas células de Voronoi. Portanto, a utiliza¢io da medida de distorgio
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Tabela 4.27: Taxas médias de identificacdo para o SRL bascado em QV paramétrica. Avaliacdo realizada (em um conjunto

de 20 locutores cadastrados) sem uso de limiar de rejeigio.

, LPC CEP CEP-P DCEP DCEP-P
Algoritmo ™2 T T IF ] IM | LF | LM | LF | LM | LF | LM
88,5% | 90,0% | 98,5% | 99,5% | 99,0% | 91,5% | 94,0% | 93,5% | 94,0% | 98,0%
. LBG 89,3% 99,0% 95,3% 93,8% 96,0%
= 86,0% | 96,0% | 97,0% | 100,0% | 94,5% | 95,0% | 93,0% | 91,5% | 91,5% | 97,5%
SOA 91,0% 98,5% 04,8% 92,3% 94,5%
88,0% | 04,0% | 98,5% | 100,0% | 94,5% | 95,0% | 97,5% | 96,5% | 93,0% | 96,5%
S5C 91,0% 99,3% 94,8% 97,0% 94,8%
90,0% | 95,5% | 98,0% | 100,0% | 96,5% | 94,0% | 91,5% | 95,5% | 90,0% | 98,0%
FS-55C 92,8% 99,0% 95,3% 93,5% 94,0%




Tabela 4.28: CV para as taxas médias de identificagio para o SRL baseado em QV
paramétrica. Avaliagdo realizada (em um conjunto de 20 locutores cadastrados) sem

uso de limiar-de rejeicio.

CV para as taxas médias de identificacdo
LPC | CEP | CEP-P | DCEP | DCEP-P
LBG 15,5% | 3,5% | 13,9% | 13,6% 6,7%
S0A 16,1% | 5,0% | 17,1% | 17,8% | 10,3%
88C 15,0% | 34% | 17,1% | 74% 10,5%

FS-S8C | 13,1% | 4,5% | 14,0% | 11,1% | 12,3%

Algoritmo

1800

16GC

1400 &

1200 -

1900 +

BOO |-

600 |

Nemero de seleghes tomo vencedor

400 b i P .

200

5 e,
[t

: .‘hl . : 5”;*5 o §,. Ptk
st L el e T
26 30 4D 50 &0

indice do vetor-cédige

Figura 4.27: Nimero de vezes em que cada vetor-cédigo de um dicionério 55C com
K =4 e N = 64 é selecionado como vencedor.

modificada {Equagio {3.11), usada pelo algoritmo FS-S5C) em substitui¢io 4 medida
de distorgao convencional (Equag¢io (3.8), usada pelo algoritmo SSC) contribui para a
reducgdo do nimero de células de Voronoi pequenas, isto é, contribui para a redugio de
vetores-cédigo subutilizados.

Observou-se, durante as simulagdes realizadas, que o algoritmo FS-55C apresenta
uma menor sensibilidade ao diciondrio inicial quando comparado ao slgoritmo SSC.
De fato, uma maior homogeneidade dos valores de SNRseg do sinal de voz recons-
truido, considerando o uso de trés diciondrios iniciais diferentes, € apresentado pelos
diciondrios FS-S5C.

E importante ressaltar que a velocidade de convergéncia {nimero de iteragdes) do
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Figura 4.28:;“Nﬁmero de vezes em que cada vetor-c6digo de um diciondrio FS-SSC com
K =4 ¢ N = 64 é selecionado como vencedor.

algoritmo LBG depende fortemente do diciondrio inicial {(conforme pode ser observado
na Tabela 5.5 do Capitulo 5). Nos algoritmos FS-85C e SSC n#o existe dependéncia
entre nimero de iteragbes ¢ diciondrio inicial, tendo em vista que um dos parametros dos
algoritmos F5-85C e S8C ¢é o ntimero de iteragtes. Observou-se, durante as simulagoes,
que os algoritmos 8SC e FS5-SSC necessitam de um ndmero de iteragbes inferior ao
requerido pelo algoritmo LBG. Para os valores de K e IV considerados, os algoritmos
F'S-88C e SSC necessitam de apenas 2 iteragOes para projetar diciondrios com qualidade
proxima ou sﬁperior a apresentada pelos diciondrios LBG.

As Figuras 4.29 e 4.30 apresentam resultados de SNRseg do sinal de voz recons-
trufdo para diversas taxas de codificagio R = % log, N, em bit/amostra. Em se tra-
tando de QV a elevadas taxas de codificacio observa-se nessas figuras que o algoritmo
FS-SSC apresenta-se como uma alternativa mais adequada que o algoritmo SSC: para
altas taxas de codificagdo, os sinais reconstruidos com diciondrios FS-S5C apresen-
tam valores de SNRseg superiores aos apresentados pelos sinais reconstruidos usando
dicionarios SSC. -
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Tabela 4.29: Entropia normalizada (f}) dos vetores-cédigo para diversos valores de
nimero de niveis (V) fixada a dimensdo K = 2 para os diciondrios SSC e FS-SSC.

"
KN sscTrssse
2] 8 [og1] 087
2 116 | 075 0,90
2132 [082] 08
2 | 64 |083] 0,90

a 2 |128 | 085 | 0,92
4] s [074] 096

. 4|16 [075] 091
4| 32 [083] 093
4 | 64 | 0,81 0,92
4 128 (0,80 0,93

o ]
15 }- S J— ‘"';_.-’;‘
14 F SR i Fl
- 13 r
12 - .
@
= 11 -
r)
3
c i0F T
&
9 - . LgG IR
$C —temm
[N FEBE0 e ]
'?I-l-i:-:r .,.h.n_ - g
5 L 1
1.5 2 25 3 as

Taxa {pit’amostra)

Figura 4.29: Desempenho dos algoritmos 88C, FS-S8C e LBG em QV de forma de onda

de voz: SNRseg do sinal reconstruido versus taxa de codificagio para o quantizador

vetorial com dimensio K = 2.
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Figura 4.30: If)esempenho dos algoritmos SSC, FS-S8C e LBG em QV de forma de onda
de voz: SNRseg do sinal reconstruido versus taxa de codificagdo para o quantizador

vetorial com dimensio K = 4.
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Capitulo 5

Complexidade Computacional do
Algoritmo SSC

No Capitulo 4 mostrou-se que ¢ algoritmo SSC constitui nma técnica adequada
para projeto de dicionédrios. Em codificacdo de sinais e em reconhecimento de locuto-
res baseado em quantizagdo vetorial paramétrica, mostrou-se que melhores resultados
podem ser obtidos com a substituicio dos diciondrios LBG por diciondrios SSC.

No presente capitulo, é realizada uma avaliagio comparativa de complexidade com-
putacional dos algoritmos SSC e LBG. Sio derivadas expressdes analiticas (em fun¢éo
do tamanho do diciondrio, da dimens@o dos seus vetores-cédigo, do ntimero de vetores
do conjunto de treino e do nimero de iteragfes desses algoritmos) que estabelecem as
condigdes que devem ser obedecidas para que o algoritmo SSC seja mais eficiente que o
algoritmo LBG quanto 4 complexidade, avaliada por meio da contabilizagio do nimero
de operacdes — divisfes, multiplicagles, comparacdes, adicdes e subtracdes ~ realizadas

para o treinamento de dicionérios.

5.1 Avaliacao de Complexidade

Seja nLpg 0 niimero total de iteracdes realizadas pelo algoritmo LBG. E oportuno
lembrar que o mimero de iteraces do algoritmo LBG depende do parimetro de con-
vergéncia € bem como do diciondrio inicial. No caso do algoritmo S8C, por outro lado,
o numero de iteragdes ¢ especificado a priors, sob a forma do pardmetro ngsc.

Neste trabalho, em se tratando do algoritmo LBG, a distdneia entre um determinado

vetor de treino x e o vetor-cédigo w; é avaliada por meio da distor¢io de erro quadrdtico
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(distdncia euclidiana)
K

dlz,wi) =Y (x5 — wy), (5.1)

=1
em que wi; ¢ a j-ésima componente do vetor-cédigo w; e z; é a j-ésima componente
do vetor de treino z.

A seguir € apresentada uma avaliacio de complexidade dos algoritmos LBG e SSC.

5.1.1 Algoritmo LBG

No Passo 2 do algoritmo LBG {conforme descrito no Capitulo 2}, para que seja de-
terminada a classe a que pertence um vetor de treino, é necessério encontrar a distincia
entre este ve;;cr e cada um dos N vetores-cédigo do diciondrio e depois comparar as
distancias dé& modo a encontrar o vetor-céddigo mais semelhante: um vetor de treino x
é alocado para a i-ésima classe (célula de Voronoi S;) se d{z, w;) < d{z,w;), Vj # 4.
A determinagiio da classe a que pertence um vetor de entrada (vetor de treino) requer,
portanto, N cdlculos de distdncia e N — 1 comparagdes. Ao ser utilizada a distdncia
euclidiana, cada calculo de distdncia requer K multiplicacfes, K subtragfes e K — 1
adigtes. A alocacio de um vetor de entrada em uma das N classes requer, portanto,
KN multiplicagbes, KN subtragbes, (K - 1}V adi¢des e N — 1 comparagdes. Tendo
em vista que o nimero de vetores de treino é M, a cada iteracfo do algoritmo LBG o
processo de alocacio dos vetores de treino nas respectivas classes requer KN M multi-
plicagbes, K NM subtragdes, (K — 1YNM adigbes e (N — 1)M comparacdes. Em nypgg
iteragbes, este processo de alocagdo no Passo 2 do algoritmo LBG requer AN Mninc
multiplicagbes, K NMnppq subtragdes, (K — 1)NMnype adigbes e (V — 1)Mnisc
comparagoes.

Analisa-se agora o niimero de operagdes requeridas para a determinagio de Dy, no
Passo 2 do algoritmo LBG. A distorgdo D, € calculada somando as distdncias entre
cada vetor de treino e o correspondente vetor-cédigo da classe & qual foi alocado, o que
requer M — 1 somas de distidncias. Considerando npgg iteragdes, a determinagdo de
D, corresponde a (M — 1)nipe adigBes.

Considera-se agora o Passo 8 O teste de convergéncia do algoritmo LBG requer
uma comparagio de (D,_, — D,)/D, com ¢. Para que a comparacio seja realizada,
s&o necessdrias 1 subtragio e 1 divisio. Considerando npgpg iteragdes, o nimero total
de operagdes requeridas para a realizagio do teste de convergéncia do algeritmo LBG
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corresponde, portanfo, a nypg comparagdes, nypg subtragdes e nypg divisdes.

O centréide da i-ésima (1 < ¢ < N) classe é um vetor @; tal que sua j-ésima
componente corresponde & média aritmética das j-ésimas componentes de todos vetores
de treino alocados (no Passo £) em S;. Seja M; o niimero de vetores de treino alocados
em S5;. Assim,

N
S M =M. (5.2)
gzl
A j-ésima (1 € § < K') componente @y; do centréide w; é dada pela média
Ty=— 3z (5.3)
if Mi mis .

em QUe Tpm; répresenta a j-ésima componente do vetor de treino ,,. A determinagio
do centréideda i-ésima classe requer K cdlculos de média de componentes {cada vetor
tem K componentes), o que requer K{M; — 1} adicdes e K divisfes. O nimero total
de adicdes para a determinacio dos N centrdides &

N N N
S KM -1)=K(> M~ 1). (5.4)

iz1 =1 f=1
Pela Equacio (5.2) segue que para cada itera¢iio do algoritmo LBG, o Passo { requer
K(M — N) adigbes. O nimero total de divisdes no Passo 4, por sua vez, § KN.
Admitindo-se nypg iteragfes, o nlmero total de operagbes do Passo J corregsponde a
K(M — N)nype adicdes e K Nnipg divises. Além destas opera¢des, é importante
ressaltar que o nimero (M;, necessdrio para cdlculo do centréide) de vetores de treino
alocados para a i-ésima classe é determinado mediante uso de um contador!, o que

implica M; adigtes. Considerando as IV classes, sdo utilizados N contadores (um para
N
cada classe), que consomem »  M; = M adicBes. Portanto, ac final de nypg iteragdes,

gzl
o Passo 4 do algoritmo LBG requer, também, Mnpe adicdes.

5.1.2 Algoritmo SSC

No algoritmo SSC o niimero de operagfes requeridas para a determinagdo do ven-
cedor, isto é, para a determina¢io do vetor wy @ d{z,w;) < d{z,w;), ¥j # 1%, é

1Para ser mais preciso, esta contagem & feita no Pusse 2, na etapa de alocagio dos vetores de treino
nas respectivas classes,
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igual a KN Mngge multiplicagbes, KN Mngsc subtragdes, (K — 1)NMngsc adigdes e
(N — 1)Mnssc comparagdes?.

Para cada vetor de treino, o vencedor (vetor-cédigo mais semelhante a « segundo o
critério de distdncia minima) € atualizado de acordo com as Equacdes (3.6) e (3.7). Esta
atualizagio requer K adi¢hes (uma adi¢do para cada componente de vetor, conforme
Equagdo (3.6)), K multiplicagdes (uma multiplicagdo para cada componente de vetor,
conforme Equagio (3.7)) e K subtragdes (uma subtragdo para cada componente de
vetor, conforme Equagio (3.7)). Ao final de ngsc iteracdes e considerando M vetores de
treino, a atualizacdo dos vencedores requer K Mngge adigles, K Mngse multiplicaches
e K Mngse subtragtes.

Ao final de cada iteragio, a taxa de aprendizagem € calculada de acordo com

— Tj(ﬂ.) — 7}(1) + (’I'Z. » 1)7’}{”580) - ’?(1) (

nssc — 1

(o)
(1)
o

Observe que o cdlculo da taxa de aprendizagem néo é realizado ao final da dltima
iteracio. Vale lembrar que n{1) e n{nssc) s&o parmetros do algoritmo SSC. O valor
%ﬁi ¢ calculado uma Gnica vez (requerendo 2 subtracfes e 1 divisdo), ao final
da primeira iteracdo, sendo armazenado para utilizacio ao final das demais iteragoes.
Ao final de cada iteragio (com exce¢io da dltima), para que a taxa de aprendizagem
seja calculada sdo necessdrias 1 adigdo, 1 subtragdo e 1 multiplicagdo (por W)
Assim, o nimero total de operacdes envolvidas nos ngge —1 cdleulos de n(n) corresponde

a 2 + ngse — 1 subtracdes, 1 divisdo, ngge — 1 adigdes e ngse — 1 multiplicagtes.

5.1.3 LBG versus SSC

As Tabelas 5.1 e 5.2 apresentam um resumo do ndmero de adigdes (ad.), sub-
tragdes (sub.), divisdes (div.), multiplicagbes (mult.) e comparagdes (comp.) requeridas
plelos-aigoritmos LBG e 88C, respectiﬂfamente.

A Tabela 5.3 apresenta o niimero total de operacdes dos algoritmos LBG e 55C.
Observa-se claramente que, em termos de nimero de divisGes executadas, o algoritmo
SSC é mais eficiente que o algoritmo LBG. De fato, o algoritmo S8C realiza uma vnica
operacio de divisdo.

¥ide comentérios referentes so mimero total de operagfes necessdrias para determinar a classe a
que perience um vetor de entrada, no Passo £ do algoritmo LBG.
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Tabela 5.1: Nimero de operages requeridas pelo algoritmo LBG.

Passo 2
mult. KNMnipg
sub. KNMnipg
ad. | [(K - 1)NM+ (M — Dlnwee
comp. (N —~ 1)Mnipe
Passo 3
comp. nLRG
sub. NLBG
div. NLBG
Passo 4
- ad. (K + 1)M — KNlnipe
div. KNnipg

5.2 Condigoes para as quais SSC é mais Eficiente
que LBG em Termos de Multiplicagoes, Sub-

tragoes, Adigcoes e Comparacoes

Nesta seqdo, sdo determinadas as condigdes para as quais o algoritmo SSC requer
um ntimero de multiplicagSes, subtragdes, adigbes e comparagdes inferior ao requerido
pelo algoritmo LBG. Cada uma destas operagdes é considerada (por meio dos resultados
apresentados na Tabela 5.3) separadamente, conforme segue.

5.2.1 Numero de Multiplicagoes

Para que o nimero de multiplicagdes do algoritmo SSC seja menor que o niimero
de multiplicacdes do algoritmo LBG, deve-se ter

[1+(1+N)KM]?133(;~—1 < KNMnypa, (5.5)

ou seja,
< 1+ KNM'RLBG
MSC S T YT NKM
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Tabela 5.2: Numero de operacles requeridas pelo algoritmo SSC.

Determinacio do vencedor

mult. KN Mngse

sub. KNMngse

ad. (K — 1)NMnssc
comp. (N~ 1) Mngsc

Atualizacido do vencedor

ad. K Mnssc

mult. K Mnssc

sub. K Mnssc

Caélculo da taxa de aprendizagem
- sub. nsse + 1

div. 1

ad. Nigge — 1
mult. nssc = 1

Em projetos tipicos de diciondrios, sdo utilizados grandes conjuntos de treino {ele-
vados valores de M}, de tal forma que KNMngpg > le 1+ N)KM > 1. Assim, (5.7)

se reduz a
N

1+N

Nigse < nLBG- (5.8)

5.2.2 Nimero de Subtracoes

Para que o ntimero de subtracfes do algoritmo SSC seja menor que o mimero de
subtragbes do algoritmo LBG, deve-se ter

[1 +(1+ N)KM]HSS{; +1< {1+ KNMnype, (5.9}
ou seja,

(1 + KN&{)RLBG -1
T4 (L + MEM

Ngse < (5.10)

Em projetos tipicos de diciondrios {em que sdo utilizados grandes conjuntos de
treino, o que implica elevados valores de M), (1+KNM)npe > le (1+N}KM > 1,

133



Tabela 5.3: Nimero total de operacbes requeridas pelos algoritmos LBG e S8C.

LBG SSC
mult. KNMnipg L+ {1+ NKMngsc—1
sub. (1 + KNM)nusa N+ {1+ N)KMngse +1
ad. [ [I+EKEN)(M -1+ (K -N+DMngpe | 1+ (K~ 1)NM + KMngsc — 1
div. (1+KN)mse 1
comp. 1+ (N~ DMnrse (N ~ 1) Mnssc

de modo que {5.10) se reduz a

(1+ K NM)nisc ]
11
nsSC S T NYKM 511
Tendo em vista que 1 + KNM =~ KMN, (5.11) se reduz a
< 5.12
ngse mnbnﬁ- (5.12)

5.2.3 Nimero de Adicgoes

Para que o nfimero de adig¢des do algoritmo SSC seja menor que o nimero de adigdes
do algoritmo LBG, deve-se ter

1+ (K —1)NM + KMngsc — 1 < [(1+ KN)(M = 1) + (K = N + DM]nine, (5.13)

ou seja,

1+[(1+KEN) (M- 1)+ (K - N+ DMnese
1+ (K- 1)NM+ KM )
Considerando projetos tipicos de diciondrios (isto é, considerando elevados valores
de M), segue que [(1+KN) (M ~1)+(K~N+1)M]nppg > le (K—1)NM+KM > 1,
de modo que {5.14) se reduz &

ngsc < (5.14)

(I+KN(M-1)+{(K~-N+ 1)M]RLBGA

.
mese < (K ~1)NM+ KM (5:15)
Tendo em vista que M ~ 1 = M, (5.15) se reduz a
1+ KN)A o 1A
[( S )ﬁf 4 (K N+ ) f]’)’ng(;“ (5.16)

Pssc < (K1) NM+ KM
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Apés algumas manipulagdes, (5.16) se reduz a

[(K — 1)1+ N)+3]
(K~1)N+ K

ngee < TILBG- (5‘1?)

5.2.4 Numero de Comparagoes

Para que o nimero de comparagdes do algoritmo SSC seja menor que o niimero de
comparagdes do algoritmo LBG, deve-se ter

(N — I)Mnssc < [1 + {N - 1)M}?@ng, (5.18)

ou seja,
[1 -+ (N — I)M]’HLBG
N-OM

Como 1+ (N — 1)M = (N — 1)M em projetos tipicos de diciondrios (ou seja, para

Tigge <

(5.19)

elevados valores de M), a condigiio (5.19) se reduz a

Tigse < TILBG- (5 .2{))

5.2.,5 Consideragoes Gerais

Considere as Inequagdes (5.8) e (5.12), referentes, respectivamente, ao niimero de
multiplicagﬁeé e subtracdes. A medida que N aumenta, ?fw&w tende a 1. Deste modo, &
medida que N aumenta, as condigGes (5.8) ¢ (5.12) tendem a se reduzir siplesmente &
condigdo ngse < nrpg. Considere agora o pior caso, ou seja, o menor valor possivel de
N, isto é, V = 1. Para este valor de N as condigdes (5.8) e {5.12) s3o satisfeitas para

n )
nsse < L;ﬂ- (5.21)

Portanto, como 288 < Hopipe, é licito afirmar que, uma vez satisfeita a con-
digdo (5.21), segue que a restrigdo em (5.8) e (5.12) é automaticamente satisfeita.
Portanto, o nlimero de multiplicacBes e subtracdes realizadas pelo algoritmo SSC é infe-
rior a0 nimero de multiplicaces e subtragbes do algoritmo LBG caso a condigdo (5.21)
seja satisfeita.

Considere a Inequagio (5.17). Conforme mostra a Figura 5.1, para K > 1e N > 1,

seate T (K —1){1+ N}+3]

5.22
K-DNTE (5:22)
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de modo que
[(K —1)(1+ N)+ 3]
(K-1)N+K

Assim, uma vez assegurado que

NLBG > TLBG- (5.23)

nssc < NLBG, | {5.24)

a condigdo {5.17) é automaticamente satisfeita. Portanto, uma vez satisfeita a con-
digdo (3.24), o nlimero de adigbes (como também o niimero de comparag¢des?®) realizadas
pelo algoritmo SSC é inferior ac niimero de adigdes {comparagdes) do algoritmo LBG.

Tendo em vista que a condigdo (5.21) é mais severa que a condigio (5.24) é licito

Figura 5.1: Grifico de A(K,N) = {K{’;l_)i;:ﬂ\“ .

afirmar que a condigdo {5.21) deve ser satisfeita para que o nimero de operagdes do
algoritmo SSC seja inferior ao nimero de operagodes do algoritmo LBG.

AvaliagBes realizadas neste trabalho mostraram que condigio {5.21) em geral é
satisfeita em projeto de diciondrios aplicados & codificacio de imagens, a codificagio de
sinal com distribuicio de Gauss-Markov e & codificacdo de forma de onda de voz. Para
os casos considerados na Tabela 5.4, por exemplo, o algoritmo SSC requer um nimero

de iteragdes menor que metade do nuimero de iteragdes executadas pelo algoritmo LBG.

3Conforme mostra a Inequagdo (5.20).
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Tabela 5.4: Namero de iteragbes realizadas pelos algoritmos LBG e SSC para alguns
valores de K e N (com a correspondente taxa de codificagiio R indicada). Sdo consi-
deradas trés fontes diferentes.

Font ¥l w Iteracoes
nte
R LBG | 8SC
16132 | 0,3125 bpp 79 | 2
Imagem 16 | 64 0,375 bpp 68 2
16 1128 0,4375 bpp 134 5
6 | 64 | 1,0 bit/amostra | 66 2
Gauss- _
7 1128 | 1,0 bit/amostra | 30 2
Markov -
8 1256 | 1,0 bit/amostra | 17 2
2 1 8 | 1.5 bit/amostra | 29 2
2 | 16 | 2,0 bit/amostra | 44 2
Voz -
4 | 64 | 1,5 bit/amostra | 68 2
4 | 128 | 1,75 bit/amostra | 63 | 2

Na se¢do a seguir s3o apresentados resultados concernentes ao projeto de diciondrios
aplicados a codificagdo de forma de onda de voz.

5.3 Resultados

Os projetos de diciondrios considerados nesta segdo foram realizados utilizando
um conjunto de treino correspondente a 10 frases foneticamente balanceadas (18,76s,
150080 amostras), extraidas de [190], proferidas por 10 locutores, sendo 5 do sexo
masculino e 5 do sexo feminino.

A Tabela 5.5 mostra gue a velocidade de convergéncia {nimero de iteracfes) do
algoritmo LBG depende fortemente do diciondrio inicial utilizado. No algoritmo 8SC,
por outro lado, 0 nimero de iteragbes é especificado a priori, como um pardmetro do
algoritmo. Para todos os valores de dimensio (K) e nimero de niveis (N) conside-
rados, o algoritmo SSC necessiton de apenas duas iteragbes para produzir diciondrios
com qualidade préxima ou superior & apresentada pelos diciondrios LBG. Em outras

palavras, apesar de serem obtidos apds um nimero de iteragdes menor que metade do
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nimero de iteragbes (passagens completas do conjunto de treino) realizadas pelo algo-
ritmo LBG, os diciondrios SSC levam a sinais reconstruidos com qualidade (avaliada
por meio da relagio sinal-ruido segmental [2,110]) préxima ou superior 3 apresentada
pelos sinais reconstruidos com uso de diciondrios LBG.

Tabela 5.5: Sensibilidade do algoritmo LBG a trés diciondrios iniciais diferentes (DI,
DIT e DIII) em termos de mimero de iteragdes (nypg)-

NLBG

DI | DII | DIIT
8 26 1 23} 23
16 | 45 | 44 | 33
32 160 73] 68
64 | 81 | 108 98
128 1126 | 180 ] 118
18 | 31 16
16 | 31 | 32 | 27
32 | 43 [ 57 | 41
64 | 67 | 64 | 68
128 { B2 ; B8 | 63

K| N

|

e B B O S I B AV v I S S
o0

A Tabela 5.6 mostra claramente que as Inequagdes (3.8), (5.12) e (5.17) de fato
podem consideradas em lugar de (5.7), (5.10) e (5.14), respectivamente, isto &, o se-
gundo membro de cada uma das Inequagdes (5.8), (5.12) e {5.17) de fato constituem
excelentes aproximagdes para o segundo membro de cada uma das Inequagbes (5.7),
(5.10) e (5.14), respectivamente’. A Tabela 5.6 apresenta expressdes calculadas para
K = 2. Tendo em vista que o conjunto de treino considerade nesta se¢do € constituido
de 130080 amostras de voz, o niimero de vetores de treino é M = 73040. Conforme
mencionado anteriormente, os diciondrios SSC foram projetados com nsse = 2. Quan-
to ao algoritmo LBG, para cada valor de IV considerado, o valor de nygg utilizado na
tabela corresponde ao nimero de iteracdes (dentre as 3 possibilidades, referentes ao
uso de 3 diciondrios iniciais diferentes: DI, DII e DIII) que levaram ao diciondrio de

10Observou-se também que o segundo membro de (5.20) representa uma excelente aproximagao para
o segundo membro de (5.19).
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melhor qualidade. Assim, utilizou-se nipg igual a 29, 44, 73, 81 e 180 para N igual a
8, 16, 32, 64 e 128, respectivamente.

A Tabela 5.7 também respalda a aproximacgdo do segundo membro de cada uma
das Inequacoes (5.7}, (5.10) e (5.14) pelo segundo membro de cada uma das Ine-
quagdes (5.8), (5.12) e (5.17), respectivamente. Na Tabela 5.7, M = 37520 (um conjun-
to de treino de 150080 amostras contém 37520 vetores de treino de dimensao K = 4).
Os valores de nypg utilizados correspondem a 31, 32, 43, 68 e 63 para N igual a §, 16,
32, 64 e 128, respectivamente.

Ressalte-se que, ao ser utilizado um conjunto de treino relativamente pequeno (cor-
respondente a palavra aplausos, contendo 7120 amostras concernentes a 0,89s de voz,
que leva a M = 3560 para K = 2 ¢ M = 1780 para K = 4), observou-se, também,
que as Inequacles (3.8), {5.12) e (5.17) de fato podem consideradas em lugar de {5.7),
(5.10) e (5.14), respectivamente.

Um outro conjunto de avaliagdes realizadas neste capitulo teve como objetivo com-
parar o nimero de operacdes {multiplicacdes, subtracdes, adicdes, divisdes e compa-
ragoes) realizadas pelos algoritmos LBG e SSC quado aplicados ao projeto de dici-
ondrios destinados & codificagio de forma de onda de voz. As Tabelas 5.8 e 5.9 mos-
tram que, para todos os valores de K e N (com a correspondente taxa de codificagio
R, expressa em bit/amostra) considerados, o algoritmo SSC realiza um numero de
operagdes inferior ao numero de operacdes realizadas pelo algoritmo LBG. Os resulta-
dos apresentados nas Tabelas 5.8 € 5.9, obtidos por meio da contabilizacdo do nimero
de operagbes dos algoritmos SSC e LBG quando aplicados ao projeto de diciondrios
destinados & quantizagdo vetorial de forma de onda de voz, respaldam as formulagdes
analiticas desenvolvidas neste trabalho.

5.4 Conclusoes

Neste capitulo mostrou-se que o algoritmo SSC requer a execugio de apenas uma
operagéo de divisdo. Mostrou-se também que para dimensio (K) e tamanho (N) de
diciondrio determinados, o algoritmo SSC é mais eficiente que o algoritmo LBG em
termos de nimero de multiplicagBes e subtragdes caso a condigdo ngsc < MBS seja
satisfeita, ou seja, caso o nimero de iteragbes do algoritmo SSC seja menor que a
metade do mimero de iteractes do algoritmo LBG. Além disso, fol demonstrado que

o algoritmo SSC executa um nimero de adigbes e comparagdes inferior ao executado
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pelo algoritmo LBG sempre que ngse < nupe-

Avaliagdes realizadas neste trabalho, considerando alguns projetos de dicionsrios
aplicados 3 codificacfio de forma de onda de voz e & codificagdo de imagens, mostra-
ram que condigio nsse < P2 em peral é satisfeita e, consegiientemente, a condigdo
nssc < Nipe também é satisfeita. O algoritmo SSC, deste modo, requer um ngmero
de operagdes (divises, multiplicacdes, subtragles, adigdes e comparacfes) inferior ao
requerido pelo algoritmo LBG.

Por meio da realizagdo de projeto de dicionirios (variando K e N) destinados 3 QV
de forma de onda de voz, os resultados concernentes & contabilizacao do nimero de ope-
ragdes executadas pelos algoritmos SSC e LBG respaldaram as conclusdes resultantes

das expressoes analiticas desenvolvidas neste capitulo.
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Tabela 5.6: Expressdes utilizadas para a avaliagio comparativa de complexidade dos algoritmos LBG ¢ SSC para projeto de

diciondrios aplicados a QV de forma de onda de voz, utilizande dimensio K = 2.

N | Fse | Mane | e | R e | LU, o
8 25,778 25,778 25,778 34,799 34,800
16 41,412 41,412 41,412 48,888 48,889
32 70,788 70,788 70,788 77,292 77,204
64 79,754 70,754 79,754 83,452 83,455
128 | 178,605 178,605 178,605 182,764 182,769

Tabela 5.7: Expressdes utilizadas para a avaliagdo comparativa, de complexidade dos algoritmos LBG ¢ SSC para projeto de

diciondrios aplicados a QV de forma de onda de voz, utilizando dimensio K = 4.

N | SR | e | S | P e | N
8 27,556 27,566 27,556 | 33,213 33,214
16 30,118 30,118 30,118 33,230 33,231
32 41,697 41,697 41,697 43,859 43,860
64 66,954 66,954 (6,954 68,691 68,694
128 62,512 62,512 62,512 63,323 63,325




Tabela 5.8: Niimero de operacdes requeridas pelo algoritmo LBG a0 serem projetados
dicionarios destinados & codificacio de voz baseada em QV.

K| N R | mupe mult. sub. ad. div. comp.
21 8 1,5 29 |3,48-1073,48-107]2,61-107 |4,93-10%11,52.107
2116 [ 20| 44 |1,06-108 |1,06-10%[6,60-107 | 1,45-10% | 4,95 107
213225 73 |3,51-10%)3,51-10%{1,97-10% 14,75-10% | 1,70 108
2 64 | 30| 8 |7,78-10%|7,78-10%{4,13-10% |1,04.10% 3,83.108
2 1128 3,5 | 180 |3,46-10% (3,46-10° 1 1,78-10° {4,63-10%| 1,72 10°
41 8 |0,75 | 31 |3,72-107|83,72-107|3,49-107 { 1,02-10% | 8,14 - 10°
4116 |10 32 [7,68-107 | 7,68-107 | 6,48-107 | 2,08-10% | 1,80 107
4 132 11,25 43 12,07-10%|2,07-10%{1,65-10%15,55-10°}5,00-107
4164 15| 68 [6,53-10%|6,53-10%5,05-10%|1,75.10% | 1,61 - 108
4 1128 1,75 63 |1,21-10% 11,21.10° | 9,22.10% | 3,23.101{ 3,00 108

Tabela 5.9: Nimero de operagdes requeridas pelo algoritmo SSC ao serem projetados

diciondrios destinados & codificagio de voz baseada em QV.

K| N R | nssc mult. sub. ad. div. comp.

218 (15| 2 [2,70-1057{2,70-105{1,50-10%| 1 |1,05-10°
211612071 2 |510-10°]5,10-10%{2,70-10%| 1 |2,25-105
21321251 2 199-10°19,01-10%]5,10-10%} 1 |4,65.10°
2 (64130 2 [1,95-10711,95-10719,01-10%[ 1 |9,46-10°
211281351 2 13,87.107{3,87-107(1,95-1077 1 |1,91.107
4| 8 (0,73 2 |2,70-10%}2,70-10% | 2,10-10% | 1 |5,25.-10°
4116 |10| 2 |510-10°%{5,10-10%]3,90-10%] 1 |1,13 108
4132 (|125] 2 |9,91-10%/9,91-10%}7,50-10%| 1 |233 10°
41641 1,51 2 |1,95-10711,85-107|1,47-107 | 1 14,73-10°
4 1128 11,731 2 {3,87-107{3,87-10712,91-107| 1 |9,53-10°
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Capitulo 6

Analise de Componentes Principais

Aplicada a Quantizagao Vetorial

6.1 Introdugao

A andlise de componentes principais (PCA, principal component analysis) é um
método de extragio de caracteristicas ou compressiao de dados e tem sido bastante uti-
lizada em diversas aplicagdes, tais como: reconhecimento de padrdes, andlise estatistica
de dados, compressao de voz e imagem, sintese de voz, identificacio de sistemas e
problemas de visdo computacional [201,202]. A andlise de componentes principais,
também conhecida como método de Karhunen-Loéve, baseia-se na extracio dos auto-
vetores {componentes principais) e dos autovalores da matriz de covaridncia dos dados
de entrada [2,201, 203].

Seja  um vetor K-dimensional. Esse vetor pode ser representado sem erro por

uma combinagdo linear de K vetores independentes z; da seguinte forma:
K
z=)Y fz=2Z"§f, (6.1)
i=1

em que 27 =[x 125+ zx), FT = [fifa- - fx] e 05 vetores z; s30 as colunas da matriz
27 = {2125+ zg]. O superescrito T denota o operador de transposigdo de matriz.
Os vetores-colunas z;, i = 1,2, ..., K, da matriz Z7 geram o espago K-dimensional
que contém o vetor & e podem, portanto, ser chamados vetores de base. Uma vez
assegurada independéncia dos K vetores z;, entdo det[Z7] # 0, de modo que Z7 &
uma matriz inversivel. Admitindo-se a condi¢io de ortonormalidade para os vetores
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Uma propriedade interessante dos antovalores é [2]

K
trago{Cez) = Z Ai (6.8)
izl
Para processos com média zero, segue a relagio
trago(Cqe) = Ko2, (6.9)

Portanto, para qualquer K, o valor médio dos autovalores é igual & variincia do

processo, isto &,
”
1
2 _— — 5
0: =% 'Ezl A {6.10)

E importante mencionar que a transformada KLT dragonaliza a matriz de correlacio

Ry¢, ou seja, {}5 coeficientes da transformada sio descorrelacionados [2]. De fato,
Rer = E[ff'] = E[Z22T 27| = ZRen Z7. (6.11)
Para processos com média zero, Ra, = Cre, portanto,
Ry;=2C,.2". (6.12)
A partir da Equagio (8.7), segue a relagio

By = [ Mz Aezz v AxZk ] . (6.13)

Assim, a partir da Equagéo (6.2),

- -

MM 0 0 ... O
0 X

Rff = 0 Az ... . . (6.14)
0 . . Ak

A transformada de Karhunen-Logve (também conhecida como transformada Hot-
elling), portanto, é uma transformagio ortogonal que reduz um grande conjunto de
varidveis correlacionadas a um menor conjunto de componentes descorrelacionadas {2,
204].
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6.2 Projeto de Dicionarios Usando Anélise de Com-

ponentes Principais

No método de projeto de diciondrios apresentado no presente trabalho, os autoveto-
res (componentes principais) sdo usados para encontrar [ < K direcdes (no espago R¥)
ao longo das quais os vetores do diciondrio {vetores de reconstrugdo, vetores-cédigo)
sao alocados. Os autovalores correspondentes a esses autovetores sdo usados para ajus-
tar adequadamente as posi¢des dos vetores-cddigo ao longo das diregdes principais.
E valido mencionar que, de acordo com (2], os vetores de base da KLT {autovetores)
apresentam a malor semelhanca possivel com os segmentos de forma de onda tipicos do

sinal de entrada cuja estatistica foi utilizada para determinacio da transformada KLT.

Descrigao do Algoritmo

O algoritmo proposto para projeto de diciondrio consiste na seguinte seqiliéncia de

Ppassos:

1. Defina a dimensfio K e o tamanho do dicionario N;

2. A partir da matriz de covaridncia C,y de ordem K de um sinal tipico de voz X,
determine os autovalores A; e os autovetores z;; 1 = 1,2, ..., K, obtidos por

Crxzi = Aizy; (6.13)

3. Defina I £ K vetores z; (componentes principais) ao longo de cujas diregfes
os vetores-cddigo devemn ser alocados. O ndmero L é escolhido de acordo com o

valor percentual relativo X; de cada autovalor A;:

5= o2 (6.16)

-
2o
=]
Apenas os L autovetores mais significativos, os quais definem as L diregBes prin-
cipais, sdo escolhidos, de acordo com os valores mais significativos de A;;

4. Para cada z; escolhido, determine um vetor Z; = r;z; (i = 1,2,..., L), em que o
escalar r; é o reciproco do valor absoluto da componente de malor valor absoluto.
O vetor Z;, portanto, tem no minimo uma componente com valor absoluto 1 e as

demais componentes apresentam valores absolutos situados na faixa de D a 1;
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5. Seja IV; o ntimero de vetores-codigo a serem alocados ao longo da diregio definida
pelo vetor ;. Cada N; € escolhido como uma fragac de N, proporcionalmente a
Ai, de modo que

N=>3_ N; (6.17)

6. Finalmente, N; vetores-cédigo w;n, sdo alocados em cada i-ésima diregdo princi-
pal de acordo com

Win, = fni, M)Z, (6.18)

emquei=12,...L, n;=1,2,.., N e os escalares f{ni, A;) s&o determinados
assumindo-se que cada i-ésima direcio principal estd relacionada a um conjunto
de vetores de entrada cujas componente tém distribui¢io gaussiana com média
ignal & média do sinal de voz e variincia o = A Os escalares f(n;, A, i =
1,2,..., Nj;, sfo determinados de tal forma que a drea sob a funcdo densidade de

probabilidades gaussiana seja igualmente dividida em V; intervalos.

Em suma, um conjunto de L autovetores é determinado e um nimero de vetores-
codigo V; (uma fracdo de N é entdo alocado em cada dire¢io principal definida pelos
autavetores z; (i = 1,2, ..., L) de acordo com consideragdes efetuadas nos autovalores
(varidncias).

O método proposto difere do algoritmo descrito em [193] uma vez que introduz
uma espécie de normalizacio no conjunto de autovetores, conforme descrito no pas-
so 4. A multiplicagio dos autovetores normalizados z; pelos escalares f(n;, A;) permite
que o dicionério resultante (diciondrio projetado) incorpore simultaneamente duas ca-
racteristicas importantes do sinal de voz: as dire¢des principais (via autovetores) e a

distribuigao estatistica dos vetores (via autovalores) em cada diregdo.

6.2.1 Resultados

Nesta seciio, a técnica de projeto de dicionérios baseada em andlise de componentes
principais é denotada por PCA, enquanto que sua vero original, proposta em [193], é
denotada por PCA-ORI. A aquisi¢do (resolugio 8,0 bit/amostra e taxa de amostragem
8 kHz) dos sinais de voz utilizados nas simulagdes foi realizada usando uma estagdo de
trabalho Sun®, instalada com utilitdrios de processamento de 4udio. Para avaliacio

dos diciondrics projetades, utilizou-se um conjunto de teste relativamente longo, cons-
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tituido de 29120 amostras (3,64 s), correspondente ao conjunto de sentengas “O sol
ilurnina o fachade de tarde. Trabalhou mais do que podia”.

O primeiro experimento teve como objetivo avaliar a coeréncia do algoritmo PCA.
Para tanto, obteve-se a representagdo, no espago de padrdes euclidiano bidimensional,
de um sinal de voz (cujo histograma é apresentado na Figura 6.1), correspondente a 10
frases foneticamente balanceadas {extraidas de [190] e pronunciadas por 10 locutores
diferentes, sendo 5 masculinos e 5 femininos), apresentado na Figura 6.2, e de um
diciondrio obtido com o algoritmo PCA, ilustrado na Figura 6.3. Conforme se pode
observar, o diciondrio projetado apresenta algumas caracteristicas tipicas dos sinais de
voz, tais como predominéncia de vetores com componentes de baixa amplitude {um
maior nimerd de vetores-cidigo é alocado nas regides de maior densidade de vetores da
Figura 6.2) e correlagio entre amostras consecutivas {os vetores-codigo estdo alocados,

de forma coerente, ao longo da direcio correspondente & componente prineipal do sinal).

43

Figura 6.1: Histograma de um sinal de voz.

O segundo experimento contemplou a realizagdo de um estudo comparativo de de-
sempenho dos algoritmos PCA ¢ PCA-ORI. As Figuras 6.4 e 6.5 apresentam uma
avaliagio em termos de relagio sinal-ruido segmental (SNRseg) e relacao sinal-ruido
total {SNRtot) do sinal de voz reconstruido para diversas taxas de codificagao consi-
derando QV com dimensdo K = 2 e K = 4, respectivamente.

Conforme mostra a Figura 6.4(a), fixada a dimensio K = 2, & excecdo da taxa de
1,5 bit/amostra, o algoritmo PCA leva a maiores valores de SNRseg que os obtidos
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Figurs 6.2 Sinal de voz consistindo de 10 frases foneticamente balanceadas (18,76s,
75040 vetores). As coordenadas z; e 1, representam a primeira e a segunda compo-

nentes dos vetores de treino x € R?, respectivamente.

[T ’ 4
ne; o
ok

0.2

Figura 6.3: Diciondrio obtido com o algoritmo PCA: K = 2 e N = 16. As coordenadas
w; e wy Tepresentam, respectivamente, a primeira e a segunda componentes dos vetores-

codigo w; € R% i=1, 2, ..., 16.
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Figura 6.4: Desempenho dos algoritmos PCA e PCA-ORI em termos de SNRseg e
SNRiot do sinal reconstruido para diversas taxas em QV com K = 2.
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Figura 6.5: Desempenho dos algoritmos PCA e PCA-ORI em termos de SNRseg e

SNRtot do sinal reconstruido para diversas taxas em QV com K = 4.
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SNRtot do sinal reconstruido para diversas taxas em QV com K = 4.
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com o algoritmo PCA-ORI Para taxas de codificacdo na faixa de 3,0 bit/amostra a
3,5 bit/amostra, a curva de desempenho do algoritmo PCA situa-se cerca de 0,4 dB
acima da curva de desempenho do algoritmo PCA-ORI. Em se tratando de SNRtot,
a Figura 6.4(bj mostra que, 4 excegio da taxa de 1,5 bit/amostra, o algoritmo PCA
apresenta desempenho superior ao apresentado pelo algoritmo PCA-ORI. Observa-se
que a superioridade dos dicionarios PCA sobre os diciondrios PCA-ORI aumenta com
a taxa de codificagio. Para as taxas de 3,0 bit/amostra e 3,5 bit/amostra, ¢ algoritmo
PCA supera o algoritmo PCA-ORI em cerca de 0,9 dB e 1,2 dB, respectivamente.

No que diz respeito & curva de SNRseg versus taxa de codificago para dimensao
K = 4, apresentada na Figura 6.5(a), para taxas eompreendidas entre 0,75 bit/amostra
e 1,25 bit/amostra, os algoritmes PCA e PCA-ORI apresentam desempenho seme-
lhante. De fato, para essa faixa de taxas, a diferenca de desempenho dos algoritmos
PCA e PCA-ORI é no miximo cerca de 0,15 dB. Para as taxas de 1,5 bit/amostra e
1,75 bit/amostra, obtém-se, respectivamente, ganhos de 0,3 dB e 0,4 dB ao serem utili-
zados diciondrios PCA em substituicio aos diciondrios PCA-ORI no processo de quanti-
zacdo vetorial. Quanto i relagdo sinal-ruido total para dimensio K = 4, a Figura 6.5(b)
mostra que, & excegéo da taxa 0,75 bit/amostra, o algoritmo PCA apresenta-se como a
melhor alternativa. Observa-se que a superioridade do algoritmo PCA sobre o algorit-
mo PCA-ORI aumenta com a taxa de codifica¢io. Para as taxas de 1,5 bit/amostra e
1,75 bit/amostra, o algoritmo PCA supera o algoritmo PCA-ORI em cerca de 0,7 dB
¢ 0,9 dB, respectivamente.

Os resultados apresentados nas Figuras 6.4 e 6.5 mostram que a superioridade do
algoritmo PCA sobre o algoritmo PCA-ORI manifesta-se mais acentuadamente em
termos de SNRtot que de SNRseg. Isto significa que o algoritmo PCA é mais eficiente
que o algoritmo PCA-ORI principalmente no fato de levar a uma representacio mais
adequada das amostras de alta amplitude do sinal de voz.

Uma avaliagao comparativa de desempenho dos algoritmos PCA, SOA, SSC e LBG
pode ser realizada observando-se as Figuras 6.6 e 6.7, que apresentam curvas de relagao
sinal-ruido segmental do sinal de voz reconstruido versus taxa de codificaggo para QV
com dimensio K =2 e K = 4, respectivamente.

A Figura 6.6 mostra que o algoritmo PCA apresenta desempenho superior ao apre-
sentado pelo algoritmo LBG para as taxas de 2,0 bit/amostra e 2,5 bit/amostra. Para
essas taxas de codificacio do quantizador vetorial com dimenso K = 2, a curva de

desempenho do algoritmo PCA é préxima da curva de desempenho dos algoritmos
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Figura 6.6: Desernpenho dos algoritmos PCA, SOA, SSC e LBG em QV de forma
de onda de voz (domfnio temporal): SNRseg do sinal reconstruido versus taxa de

codificacio para o quantizador vetorial com K = 2.
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Figura 6.7: Desempenho dos algoritmos PCA, SOA, SSC e LBG em QV de forma
de onda de voz (dominio temporal): SNRseg do sinal reconstruido versus taxa de

codificacdo para o quantizador vetorial com X = 4.
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SOA e SSC. Para as taxas de 3,0 bit/amostra ¢ 3,5 bit/amostra, bern como para a
taxa de 1,5 bit/amostra, os diciondrios LBG (como também os diciondrios SOA e SSC)
levam a sinais reconstruidos com maiores valores de SNRseg que os obtidos com uso
de diciondrios PCA.

Conforme se observa na Figura 6.7, para taxas situadas entre 0,75 bit/amostra e
1,25 bit/amostra, o algoritmo PCA apresenta-se como uma alternativa mais adequa-
da que o algoritmo LBG: para as taxas de 0,75 bit/amostra e 1,0 bit/amostra, os
diciondrios PCA superam os dicionirios LBG em cerca de 1,5 dB e 1,0 dB, respec-
tivamente. Para as taxas de 0,75 bit/amostra e 1,23 bit/amostra, o algoritmo PCA
apresenta desempenho semelhante ao apresentado pelos algoritmos SOA e S5C. Para
taxas acima de 1,25 bit/amostra, os diciondrios PCA apresentam-se como os menos

eficientes dentre todos os diciondrios considerados.

No que diz respeito a realizagio de testes de escuta informais, observou-se, pa-
ra todas as taxas de codificaclo consideradas do quantizador vetorial com dimensao
K = 2, que os sinais de voz reconstruidos utilizando-se diciondrios PCA apresentam
qualidade superior {notadamente em termos da percep¢io do ruido de quantizagio ou
rufdo de fundo) & apresentada pelos sinals reconstriidos com uso de diciondrios LBG
e SOA. No entanto, para elevadas taxas de codificacio, a0 se usar dimensio K =2, a
superioridade dos diciondrios PCA sobre os dicionirios LBG e SOA, em termos de qua-
lidade subjetiva do sinal reconstruido, torna-se menos acentuada. Os tesies subjetivos
também mostraram que, para QV com dimensio K = 4, os diciondrios PCA levam a
sinais reconstruides acometidos da incémoda presenca de um “sinal artificial”, como
um “tom musical” (aum “apite”}, o qual é mais facilmente percebido nos segmentos
de siléncio e que ndo apresenta qualquer semelhanga com o sinal de voz nem mesmo
com o ruido de quantizagio convencional. Esse efeito, denotado na literatura como
rufdo musicel ou ruido tonal [203,206], é produzido quando as componentes espectrais
nas regides de maior concentragio de amostras de baixas amplitudes ndo sio adegua-
damente reconstruidas. Esse fenémeno pode menifestar-se sob a forma de “buracos
espectrais” no espectrograma do sinal reconstruido [207,208]. Nesse contexto, € impor-
tante mencionar que foram observados padres atipicos nos espectrogramas dos sinais
reconstruidos com uso de diciondrios PCA com dimensiio K = 4. Ressalte-se que, para
a dimensio K == 4, os sinais reconstrufdos com diciondrios PCA apresentam ruido
de quantizagio convencional menos incbmodo que o presente nos sinais reconstruidos

com uso de diciondrios LBG e SOA. Esse resultado da avaliagBo subjetiva também
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foi confirmado por meio de avaliagdo objetiva. De fato, as Tabelas 6.1 e 6.2 apontam
um aspecto interessante do algoritmo PCA: a0 contrédrio do que tipicamente ocorre 40
serem utilizados diciondrios LBG (como também SOA), os diciondrios PCA levam a
sinais reconstruidos com SNRseg superior a SNRtot. Esse comportamento foi observa-
do em quase todas taxas de codificagdo avaliadas para as dimensdes K =2, K =4 e
K = 8 e mostra claramente que os dicionédrios PCA tendem a preservar mais fielmente
os segmentos de voz de baixa energia quando comparados aos diciondrios LBG e SOA.

Para QV com dimensio K = 8, os testes de escuta também apontaram a presenca
de ruido rusical nos sinais reconstruidos com uso de diciondrios PCA.

As sessbes de escuta levaram a uma observacio interessante: 4 medida que a di-
mensdo do diciondrio projetado se afasta de 2, o algoritmo PCA tende a nio mais se

apresentar como uma boa técnica de projeto de dicionarics.

Tabela 6.1: SNRseg e SNRtot dos sinais reconstruidos utilizandeo-se diciondrios PCA,

para diversos valores de K ¢ N.

K | N | SNRseg (dB) | SNRtot (dB)
2 | 32 11,01 8,82
2 | 64 12,11 9,71
2 1128 13,29 10,67
4| 32 7,81 6,51
4| 64 8,87 7,24
4 [ 128 9,44 7,66

Foram realizadas simulagges visando avaliar a utilizacdo dos diciondrios PCA como
diciondrios iniciais do algoritmo LBG. A Tabela 6.3 mostra que os diciondrios PCA
podem ser usados como uma boa alternativa de inicializagao do algoritmo LBG, visto
que podem levar a um bom desempenho em termos de velocidade de convergéncia do
algoritmo LBG. Para o projeto de dicionédrios com K = 4 e N = 128, a aplicagdo
da inicializagdo PCA (isto é, utilizando-se Dpcy como diciondrio inicial) leva a 23
iteragBes do algoritmo LBG, o que representa uma malor velocidade de convergéncia
quando comparada 2 inicializacdo Dj;, gue requer 82 iteragbes do algoritmo LBG.
Apesar de a inicializagio Dpe4 poder levar a um ganho em termos de SNRseg do sinal

reconstruido, quando comparada as outras escothas de diciondrio inicial consideradas,

195



Tabela 6.2: SNRseg e SNRtot dos sinais reconstruidos utilizando-se diciondrios LBG,
para diversos valores de K e N.

K| N | SNRseg (dB) | SNRtot (dB)
2 | 32 10,36 13,39
2 | 64 13,57 14,40
9 1198 15,99 15,23
4] 39 7,71 9,81
41 64 10,02 10,52
4] 198 11,31 11,49

constatou-se, nas sessdes de escuta informals, que a iniclalizacdo Dpea pode resultar
em sinais reconstruidos com qualidade inferior 4 obtida utilizando-se as inicializacGes
Dy, Dyr e Dy, notadamente para as dimensdes K =4 e K = 8.

Um aspecto interessante dos diciondrios PCA diz respeito & homogeneidade da dis-
tribuigdo dos vetores de entrada (vetores da fonte a ser quantizada) nas células de
Voronoi. Os valores de entropia normalizada (vide Apéndice A para maiores detalhes)
apresentados nas Tabelas 6.4 e 6.5 mostram que os diciondrios PCA levam a uma
distribui¢@io mais homogénea dos vetores da fonte nas regides de Voronoi, quando com-
parados aos diciondrios SOA. De fato, os diciondrios PCA levam a maiores valores de
entropia normalizada.

A Figura 6.8 mostra que o algoritmo PCA gera diciondrios estruturados, ao con-
trdrio do algoritmo LBG (como também dos algoritmos SOA! e SSC), que gera dicio-
narios sem estrutura, conforme ilustra a Figura 6.9.

Comparando as Figuras 6.8 e 6.10, observa-se que o diciondrio PCA leva a uma
melhor representacao das componentes de alta amplitude do sinal de voz quando com-
parado ao diciondrio PCA-ORIL De fato, o diciondrio PCA apresenta uma grande
concentracio de vetores cujas componentes apresentam valor absoluto inferior a 0,2,
além de apresentar dois vetores cujas componentes tém valor absoluto de aproxima-
damente 0,6. O diciondrio PCA-ORI, por sua vez, apresenta concentragao de vetores

cujas componentes tém valor absoluto inferior a cerca de 0,1, apresentando, também,

'Em [194] é apresentada uma representagio do dicionario projetado com o algoritmo 504, para
K=5eN =70
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Tabela 6.3: Sensibilidade do algoritmo LBG a quatro diciondrios iniciais diferentes (Dy,
Dir, Dirr e Dpca) em termos de nimero total de iteragfes para diversos valores de
tamanho do dicionério (V) e dimensio (K). O subscrito PCA denota a inicializagio
do algoritmo LBG usando dicionarios PCA.

Nimero de iteragdes

K| N
Dy 1 Dy | Dirr | Dpca

2132 | 112 B3 53 69
2164 {140 75 | 119 49
2 1128|123 ] 78 96 a1
4132159 |62) 52 | 53
4 164 | 72| 8 a9 39
4 1128 77} 82 39 23
832 38 1 28 38 26
864 | 62 ] 50 26 29
8 1128 30 | 29 34 13

Tabela 6.4: Entropia normalizada (ﬁ) dos vetores-codigo para diversos valores de
ndmero de niveis (N) e dimensio (K) para os diciondrios PCA.

K|N{ H
32| 0,94
64 10,93
32 | 0,94
64 | 0,95
32| 0,96
64 | 0,93

[ o B v IR I SN I O S B
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Tabela 6.5: Entropia normalizada, (f{) dos vetores-cédigo para diversos valores de

nimero de niveis (N) e dimensio (K) para os dicionérios SOA.

K|N| H
2132|088
2 | 640,01
432|087
4 | 641 0,88
8 | 320,84
8 | 640,89

dois vetores cujas componentes tém mddulo aproximadamente igual a 0,35. Em vir-
tude de representarem adeguadamente as amostras de alta amplitude dos sinais de
voz, 05 diciondrios PCA levam a melhores resultados em termos de SNRtot dos sinais
reconstrufdos quando comparados aos resultados concernentes ao uso de diciondrios
PCA-ORI, conforme mostram os valores obtides no segundo experimento relatado no

inicio desta secio.

fE-

oAP

Figura 6.8: Diciondrio projetado com o algeritmo PCA: K = 4 e N = 64. Cada
curva do conjunto de 64 curvas ¢ obtida conectando-se s pontos correspondentes as
componentes (amostras) dos vetores-cédigo.

Dentre as principais caracteristicas do algoritmo PCA, podem ser destacadas:
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Figura 6.9: Diciondrio projetado com o algoritmo LBG: K = 4 e N = 64. Cada
curva do conjunto de 64 curvas é obtida conectando-se os pontos correspondentes as

compounentes {(amostras) dos vetores-c6digo.

sk

Figura 6.10: Dicionario projetado com o algoritmo PCA-ORL K =4 e N = 64. Cada
curva do conjunto de 64 curvas é obtida conectando-se os pontos correspondentes is

componentes {amostras) dos vetores-cddigo.
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*

simplicidade e rapidez;

geracdo de diciondrios estruturados;

[ ]

inexisténcia de parémetros a serem ajustados;

*

independéncia de diciondrio inicial.

De fato, o algoritmo PCA € bastante simples e intuitive. Os vetores-cddigo sdo
“calculados”, de acordo com a estatistica do sinal {de acordo com os antovalores e
autovetores da matriz de covaridncia de wm sinal de voz), diferindo consideravelmente
de abordagens tradicionais, tais como os algoritmos LBG e de Kohonen, que neces-
sitam de um conjunto de treino para atualizar iterativamente os vetores-cédigo. O
algoritmo PCA também nio apresenta o problema de ajuste de parimetros e nio re-
quer a definigio de um diciondrio inicial, como ocorre nos algoritmos SSC, SOA e de
Kohonen. Além disso, testes subjetivos informais mostraram que, em se tratando de
quantizacdo vetorial de forma de onda com dimensfo K = 2, os sinais de voz recons-
truidos utilizando-se diciondrios PCA apresentam qualidade superior & apresentada

pelos sinais reconstruidos com uso de diciondrios LBG e SOA

6.3 Um Meétodo para Reducao da Complexidade
Computacional da Etapa de Codificagao da QV

Na segdo anterior, mostrou-se que uma das caracteristicas dos dicionarios PCA €
o fato de serem estruturados, ou seja, terem uma disposicao bastante organizada no
espago de padrdes. Nesta se¢do, a organizacio estruturada dos diciondrios PCA é utili-
zada para minimizar os requisitos de capacidade de meméria exigida para armazenar o
diciondrio bem como para reduzir significativamente a complexidade computacional da
etapa de codificagio da QV {no processo de determinagio do vizinho mais préximo).

O projeto de diciondrios PCA. pode ser realizado considerando uma distribuigao
gaussiana com média zero (no passo 6 do algoritmo PCA) e impondo a condi¢do de
que o nimero de vetores-cédigo alocados em cada dire¢do principal seja par. Obede-
cendo a essas condicdes, as seguintes caracteristicas podem entdo ser atribuidas a um

dicionirio PCA:
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1. Ordenamento dos N vetores-codigo de acordo com a Figura 6.11, em que Npgs,
Nzeno € Nype denotam o nimero de vetores-codigo com média? positiva, o niimero
de vetores-codigo com média zero e o nimero de vetores-cédigo com média negativa,
respectivamente. Observa-se na Figura que Nzgro representa uma pequena parcela do
total de N = Npog + Nzpro + Nyge vetores-cédigo do diciondrio. Em alguns casos,

Nggro = 0;

2. Disposicdo dos vetores-codigo em ordem decrescente de valores médios das compo-

nentes;

3. Simetria marcante, conforme mostra a Tabela 6.6: associado a um vetor-cddigo w;,

1 <2< N/2, existe um vetor-cddigo wyyy—; tal que wyyi-i = —w;.

Os primeiros N/2 vetores-cddigo do diciondrio, portanto, tém componentes cujo va-
lor médio é positivo ou zero. Esses vetores serao denotados a partir de agora por w; pz,
com 1 < i < N/2, em que o subscrito PZ é uma alusio ao valor médio positivo ou zero,
Os ultimos N/2 vetores-cédigo do diciondrio, por outro lado, t8m componentes cujo
valor médio é negativo ou zero. Esses vetores serdo denotados a partir de agora por
wixg, com N/2+1 <4< N, em que o subscrito NZ ¢ uma alusio ao valor médio ne-
gativo ou zero. Além disso, em decorréncia da simetria atribuida aos diciondrios PCA,
associado a cada vetor-cédigo w; pg existe um correspondente vetor-cédigo wyy1-ixz
tal que W; pz = —WN+1-i,NZ, 1 S i S_: N/Q.

Em virtude dessa simetria, € necessario armazenar apenas metade dos vetores-
cédigo. De fato, armazenando-se apenas os vetores-codigo w;pz, 05 vetores-cédigo
w; xz sdo facilmente determinados. Com isso, reduz-se pela metade os requisitos de
memdéria de armazenamento para o diciondrio. A simetria dos diciondrios PCA também
contribui para a concepgao de uma estratégia para redugio da complexidade com-
putacional da etapa de codificagfio (determinacio do vizinho mais préximo) da QV,
conforme mostra a secio a seguir. No método descrito no presente trabalho, apenas a
metade do diciondrio correspondente aos vetores w; pz é efetivamente armazenada na
memoria de referéneia do codificador. O decodificador, por outro lade, dispde dos N

vetores-cidigo do diciondrio.

240 longo deste capltule, a média de um vetor deve ser entendida como a média aritmética de suas

componenies.
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Figura 6.11: Organizacio de um diciondrio PCA com N = Npos + Ngpro + Nyee
vetores-cédigo.

6.3.1 Algoritmo para Redugdo da Complexidade Computaci-
onal da Etapa de Codificagao da QV

Com o método de codificagdo introduzido no presente trabalho, a cediﬁcagéo de
um determinado vetor de entrada (vetor da fonte a ser quantizada} = é realizada da
seguinte forma: dado x, se média(z) > 0 entio® o codificador realiza uma busca pelo
vizinho mais proximo de « apenas nos vetores-cddigo w; py, isto €, nos vetores-cddigo
efetivamente armazenados na memdria de referéncia do codificador. Neste caso, é
transmitida para o decodificador uma palavra-bindria iniciada por 0, indicando para
o decodificador que o vetor-cddigo a ser produzido como representante de = trata-
se de um vetor do tipo w;pz, seguida de log,(N/2) bits necessdrios para representar
o indice ¢ do vetor w;pz selecionado da memdria de referéncia. Por outro lado, se
média{z) < 0, a busca pelo vizinho mais préximo deveria contemplar uma procura
dentre os vetores-cddigo w; xz. Como estes vetores ndo se encontram armazenados na
membria de referéncia do codificador, a codificagio consiste em comparar o vetor —x
(vetor simétrico de «) com os vetores-cddigo w;pz. Uma vez determinado o melhor
representante para —x, é transmitida uma palavra-bindria iniciada por 1, indicando

que o vetor-cddigo a ser produzido pelo decodificador como representante de x trata-

3Para um vetor & = 1132+ 2x)7, em que T denota a operagio de transposigio, média(z} =
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Tabela 6.6: Diciondrio PCA com 16 vetores-cédigo bidimensionais w; = [wy wi]”,
com 1 < 1 < 16. A palavra-bindria do i-ésimo vetor-cddigo, w;, € denotada por b,

enquanto que wj; Tepresenta a j-ésima componente do vetor w;.

i Wiy Wiy b;
1] 0,56784 | 0,5784 | 0000
2 | 0,1365 | 0,1365 | 0001
3 | 06,1020 | 0,1020 | 0010
4 | 0,07685 | 0,0765 | 0011

5 | 0,0650 | 0,0550 | 0100
6 | 0,0357 | 0,0357 | 0101
7 10,0176 | 0,0176 | 0110
8
9

0,0010 | 0,0010 | 0111
-0,0010 | -0,0010 | 1000
10 | -0,0176 | -0,0176 | 1001
11 | -0,0357 | -0,0357 | 1010
12 | 20,0550 | -0,0550 | 1011
13 | -0,0765 | -0,0765 | 1100
14 | -0,1020 | -0,1020 | 1101
15 | -0,1365 | -0,1365 | 1110
16 | -0,5784 | -0,5784 | 1111

se de um vetor do tipo w; xz, seguida de uma seqiiéncia de log,(V/2) bits: cada bit
dessa seqiidncia é o complemento do bit correspondente na seqiiéncia de log,(IN/2) bits
necessdrios para representar o indice ¢ do vetor w; pg selecionado como o mais préximo
de —a segundo um critério de distorgao minima. E importante observar que, devido 4
simetria/organizagio do diciondrio PCA, o fato de © ter como vizinho mals préximo
um determinado vetor-cédigo wx41-inz implica dizer que o simétrico —x tem comeo
vizinho mais préximo w; pz = —WN41-iNZ-

Para ilustrar o algoritmo de codificacio proposto neste trabalho, considere o dici-
ondrio PCA da Tabela 6.6, que corresponde & tabela disponivel para o decodificador.
J4 o codificador dispde da Tabela 6.7, correspondente aos primeiros N/2 vetores-cédigo,

do tipo w; pz, da Tabela 6.6. Suponha que o sistema de comunicac¢io receba como en-
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trada o vetor & = [0, 0757 0,0792]7. Apés a avaliagio da média® das componentes desse
vetor, o codificador decide que o vetor-codigo a ser selecionado como o representante
(como a versdo quantizada) de = trata-se de um vetor do tipo w;pz. Determina-se,
assitn, que o primeiro bit da palavra-bindria transmitida para ¢ decodificador € 0. A
busca do vizinho mais préximo é entdo realizada no diclondrio efetivamente armaze-
nado (Tabela 6.7) na memdria de referéncia do codificador. Seguindo o critério de
distor¢io minima o vetor [0,0763 0,0765]7, com representagio bindria 011, ¢ selecio-
nado. O codificador, portanto, transmite para o decodificador a palavra-bindria 0011,
em que o primeiro bit informa que a versdo quantizada de 2 € do tipo w;pz (isto €,
um dos primeiro N/2 vetores do diciondrio de N vetores do decodificador) e os trés
tiltimos bits sio uma representagdo bindria do indice do vetor selecionado (da tabela
do codificador) como vizinho mais préximo de @. No outro lade do sistema de comu-
nicacgio baseado em QV, o decodificador, que dispde do diciondrio da Tabela 6.6, ao
receber a palavra-bindria 0011, produz como safda o vetor [0,0765 0, 0765]7.
Suponha, agora, que o vetor de entrada seja = = [—0,4795 — 0,4957]7. Apds
avaliar a média desse vetor, o codificador decide que a versdo quantizada de x {rata-se
de um vetor do tipo w; xz. Determina-se, assim, que o primeiro bit da palavra-bindria
transmitida para o decodificador é 1. E realizada uma busca pelo vizinho mais préximo
de —z dentre os N/2 vetores-cddigo disponiveis (Tabela 6.7) para o codificador: é
selecionado o vetor-cédigo [0,5784 0,5784]7 por ser o mais préximo (semelhante) a
[0,4795 0,4957]T = —a. O codificador transmite para o decodificador a palavra-bindria
1111, em que o primeiro bit informa que o vetor-cédigo selecionado como a versdo
quantizada de x é do tipo w; xz € os trés Ultimos bits correspondem ao complemento da
palavra-bindria 000 que identifica o vetor [0, 5784 0,5784]" no diciondrio efetivamente
disponivel ao codificador. No outro lado do sistema de comunicagao, o codificador, ao
receber a palavra-bindria 1111, produz como safda o vetor [~0,5784 — 0,5784]7.

Niimero de Operacdes do Método Proposto

O método de codificacdo proposto no presente trabalho serd denotado a partir de
agora por 1/2PCA, em virtude de o codificador utilizar apenas metade do diciondrio

Teiido em vista que soma positiva de todas as componentes de um vetor implica média positiva
das componentes, em lugar de determinar a média das componentes do vetor o método de codificagio
proposto calcula apenas a soma das componentes. Economiza-se, assim, uma operagiic de divisio para
cada vetor de entrada.
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Tabela 6.7: Vetores-cédigo bidimensionais efetivamente armazenados na meméria de
referéncia do codificador.

i Wiy win | Representacio bindria
10,5784 | 0,5784 000
2 10,1365 | 0,1365 001
310,1020 | 0,1020 010
4 | 0,0765 | 0,0765 g1t
5 10,0550 | 0,0550 100
6 10,0357 | 0,0357 101
7| 0,0176 | 0,0176 ' 110
8 | 0,0010 | 0,0010 111

previamente projetado com o algoritmo PCA.
Para codificar wmn determinado vetor de entrada, o algoritmo 1/2PCA testa, ini-
cialmente, a média desse vetor, Para tanto, é necessario apenas avaliar a soma das

componentes desse vetor:

{ soma{z) > 0 =média(z) > 0 (6.19)

soma(z) < 0 =>média(x) <0
O teste da média requer, portanto, X ~1 adigbes (uma vez que a soma das componentes

K
do vetor de entrada é dada por soma(z)=)_ z;) e 1 comparacdo (com 0).
=t
Considerando a medida de distor¢iio erro quadritico da Equagio (2.5) e tendo em

vista que o codificador realiza a busca pelo vizinho mais préximo em apenas N/2
vetores-cddigo, observa-se que para codificar cada vetor de enirada sio necessdrias
ainda K (N/2) multiplicagBes, K(N/2) subtracies, (K — 1)(N/2) adigtes e (N/2) — 1
comparagoes.

O nimero total de adigdes do algoritmo de codificagio 1/2PCA é, portanto, dado
por (K — 1)+ (K — 1)(V/2), em que o primeiro termo da soma diz respeito ao “teste
da média” e o segundo se refere ao processo de procura pelo vizinho mais préximo no
diciondrio com N/2 vetores-cédigo. O nimero total de comparagdes, por sua vez, é
ignal a 1+ (/2 — 1), em que o primeiro termo da soma se deve a0 “feste da média” e
o segundo termo é concernente s comparagdes de distancia (distor¢io quadratica) do

processo de busca pelo vizinho mals préximo.
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A Tabela 6.8 apresenta um resumo do ndmero total de operagdes envolvido no
algoritmo de busca total® (busca exaustiva pelo vizinho mais préximo, realizada de
forma convencional em um diciondrio com N vetores-c6digo), denotado por BT, e
no algoritmo 1/2PCA (em que apenas metade do diciondrio, correspondente a N/2
vetores-codigo, é efetivamente utilizada pelo codificador).

Tabela 6.8: Nimero de operagdes requerido para codificar um vetor, ao serem utilizados
os algoritmos BT e 1/2PCA, em fungio de K e V.

N*® de operagdes
BT 1/2PCA
X KN KN/2
} KN KN/2
+ (K —1)N | (K -1{1+N/2)
Comp.| N-1 Nj2

6.3.2 Resultados

A Tabela 6.8 mostra que o algoritmo 1/2PCA apresenta uma economia de 50% em
termos do nimero de multiplicagdes (bem como subtragBes) com relagio ao algorit-
mo BT.

Conforme se pode observar na Tabela 6.9, & medida que N aumenta o algoritmo
1/2PCA tende a levar a uma economia de 50% em termos do nimero de adigbes em
relacdo ao algoritmo BT. Na Tabela 6.9 observa-se que para K = 4e N = 128 ¢
algoritmo 1/2PCA requer 195 adicdes, o que representa uma economia de 49,21% em
relagdo as 384 adigdes requeridas pelo algoritmo BT.

No que diz respeito ao nimero de comparagbes, a Tabela 6.10 mostra que para
N = 32 e N = 64 sio obtidas, respectivamente, economias de 48,38% e 49,20% com a
utilizagfio do algoritmo 1/2PCA em lugar do algoritmo BT. Observa-se que a economia
do nimero de comparagdes do algoritmo 1/2PCA com relagiio ao algoritmo BT tende
a 50% & medida que N avmenta.

Foram realizadas simulagdes que tiveram como objetivo avaliar a queda de quali-
dade do sinal de voz reconstruido obtida ao se utilizar o algoritmo 1/2PCA em substi-

5)Mlaiores detalhes podem ser encontrados na Sego 2.2
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Tabela 6.9: Nimero de adigbes requerido para codificar um vetor, ao serem utilizados
os algoritmos BT e 1/2PCA, para diversos valores de N fixada a dimensio K = 4.
Entre parénteses estd indicada a economia do algoritmo 1/2PCA com relacéo ao algo-
ritmo BT.

N* de adigdes
BT | 1/2PCA
16 | 48 | 27 (43,75%)
32 | 96 | 51 (46,87%)
64 | 192 | 99 (48,43%)
128 | 384 | 195 (49,21%)

Tabela 6.10: Nimero de comparagdes requeride para codificar um vetor, ao serem
utilizados os algoritmos BT e 1/2PCA, para diversos valores de N. Entre parénteses

estd indicada a economia do algoritmo 1/2PCA com relagdo ao algoritmo BT.

N® de comparacdes
BT 1/2PCA

16 | 15 | 8 (46,67%)
32 | 31 | 16 (48,38%)
64 | 63 | 32 (49,20%)
128 | 127 | 64 (49,60%)

N
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tuicdo ao algoritmo BT. A Tabela 6.11 apresenta valores de relagio sinal-ruido segmen-
tal (SNRseg) do sinal de voz reconstruido para diversos valores de K e N. E possivel
observar que o algoritmo 1/2PCA pode eventualmente levar a uma pequena queda de
SNRseg do sinal reconstruido quando comparado com o algoritmo BT. Para X =2 e
N = 128, por exemplo, obtém-se uma queda de 0,16 dB em termos de SNRseg do sinal
reconstruido. As perdas de qualidade em termos de relagéo sinal-ruido segmental in-
troduzidas pelo algoritmo 1/2PCA ocorrem guando o “teste da média” desse algoritmo
leva um vetor de entrada a ser representado por um vetor-cédigo do tipo w; pz quando
de fato esse vetor de entrada deveria ser representado por um vetor-cédigo do tipo w;
caso o algoritmo BT (busca total pelo vizinho mais proximo no diciondrio completo,
de N vetores-cédigo) fosse utilizado. Também ocorrem quando o “teste da média” do
algoritmo 1/2PCA leva um vetor de entrada x a ser representado por um vetor-cédigo
do tipo w; nz quando de fato x deveria ser representado por um vetor-codige do tipo

w; pz €aso o algoritmo BT fosse utilizado.

Tabela 6.11: SNRseg (dB) do sinal de voz reconstruido, obtidas ao serem utilizados os
algoritmos BT e 1/2PCA, para diversos valores de K e V.

SNRseg {dB)
KN BT |1/2PCA
9116 | 88 | 886
2|32 | 11,01 1084
2164 12351 1235
2 1128 11341 13,25
41161617 8611
4132 7,8 7,51
4 1 64 | 8,96 8,42
4 |128] 942 | 890

A Figura 6.12 ilustra um caso em que o algoritmo 1/2PCA determina como verso
guantizada do vetor de entrada @ um vetor-cddige que difere do que deveria ser de-
terminado caso o algoritmo BT fosse untilizado. Na figura, as coordenadas r, e zy
representam, respectivamente, a primeira e a segunda componentes de qualquer vetor

(como =, ws e wg) definido no espago euclidiano R%. Observa-se que o algoritmo
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1/2PCA, em virtude de realizar o “teste da média” (por meio do qual verifica que o
vetor de entrada trata-se de um vetor com média negativa) e, conseqiientemente, in-
formar ao decodificador que o vetor-cédigo a ser produzido é um vetor do tipo w;nz,
faz com que o vetor-cédigo escolhido como versio quantizada de = seja o vetor wy. O
algoritmo BT, por sua vez, que realiza uma busca no dicionirio completo, determina
gue o vetor-cddigo wjy seja produzido como a versio quantizada de . No exemplo
da Figura 6.12, portanto, observa-se que o “teste da média” faz com que o algoritmo
1/2PCA leve um vetor de entrada a ser representado por um vetor-cédigo do tipo w; xz
(vetor wy) quando de fato o vetor @ deveria ser representado por um vetor-cédigo do
tipo w; pz (vetor ws) caso o algoritmo BT fosse utilizado. Na figura, a distancia entre
os vetores o e wy é denotada por dy e a distdncia entre os vetores @ e wqg é denotada
por dg. Como dg < dy um maior erro de quantizacio é obtido com a utilizagido de wy.
Em decorréncia de poder eventualmente levar a um maior erro de quantizagio quando
comparado ao obtido com o algoritmo BT, o algoritmo 1/2PCA pode levar a sinais
reconstruidos com valores de SNRseg inferiores aos obtidos com uso do algoritmo BT.

Finalmente, é oportuno mencionar que ¢ método de codificagio proposto, embora
tenha sido aplicado aos diciondrios PCA, pode ser extensivo a quaisquer diciondrios

que apresentemn simetria entre os vetores-cédigo.

Xxq
Wy
®
]
\
]
d; |
]
i
‘ 5
x o i
&,
Wy

Figura 6.12: Exemplo em que os algoritmos 1/2PCA e BT levam a representagdes

diferentes para um dado vetor de entrada .
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6.4 Avaliagao dos Dicionarios PCA para Uso em

Transmissao de Voz por Canal Ruidoso

Nesta secio é realizada uma avaliacio da gqualidade inerente dos diciondrios PCA
sob o ponto de vista da robustez aos erros de transmissdo de voz por um canal ruidoso.
Nesse contexto, cumpre salientar que, em se tratando de compressdo de voz baseada
em QV, os algoritmos PCA e LBG visam gerar diciondrios de qualidade, que levem a
sinais reconstruidos com a menor distor¢io para uma determinada taxa de codificagio.
A dindmica dos algoritmos PCA e LBG nao leva em consideragao a questao da sensibi-
lidade dos dicionarios projetados aos erros de transmissao. Dai utilizar-se, com efeito,
no presente trabalho, o termo robustez inerente dos dicionérios aos erros de canal.

A avaliacio dos diciondrios PCA quanto 3 robustez aos erros de canal ¢ levada a
efeito utilizando-se o modelo de canal bindrio simétrico. Para efeito de comparagio
sao também utilizados dicionarios LBG com o mesmo modelo de canal. Resultados de
sirmnulag@o apresentados neste trabalho mostram que os erros de transmissdo introdu-
zidos pelo canal levam a uma menor perda de qualidade do sinal de voz reconstruido
a0 serem utilizados diciondrios PCA.

6.4.1 Robustez Inerente aos Erros de Canal

A organizagio estruturada dos diciondrios PCA sugere que eles apresentem uma
maior robustez inerente aos erros de transmissio quando comparados aos diciondrios
LBG. Observa-se, por exemplo, nas Tabelas 6.6 e 6.12, que nos diciondrios PCA vetores-
¢6digo com pequenas distincias euclidianas tém uma melhor correspondéncia (relati-
vamente ao algoritmo LBG) com palavras-bindrias com pequenas distancias de Ham-
ming. A Tabela 6.6 também mostra que os diciondrios PCA té&m uma caracteristica
interessante: vetores-cddigo simétricos tém palavras-bindrias com méxima distancia de

Hamming, isto é, com distancia de Hamming igual a log, V bits.

6.4.2 Resultados

Nesta seciio sfo apresentados resultados de simulagio envolvendo transmissio de
voz por um canal bindrio simétrico (BSC, binary symmetric channel). Para avaliagio

da robustez inerente dos diciondrios PCA e LLBG aos erros de canal, utilizou-se um
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Tabela 6.12: Diciondrio LBG com 16 vetores-c6digo bidimensionais w; = [wy w7,

com 1 <17 < 16. A palavra-bindria do i-ésimo vetor-c6digo, w;, é denotada por b;,

enquanto que w;; representa a j-ésima componente do vetor w;.

1 Wiy Wia b;
1 | 0,0006 | -0,0003 | 0000
2 1-0,1391 ! -0,1414 | 0001
3 | -0,0740 | ~0,0801 | 0010
4 | 0,0468 | 0,0437 | 0011

5 | 0,0576 | -0,2353 | 0100
6 | 0,1532 | -0,0554 | 0101
7 | -0,3344 | -0,3209 | 0110
8
9

10,2202 | -0,2224 | 0111
-0,2029 | -0,0461 | 1000
10 | -0,0446 | -0,0288 | 1001
11| 0,2635 | 0,3676 | 1010
12 | 0,5461 | 0,5536 | 1011
13| 0,1871 | 0,1941 | 1100
14 | 0,1223 | 0,106 | 1101
15 | -0,0178 | ©0,1747 | 1110
16 | 0,3902 | 0,2229 | 1111

sinal de voz constituido de 29120 amostras (3,64 s), correspondente ao conjunto de
sentengas “O sol dlumina o fachada de tarde. Trabalhou mais do gque podia”.

A aquisi¢io (resolugdo 8,0 bit/amostra e taxa de amostragem 8 kHz) dos sinais
de voz utilizados nas simulagdes® foi realizada usando uma estagio de trabalho Sun®,
instalada com utilitdrios de processamento de dudio. A qualidade dos sinais de voz
reconstruidos foi avaliada utilizando-se a relagio sinal-ruido segmental (SNRseg).

O primeiro conjunto de avaliagdes teve como objetivo realizar uma andlise compa-
rativa dos diciondrios PCA e LBG sob o ponto de vista do indice de desordem. Con-
substanciado na Equacdo 2.8, utilizado como uma figura de mérito para avaliar o grau
de organizagio de um diciondrio tendo em vista o problema de transmissio por canal

SForam utilizados sinais distintos para projeto e para avaliagio dos diciondrios.
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ruidoso, o indice de desordem acumula as distancias euclidianas entre vetores-cédigo
cujas palavras-bindrias apresentam distincia de Hamming igual a 1 bit.

A Tabela 6.13 mostra que os diciondrios PCA apresentam {ndice de desordem (em
alguns casos mmito) inferior ao apresentado pelos diciondrios LBG, o que remete (con-
forme mostram os resultados apresentados ao final desta se¢io) & constataciio de os
diciondrios PCA serem mais adequados que os diciondrios LBG para o caso de o sistema
de comunicacio baseado em QV utilizar um canal rnidoso.

Considerando, por exemplo, gue o codificador fenha transmitido a palavra-bindria
1001, devido a um erro introduzido pelo canal ruidoso, admita-se que o decodificador
tenha recebido a palavra-bindria 1011, que dista de 1 bit da palavra-bindria transmi-
tida. Assim, utilizando o dicionario PCA da Tabela 6.6, o decodificador produz como
saida o vetor {—0,0550 - 0,0550]7 quando de fato deveria produzir como saida o
vetor {—0,0176 ~ 0,0176]7, caso a transmissdo tivesse sido realizada sem erro. Por
outro lado, usando o diciondrio LBG da Tabela 8.12, o decodificador produz como
saida o vetor [0,5461 0,5536]7 quando de fato deveria produzir como saida o vetor
[—0,0446 — 0,0288]7, caso a transmissio tivesse sido realizada sem erro. Observa-se,
neste exemplo, que o erro de transmissdo € mais critico no caso LBG. De fato, ao ser
utilizado o diciondrio LBG, a transmissiio sem erro leva a um vetor com duas compo-
nentes negativas de baixa amplitude; o erro de canal considerado leva a um vetor com
componentes positivas de alta amplitude. No caso de ser utilizado diciondrio PCA,
fanto a transmissao sem erro quanto a transmissio com erro levam a um vetor com
amostras negativas de baixa amplitude.

A Tabela 6.14 apresenta valores de SNRseg do sinal reconstruido {mais precisamen-
te, o valor médio de SNRseg resultante de 50 transmissoes do sinal para cada uma das
diversas probabilidades de erro de bit, ¢, consideradas) para diciondrios LBG e PCA
com N = 16, 32, 64 e 128 vetores de reconstrucio de dimensao K = 2.

A queda de qualidade provocada pelo canal ruidoso no sinal de voz reconstruido
pode ser avaliada por meio de

SNRseg(tsr) — SNRseg(e)
SNRseg(tsr)

RPSI\'Rseg (E) = x 100% (620)

em que RPgxne, (€} denota a redugdo percentual {em relagio a uma transmissio sem

TPara baixas probabilidades de erro de bit de um canal ruidoso, a probabilidade de ocorréncia de
miltiplos erros nas palavras-bindrias é pequena quando comparada com a probabilidade de ocorréncia

de erro em um bit,
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Tabela 6.13: Indice de desordem para os diciondrios LBG e PCA, para diversos valores
de K e N.

Ty
KN LBG | PCA
2 | 16 | 10,08 | 8,98
2 | 32 | 28,20 | 11,07
9 | 64 | 3092 | 2045
9 | 128 | 62,00 | 4011
4| 16 | 2722 | 25,63
4| 32 | 6005 | 33,77
4| 64 | 84,13 | 44,34
4128 | 12862 | 61,27

erro, denotada por tsr) da SNRseg do sinal reconstrufdo apés transmissio por um
canal BSC com probabilidade de erro de bit igual a ¢, enquanto SNRseg(tsr) =
SNRseg{e = 0,0) denota a SNRseg do sinal reconstruido apds transmissio sem er-
ro ¢ SNRseg(e) representa a SNRseg do sinal reconstruido apés transmiss@o por um
canal BSC com probabilidade de erro de bit igual a e. Portanto, fixados N, K e ¢, diz-
se que o diciondrio PCA apresenta uma maior robustez inerente aos erros de canal que
a apresentada pelo diciondric LBG se o valor de RPgypseg{€) obtido com o diciondrio
PCA for inferior ao valor de RPgypse;(€) obtido com o diciondrio LBG. Nesse sentido,
a Tabela 6.15 mostra que os diciondrios PCA sio menos sensiveis aos erros de canal
que os diciondrios LBG, em virtude de apresentarem, para todos os valores de N, K
e € considerados, menores valores de RPgxpeeg(€). Para K =2, N = 32 e ¢ = 0,0005,
por exemplo, o diciondrio PCA apresenta

11,01 — 10,37

RPSNBSeg(O,O{)Oé) = 101
¥

% 100% = 5,81%

enquanto que o algoritmo LBG apresenta

10,33 - 9,37

RPgvrseg (0, 0003) = 10.33
H

x 100% = 9, 29%.

A Figura 6.13 ressalta a robustez inerente dos diciondrios PCA aos erros de canal.

Até mesmo para o caso de um diciondrio PCA levar a um sinal reconstruido com
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Tabela 6.14: SNRseg (dB) em funcio da probabilidade de erro de bit, €, para os diciondrios LBG e PCA com dimensio K = 2
¢ tamanho N. '

L SNRseg
N | Diciondrio 1= T 50001 | ¢ = 0,0005 | < = 0,001 | €= 0,006 | ¢ = 0,01 | ¢=0.05 | ¢ = 0.1
. | LBO 7,52 7,40 6,87 6,21 9,58 0,17 | -7,32 | -10,19
PCA | 8,86 8,73 8,27 7,74 4,32 1,39 | -7,04 | -10,15 -
s | LBG _[1033| 1015 9,37 8,49 3,46 0,03 | 7,98 | -10,91 .
PCA | 11,01 | 1087 10,37 9,78 6,08 3,00 | -4,80 | -8,07
os | LBG [1355] 1326 12,34 11,18 4,95 0,98 | -7,39 | -10,18
PCA | 1235 | 12,17 11,42 10,56 5,65 1,9 | 6,15 | -9,05
19| LBG [ 1581 1554 14,54 13,51 7,09 2,67 | -582 | -857
PCA | 1341 | 1319 12,43 11,54 6,67 341 | -4,44 | 743




Tabela 6.15: Reducdo percentual de SNRseg em rela¢io & transmissio sem erro, para
alguns valores de probabilidade de erro de bit, €, para dicionirics LBG ¢ PCA com
dimensdo K = 2 e tamanho N,

N | Dicionédrio RPsxRaey(c)
e=0,0001 | e=0,0005 | ¢ =0,001 | ¢ = 0,005
6 LBG 1,59% 8,64% 17,42% | 65,69%
PCA 1,46% 6,65% 12,64% | 51,24%
2 LBG 1,74% 9,29% 17,8_1% 66,50%
PCA 1,27% 5,81% 11,17% | 44,77%
64 LBG 2,14% 8,92% 17,49% | 63,46%
PCA 1,43% 7,53% 14,49% | 54,25%
108 LBG 1,70% 8,03% 14,54% | 53,15%
PCA 1,64% 7,30% 13,94% | 50,26%

SNRseg inferior ao obtido com uso de diciondrio LBG para o caso de transmissio sem
erro (vide por exemplo SNRseg para N = 64 considerando € = (,0 na Tabela 6.14}, a
robustez aos erros de canal apresentada pelo diciondrio PCA € tal que a partir de uma
determinada probabilidade de erro de bit os valores de SNRseg apresentados pelo sinal
reconstruido com diciondrio PCA supera os valores de SNRseg apresentados pelo sinal

reconstruido com diciondrio LBG.

Sensibilidade de Cada Bit das Palavras-Bindrias aos Erros de Canal

Nesta segdo sdo apresentados resultados referentes 3 avaliagdo da sensibilidade de
cada bit das palavras-bindrias b; = (5,(2), 5:(3), ..., bm(8)) aos erros da canal, Para
tanto, os bits de todas as palavras-bindrias foram sistematicamente invertidos na saida
do codificador de fonte. Observe que by {7} corresponde ao primeiro bit ou bit mais
significativo (MSB, most significant bit) da palavra b;, enquanto b,(%) corresponde ao
bit menos significativo (LSB, least significant bif) da palavra-bindria b; de m =log, NV

bits.

Admita-se que o sinal a ser codificado seja constituido de M vetores. Obedecendo
& regra do vizinho mais préximo, o codificador de fonte transmite M palavras-bindrias
para o decodificador. Nesta seqdo é apresentada uma avaliagio da relagfo sinal-ruido

segmental do sinal de voz reconstruido admitindo-se que seja invertido o j-ésimo bit
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SNRseq{dB)

[
0.0004 0.001 0.01
Probabitidade de Erro de Bit

Figura 6.13: Relagdo sinal-ruido segmental do sinal de voz reconstruido, em fun¢ao da
probabiliade de erro de bit, para os diciondrios LBG e PCA com K =2 ¢ N = 64,

(com 1 < j < m) de cada uma das M palavras-bindrias recebidas pelo decodificador
do sistema de comunicacdes baseado em QV.

As Tabelas 6.16, 6.17, 6.18 e 6.19 mostram que, em se tratando dos diciondrios PCA
com dimensdo K = 2, o 12 bit (MSB) € o mais importante no contexto de transmissio
com erro. De fato, os menores valores de SNRseg (dB) do sinal de voz reconstruide com
diciondrios PCA sio obtidos quando da inversio do 12 bit de cada palavra-bindria b;.
Nos dicionarios PCA com dimensdo K = 2, portanto, o 12 bit das palavras-bindrias é o
malis sensivel aos erro de canal. Essa caracteristica nio é apresentada pelos dicionérios
LBG: na Tabela 6.17, referente a N = 32, o 22 bit das palavras-bindrias LBG é o
mais sensivel aos erros de canal; na Tabela 6.18, concernente a N = 64, o 42 bit das
palavras-bindrias LBG € o mais sensivel aos erros de canal.

A maior importancia (no contexto de transmissdo de voz por canal ruideso) do
12 bit das palavras-bindrias dos vetores-céddigo PCA de dimensio K = 2 qualifica os
diciondrios PCA com K = 2 como adequados para aplicagio de técnicas de UEP (une-

qual error protection).
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Tabela 6.16: Sensibilidade de cada bit das palavras-bindrias dos vetores-cédigo LBG e

PCA, considerando K = 2 ¢ N = 16; valores de SNRseg (dB) do sinal reconstrufdo
obedecendo as condigbes impostas.

SNRseg (dB)

Condi¢io imposta e b; PCA | 1LBG
Sem inversio de bit BRG | 7,62

Inversdo do 12 bit (MSB) | -17,52 ; -16,26
Inversiio do 22 bit -12,05 1 214,23
Inversio do 32 bit -7435 ] -14,71
Inversdo do 42 bit (LSB) | -3,29 |-10,81

Tabela 6.17: Sensibilidade de cada bit das palavras-bindrias dos vetores-cédigo LBG e

PCA, considerando K = 2 ¢ N = 32: valores de SNRseg (dB) do sinal reconstruido
obedecendo s condicBes impostas.

SNRseg (dB)
PCA | LBG
Sem inversdo de bit 11,01 | 10,33
Inversdo do 12 bit (MSB) | -15,67 | -12,16

Condicao imposta em b;

Inversdo do 2% bit -10,76 | -16,52
Inversdo do 32 bit -5,59 | -13,77
Inversdo do 4° bit -0,77 | -12,08

Inversdo do 52 bit (LSB) | 2,25 | -14,13




Tabela 6.18: Sensibilidade de cada bit das palavras-bindrias dos vetores-cédigo LBG e
PCA, considerando K = 2 e N = 64: valores de SNRseg (dB) do sinal reconstruido
obedecendo &s condigdes impostas.

SNRseg (dB)

Condi¢do imposta em b, PCA | LEG
Sem inversdo de bit 12,35 § 13,55
Inversdo do 1% bit {MSB) | -13,05 | -12,23
Inversdo do 22 bit -10,44 | -12,36
Inversiio do 3¢ bit -8,33 | -14,01
Inversao do 42 bit -9,03 | -14,43
Inversdo do 52 bit -10,82 | -10,80
Inversdo do 62 bit (LSB) | -11,56 | -13,35

Tabela 6.19: Sensibilidade de cada bit das palavras-bindrias dos vetores-cédigo LBG e
PCA, considerando K = 2 ¢ N = 128: valores de SNRseg (dB) do sinal reconstruido
obedecendo as condigdes impostas.

SNRseg (dB)
PCA | LBG

Sem inversio de bit 13,41 | 15,81
Inversdo do 12 bit (MSB) | -12,97 | -11,40

Condicao imposta em b; -

Inversdo do 2° bit -8,76 | -12,44
Inverso do 3% bit -7,05 | -11,62
Inversdo do 4¢ bit -7,31 | -11,48
Inversdao do 52 bit -8,63 | -10,97
Inversio do 6% bit -3,69 | -8,65

Inversdo do 7% bit {LSB) | 2,30 | -9,45
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Capitulo 7

Conclusoes

7.1 Introducao

O projeto de diciondrios tem uwm papel importante para o bom desempenho de sis-
temas de processamento de sinais baseados em quantizagio vetorial (QV). Em sistemas
de codificagio de voz e imagens baseados em QV, a qualidade dos sinais reconstruidos
depende dos diciondrios projetados. Em sistemas de identificacdo de locutor que uti-
lizam QV paramétrica, as taxas de identificacio dependem dos dicionérios de padroes
acisticos de referéncia projetados para cada locutor cadastrado pelo sistema.

Neste trabalho foram apresentadas quatro técnicas para projeto de diciondrios. A
primeira técnica, denominada SOA, consiste na introducio de uma modificagio do
algoritmo apresentado por Franga e Aguiar Neto em [25]. A segunda, denominada
SSC, apesar de preservar ¢ mesmo acrbnimo do algoritmo apresentado por Franga e
Aguiar Neto em [24], introduziu uma modificagdo no algeritmo competitivo descrito
em [24]. A terceira, denominada FS-8SC, é resultante da introdugdo do principioc de
consciéncia de Grossberg no algoritmo SSC. A quarta, denotada por PCA, apresenta-
se como uma modificagio do algoritmo proposto por Franga e Aguiar Neto em [193].
A modificacao consistin em introduzir uma operagio de normalizagdo no conjunto de
autovetores da matriz de covaridncia de um sinal de voz tipico.

Foram apresentados resultados e avaliagfes referentes & codificagdo de voz e imagens
baseada em QV, bem como resultados concernentes ao reconhecimento de locutores
baseado em QV paramétrica.

Por meio da obtengdo de expressdes analiticas para o mimero de operagfes (divisdes,

multiplicagbes, comparagfes, adigdes e subtragfes) realizadas pelos algoritmos LBG e
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SSC durante o projeto do dicionério, foi desenvolvido um instrumental matematico que
permitiu uma avaliagido adequada da complexidade computacional desses algoritmos.

O trabalho também apresentou um método para redugio da complexidade compu-
tacional envolvida na etapa de codificagio da QV. O método proposto, denominado
1/2PCA em virtude de o codificador utilizar apenas metade de um diciondrio PCA pre-
viamente projetado, explora eficientemente a organizacio estruturada que caracteriza

os diciondrios projetados com o algoritmo PCA.

7.2 Comentarios sobre as Avaliacoes Realizadas

Em se tratando de codificagiio de forma de onda de voz baseada em guantizacio
vetorial simples (isto &, QV no dominio temporal), mostrou-se que os diciondrios SOA e
SSC apresentam desempenho préximo. Para diversas taxas de codificagdo foi apontada
uma superioridade dos diciondrios SOA, 88C e FS-88C sobre os dicionédrios LBG em
termos de relagio sinal-rufdo segmental (SNRseg) do sinal de voz reconstruido.

Quanto & codificagio de imagens baseada em QV simples {isto ¢, QV no dominio
espacial), constatou-se que os algoritmos SOA e SSC apresentam desempenho satis-
fatério. As simulagles realizadas mostraram que melhores resultados em termos de
relagio sinal-rufdo de pico (PSNR) da imagem reconstruida podem ser obtidos com a
substituigio dos dicionarios LBG por diciondrios SOA ou SSC.

O presente trabalho também contemplou uma anilise comparativa da qualidade
inerente dos dicionérios SOA, §8C e LBG sob o ponto de vista da complexidade com-
putacional envolvida na fase de codificacio da QV, ao serem utilizados dois algoritmos
cldssicos para otimizagao da procura do vizinho mais préximo. Simulagoes envolvendo
QV de imagens mosiraram que os dicionarios SOA implicam uma maior redugido da
complexidade computacional (isto é, maior redugfio do nimero de multiplicages por
amostra, quando da utilizagio dos dois algoritmos para procura eficiente do vizinho
mais préximo) que a obtida ao serem utilizados diciondrios 8SC e LBG.

No que diz respeito & codificagio de imagens wsando DWT + QV {isto é, QV
do dominio wavelet), observou-se que os diciondrios multiresolucionais SSC podem
levar a imagens reconstruidas com maiores valores de PSNR, quando comparados aos
diciondrios multiresolucionais LBG.

Em se tratando de QV dos parimetros LSF, constatou-se que os diciondrios S8C

em geral levam g uma percentagem de outliers {com distorgio espectral enire 2 dB e
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4 dB como também com distor¢io espectral superior a 4 dB) inferior & obtida com o
uso de diciondrios LBG.

Quanto & quantizacio vetorial aplicada ao reconhecimento de locutor, os algoritmos
SOA, 88C, FS-58C e LBG foram utilizados para projetar dicionérios (64 vetores-cédigo
de dimensédo 12} de padrdes acisticos. Foi considerado um sistema de identificagdo de
Iocutor baseado em QV paramétrica no qual foram cadastrados 20 locutores. Foram
considerados 5 par@metros acusticos: coeficientes LPC, cepestrais, cepestrais pondera-
dos, delta cepestrais e delta cepestrais ponderados. Para para cada pardmetro acistico
considerado (com excecio de delta cepesirais ponderados e cepestrais ponderados), a
substituicdo dos diciondrios LBG pelos diciondrios de padrdes aciisticos obtidos com
algum dos algoritmos ndo-supervisionados (SOA, SSC ou FS-SSC) leva a uma melhoria
de desempenho em termos de taxas médias de identificagéo.

Por meio da realizac¢do de projeto de diciondrios destinados & QV de forma de onda
de voz, os resultados concernentes 4 contabilizagdo do nimero de operagdes executa-
das pelos algoritmos SSC e LBG respaldaram as conclusGes resultantes das expressdes
analiticas desenvolvidas no presente trabalho para a complexidade computacional des-
ses algoritmos. Apontou-se uma superioridade do algoritmo SSC sobre o algoritmo
LBG em termos de ntimero de operagdes realizadas.

No que se refere ao algoritmo PCA, as simulagdes realizadas apontaram uma supe-
rioridade desse método sobre sua versio original, proposta em [193]. Para vérias taxas
de codificacdo, o algoritmo PCA apresentou um desempenho superior ao apresentado
pelo algoritmo LBG e préximo do desempenho dos algoritmos SOA e 8SC, em termos
de SNRseg dos sinais reconstruidos. Sessbes de escuta informais mostraram, para todas
as taxas de codificagio consideradas do quantizador vetorial com dimensao K = 2, que
os sinais de voz reconstruidos utilizande-se diciondrios PCA apresentam gqualidade su-
perior & apresentada pelos sinais reconstruidos com uso de diciondrios LBG e SOA. Os
testes de escuta informais, entretanto, apontaram a presenga de um “sinal artificial”, o
ruido musical, nos sinais reconstruidos por meio de QV com dimensdes K =4e K = 8.
Mostrou-se que o algoritmo PCA gera diciondrios estruturados, o que ndo ocorre com
os algoritmos SOA, S5C e LBG.

Quanto ao algoritmo 1/2PCA, as avaliagBes realizadas e os resultados obtidos mos-
traram que este novo método de codificagio leva a uma economia de 50% em termos de
ntimero de multiplicacGes e subtragdes quando comparado ao algoritmo convencional

de busca total (BT} do vizinho mais préximo. A medida que o tamanho do dicionrio
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aumenta, o algoritmo 1/2PCA tende a levar 2 uma economia de 50% em termos de
nimero de adigbes e comparacdes quando comparado ao algoritmo BT. Observou-se,
no entanto, que o algoritmo 1/2PCA pode eventualmente levar a uma pequena queda
de SNRseg do sinal reconstruido quando comparado com o algoritmo BT

No tocante & avaliacio dos diciondrios PCA para uso em transmissfic de voz por
canal ruidoso, os resultados obtidos mostraram que os diciondrios PCA apresentam

uma maior robustez aos erros de canal quando comparados aos dicionarios LBG.

7.3 Contribuicoes Mais Relevantes
As seguintes contribuiges podem ser destacadas:

1. Desenvolvimento do algoritmo SOA, a partir da introdugio do parimetro taxa de
aprendizagem final no algoritmo apresentado em [25]. Em virtude de apresentar
um pardmetro a mais, a vers&o do algoritmo SOA desenvolvida no presente traba-
Tho apresenta uma maior flexibilidade {um maior nimero de graus de liberdade)

para o projeto de diciondrios;

2. Desenvolvimento do algoritmo SSC, resultante da introducio do parimetro ta-
xa de aprendizagem final no algoritmo apresentado em [24]. O algoritmo SSC
desenvolvido no presente trabalho apresenta cinco pardmetros ajustdveis;

3. Descricdo detalhada dos algoritmos SOA e 8SC, destacando e discutindo as prin-
cipals diferencas entre os algoritmos SOA e de Kohonen. Nesse sentido, o para-
digma de vizinhanca apresentado pelo algoritmo SOA foi devidamente aborda-
do — mostrou-se que o algoritmo SOA, por definir a vizinhanga no préprio espago
de padrdes, como uma hiper-esfera centrada no vetor de treino, procura permi-
tir que o conjunto de treino produza uma influéncia mais justa (em comparagao
ao algoritmo de Kohonen, cuja vizinhanga é definida numa grade topolégica de
nds, sendo centrada no né correspondente ao neurdnio/vetor-cédigo vencedor)
dos vetores de treino no projeto dos vetores-cédigo do diciondrio. Mostrou-se
também que a defini¢do de vizinhanga do algoritmo SOA representa uma evo-
lugdo da definicdo de vizinhanga apresentada por Franga e Aguiar Neto em (23],

apresentando-se também como uma defini¢do mais coerente que essa dltima,
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4. Desenvolvimento do algoritmo FS-SSC, resultante da introducgéo do principio de
consciéncia de Grossberg no algoritmo 5SC;

ki)

. Obtencdo de expressdes analiticas (em funcio do tamanho do diciondrio, da di-
mensdo dos seus vetores-codigo, do nimero de vetores do conjunto de treino

e do nimero de iteragdes realizadas durante o treinamento do dicionério) para

o ntmero de operagdes (divisdes, multiplicagdes, comparagBes, adigdes e sub-
tragoes) realizadas pelos algoritmos SSC e LBG. Estas expresstes permitiram
estabelecer condigbes que devem ser obedecidas para que o algoritmo SSC se-

ja malis. eficiente que ¢ algoritmo LBG quanto & complexidade computacional

envolvida no projeto de dicionarios;

6. Desenvolvimento do algoritmo PCA, resultante da modificagio do algoritmo pro-
posto por Franca e Aguiar Neto em {193]. A modificagio consistiu na introdugido

de uma operagio de normalizagio dos auntovalores da matriz de covaridncia do
sinal de voz. Mostrou-se que o método proposte apresenta um desempenho su-

perior ao apresentado por sua versdo original;

7. Concepgio de um método para redugde da complexidade computacional envol-
vida na etapa de codificagdo da QV. O método proposto, denominado 1/2PCA
em virtude de o codificador utilizar apenas metade de um diciondrio PCA pre-
viamente projetado, explora eficientemente a organizagdo estruturada dos dicio-
ndrios PCA.

7.4 Propostas de Trabalhos Futuros

Podem ser apontadas as seguintes propostas de continuagao do trabalho:

1. Introdugdo de uma modifica¢do na definigio de vizinhanga do algoritmo SOA,
de modo a tornd-lo adequado para projeto de diciondrios que apresentem uma
robustez a erros de canal — uma possivel modificacdo consistiria em definir a
vizinhanga nio mais no espago euclidiano, mas sim no espago de Hamming, isto
¢, na primeira fase do algoritmo SOA seriam atualizados todos os vetores-cédigo
cujas palavras-bindrias fossem préximas {pequenas distincias de Hamming) da

palavra-bindria do vetor-cédigo vencedor;
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w1

. Avaliagdo da complexidade computacional dos algoritmos FS-8SC, SOA e de

Kohonen;

. BEstudo e desenvolvimento de técnicas para reconhecimento de locutor utilizando

voz corrompida por ruido;

. Aplicacio de algoritmos de redes neurais para determinacio de componentes

principals;

. Aplicagio de técnicas mais elaboradas de alocacgio de bits em codificagio de sinais

utilizando wavelets e QV;

. Implementagdo e avaliagio de outra versdo de aprendizagem competitiva sensivel

a freqliéncia. Precisamente, incorporar no algoritmo FS-55C a sistemética pro-

posta em [186], emn que ¢ utilizada a distor¢io modificada

&)=+ ff" )% d(), (7.1)
thd

em que f; é a freqiiéncia do vetor-cédigo w; (nimero de vezes que foi escolhido
vencedor até o momento} e fing é um limiar de freqiiéncia. O termo }ﬁ; representa
a sensibilidade & freqiiéncia da funco distorgio modificada. Segundo [186], a
escolha de fi4 tem um papel importante para o bom desempenho do diciondrio
projetado.
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Apéndice A

Entropia Normalizada dos

Vetores-Cddigo

Este apéndice descreve a entropia normalizada dos vetores-cddigo, que serve como
uma medida para avaliar o grau de homogeneidade da distribuicio dos vetores da fonte
a0 longo das células de Voronoi [35].

Seja W = {w; | { = 1,2,..., N} um diciondric de tamanho N, em que w; denota o
t-ésimo vetor-cédigo K-dimensional. Seja p; a probabilidade de que um dado vetor da
fonte pertenga & regiio ou célula de Voronoi correspondente a w;. Em outras palavras,
p;i representa a probabilidade de que w; seja o vizinho mais préximo de um dado vetor
de entrada z, isto é, o vetor-c6digo mais semelhante a  dentre todos os vetores-cédigo
do diciondario.

Seja S = {z,, s = 1,..,m} um longo conjunto de treino {isto é, m >> N)
representativo, ou seja, $ é um longo conjunto de vetores representativos que sdo
utilizados no algoritmo de projeto de diciondrio. O conjunto S também pode ser
um longo conjunto representativo de vetores da fonte a ser codificada (quantizada
vetorialmente) por meio da utilizagio de um diciondrio previamente projetado. Devido
a0 mapeamento promovido pela quantizacio vetorial, o conjunto S € particionadoem N
conjuntos (disjuntos) de Voronoi S;, i = 1, ..., N, em que cada célula S; coleciona todos
os vetores da fonte que sdo mapeados no i-ésimo vetor-cédigo: S; = {z, : Q(z,) = w;}.
Em outras palavaras, 1; é o vetor-cddigo mais préximo de &, € 5.

Seja rn; o tamanho do subconjunto S, isto é, m; € o nimero de vetores de entrada
mapeados no i-ésimo vetor-cédigo. Uma estimativa para a probabilidade de que ;

seja 0 vetor-cédigo mais préximo de qualquer x, (que corresponde & probabilidade de
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que S; seja a célula de Voronoi de x,) pode ser obtida como
pi= ;;f (A1)

A entropia H dos vetores-cddigo é definida como

ol 1
H =" "p;logy(

). A2
=1 pi) ( )
A entropia normalizada H dos vetores-cédigo é dada por
~ H
H = i Al
isto &,
il 1
. 2pilossl )
= Ad
H log, N (A4)

A miéxima entropia normalizada ocorre para vetores-codigo equiproviveis. De fato,
equiprobabilidade implica H = log, N. Como conseqiiéncia, H=1 E importante
observar que H — 1 3 medida que aumenta a homogeneidade da distribuicio dos
vetores de entrada ao longo das células de Voronoi, isto é, H = 1 & medida que
H — log, N. Por outro lado, para N determinado, a entropia normalizada decresce &
medida que aumenta o nimero de células de Voronoi peguenas.
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