Universidade Federal de Campina Grande
Centro de Engenharia Elétrica e Informatica

Coordenacao de Pos-Graduacao em Ciéncia da Computagao

Uma Abordagem Centrada na Filtragem Colaborativa para Redugao do

Custo Computacional do Método k-Nearest Neighbors

Antonio Alexandre Moura Costa

Dissertagdo submetida a Coordenagdo do Curso de Pos-Graduagao em
Ciéncia da Computagao da Universidade Federal de Campina Grande -
Campus T como parte dos requisitos necessdrios para obtengdo do grau

de Mestre em Ciéncia da Computacio.

Area de Concentrac¢io: Ciéncia da Computagio

Linha de Pesquisa: Metodologia e Técnicas da Computagio

Orientadores

Angelo Perkusich e Hyggo Almeida

Campina Grande, Paraiba, Brasil

©Antonio Alexandre Moura Costa, junho/2014



FICHA CATALOGRAFICA ELABORADA PELA BIBLIOTECA CENTRAL DA UFCG

C837a Costa, Antonio Alexandre Moura,
Uma abordagem centrada na filtragem colaborativa para redugio
do custo computacional do método k-Nearest Neighbors [ Antonio
Alexandre Moura Costa. - Campina Grande. 2014. ‘
74 f. 1 il. color,

Dissertagdo  (Mestrado  em  Ciéncia  da  Computagio) -
Universidade Federal de Campina Grande, Centro de Engenharia
Elétrica ¢ Informatica.

"Orientagdo: Prof. Dr. Angelo Perkusich. Prof. Dr. Hyggo
Almeida".
Referéncias,

. K-Nearest — Neighbors. 2. Filtragem  Colaborativa.
3. Desempenho. [ Perkusich, Angelo. 1. Almeida. Hyggo.
1. Titulo.

CDU 004.65 (043)




"UMA ABORDAGEM CENTRADA NA FILTRAGEM COLABORATIVA PARA REDUCAO
DO CUSTO COMPUTACIONAL DO METODO K-NEAREST NEIGHBORS"

ANTONIO ALEXANDRE MOURA COSTA

DISSERTACAO APROVADA EM 26/06/2014

HYG IVEIRA DEALMEIDA, D.S¢, UFCG

Orientador(a)

ANGELé PERKl%ICH, D.S¢, UFCG

Orientador(a)

0 "

lji:»l—w MA'{.»
LEANDRO BALBY'MARINHO, Dr., UFCG
. / xaminador(a)

)

/

MARCOS RICARPO ALC \ MORALIS, D.Sc, UFCG
/ Examinador(a)

/

CAMPINA GRANDE - PB



Resumo

Com o surgimento da Web 2.0 o volume de informagdes disponiveis na Internet cresceu
acentuadamente, tornando cada vez mais dificil para o usudrio alcangar a informagio dese-
Jada. Sistemas de recomendagdo surgem como uma alternativa a esse problema, sugerindo
conteddo personalizado. A filtragem colaborativa é uma das abordagens mais eficazes na
drea de recomendacdo. Dentre os algoritmos colaborativos, os modelos baseados em fa-
tores latentes constituem o estado da arte na drea. Entretanto, tais modelos ndo conseguem
fornecer uma justificativa para o item recomendado, o que em determinados dominios pode
tornar a recomendacdo desinteressante e facilmente ignorada pelo usudrio. Diante desse
contexto, uma alternativa interessante é o k-Nearest Neighbors (KNN), um método simples.
popular e capaz de fornecer excelentes resultados. Essa téenica gera recomendagdes a partir
das avaliacoes dos usudrios mais similares (vizinhos mais préximos) ao usudrio alvo. Ape-
sar de sua eficicia, o KNN apresenta um custo computacional elevado ao ser executado em
grandes bases de dados, tornando sua aplicagdo inviavel em alguns dominios. Neste trabalho
objetiva-se melhorar o desempenho do kNN a partir da restri¢cdo do espaco de busca dos
vizinhos mais proximos. O método proposto utiliza uma heuristica de selecio baseada na
escolha dos usudrios que mais avaliaram itens. Como resultado, constatou-se que utilizando
apenas 15% dos usudrios na busca dos vizinhos, consegue-se reduzir significativamente o

custo computacional, porém mantendo alto nivel de acurdcia.
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Abstract

With the emergence of Web 2.0 the volume of information available on the Internet has
grown dramatically, becoming increasingly difficult for the user to achieve the desired in-
formation. Recommendation systems emerge as an alternative to this problem, suggesting
personalized content. Collaborative filtering is one of the most effective approaches in the
area of recommendation. Among the collaborative algorithms, latent factors models are the
state of the art in the area. However, such models can not provide a justification for the
recommended item, which in some areas can make the recommendation uninteresting and
easily ignored by the target user. In this context, an interesting alternative is the k-Nearest
Neighbors ( KNN ). a simple, popular and very robust method. This technique generates
recommendations from ratings of the most similar users (nearest neighbors) to the target
user. Despite its efficiency, KNN has a high computational cost when executed over large
databases, making its application impractical in some domains. In this work we aim to
improve the performance of kNN from the restriction of the search space of the nearest
neighbors. The proposed method uses a user heuristic selection based on the choice of most
rated items. As a result it was found that using only 15% of the neighbors searching space, it
was possible to significantly reduce the computational cost, while maintaining high accuracy

level.
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Capitulo 1

Introducao

O surgimento da Web 2.0 [45], termo criado em 2004 pela empresa O Reilly Media', propor-
cionou uma mudanca na forma como a Internet € percebida pelos usudrios. Eles deixaram
de ser apenas consumidores para se tornarem também produtores de contetido, chamados
prosumers (do inglés producer and consumer). Tal mudanga acentuou um problema co-
nhecido como Information Overload [14,20, 35], que sobrecarrega os usudrios de opgoes,
impossibilitando-os de escolherem a alternativa mais adequada aos seus interesses.

Diante desse contexto os sistemas de recomendacgidio (SRs) [4, 31,40, 48, 54] ganharam
destaque e tornaram-se bastante atrativos, tanto para o setor produtivo quanto para o meio
académico. Esses sistemas reinem técnicas computacionais com o intuito de fornecer itens
personalizados (filmes, musicas, livros, etc) aos usudrios. Grandes empresis como NetFlix?,
Groupon®, Facebook®, Amazon®, dentre outras, utilizam métodos de recomendacdo em larga

escala. Os SRs, geralmente, sdo divididos em trés tipos:

e Filtragem Baseada em conteido(FBC) [40, 43]: gera recomendacoes a partir da

comparacao do perfil do usudrio e do contetido/descricido dos itens.

e Filtragem Colaborativa(FC) [10,29,57]: recomenda com base em informagdes de

outros usudrios.

'www.oreillv.com
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e Filtragem Hibrida(FH) [5,13,15]: corresponde a uma combinacido de duas ou mais

abordagens de recomendagio.

A filtragem colaborativa vem se destacando como um dos métodos mais proeminentes na
drea de recomendacdo. Essa abordagem recomenda itens a partir das avaliagdes de usudrios
com interesses semelhantes ao usudrio alvo da recomendagéo. A ideia da FC ¢ que usudrios
semelhantes tendem a avaliar itens de forma similar. As avaliacdes podem ser explicitas,
quando o usudrio expressa de forma clara seu interesse pelo item, ou implicitas, quando o
interesse do usudrio ¢ inferido a partir de seu comportamento. Uma das vantagens da FC
¢ a independéncia sobre o contetido dos itens, enquanto que na FBC o processo de reco-
mendagio depende da extragcdo do contetido, o que em alguns casos pode ser um processo
Custoso.

Atualmente, o estado da arte da drea de recomendacio € formado pelos modelos baseados
em fatores latentes [3,38,42]. Os fatores latentes s@o varidveis que ndo s@o observadas dire-
tamente, porém sdo inferidas de varidveis observadas. Elas podem corresponder a aspectos
da realidade fisica, porém nio € possivel especificar quais aspectos sio esses. Por exemplo,
na drea de recomendacio fatores latentes podem corresponder ao género ou idade do usudrio,
pois sdo caracteristicas podem influenciar na escolha do item, mas néo se pode defini-las com
certeza. Esses métodos estdo entre as melhores técnicas de recomendagio, pois conseguem
fornecer excelentes resultados mesmo trabalhando com bases de dados grandes e esparsas.
Entretanto, tais modelos possuem uma limitagao ligada ao fato de nao ser possivel justificar
a recomendagao fornecida, ou seja, ndo hd como explicar o porqué de um determinado item
ter sido recomendado ao usudrio, justamente pelo fato de nio ser € possivel definir a que
estdo relacionados os fatores latentes.

Diante desse contexto, o k-Nearest-Neighbors (kNN) [36, 39, 61] surge como uma boa
alternativa, O kNN € uma técnica supervisionada para classificacdo de objetos a partir de
instancias mais préximas no espago de caracteristicas. Na drea de recomendagio esse método
¢ bastante utilizado como uma técnica colaborativa para predi¢do de notas (ou avaliagdes).
Mesmo tendo perdido espago para os modelos de fatores latentes, o KNN ainda ¢ uma das
abordagens mais utilizadas devido a sua simplicidade e & obtengdo de 6timos resultados.

Umas das vantagens do kNN em relacdo aos modelos de fatores latentes, refere-se ao

fato de ser possivel expor ao usudrio a origem da recomendacdo fornecida, uma vez que ela



1.1 Problemdtica K)

¢ gerada a partir das informagdes dos / vizinhos mais proximos do usudrio alvo. Alguns
trabalhos [9,27, 30,60] mostram que hd um aumento do interesse e aceitagiio da recomenda-
¢ao quando agrega-se uma justificativa ao item recomendado. Por exemplo, no dominio de
compras coletivas muitos dos produtos e/ou servigos oferecidos provém de novos estabele-
cimentos que almejam conquistar seus primeiros clientes. Do outro lado estd o consumidor,
indeciso em relagdo & aquisicdo da oferta de um estabelecimento com credibilidade ainda
ndo reconhecida. Ao recomendar uma oferta, as chances de um usudrio se interessar, prova-
velmente, serdo maiores se ele souber que outros usudrios proximos (por exemplo, amigos
em sua rede social) também demonstraram interesse pela oferta. Diante disso, o kNN surge

como a melhor opcio.

1.1 Problematica

O kNN ¢ um método simples ¢ eficaz, porém seu desempenho estd diretamente ligado ao
tamanho da base de dados, isto €, quanto maior o volume da base, maior serd o custo com-
putacional para aplicd-lo. A elevacdo do custo € ocasionada, principalmente, pelos seguintes

HSPEC[OSI

e Requisicdo de Memoria: por ser uma técnica baseada em memoria, o kNN necessita
que todos os dados sejam armazenados na memoria principal para a execugdo do algo-
ritmo. Por exemplo, em uma base com 1.000.000 usudrios (objetos) o algoritmo pode
demandar até 3.7 Terabytes® de memdria principal, apenas para armazenar os dados

em uma Matriz de Similaridade (maiores detalhes no Capitulo 2).

e Complexidade Computacional: quanto maior o nimero de usudrios maior a quanti-
p

dade de cdlculos de similaridade necessarios.

e Complexidade de Tempo: para cada usudrio alvo, uma vizinhanga distinta ¢ formada.
O processo de formagio de uma vizinhanga consiste em verificar o grau de proximi-
dade, de acordo com uma determinada métrica de similaridade, entre o usudrio alvo e

cada um dos demais usudrios da base. Em seguida, selecionam-se os /i usudrios com

3
12

®Dada uma matriz NN, onde N = 10° e cada célula de requer 4 bytes de memoria, tem-se: 50 =

3,7 Terabytes
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maior similaridade (vizinhos mais préximos) ao usudrio alvo. Por fim, a classificagdo
ou predigdo € gerada de acordo com a predominancia da informagdo dos A vizinhos

mais proximos.

Com a elevagdo do custo computacional torna-se mais dificil gerar recomendagdes que
atendam a determinados critérios, pois hd situagdes em que os itens precisam ser recomen-
dados dentro de um dado intervalo de tempo. Por exemplo, atualmente o sistema operacional
Android possui milhdes de usudrios ativos em todo 0 mundo, os quais tém acesso a mais de
um milhéo de aplicativos disponiveis no Google Play (Figura 1.1) [25]. Alguns aplicativos
podem ser baixados gratuitamente, enquanto que outros sio pagos. Imediatamente apos o
download o usudrio pode atribuir uma nota (de 1 a 5) ao app, indicando seu grau de satis-
facdo. E comum que apps pagos entrem em promogio e passem a ser oferecidos com preco
reduzido ou até mesmo gratuitamente. Nesses casos, € importante que as recomendagoes
que envolvem esses itens cheguem aos usudrios antes do término da promogao, caso contrd-
rio elas perdem seu valor. Dessa forma, € desejdvel que tais recomendacOes sejam criadas
a partir do momento em que os itens entram em promog¢io, ou pelo menos o mais proximo
disso, pois assim € possivel alcangar um maior nivel de acurdcia.

Gerar recomendagoes a partir de bases com milhdes de usudrios e itens € um processo
custoso. Para tentar dirimir tal problema, ¢ comum que as recomendacdes sejam criadas
e armazenadas para que posteriormente sejam entregues aos usudrios. Porém, esta pritica
pode ocasionar recomendagdes menos acuradas, pois quando sdo geradas em um tempo ¢
e entregues em ¢ + x, os dados surgidos no intervalo de tempo x deixam de ser utilizados,
0 que pode representar uma perda significativa dependendo da velocidade em que novos
dados surgem na base. Por exemplo. o nimero de downloads de aplicativos no Google Play
vem crescendo acentuadamente nos tdltimos anos. E possivel observar na Figura 1.2 [34]
que de 2010 a 2013 houve um crescimento de 5.000%. Somente de maio a julho de 2013
foram realizados cerca de 2 bilhdes de downloads, o que corresponde a uma de média 33,3
milhdes de apps baixados por dia. No cendrio colaborativo hd uma tendéncia dos usudrios
avaliarem apenas uma pequena quantidade de itens sobre o total ao qual tiveram acesso,
porém mesmo diante de tal comportamento o nimero de avaliagdes ainda pode ser muito
alto devido a elevada taxa de downloads didrios. Portanto, mesmo em intervalos curtos de

tempo € possivel haver uma perda significativa de dados.
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A Netflix ¢ uma empresa norte-americana que aluga filmes ¢ séries de TV via Internet,
mediante o pagamento de mensalidade por parte de seus assinantes. Atualmente a compa-
nhia possui mais de 44 milhdes de membros em 41 paises que assistem a mais de um bilhdo
de horas de filmes e séries de TV por més [53]. O sistema da empresa permite que seus usug-
rios avaliem filmes e séries para que posteriormente venham a receber itens personalizados.
O dominio de filmes ¢ bastante popular na drea de recomendaciio e possui caracteristicas se-
melhantes ao do Google Play. O GroupLens Research ', grupo de pesquisa da universidade
de Minnesota nos Estados Unidos, € responsdvel por um website de recomendagio de filmes
chamado MovieLens, no qual parte de seus dados foram divididos e disponibilizados para
pesquisa. Duas de suas bases® sdo bastante recorrentes em trabalhos da drea. A primeira
(MovieLens 100K) contém aproximadamente 100.000 avaliagdes (de 1 a 5), 943 usudrios e
1.682 itens. A segunda (MovieLens 1M) conta com cerca de 1.000.000 de avaliagdes (de 1
a 3), 6.040 usudrios e 3.952 itens. Existe ainda uma terceira base que possui 10 milhdes de
avaliacoes (de 1 a 5), 71.567 usudrios e 10.681 itens, porém seu uso ndo é comum, prova-
velmente, devido ao maior poder computacional necessdrio para processamento de todo o
conjunto de dados. Por exemplo, apenas para armazenar as similaridades entre os usudrios
podem ser demandados até 19.08 Gigabytes de meméria principal.

Testes realizados utilizando o kNN padrio® para predi¢do de notas mostram que para
gerar predi¢oes para 10% das avaliagdes das bases MovieLens 100K e 1M sio necessdrios
aproximadamente 3 e 265 segundos, respectivamente. Na pratica, os poucos mais de 4 minu-
tos usados para executar o algoritmo na MovieLens 1M ndo refletem uma real situagio, pois
a quantidade de dados utilizados pelos sistemas de recomendagdo de grande empresas tende
a ser significativamente maior. Entretanto, ¢ importante destacar que o aumento de tempo
observado nos testes, anteriormente citados, serve como um indicador de elevagdo do custo
computacional, pois verifica-se que com o acréscimo de apenas alguns milhares de usudrios
e itens hd um aumento de 8.833% no tempo total de execugdo. Analisando os conjuntos
de dados (MovieLens 100K e M), tem-se uma diferenca de x6,4 para os usudrios e x 88,3

para o tempo. Considerando que a razao de crescimento dos dados se mantenha constante

"www.grouplens.org

$Maiores detalhes sobre essas bases de dados podem ser visualizados no Capitulo 5
Y0 termo kNN padrio ou tradicional, neste documento, refere-se ao kNN utilizado na filtragem colaborativa

para predi¢do de notas, no qual o espago de busca dos vizinhos é composto por 100% dos usudrios
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e tomando como base o nimero de usudrios, estima-se que em um conjunto com 1 milhdo
de usudrios seja necessdrio 1 semana para executar o kKNN. Dessa forma, em dominios como
o do Google Play, no qual itens podem assumir o status temporério "em promogéo”, seria
invidvel executar novamente o método para fornecer recomendagdes mais acuradas, pois o

periodo promocional ji estaria encerrado antes do fim da nova execugfo.

@ alagps

1.100.000 o
1.000:000 /
500,000 TS
800,000 G
r00000]
800,000
500,000
400,000
300000
200.000

100.000

o
2013-05-31 2013407-28 2013-09-2¢ 2013-11-20 2014-0%17 2014-02-18

Figura 1.1: Nimero de Aplicativos Disponiveis no Google Play

Figura 1.2: Niimero de Downloads Cumulativos no Google Play

1.2 Objetivos

Neste trabalho objetiva-se propor um método centrado na filtragem colaborativa, derivado do

kNN com o intuito de melhorar seu desempenho, diminuindo o custo computacional. Para
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isso, utiliza-se o conceito de redugdo de dados a partir da restri¢do do espago de busca dos
vizinhos mais proximos.

A validagdo € realizada através de um experimento, utilizando bases de dados reais da
drea de recomendagdo, para avaliar a solugdo proposta comparando-a com outras aborda-
gens.

Os seguintes objetivos especificos sio definidos:

Reduzir a quantidade de cdlculos de similaridade necessdrios;

Reduzir o tempo de busca dos vizinhos mais proximos;

Reduzir a quantidade de memdria demandada pelo método:

Manter o nivel de acurdcia satisfatério (proximo daquele fornecido pelo kNN tradici-

onal)

1.3 Relevancia

Mister se faz destacar que mesmo apos o surgimento dos modelos de fatores latentes, a
utilizacdo do kNN ainda se faz necessdria e apresenta-se como uma 6tima opcdo na drea
de recomendacio, dentre outros aspetos, devido a possibilidade de fornecer recomendacdes
justificadas para aumentar a aceitagiio dos usudrios. A exploragido desta técnica de filtragem
colaborativa justifica-se em face do intenso processo de globalizagiio que promove de forma
constante transformagdes significativas no setor. Observa-se a expansio do acesso a Internet
que contribui para o crescimento acentuado no nimero de usudrios e itens em diversos do-
minios, como por exemplo o de aplicativos para dispositivos moéveis, como jd mencionado.
Esta expansdo acentua o problema do custo computacional do KNN. Além disso, o trabalho
desenvolvido ¢ relevante para as pesquisas conduzidas no Laboratério de Sistemas Embar-
cados ¢ Computagao Pervasiva (Embedded) da Universidade Federal de Campina Grande

(UFCG).

1.4 Estrutura da Dissertacao

Os demais capitulos deste documento estdo estruturados da seguinte forma:
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No Capitulo 2 € apresentado um embasamento tedrico sobre sistemas de recomenda-
¢do, destacando seus tipos e suas respectivas limitagdes. Em seguida, fundamenta-se

sobre o método kNN e sua aplicagdo na drea de recomendagao.

No Capitulo 3 tem-se a revisdo da literatura, em que sio discutidos trabalhos desen-

volvidos com o intuito de melhorar o desempenho do kNN,

No Capitulo 4 apresenta-se uma motivagdo para o problema a ser abordado pela solu-
¢do proposta, em seguida descreve-se um método que visa melhorar o desempenho do

kNN.

O Capitulo 5 tem como foco o experimento realizado. Tém-se a descri¢iio do experi-

mento, ferramentas utilizadas ao longo do trabalho, andlise estatistica e validacdo.

No Capitulo 6 sao apresentadas as conclusdes do trabalho, suas limitagdes e trabalhos

futuros.



Capitulo 2

Fundamentacao Teorica

Neste capitulo sdo apresentados os principais conceitos relativos 4 drea de sistemas de re-
comendagido, necessdrios a0 embasamento do trabalho. Sdo detalhados os sistemas de re-
comendacio e suas principais abordagens, destacando-se as vantagens e limitagoes de cada
uma. A fundamentagdo apresenta maior aprofundamento na filtragem colaborativa e no mé-

todo k-Nearest Neighbors que estdo diretamente ligados ao foco do trabalho.

2.1 Sistemas de Recomendacao

Os avancos tecnoldgicos conquistados, principalmente, nas ultimas décadas, tornaram o
acesso a informagdo mais rdpido e ficil. Diariamente uma grande massa de usudrios uti-
lizam motores de busca para tentar encontrar aquilo que desejam, porém a tarefa de entregar
a informacdo exata, embora pareca trivial, ¢ mais complexa do que se imagina. Ao pes-
quisar em sites de busca, milhares de resultados podem ser retornados, entretanto, apenas
uma parcela minima do que foi encontrado realmente interessa ao usudrio. A grande maio-
ria da informacdo acaba sendo descartada. Tal situacdo caracteriza um problema conhecido
como Information Overload (10), ou seja, representa a incapacidade do usudrio de absorver
e processar o grande volume de informagdo ao qual estd exposto.

Os sistemas de recomendacdo surgem como uma alternativa para tentar amenizar parte
do problema da IF [10]. Esses sistemas tém como principal objetivo sugerir contetdo perso-
nalizado ao usudrio. Os SRs vém sendo usados em diversos dominios, tais como livros [50].,

televisao [31], filmes [4], masicas [63] e e-commerce [56].

9
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A drea de recomendagdo ganhou ainda mais notoriedade com o surgimento de uma com-
peti¢do oferecida pela NetFlix. O concurso conhecido como NetFlix Prize [7] foi langado
em 2006 e oferecia um prémio de um milhdo de délares para quem conseguisse melhorar a
acurdcia do sistema de recomendagio da empresa em 10%. A empresa liberou em outubro
de 2006, uma base de dados com aproximadamente 100 milhdes de avaliagdes numa escala
inteira de 1 a 5 estrelas, 480 mil usudrios, escolhidos de forma aleatéria e anénima, e 18
mil titulos de filmes. Os sistemas concorrentes precisavam prever 3 milhdes de avaliagdes.
Somente em setembro de 2009 foi anunciada a solugdo vencedora [37], desenvolvida pela
equipe BellKor's Pragmatic Chaos. Embora a equipe vencedora tenha conseguido alcangar
0s 10% de melhoria necessdria, sua solugdo nunca foi implementada pela Netflix, pois con-
tava com a combinagdo de mais de 100 técnicas de recomendacido e o ganho adquirido nio
Justificava o esforgo para por o sistema em funcionamento.

Os SRs, geralmente, dividem-se em: filtragem baseada em contetdo, filtragem colabora-

tiva e filtragem hibrida.

2.1.1 Filtragem Baseada em Contetido

Sistemas de recomendag@o baseada em contetdo constroem suas recomendagdes a partir da
comparagio do perfil do usudrio com os contetddos dos itens. Basicamente, o processo de
construgdo das recomendagdes consiste em montar um perfil - estrutura que representa os
interesses do usudrio - a partir da extracao das caracteristicas dos itens aos quais o usudrio
demonstrou interesse no passado. Em seguida, as recomendacdes sio geradas comparando
os atributos presentes no perfil do usudrio com os atributos extraidos dos contetdos dos
outros itens. Os itens mais compativeis sdo recomendados. Segundo Lops et al. [40]. as
principais vantagens das técnicas baseadas em conteddo estdo relacionadas a independéncia
de usudrios, pois o processo de recomendagao depende apenas do histérico do usudrio alvo
e do conteddo dos itens. Portanto, este tipo de filtragem n@o somente independe de grande
volume de avaliagdes de outros usudrios bem como possibilita a recomendagio de itens que

ainda nio foram avaliados [5].
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Limitacoes
A FBC possui as seguintes limitacoes:

e Anilise de Conteido: em alguns casos o conteddo dos itens pode ser escasso, incor-
reto ou até mesmo dificil de ser extraido. Por exemplo, no dominio de TV Digital uma
das principais fontes de informacao é o Eletronic Program Guide (EPG), porém uma
vez que ele € construido manualmente, € possivel que um programa seja classificado
com categorias incorretas ou sua descri¢dio nio reflita totalmente seu contetido. Em
outros casos, como no dominio de musicas e videos, a extragdo do conteido desses

itens torna-se uma tarefa mais complexa, pois demanda maior esfor¢o computacional;

e Super-especializaciio: as recomendagdes para o usudrio acabam restritas aos itens
similares aos que ele interagiu no passado, uma vez que a construgio de seu perfil ¢

baseada nesses mesmos itens;

e Novos Usudrios: para gerar recomendagdes eficazes € preciso haver informagdes su-
ficientes sobre os interesses do usudrio, para que assim o sistema possa entender e

montar um perfil adequado.

2.1.2 Filtragem Colaborativa

A filtragem colaborativa ¢ uma das abordagens mais recorrentes na drea de recomenda-
¢do [13]. Sistemas colaborativos recomendam itens com base nas avaliagdes de usudrios
similares ao usudrio alvo. Na FC assume-se que usudrios que possuem padrdes similares de
avaliag@o tendem a atribuir notas a novos itens de forma semelhante. Umas das principais
vantagens das técnicas colaborativas refere-se ao fato de serem completamente independen-
tes da representacdo do objeto, conseguindo trabalhar bem, mesmo com itens nos quais a
extra¢do do contetdo € complexa, tais como em filmes e miusicas [13]. Tal vantagem ocorre
pelo fato da FC utilizar apenas as avaliagdes do usudrio. Outro ponto forte diz respeito a
diversidade das recomendagdes, pois a FC consegue sugerir itens diferentes daqueles que o
usudrio se interessou no passado.

Em geral, algoritmos colaborativos podem ser agrupados em: baseados em memoria e

baseados em modelos. Os baseados em memdria necessitam que o conjunto de dados seja
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armazenado na memoria principal para gerar as recomendacoes, sdo mais ficeis de imple-
mentar e conseguem se adaptar melhor as mudangas de interesse do usudrio. Em contra-
partida, os baseados em modelos geram recomendag¢des utilizando um modelo construido
previamente a partir dos dados. Eles conseguem fornecer recomendagdes mais acuradas,

porém a constru¢do do modelo é uma etapa custosa.

Representacio dos Dados

Na FC o conjunto de dados € formado tipicamente por um subconjunto de usudrios (/' =
{ur. uz, us, ..., u, } € um subconjunto de itens I = {7y, i, 13, ..., im }, oOnde cada usudrio u €
U possui uma lista de itens, /,,. Esses dados normalmente sdo estruturados em forma de uma
matriz M (Matriz Usudrio-Item), onde cada elemento de M representa uma avaliacio de um

usudrio u para um item .

i1 79 i3 Tan

uy a1 Qi2 Qi3 - Qim

ta o1 Q22 Qa3 - dam

M= 4 31 Qzz agz ' Ayy
iy 1y p2 Qpz - Unm

Tipos de Avaliacoes

As avaliagdes sio imprescindiveis para as técnicas colaborativas, pois sem estas ndo € possi-

vel gerar recomendagdes. As avaliacdes podem ser:

o Explicitas: quando o usudrio expressa claramente seu interesse. As formas mais co-
muns de avaliagdes explicitas sdo baseadas em escalas. Por exemplo, a Netflix e o
Google Play permitem a avaliacio dos itens utilizando uma escala de 1 a 5 estrelas, na
qual quanto maior for o nimero de estrelas, maior € o interesse do usudrio. Em con-
trapartida, o Youtube coleta o interesse do usudrio a partir de uma escala bindria com
as opgdes "Gostei"e "Nio Gostei"(Figura 2.1)'. Embora o feedback explicito consiga

fornecer étimos resultados aos sistemas colaborativos, em determinados dominios a

'Tmagem retirada da Internet
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gt

coleta desse tipo de dado torna-se uma tarefa dificil de ser realizada, pois os usuérios
ndo tém tendéncia a avaliar uma grande quantidade de itens. Por exemplo, no dominio
de TV Digital a interac@o do usudrio com a TV ¢ limitada, pois ¢ feita, geralmente,
com uso do controle remoto, o qual possui um conjunto de agdes restritas, dificultando

qualquer iniciativa de avalia¢do do usudrio;

o Implicitas: quando a avaliagdo € inferida mediante o comportamento do usuério, por
exemplo, a partir do tempo de interagdo com o item ou baseando-se no niimero de
vezes em que o item foi acessado, etc. As avaliagdes implicitas costumam ser menos
intrusivas, pois ndo exigem uma acdo direta. O feedback implicito € construido na
maioria das vezes sem o conhecimento do usudrio, ou seja, sem que ele perceba que
seu comportamento estd sendo monitorado. Embora esse tipo de avaliacio seja mais
facil de ser coletada, normalmente € menos significativa do que a avaliacio explicita,

pois essa tltima reflete diretamente o interesse do usudrio.

LYHNE
*0o ¢
*e0 9

s909¢

wdkh- GRATUITO sk wwd f [Fewa ]| =s #kkd GRATUIT
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Figura 2.1: Tipos de Avalia¢do Explicita

Cenirios e Métricas de Avaliacio

A FC apresenta tipicamente dois cendrios: predigdo de notas e predigdo de itens. A predigio
de notas consiste na tarefa de predizer a avaliagdo do usudrio. Nesse cendrio, assume-se
que os itens com notas mais altas sdo mais interessantes. As avaliaghes geralmente sao

representadas em diferentes escalas, sendo uma das mais comuns a de 1 a 5 estrelas. A
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defini¢do da qualidade das predi¢Oes, nesse cendrio, ¢ obtida normalmente com métricas
baseadas em erros. Tais medidas sdo obtidas a partir da diferenga entre o valor da predigio e

o valor real da avaliac¢do atribuido pelo usudrio. As mais comuns sfio:

e Mean Absolute Error (MAE): mede a média do desvio absoluto dos erros. Apresenta
RN § 9, / & G T P & &

menos sensibilidade a outliers=. r'(u, i) é a predi¢do para o usudrio u sobre o item ¢, /

€ 0 conjunto de itens para os quais serdo realizadas predi¢des e r(u, i) corresponde a

avaliagdo real do usudrio.

: 1
MAE = — Z |7 (u,4) — r(u, )] (2.1)
‘Il iel
e Mean Square Error (MSE): mede a média do quadrado dos erros. MSE penaliza

demasiadamente os outliers.

, 1 g ,
MSE = = "(r'(u,i) — r(u,i))’ (2.2)
5
e Root Mean Square Error (RMSE): mede a raiz quadrada da média do quadrado dos

erros. E mais usada que a MSE, pois € medida na mesma unidade dos dados, porém

sofre com o mesmo problema dos outliers.

RMSE = |- > (' (u. i) = r(u,0))? (2.3)
12

Por sua vez, a predi¢do de itens tem como objetivo sugerir uma lista com as fop-n reco-
mendacdes. Essa lista contém itens ordenados de acordo com a probabilidade de interesse do
item para o usudrio. Nesse tipo de cendrio, tipicamente, utilizam-se métricas que sdo dteis
quando ndo se tem interesse na exatidao das predigdes, mas sim em saber se o usudrio alvo
gostard ou ndo do item [17]. Essas medidas se mostram mais adequadas para dominios com
avaliacdes bindrias, em que o valor 1 (um) significa que o usudrio gostou de um item e 0
(zero) que ele nd@o gostou ou ndo teve acesso ao mesmo. Nesse panorama, as métricas mais

populares sdo:

*S30 observagdes que apresentam grande afastamento das demais do conjunto. Na drea de recomendagio

sdo avaliagdes com grande erro de predigdo.
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* Precision: corresponde a fragio de itens recomendados que sio realmente relevantes
para o usudrio, em outras palavras, mede a probabilidade de um item recomendado
estar presente no conjunto de itens do usudrio. Onde [/ denota os itens que estio de
acordo com os interesses do usudrio e /5 sdo os itens retornados na recomendagio;

Iy N Ig|

PRECGISION =
| IR

(2.4)

e Recall: corresponde a fracdo de itens relevantes que estdo presentes na recomenda-
¢do, ou seja, mede a probabilidade de um item presente no conjunto de interesse, ser

recomendado;
|Ir N I

| Ir|

e F-measure: combina precision e recall em uma dinica métrica.

RECALL = (2.5)

F— MEASURE — 2 x precision X recall (2.6)

precision + recall

Limitacoes

o Esparsidade: corresponde a escassez de avaliagdes na base de dados. A FC normal-
mente lida com um grande volume de usudrios e itens, que podem facilmente atingir
a casa dos milhdes, porém a quantidade de avaliagdes de grande parte dos usudrios
tende a ser pequena, chegando a alcangar niveis de esparsidade de mais de 90%. Por
exemplo, uma das bases de dados utilizadas neste trabalho conta com 943 usudrios
e 1.682 itens. De um total de 1.586.126 avaliagdes possiveis a base possui apenas
100.000, apresentando assim um nivel de esparsidade de quase 94%. Esse problema
dificulta a busca por similaridade entre usudrios e acarreta em um declinio da acurdcia

do sistema;

e Escalabilidade: com o crescimento do volume de dados, os sistemas tendem a forne-
cer recomendagdes mais acuradas, porém eleva-se significativamente o consumo dos
recursos necessdrios para o processo. Os algoritmos baseados em memaria, por exem-
plo, passam a utilizar quantidades exorbitantes de bytes. A busca por similaridade
entre usudrios torna-se uma tarefa drdua, aumentando assim o custo computacional

para a geracdo das recomendagoes:
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e Cold-start: refere-se a situagdo em que um novo usudrio e/ou item acabou de entrar
no sistema. Para fornecer recomendagdes relevantes ao usudrio € preciso que ele tenha
avaliado uma quantidade de itens suficiente. De maneira andloga ocorre com o item,

sendo preciso que um determinado nimero de usudrios o tenham avaliado.

* Ovelha Negra: consiste na dificuldade em encontrar usudrios similares para aqueles

que possuem um conjunto de avaliagdo muito peculiar.

2.1.3 Filtragem Hibrida

Os sistemas hibridos combinam duas ou mais técnicas de recomendag¢io com o intuito de
minimizar as limitacdes que elas possuem individualmente [5,13,15]. De acordo com Burke

e Robin [13], os sistemas hibridos podem ser divididos em sete classes:

(1) Weighed: cada abordagem realiza sua propria predi¢c@o, as quais sdo posteriormente

combinadas em uma unica;

(2) Switching: uma determinada abordagem é selecionada para fazer a predi¢iio quando um

dado critério € atingido;
(3) Mixed: as predi¢des de ambas as abordagens sdo apresentadas ao usudrio;

(4) Feature Combination: um dnico algoritmo de recomendagio recebe como entrada re-
cursos (resultados de uma mineragio textual, avaliagdes implicitas inferidas, etc) de ou-

tras técnicas;
(5) Cascade: a saida de uma técnica de recomendacio € refinada por outra abordagem;
(6) Feature Augmentation:a saida de uma técnica de recomendagiio ¢ a entrada de outra,

(7) Meta-level: todo o modelo produzido por uma abordagem € utilizado por outra.

2.2 k-Nearest Neighbors

O kNN € um dos métodos mais populares para buscas associativas. Por ser de fdcil entendi-

mento, simples implementagio e apresentar excelentes resultados, essa técnica € amplamente
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utilizada para os mais diversos problemas de classificagio [36], tais como, classificacio de
textos, imagens, formulagdo de diagnésticos médicos, etc. Os objetos de interesse sio re-
presentados por um vetor de caracteristica v = [a;(z), as(z), az(x), ....ay(x)], onde a;(x)
representa o valor do ith atributo A; do objeto . Dada uma instincia =, o kNN a rotula
de acordo com a classe mais comum entre os vizinhos mais proximos de . O resultado da
classificag@io ¢ influenciado, principalmente, por dois critérios: métrica de similaridade e o
nimero de vizinhos mais proximos.

A similaridade entre objetos € utilizada para definir o quio préximos eles sio e conse-
quentemente selecionar os vizinhos mais proximos do objeto a ser rotulado. No ambito de

classificagio as métricas mais comuns sio:

e Distancia Euclidiana: corresponde a distincia de uma linha reta entre dois pontos em

um espaco euclidiano;

d
De(x,y) = | > _(ai(x) — ai(y))? (2.7)
=1
¢ Distincia de Manhattan: corresponde a distdncia entre dois pontos medida ao longo
dos eixos em dngulos retos;

d

Dy (x,y) = Z la;(z) — a;(y)] (2.8)

=1

e Distincia de Minkowski: ¢ uma generalizagdo das duas anteriores. Quando p = 1
torna-se uma distdncia de Manhattan e para p = 2 tem-se a distancia Euclidiana.

d

D, (t,y) = Y _(Jas(z) — ai(y)|")7 (2.9)

p=1

A defini¢iio do niimero de vizinhos mais préximos (k) ndo € trivial, pois a quantidade
ideal de vizinhos pode variar bastante de acordo com o dominio do problema e a base de
dados utilizada. O nimero % tem impacto direto no desempenho do kNN, pois é com base
nas informagdes dos vizinhos mais préximos que a classificacio € realizada. E comum que a
decisio seja feita a partir de andlise empirica, entretanto, hd diversos trabalhos voltados para

a escolha automatica de & [33,47].
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2.2.1 KNN para Predicao de Avaliacoes

Existem algumas diferencas em relagio a aplicagiio do kNN para classificagiio de objetos e
para predi¢do de notas. No ambito de classificagdo geralmente os vetores de caracteristicas
sdo densos, ou seja, todos (ou quase todos) os atributos do objeto possuem valores, o que faz
com que o vetor seja analisado como um todo e em seguida o objeto seja designado a uma
inica classe. Em contrapartida, no cendrio de predicdo tém-se vetores de caracteristicas bas-
tante esparsos, em que cada posi¢cdo nula do vetor corresponde a um item nio avaliado, o qual
precisa ter seu valor predito separadamente. Outras diferengas relacionam-se as métricas de
similaridade utilizadas. Para classificagio normalmente utilizam-se medidas de distiincia,
tais como distincia Euclidiana e de Manhattan, enquanto que para predi¢do as métricas mais

utilizadas sao:

e Correlacao de Pearson: mede a forca e a direcdo da relagdo linear entre dois vetores;

2 (rla,i) = r(a))(r(u,7) — r(u))

Corrp(a,u) = AL — (2.10)
3> (r(a, i) —r(a))?, | > (r(u,i) — r(u))?
i€Tau i€l
e Similaridade do Cosseno: mede o angulo entre dois vetores.
> (r(a,i) —r(u,i))
Sime(a,u) = e (2.11)
3 rla,i)? |3 r(u,i)?
i€lan 1€ 1o

Onde r(a, i) é a avaliagdo do usudrio a sobre o item 7 e r(a) é a média das avaliagoes de
a. 1,, € conjunto de itens avaliados simultaneamente pelos usudrios a € u.

O cilculo da similaridade entre dois usudrios é uma operagdo bastante recorrente. Para
predizer a avaliagio de um usudrio para um item € necessdrio, dentre outras coisas, encontrar
os k vizinhos mais proximos do usudrio alvo e, para tanto, é preciso computar sua similari-
dade com cada um dos demais usudrios da base. Portanto, tal processo acaba apresentando
um elevado custo computacional. A fim de evitar a repeti¢io desnecessdria dos cdlculos de
similaridade, tem-se uma Matriz Triangular chamada Matriz Similaridade (M), onde cada

elemento dessa matriz representa a similaridade s;; entre um usudrio u; € um usudrio u;.
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A geracdo de uma predicdo consiste basicamente em selecionar os & vizinhos mais proxi-
mos do usudrio alvo. Em seguida, a partir das notas dos vizinhos sobre o item alvo, realiza-se
um cdlculo ponderado para encontrar o valor da predicao. Esse cdlculo pode ser observado

na Equacao(2.12).

> sim(a, u)(r(u, i) — r(u))
T’((I,, 3) ek TT(—(.'—) na wEUnn (2‘ l 2)

> sim(a, u)

u€lau

Onde '(a,i) é a predi¢@o para o usudrio a sobre o item i, sim(a,u) é a similaridade

entre a e o seu vizinho wu, r(u, i) corresponde a avaliagdo real do usudrio, r(u) representa a

média de avaliagoes de u. E o conjunto U, representa os /& vizinhos mais proximos de a.



Capitulo 3

Revisao da Literatura

Neste capitulo sdo apresentadas algumas das principais abordagens relacionadas a melhoria
do método dos vizinhos mais proximos. De acordo com a revisdo da literatura realizada, os
trabalhos relacionados foram divididos com base nos tipos de solugdes empregadas, as quais

sdo descritas a seguir.

3.1 Reducao da Base de Dados

Uma das maneiras de melhorar o desempenho do kNN ¢€ reduzindo o custo relacionado a
computagdo da similaridade entre os objetos. Isso pode ser alcangado diminuindo o volume
da base de dados, fazendo com que um nimero menor dos cdlculos seja necessdrio. Essa
redugdio pode ser feita quando se eliminam instincias e/ou quando se eliminam dimensdes
nos vetores de caracteristicas dos objetos. O grau de redugdo € escolhido de acordo com
o objetivo almejado. Quando o intuito € aumentar a acurdcia, procura-se excluir apenas
os ruidos, ou seja, aquelas instincias que contribuem negativamente para o resultado final.
Quando o foco € aumentar a velocidade, o grau de reducio € significantemente maior, pois
nesse caso o problema passa a ser visto ligeiramente diferente. A ideia é selecionar a menor
quantidade possivel de dados para aliviar a computag@o, porém quanto menos dados menor
¢ o nivel de acurdcia das recomendacdes.

A solucio proposta por Boumaza e Brun [11] baseia-se na redugido do espago de busca
dos vizinhos mais proximos, utilizando um algoritmo de busca estocdstica chamado frerated

Local Search (ILS) [41]. O ILS retorna um subconjunto de usudrios, chamados Vizinhos

20
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Globais (VGs). de onde sdo retirados os vizinhos de cada usudrio alvo. A ideia é acelerar
a formacgdo das vizinhangas buscando os vizinhos em um subconjunto restrito, ao invés de
buscar em todo o conjunto de dados. O conjunto dos VGs é formado a partir da fungdo de
fitness representada pela Equagio 3.1, onde e(s) consiste em uma combinagio (ndo detalhada

pelos autores) de cobertura' e erro (MAE) fornecidos pelo conjunto de usudrios s.

f(s)=axe(s)+ (1l —a)x|s| (3.1)

Como resultado, o método proposto consegue reduzir o espaco de busca pelos vizinhos
mais préximos a 16% do conjunto original, mantendo a acurdcia das recomendagdes bem
proxima daquelas conseguidas utilizando todo o conjunto de dados. A principal limitagio
desse trabalho refere-se ao tempo necessdrio para encontrar os Vizinhos Globais. A cada
iteracdo do algoritmo ILS, dentre outras coisas, € preciso calcular o MAE fornecido pelo
conjunto. Além disso, o lterated Local Search ¢ um método ndo-deterministico, portanto
nao hd como prever o nimero de iteragdes necessdrias para encontrar o conjunto final. Dessa
forma, o processo de formagio dos VG acaba sendo bastante custoso.

Suguna e Thanushkodi [58] propuseram uma melhoria para o kNN fundamentada em
dois pontos: diminui¢do das dimensdes dos vetores de caracteristicas dos objetos e reducio
nos calculos da similaridade. Vetores com grandes dimensdes causam maior complexidade
computacional devido 4 similaridade que precisa ser computada entre todos os objetos da
base. Segundo os autores, os algoritmos de classificagiio tendem a ficar “confusos™ com
um maior nimero de caracteristicas, pois algumas delas podem nio agregar qualidade ao
resultado final, ocasionando apenas ruido na solucdo. A sele¢iio das caracteristicas € feita por
um método, também proposto pelo autores, baseado no algoritmo Bee Colony Optimization
[59]. Na etapa de classificagio utilizam-se Algoritmos Genéticos (AGs) para melhorar a
busca pelos vizinhos. Ao invés de verificar todas as similaridades entre os objetos, com o
uso de AG, apenas k vizinhos sdo selecionados a cada iterac@o. As similaridades (fitness)
sdo computadas e o cromossomo (representagiio do objeto) com maior fitness € armazenado
como um méximo global. Esse processo € repetido L vezes e ao final o rétulo (classe) do
cromossomo mais apto € usado para rotular o objeto de interesse.

Abidin e Perrizo [2] desenvolveram um algoritmo, chamado SMART-TV (SMall Abso-

'E dada pela razio entre o nimero de total de itens e 0 niimero de itens para os é possivel realizar predigio
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lute diffeRence of ToTal Variation). O algoritmo apresenta duas fases: pré-processamento
e classificagdo. Na primeira, calcula-se a proximidade entre os objetos a serem classifica-
dos e as demais instancias, utilizando uma fung¢do chamada Vertical Square Set Distance
(VSSD) [1]. VSSD ¢ uma técnica eficiente e escaldvel usada para medir a variagiio total de
um ponto em relagdo a um conjunto de pontos na base. Na segunda fase os vizinhos sdo
selecionados de acordo com os valores computados na fase de pré-processamento. A lista de
vizinhos € ordenada utilizando a distincia Euclidiana e em seguida escolhem-se os & mais
proximos para classificacio. Basicamente a ideia do método consiste em realizar um cdlculo
prévio de proximidade utilizando uma métrica com baixo custo computacional, em termos
de tempo, para em seguida calcular a real distdncia, porém apenas entre um nimero signi-
ficativamente menor de instincias, conseguindo assim tornar a etapa de classificacio mais

rdpida.

3.2 Particionamento Binario do Espaco (PBE)

E um método utilizado para subdividir recursivamente o e€spago em conjuntos convexos de-
finidos em hiperplanos [32,49]. Dado um conjunto S de objetos em um espago de dimensao
d. O espacgo € dividido em dois subespagos com um hiperplano. Por sua vez, ambos os su-
bespacos sdo recursivamente particionados. Esse processo continua até que apenas um, ou
pelo menos um pequeno nimero de objetos, restem em cada subespaco. Na Figura 3.1(a) é
possivel observar um exemplo de PBE de dimensdo 2. Na Figura 3.1(b) tem-se uma Arvore

PBE que 4 a representagio mais comum desse método.

(o
. N
L

(a) PBE (b) Arvore PBE

Figura 3.1: Exemplo de Particionamento Bindrio do Espaco

Uma das aplicagoes do PBE tem como objetivo tornar mais rdpido o processo de busca
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pelos vizinhos mais proximos. Os vetores de caracteristicas do objetos, representados por
pontos em um espago k-dimensional, sao particionados de acordo com uma fungio de distan-
cia, normalmente, a Euclidiana. Tem-se como exemplo desse tipo de aplicagio uma estrutura
bastante recorrente na literatura, utilizadas para busca em espacos multidimensionais, conhe-

cida por K-Dimensional Tree (kd-tree).

K-Dimensional Tree

Proposta originalmente por Bentley [8], kd tree é uma estrutura de dados para armazena-
mento de informacdo a ser recuperada através de buscas associativas, isto €, consiste em
uma generaliza¢do da drvore bindria de busca onde cada né representa um hiper-retingulo
e um hiperplano ortogonal a um dos eixos cartesianos, o qual divide o hiper-retingulo em
duas partes. Cada uma delas sdo associadas a dois nos filhos. A partir da raiz da drvore, todo
0 espaco de busca € particionado até que o nimero de pontos no hiper-retingulo atinja um
limiar. Os nés folhas sdo chamados de buckets e o limiar € restringido pelo nimero médximo
(bucket size) de pontos suportados por um bucket. E importante destacar que os pontos sio
armazenados apenas nas folhas e ndo nos nés internos [21].

A estrutura da kd tree prové um mecanismo de busca eficiente para examinar apenas
os pontos mais proximos do ponto de interesse, podendo reduzir o tempo de busca pelos
vizinhos mais préximos de O(N) a O(log N). No caso de espagos unidimensionais a busca
torna-se idéntica a de uma drvore bindria, onde cada né contém um valor de parti¢do em que
os pontos sio divididos. Todos os pontos com valor menor que o valor de parti¢io pertencem
ao filho da esquerda e os demais ao da direita. Em um espaco de dimensdo £, apenas uma
dimensdo (chave) é escolhida para servir como discriminador. O espaco é particionado de
acordo com o valor de parti¢do que estd diretamente ligado ao discriminador escolhido [21].

A definigio do discriminador e do valor de parti¢do representa uma tarefa importante,
pois esses dois parametros influenciam significativamente o desempenho das buscas. Na
proposi¢do original da kd tree, Bentley [8] escolheu o discriminador D com base na altura
L do né na drvore, onde D = (L mod k) — 1. Os valores de parti¢do correspondiam aos
valores das chaves que eram escolhidas aleatoriamente em cada ponto.

Friedman et al. [22] propds uma otimizagdo para a kd tree, cujo objetivo € minimizar o

nimero de pontos examinados durante a busca. Para isso, o discriminador foi escolhido com
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base no desvio padrdo médximo das chaves e o valor de partigio e dado pela mediana das
dimensdes (definidas pelo discriminador).

Ja Gother et al. [26] desenvolveu um método que corresponde a uma leve variagio do
trabalho realizado por Friedman et al. [22]. Na construgio da kd tree, cada né ¢ dividido
em dois usando a mediana (valor de parti¢do) da dimensido com maior variancia (discrimina-
dor) entre os pontos na subdrvore e assim por diante. Como resultado, obteve-se 25% mais

velocidade na etapa de classificagio.

3.3 Approximate Nearest Neighbors (ANN)

Tradicionalmente a busca pelos vizinhos mais proximos € realizada verificando a similari-
dade do objeto de interesse com cada uma das demais instdncias da base de dados. Em
seguida, constroi-se uma lista em ordem decrescente de similaridade e se escolhem os £
primeiros objetos da lista, que formardo os vizinhos mais proximos. Esse tipo de busca é
chamada de busca exata, pois retorna fielmente os objetos com maior proximidade. Com
o intuito de contornar o problema da complexidade de tempo para formagao das vizinhan-
cas surgiram os métodos de busca aproximada que encontram instincias proximas (vizinhos
aproximados) do objeto de interesse sem a necessidade de verificar a similaridade entre todos
os objetos. Um dos principais métodos que se baseiam nesse conceito € o Locality Sensitive

Hash (LSH).

Locality Sensitive Hash

Umas da principais aplicagoes do LSH é fornecer um método eficiente de busca aproximada
em espagos vetoriais de alta dimensdo. Segundo Haghani et al. [28], a ideia principal €
mapear, com alta probabilidade, objetos similares(representados em um espaco vetorial di-
mensional d) em um mesmo hash bucket, isto €, objetos proximos tém mais chances de terem
o mesmo valor de hash do que os que estdo mais distantes. A indexagdo € realizada a partir
de fungdes de hashing e da construgio de diversas tabelas hash para aumentar a probabili-
dade de colisdo entre os pontos proximos. A busca pelos vizinhos se dd a partir do hashing
do objeto de interesse para um bucket por tabela hash, em seguida os objetos encontrados

(vizinhos) sdo ordenados de acordo com a distancia do objeto de interesse.
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O trabalho desenvolvido por Gionis et al. [24] utiliza Locality Sensitive Hash para melho-
rar a busca pelos vizinhos de objetos representados por pontos de dimensio d em um espaco
de Hamming {0, 1}". Nos experimentos realizados observou-se que o método proposto con-
seguiu superar em termos de velocidade estruturas baseadas em Arvores PBE, quando os
dados sdo armazenados em disco.

O algoritmo de LSH vem sendo usado em diversas outras aplicagdes [12, 16,46], entre-
tanto, nesses casos hd uma limitagdo fundamental a ser considerada: eles sio rapidos apenas
quando os pontos estdo em um espaco de Hamming. Datar et al. [18] prop6s uma nova
versdo do algoritmo LSH que diferentemente dos trabalhos anteriores [12, 16, 24, 46], lida
diretamente com pontos no espaco Euclidiano. Para avaliar a solu¢do proposta realizou-
se experimentos com bases de dados sintéticas, com vetores esparsos de alta dimensdo
(20 < d < 500). Como resultado obteve-se um desempenho de até 40 vezes mais ra-

pido que o kd tree (em sua proposi¢d@o original).

3.4 Consideracoes Finais do Capitulo

Neste capitulo foram apresentadas algumas das principais abordagens para tentar diminuir
o problema do custo computacional do kNN em grande bases de dados. Observou-se que
a forma mais comum de se alcangar tal objetivo ¢ modificando o processo de busca dos
vizinhos mais préximos.

Os trabalhos pesquisados sio voltados, tipicamente, para dois tipos de cendrios: classifi-
cacdo de objetos e predicdo de avaliagdes. No cendrio de classificaclio, os métodos propostos
lidam com vetores densos e de baixa dimensdo, enquanto que no de predi¢cdo de avaliagdes
as abordagens lidam com vetores esparsos de alta dimensdo.

Neste trabalho propde-se um método colaborativo para predi¢do de notas baseado no
algoritmo K-Nearest Neighbors. A solugio proposta visa melhorar o desempenho do kNN a
partir da redugédo do espago de busca dos vizinhos, com auxilio de uma heuristica de sele¢@o

de usudrios baseada no nimero de itens avaliados.



Capitulo 4

Solucao Proposta

Neste capitulo descreve-se uma abordagem de recomendacio centrada na filtragem colabo-

rativa, baseada no método k-Nearest Neighbors.

4.1 Visao Geral

A solugiio proposta foi baseada na abordagem apresentada por Boumaza e Brun [11]. Apesar
de conseguir resultados acurados com um conjunto reduzido de dados, o método proposto
por Boumaza e Brun apresenta uma limitagdo em relacio ao tempo de execugdo. A selecdo
dos Vizinhos Globais € feita com o auxilio de um algoritmo de busca estocdstica chamado
Iterated Local Search. ILS ¢ um método bastante eficiente para problemas de otimizagio,
porém demanda um tempo considerdvel para alcancgar seus resultados. A cada iteragdo do
algoritmo ILS, dentre outras coisas, é preciso calcular o MAE fornecido pelos VGs e esse
célculo por si s6 ja consome bastante tempo. Além disso, o lrerated Local Search é um
método nao-deterministico, por isso ndo hda como prever o nimero de iteragdes necessdrias
para se chegar ao resultado. Desse modo, o processo de formacdo do conjunto dos VGs
acaba sendo bastante custoso.

A abordagem proposta neste trabalho consiste em restringir o espago de busca dos vizi-
nhos mais proximos. Para isso, é necessdrio escolher um subconjunto dos usudrios com o
menor tamanho possivel, sem perder a representatividade.

Diante dessa limitagdo enxergou-se uma oportunidade de aperfeicoamento do método

proposto em [11]. Tomou-se como base a ideia de restri¢do do espaco de busca dos vizinhos

26



4.2 Heuristica de Sele¢do 27

mais proximos, isto €, ao invés de selecionar os vizinhos percorrendo toda a base de dados,
opta-se por procurd-los em um subconjunto reduzido, porém representativo. A representa-
tividade refere-se ao nivel de acurdcia que pode ser alcangado a partir das avaliacdes dos

usudrios escolhidos.

4.2 Heuristica de Selecao

O ponto chave da solug¢do proposta reside na escolha de uma heuristica para a formagio
de um espago reduzido de busca dos vizinhos mais préximos. Diminuindo-se o espago de
busca, a escolha dos vizinhos torna-se menos custosa, pois evita-se a necessidade de busca
em toda a populacdo. Por outro lado, perde-se acuricia na recomendacdo final. A fim de
minimizar tal perda faz-se necessdria a definicdo de um conjunto representativo de usudrios,
0s chamados Vizinhos Globais [11]. Diante disso foi proposta uma heuristica simples, rdpida
e eficiente que baseia-se na quantidade de itens avaliados pelos usudrios. De acordo com essa
heuristica o conjunto dos VGs € composto pelos usudrios mais ativos, ou seja, aqueles que
naturalmente tém maior tendéncia a avaliar mais itens. Na prdtica os usudrios mais ativos
corresponde aqueles que possuem mais itens avaliados em seu historico. Diversas outras
heuristicas para selecio dos usudrios também foram avaliadas ao longo da pesquisa. Dentre

elas:

e Média de Similaridade: os usudrios s@ao selecionados de acordo com suas médias
de similaridade, isto €, para cada usudrio calcula-se sua similaridade com cada um
dos demais e em seguida obtém-se a média. Aqueles com as maiores médias sdo

escolhidos;

e Nimero de Conexdes: selecionam-se os usudrios de acordo com a capacidade de
serem vizinhos, ou seja, cada vez que um usudrio apresentar um valor positivo de
similaridade ele recebe um ponto. Ao final, aqueles com as maiores pontuagoes sao

selecionados;

e Vizinhos mais Recorrentes: os usudrios recebem pontuagdes de acordo com o nu-
mero de vezes em que surgem entre os & vizinhos mais proximos de um usudrio alvo.

Por exemplo, verificam-se os k vizinhos mais préximos e atribui-se um ponto para
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cada vizinho da lista. Esse processo € repetido com todos os usudrios da base e ao

final tem-se a lista dos vizinhos mais recorrentes;

e Itens Distintos: cria-se uma lista ordenada de forma decrescente (Lista A) de acordo
com o nimero de itens que cada usudrio avaliou. Inicia-se uma varredura na Lista
A, o primeiro usudrio € adicionado em uma segunda lista (Lista B) e os itens que
esse usudrio avaliou sio adicionados em uma terceira lista (Lista C). Ao continuar
a varredura verifica-se se o conjunto de itens avaliados pelo préximo usudrio difere
daqueles presentes na Lista C, caso isso ocorra, os itens distintos sdo adicionados na
Lista C e o usudrio na Lista B. O procedimento continua até que o tamanho da Lista
B atinja a porcentagem de usudrios definida ou que a Lista A tenha sido varrida por
completo. Nesse ultimo caso, se o tamanho da Lista B for inferior & porcentagem
estabelecida, € feita uma nova varredura na Lista A e vao adicionando-se 0s usudrios

que ainda ndo estdo presentes na Lista B até que esta alcance o tamanho desejado.

Inicialmente foram analisados os custos assintoticos de cada heuristica. E possivel obser-
var na Tabela 4.1 que a heuristica Usudrios mais Ativos e a Itens Distintos possuem custos.
As demais apresentam custo significativamente, pois para cada usudrio faz-se necessdrios o

calculo de similaridade com todos 0s outros.

Tabela 4.1: Andlise Assintdtica das Heuristicas

' Tempo
Heuristica
(segundos)

Usudrios mais Ativos O(n)
Itens Distintos O(n)
Média de Similaridade 0(n?)
Nimero de Conexoes O(n?)
Vizinhos mais Recorrentes O(n?)

Em seguida foram realizados testes utilizando as bases de dados MovieLens 100K e 1M
para avaliar as heuristicas. A configuraciio dos testes segue o modelo descrito no Capitulo
5 que conta 50 execugdes para cada heuristica seguindo o padrdo /0-fold cross validation.

Analisaram-se dois pardmetros: tempo de construgdo do conjunto dos VGs (dado em segun-
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dos) e o erro das predigdes geradas (obtido pela Mean Absolute Error). Como métrica de si-
milaridade optou-se pela correlagio de Pearson, também utilizada por Boumaza e Brun [11].
Essa métrica ¢ uma das mais recorrentes na literatura na drea de recomendagiio, pois conse-
gue fornecer resultados mais acurados. Nas Tabelas 4.2 e 4.3 tém-se os resultados de cada
heuristica.

As heuristicas Média de Similaridade, Niimero de Conexées e Vizinhos mais Recorren-
tes demandaram tempos de construgio semelhantes, pois todas utilizam similaridade para
formar seus conjuntos de usudrios.

A heuristica ltens Distintos corresponde a uma variacdo da heuristica proposta com 0
intuito de reunir usudrios com o maior nimero possivel de itens diferentes. Observou-se
que os tempos dessas heuristicas foram significativamente menores que as demais. Tal redu-
¢ao deve-se ao fato de utilizarem operacdes menos custosas para formarem seus conjuntos.
Verificou-se também que mesmo havendo aumento dos dados o tempo para construgio per-
maneceu quase constante, em contrapartida naquelas baseadas em similaridade houve um
crescimento bastante acentuado. Isso confirma a simplicidade e rapidez de construgiio da
heuristica proposta.

Em relagfo a taxa de erro, as heuristicas dos itens conseguiram fornecer conjuntos mais
representativos. Percebe-se que na base MovieLens |M houve uma diminuigdo nos erros
obtidos em todas as heuristicas, colocando-as em um patamar similar no que diz respeito a

acurdcia, entretanto, o custo computacional daquelas que usam similaridade foi mais elevado.

Tabela 4.2: Resultado da Avaliacdo das Heuristicas no MovieLens 100K

. Tempo Erro
Heuristica

(segundos) (MAE)
Usudrios mais Ativos 0,001 0,6937
Itens Distintos 0,072 0,6954
Média de Similaridade 1,604 0,7053
Nimero de Conexdes 1,591 0,7046
Vizinhos mais Recorrentes 1.631 0,6994

kNN Padrio - 0,6826
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Tabela 4.3: Resultado da Avaliagdo das Heuristicas no MovieLens 1M

o Tempo Erro
Heuristica
(segundos) (MAE)
Usudrios mais Ativos 0,002 0,6546
Itens Distintos 1,097 0.6549
Meédia de Similaridade 92,713 0,6588
Nuamero de Conexodes 92.652 0,6579

Vizinhos mais Recorrentes 100,390 00,6553
kNN Padriao - 0,6500

Os resultados encontrados apontam a heuristica dos usudrios mais ativos como melhor
op¢do para reduzir o custo computacional do kNN. Acredita-se que isso se deve ao fato
desses usudrios terem mais chances de serem vizinhos de um ndmero maior de usudrios
distintos devido a possibilidade de possuirem mais itens em comuns com os demais usudrios.
Por exemplo, dada uma matriz qualquer () de usudrios e itens, tem-se ©; cOmo usudrio mais
ativo. E possivel observar que os itens avaliados por 1w, us; e ug também foram avaliados
por u; de maneira similar. Dessa forma, u; pode ser considerado, simultaneamente, um bom

vizinho para uy, us € us.

iy i i3 d4 t5 ig iy ig 49 d10 i1tz f13 da4 15

o 1 1 3 5 3 | 4 4 2 3 2
us 4 5 1 4
ug | 4 5 3 1
g 5 2 5 3 1
us 1 3 5

(= .
ug | D 2 |
wr | 4 1 3 3 2
us 4 4 3 2
ug | 2 1 3
uo | 2 1 3 5 4 1 3- 6 |
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4.3 Configuracao dos Parametros

Existem dois importantes pardmetros a serem configurados, uma vez que exercem grande
influéncia nos resultados. O primeiro € o nimero de vizinhos mais préximos k. A maneira
mais comum de se determinar o valor de k € mediante uma andlise empirica, pois a quanti-
dade ideal de vizinhos pode variar bastante de acordo com o dominio de aplicacdo. Para a

avaliagdo em questdo escolheu-se k = 30, pois tal valor conseguiu obter as menores taxas de

erros (Figura 4.1)".

MAE xK

0.696 ——
0694
0.692
0.69
0.688 -

0.685 1
0.684 -

0.682 -

0.68 -

Figura 4.1: Gréfico da Evolucio dos Erros de Acordo com a Variacgo de k

O segundo pardmetro € a porcentagem p de usudrios selecionados de acordo com a heu-
ristica escolhida. A definicdo desse pardmetro tem impacto direto no objetivo do trabalho,
pois hd um tradeoff entre o consumo de recursos (tempo e memdoria) e a acurdcia da re-
comendacgdo. Quanto menor o valor de p menor serd o espago de busca dos vizinhos mais
préximos, consequentemente menos calculos de similaridade serdo necessarios, pois a pro-
ximidade entre dois usudrios que ndio sdo Vizinhos Globais ndo € calculada. Além disso,
menos memoria é demandada, uma vez que a Matriz Similaridade € reduzida. Por outro
lado, valores pequenos de p tendem a fornecer resultados menos acurados.

Em Boumaza e Brun [11] utilizou-se p = 16%. Testes foram realizados (Figura 4.2)?
com a mesma base de dados e escolheu-se um nimero semelhante (p = 15%), pois tal valor

forneceu um balango ideal entre tempo e acuricia.

Foram realizadas 10 execugdes com o kNN padrio, na base MovieLens 100K.
*Foram realizadas 10 execugdes utilizando a heuristica dos usudrios mais ativos, na base MovieLens 100K.
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Porcentagem x MAE
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Figura 4.2: Gréfico da Evolugio dos Erros de Acordo com a Restrigido do Espago de Busca
dos Vizinhos

4.4 Métrica de Similaridade

Como mencionado no Capitulo 2, na drea de recomendacio a correlagcdo de Pearson é uma
das mais utilizadas, pois consegue fornecer excelentes resultados. Testes realizados (Figura
4.3) entre a correlag@o de Pearson e a similaridade do Cosseno, indicaram maior nivel de
acurdcia com a utilizagdo da primeira métrica. Por tal motivo, escolheu-se essa métrica para

verificagdo de similaridade entre os usuérios.

Cosseno x Pearson

0715 —— ==
0.71
0.705
0.7 -
0.695
0.63
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0.67 =
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uMAE

Figura 4.3: Gréifico Comparativo entre a Correlagdo de Pearson e a Similaridade do Cosseno

Na solugiio proposta foi utilizada a correlagdo de Pearson em um formato que facilita a

3Foram realizadas 10 execugdes com o kNN padriio, na base MovieLens 100K.
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computagdo, tornando mais rdpida a aquisi¢do dos resultados. A férmula usada é dada pela

Equacao 4.1.

ny Eg)— X & 3y

i€ an i€lun

i€lau

Corrp(a,u) =

Onde = = r(a.i) é a avaliagio do usudrio a sobre o item i e T

i€ au

i€lau

\/[n i_CZ]: 22— (> )] [n Y y? - (Z y)?

(4.1)

r(a) é a média das

avaliagoes de a. De forma andloga, tem-se y = r(u.i) e 7 = r(u). I,, é o conjunto de itens

que foram avaliados simultaneamente pelos usudrios a e u. Optou-se pela denotagdo de = e

y ao invés de r(a,i) e r(u, ), apenas para facilitar a comparagdo visual entre as férmulas.

4.5 Matrizes Similaridade

A heuristica de sele¢do divide a base de dados em dois tipos de usudrios: os Vizinhos Globais

e os usudrios comuns. Uma vez que os vizinhos mais préximos sdo buscados apenas entre

0s VGs e ndo mais em toda a populacio, o niimero de cdlculos de similaridade diminui, pois

ndo hd necessidade de verificar a proximidade entre dois usudrios comuns. Sendo assim,

foram utilizadas duas Matrizes Similaridade com o intuito de facilitar e acelerar as buscas

pelos vizinhos. Um delas armazena as similaridades entre VG (M) e a outra entre VG ¢

usudrios comuns (M ).
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4.6 Predicao de Notas

A predi¢@o de notas foi adaptada a partir do codigo fonte do método Weighted User-Based
kNN implementado na ferramenta MyMediaLite [23] (uma biblioteca especializada em sis-
temas de recomendacdo). A principal diferenga reside na forma de selecdo dos vizinhos que
passou a ser feita no conjunto dos Vizinhos Globais. Um pseudocddigo da funcido de pre-
di¢do pode ser observado na Figura 4.4. A funcdo recebe como entrada o usudrio e o item
para o qual deseja-se realizar a predi¢do. Buscam-se os k& vizinhos mais préximos do usud-
rio, para cada vizinho encontrado um cdlculo ponderado ¢ feito utilizando-se a similaridade

entre ambos. Ao final. tem-se o valor de prediciio para o usudrio sobre o item.

4.7 Consideracoes Finais do Capitulo

Neste capitulo apresentou-se uma abordagem de recomendagio centrada na filtragem cola-
borativa. A solugdo proposta deriva-se do kNN padrdo, com o intuito de diminuir o custo
computacional que se eleva com o crescimento do volume dos dados.

O principal ponto da solugdo reside na definigio de uma heuristica rdpida e eficiente para
restringir o espago de busca dos vizinhos mais proximos. Trabalhos recentes [55, 64] vém
utilizando uma técnica chamada MapReduce [19] para melhorar o desempenho do kNN.
MapReduce ¢ um modelo de programacio proposto pelo Google com o intuito de paralelizar

o processamento de grandes volumes de dados. Devido a restri¢des de tempo para conclusao
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Algoritimol Funcio de Predi¢io

o)

3

{\JAI

G:

1: function GERARPREDICAO(ustario. ileimn)

resultado «— predicaoBase{wsuario.item)

somna +— ()

semaPonderada + ()

numeroDeVizinhos — K

listaDeVizinhos «— gotVizimhos(usaarios)

for (i = O:listaDeVizinhos.size(): i + +) do

if (item FoiAvaliado(vizinho, ilem) == true) then

avaliacao < get Avaliacao(eizinho. ilem)
similavidade «— get Stmdarvidade (usuario, vizinho)
sorma Ponderadn < somalPonderada -+ siinilaridad

soma +— semilaridade + (avaliocao — predicaoBaose(vizinho, item))

if (— — numeroDeVVizinhas == 0) then
il
end if
end if
end for

if (pesol = 0) then
resullado «— resultado + (soma/soma Pondorada)
end if
if (resullado > arvaliccooMarima) then
resullodo «— avaliacaoMarvima
end if
it (resultado < avalioceaoMinima) then
resultado «+— avaliacaolMinima
end if
resullado — arvedeondar(resultado)

return resultado

- end function

Figura 4.4: Pseudocddigo da Fungdo de Predigio
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da pesquisa ndo foi possivel investigar os efeitos do paralelismo em conjunto com a solu¢io
proposta, porém pretende-se, como trabalho futuro, incluir tal investiga¢do no escopo.

Com o método proposto evidenciou-se (Capitulo 5) a reducdo da quantidade de memé-
ria utilizada, a diminui¢do do nimero dos cdlculos de similaridade bem como o tempo de

geragdo das recomendagoes, mantendo todavia um nivel satisfatério de acurdcia.



Capitulo 5
Avaliacao

Neste capitulo realizou-se um experimento com o intuito de avaliar a solugdo proposta. Fo-
ram utilizadas duas bases de dados reais de filmes. O foco recai sobre a andlise de dois
pardmetros principais: tempo de execucdo e acurdcia. Como forma de validagdo, comparou-
se a solucdo proposta com as principais abordagens que surgiram na literatura para melhorar
o desempenho do kKNN. Por fim, apresenta-se o experimento realizado, a andlise estatistica e

discutem-se os resultados alcancados.

5.1 Dados Utilizados

Inicialmente foram realizadas buscas com o intuito de encontrar bases publicas do Google
Play ou outras lojas de aplicativos para dispositivos mdveis, porém sem sucesso. Dessa
forma, optou-se por bases de um dominio semelhante. Foram utilizadas duas bases de dados
reais muito populares na drea de recomendagiio, provenientes do MovieLens'. Os dados
foram coletados durante 07 meses no periodo de 19 de setembro de 1997 a 22 de abril
de 1998. Usudrios com menos de 20 filmes avaliados foram excluidos do conjunto. Essa
filtragem tem como objetivo remover dados considerados ruidos, ou seja, sdo informagdes
de pouca ou nenhuma relevincia para o conjunto geral. Por exemplo, se um usudrio avaliou

apenas dois ou trés filmes esses dados s@o insuficientes para gerar um perfil relevante para o

'Outra base popular na drea de recomendagio € a do NerFlix, porém é um conjunto de dados de grande
volume e devido a limitagoes de hardware tal base ndo foi utilizada nesse trabalho. Além disso, a autorizacido

para utilizacdo publica dessa base foi revogada hd algum tempo

37
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usudrio. Em geral todas as bases para fins académicos, com exceciio daquelas destinadas a
investigagdo do problema de Cold-start, passam por filtragem semelhantes.

As bases utilizadas possuem as seguintes caracteristicas:
(a) MovieLens 100K

e 943 usuarios;
e |.682 filmes:
e 100.000 avaliagdes (escala inteira de 1 a 5);

e Grau de Esparsidade: 93,7%.
(b) Moviel.ens IM

e 0.040 usudrios;
e 3.952 filmes;
o 1.00.209 avaliagdes (escala inteira de 1 a 5);

e Grau de Esparsidade: 95,8%.

Ambas as bases apresentam um grau bastante elevado de esparsidade?, o que significa
que as Matrizes Usudrio-Item de cada uma possuem uma grande quantidade de itens ndo-
avaliados. Tal situagdo consequentemente leva a um declinio no desempenho dos algoritmos

de recomendacdo.

5.2 Parametros Analisados

O desempenho da solugdo proposta, bem como dos métodos comparados neste trabalho,
foram analisados sob dois pardmetros: tempo de execugdo (em segundos) e acurdcia (MAE).

O tempo de execugdo foi dividido em duas etapas: fase de preparacio e realizagdo. A fase
de preparacdo corresponde a criagio de estruturas de dados necessdrias para a execucdo dos

métodos como, por exemplo, a Matriz Similaridade para o kNN tradicional e a construgio

20 grau de esparsidade é dado pela razio entre o nimero total de avaliagdes possiveis e a quantidade de

avaliagoes realizadas.
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da drvore para o kd rree. A etapa de realizagdo consistiu na formagdo das vizinhanca dos
usudrios alvo e na geracdo das predigoes.

Existem diversas formas de avaliar a acurdcia de um sistema de recomendagio (Capitulo
2). No cendrio de predi¢do de notas, tipicamente, utilizam-se métricas baseadas em erro.
Boumaza e Brun [11] utilizaram Mean Absolute Error para avaliar o método que desenvol-
veram. Uma vez que a solucgio proposta neste documento corresponde a uma extensio do

trabalho em [11], optou-se por usar a mesma métrica.

5.3 Ambiente e Ferramentas Utilizadas

O experimento foi realizado em uma méquina com processador Core 17 2300K de 3.4Ghz,
8Gb de memoria RAM DDR3 e sistema operacional Windows 7 de 64 bits. A solucio pro-
posta foi codificada com auxilio do ambiente de desenvolvimento Eclipse® (Kepler) em sua
versdo de 64 bits para desenvolvedores. O Eclipse é um ambiente integrado de desenvolvi-
mento com foco em Java, porém com suporte a outras linguagens de programagio.

O método desenvolvido utilizou como base o cédigo fonte da ferramenta MyMedia-
Lite [23], uma biblioteca especializada em sistemas de recomendacdo. Ela foi criada por
desenvolvedores da Universidade de Hildesheim, localizada na Alemanha. Essa ferramenta
fornece algoritmos pertencentes ao estado da arte de dois cendrios bastante comuns na fil-
tragem colaborativa: predicdo de itens e de notas. Além disso, é uma biblioteca de codigo
aberto e muito utilizada em competi¢des na drea de recomendacio.

QOutra ferramenta utilizada no trabalho foi a Java Statistical Analysis Tool (JSAT) [52],
uma biblioteca codificada em linguagem Java, que possui dezenas de algoritmos de apren-
dizado de mdquina. JSAT foi criado por Edward Raff ¢, Mestre em Ciéncia da Computagdo
pela Universidade Purdue, localizada em West Lafayette, Indiana. O autor mantém um Blog”,
em que discorre sobre as implementagdes contidas na biblioteca e discute outros assuntos da
drea de Aprendizado de Mdquina. Algumas das abordagens utilizadas na etapa de validagdo

sdo oriundas dessa ferramenta.

*www.eclipse.org

*https://plus.google.com/104543220538859537467
Swww.jsatml.blogspot.com.br
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A andlise estatistica foi conduzida com o auxilio do R®, uma ferramenta que retine um
conjunto de técnicas computacionais que facilitam a andlise dos dados, cdlculo numéricos e

produgdo gréfica.

5.4 Validacao

O processo de validagao consistiu em comparar a solu¢do proposta com abordagens voltadas
para a melhoria do desempenho do kNN, Os métodos foram avaliados no cendrio de predi¢do
de notas, ao qual destina-se a solugd@o proposta. Os dados utilizados foram divididos em

conjuntos disjuntos de treinamento e teste.

5.4.1 Abordagens Avaliadas

Foram selecionados métodos pertencentes ao dmbito de classificagdo e a drea de recomenda-
¢do. As abordagens divergem, principalmente, na organizacdo e escolha dos vizinhos mais

proximos. Sao elas:

k-Dimensional Tree (kd-tree): implementado na ferramenta JSAT. Corresponde a

proposicdo tradicional;

e Locality Sensitive Hash (LSH): implementado na ferramenta JSAT. Foi baseado no

algoritmo E2LSH, apresentado por Datar et al. [18];

e k-Nearest Neighbors (kNN): corresponde ao kNN padrdo para predi¢ao de notas,

cuja implementacio baseou-se no codigo-fonte da ferramenta MyMediaLire;

e Iterated Local Search (ILS) KNN: corresponde ao método apresentado por Boumaza
e Brun [11]. Na valida¢do utilizou-se também uma restri¢io 15% para o espago de

busca dos vizinhos.

Utilizou-se 0 mesmo valor de & para avaliagdo em ambas as bases de dados. De acordo
com testes realizados (Figura 4.1) escolheu-se o & que forneceu o melhor balango entre

acurdcia e tempo de busca para o dominio em questdo, no caso k = 30.

Chttp://www.r-project.org/
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O algoritmo para predigdo ¢ comum a todas as abordagens. No cendrio de predicio de
notas, geralmente as avaliagdes preditas sdo obtidas a partir de um cdlculo ponderado que
envolve as similaridades entre os usudrios (Figura 4.4). Observagdes empiricas indicaram
a correlagdo de Pearson como métrica mais acurada para tal tarefa, por isso, optou-se por
utilizd-la na etapa de realizacio. E importante destacar que nessa fase as similaridades foram
computadas no instante da predi¢do, com o intuito de evitar qualquer viés, devido a valores

previamente calculados.

5.4.2 Divisao dos Dados

Ao se estimar a qualidade de um sistema de recomendagdo € importante que os dados sejam
divididos corretamente [17]. Em geral, os dados sdo divididos em treinamento e teste. O
conjunto de treino normalmente possui a maior parte dos dados e € utilizado para fornecer
conhecimento ao método sobre o problema em questdo. Em contrapartida, os dados de teste
sdo usados para avaliar o desempenho do método. E fundamental que os conjuntos sejam
disjuntos, ou seja, uma avaliagdo de um usudrio para um item que pertenga ao conjunto de
treino ndo pode estar presente nos dados de teste e vice-versa.

Uma das maneiras mais comuns de se dividir os dados € a partir do método n-fold cross-
validation que consiste em separar a base de dados em n partes independentes, dessa forma as
partes ndo se sobrepdem. Cada parte € utilizada apenas uma vez como conjunto de teste e as
restantes sdo usadas para treinamento. De acordo com Cremonesi et al. [17], um bom valor
para n é 10. Portanto, as bases de dados do MovieLens (100K e 1M) foram divididas seguindo
o processo 10-fold cross-validation, separando-se assim 90% dos dados para treinamento e
10% para teste. Esse processo € repetido 5 vezes, totalizando uma quantidade final de 50

amostras.

5.5 Resultados

Foram realizadas 50 execugOes para cada abordagem avaliada. As médias dos resultados
estdo presentes nas Tabelas 5.1 e 5.2. Os valores detalhados de cada execugido podem ser

visualizados no Apéndice A.
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Tabela 5.1: Resultados das Execug¢des no MovieLens 100K
Preparacdo Realizagdo

R (segundos) (segundos) L
kd-tree 0,61 21,63 0,8333
LLSH 0,07 11.06 0,7528
ILS 1231,46 1.69 0.7083
kNN 1,30 3,05 0.6826
SP 0,52 1,93 0,6937

Tabela 5.2: Resultados das Execu¢des no MovieLens 1M
Preparagio Realizagdo

Sleiois (segundos) (segundos) e
kd-tree 9,24 1566,77  0,7875
LLSH 0,33 454,09 0.7014
ILS 7826,24 67.46 0,6591
kNN 91.37 150,76 0,6500
Sp 36,14 64,73 0,6546

A solugao proposta e 0 KNN padrio apresentaram os melhores resultados dentre as abor-
dagens testadas. Com o objetivo de verificar o real desempenho desses dois métodos, foram
realizadas novas execugdes, porém modificando a fungdo de predigio para que fossem uti-
lizadas as similaridades previamente calculadas e armazenadas nas Matrizes Similaridades
de cada abordagem. Os resultados das novas execugdes podem ser visualizados na Tabelas
5.3 ¢ 5.4. E possivel observar uma redugio significativa no tempo de realizaciio de ambos os

algoritmos.

Tabela 5.3: Solugdo Proposta x kNN Padrdo no Movielens 100K
Preparacdo Realizacao

hickoin (segundos) (segundos) READ
kNN Padrio 1,42 1,35 0.6826
SP 0,57 0,28 0,6937

5.6 Analise Estatistica

Em geral, um dos primeiros passos em um processo de andlise estatistica corresponde a
andlise grafica dos dados envolvidos. O estudo visual fornece informacoes importantes sobre

o comportante dos dados e auxilia na tomada de decisdo sobre a aplicacdo de outros testes
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Tabela 5.4: Solugdo Proposta x kNN Padrdo no MovieLens 1M
Preparagio Realizagio

Método
(segundos) (segundos) MAE
kNN Padrio 91.45 108,66 0.6500
SP 36,10 20,45 0,6546

que eventualmente sejam necessarios.

O processo estatistico conduzido neste trabalho, teve apenas como base a andlise visual
das amostras obtidas no experimento, uma vez que apos a observacdo do comportamento dos
dados tornou-se dispensdvel realizar testes estatisticos adicionais.

O estudo visual foi realizado com o auxilio de boxplots [6,62]. Esse tipo de grafico
permite representar a distribuicdo de um conjunto de dados a partir de uma linha, que vai
desde o valor minimo ao valor maximo com linhas verticais (ou horizontais) desenhadas no
primeiro quartil, na mediana e no terceiro quartil. Os quartis dividem os dados (ordenados)

em quatro grupos com aproximadamente 25% dos valores em cada (Figura5.1).

Maximo

30 Quartil

Mediana

19 Quartil

Minimo

Figura 5.1: Exemplo de um boxplot.

Os boxplots sio bastante utilizados para comparacdo de grupos de dados. A partir de
uma andlise visual é possivel determinar se hd diferencas entre dois ou mais conjuntos. Por
exemplo, na Figura 5.2(a) é possivel afirmar que os grupos A e B sio diferentes (sendo A

maior que B), pois ndo hd sobreposi¢do das caixas dos gréficos, o que significa que 75%
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dos valores de A estdo abaixo de 75% de B. Na Figura 5.2(b) tem-se que 75% dos valores
de A sdo inferiores a 50% de B, dessa forma, ¢ provédvel que B seja maior que A. Na
Figura 5.2(c) hd um sobreposi¢io entre as medianas de ambos os grupos, por isso ndo é
possivel afirmar se hd diferengas entre A ¢ B. Nos dois Gltimos casos sdo necessdrios testes
estatisticos adicionais para determinar se realmente hd diferencas entres os grupos, enquanto

que na Figura 5.2(a) apenas a andlise grifica é suficiente.

N&o ha As caixas se As caixas se
scbreposigdo sobrepbem, mas sobrepbem com as
das caixas. ndo as medianas medianas

T
0
n

HE
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- 8 |
-
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| =]
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(a) (o) ©

B & maior do que A E provavel que B seja N&o ¢ possivel
maior do que A. dizer se ha
diferenga.

Figura 5.2: Andlise de Boxplots

5.6.1 Tempo Total de Execucio

Nas Figuras 5.3 e 5.5 tém-se os boxsplots dos tempos totais das execugdes (tempo de prepa-
racdio mais realiza¢iio) dos métodos avaliados no MovieLens 100K e 1M, respectivamente.
Percebe-se que os graficos estao pouco legiveis devido a grande diferenca dos valores no eixo
Y, o que dificulta a realizagdo de um estudo visual. Sendo assim, optou-se pela separagiao
dos boxsplots em planos individuais, como € possivel observar nas Figuras 5.4 ¢ 5.6.

A andlise dos grificos indicou que os grupos avaliados sdo diferentes, sendo a solucio
proposta responsdvel pelo conjunto de dados com os menores tempos das execugdes. Uma
vez que ndo hd sobreposi¢iio das caixas ou das medianas, ndo se faz necessdria a aplicagdo

de testes adicionais.















































































































