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RESUMO

A recomendação de Pontos de Interesse (POIs) ganha destaque no contexto de sistemas de

recomendação (SRs), especialmente com o crescimento de Redes Sociais Baseadas em Localização,

como Foursquare, Gowalla e Yelp. A qualidade dessas recomendações é essencial para enriquecer a

experiência do usuário nessas plataformas, facilitando a sociabilidade e promovendo o turismo, além

de levantar uma série de desafios para a comunidade. No entanto, os sistemas tradicionais de

recomendação de POIs frequentemente se limitam a considerar informações como avaliações de

locais, fotos, horários de acesso e check-ins, negligenciando dados geográficos relevantes, como

feições geográficas que incluem rios, edifícios, ruas e lagos no contexto de um POI. Essas feições

podem influenciar significativamente as preferências dos usuários, uma vez que eles podem visitar

um POI por gostar das feições geográficas presentes no ambiente. Como exemplo, algumas pessoas

preferem cafeterias próximas a lagos e áreas arborizadas em vez de rodovias movimentadas. Neste

estudo, propomos e avaliamos a utilização de embeddings geográficos que incorporam feições

geográficas para aprimorar SRs de POIs. Os resultados indicaram que o uso dos embeddings que

consideram as feições aumentou a acurácia e o MRR em até 1.65% na tarefa de recomendação do

próximo POI no conjunto de dados utilizado, em comparação ao baseline, confirmando a importância

das feições geográficas para melhorar SRs de POIs.



EVALUATION OF GEOGRAPHIC EMBEDDINGS IN POI

RECOMMENDATION SYSTEMS

ABSTRACT

Points of Interest (POIs) recommendation gains prominence in the context of recommendation

systems (RSs), especially with the growth of Location-Based Social Networks, such as Foursquare,

Gowalla, and Yelp. The quality of these recommendations is essential to enrich user experience on

these platforms, facilitating sociability and promoting tourism, in addition to raising a series of

challenges for the community. However, traditional POI recommendation systems often limit

themselves to considering information such as site reviews, photos, access times, and check-ins,

neglecting relevant geographical data, such as geographical features that include rivers, buildings,

streets, and lakes in POIs’ vicinity. These geographic features can significantly influence user

preferences, as they may visit a POI because they like the geographical features present in the

environment. For example, some people prefer coffee shops near lakes and wooded areas instead of

busy highways. In this study, we propose and evaluate the use of geographical embeddings that

incorporate geographical features to enhance POI RSs. The results indicated that the use of

embeddings that consider the features increased the accuracy and the MRR by up to 1.65% in the

task of next POI recommendation in the used dataset, compared to the baseline, confirming the

importance of geographical features to improve POI RSs.
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RESUMO
A recomendação de Pontos de Interesse (POIs) ganha destaque no
contexto de sistemas de recomendação (SRs), especialmente com
o crescimento de Redes Sociais Baseadas em Localização, como
Foursquare, Gowalla e Yelp. A qualidade dessas recomendações é
essencial para enriquecer a experiência do usuário nessas platafor-
mas, facilitando a sociabilidade e promovendo o turismo, além de
levantar uma série de desaios para a comunidade. No entanto, os
sistemas tradicionais de recomendação de POIs frequentemente se
limitam a considerar informações como avaliações de locais, fotos,
horários de acesso e check-ins, negligenciando dados geográicos re-
levantes, como feições geográicas que incluem rios, edifícios, ruas
e lagos no contexto de um POI. Essas feições podem inluenciar
signiicativamente as preferências dos usuários, uma vez que eles
podem visitar um POI por gostar das feições geográicas presentes
no ambiente. Como exemplo, algumas pessoas preferem cafeterias
próximas a lagos e áreas arborizadas em vez de rodovias movimenta-
das. Neste estudo, propomos e avaliamos a utilização de embeddings

geográicos que incorporam feições geográicas para aprimorar SRs
de POIs. Os resultados indicaram que o uso dos embeddings que
consideram as feições aumentou a acurácia e o MRR em até 1.65%
na tarefa de recomendação do próximo POI no conjunto de dados
utilizado, em comparação ao baseline, conirmando a importância
das feições geográicas para melhorar SRs de POIs.

PALAVRAS-CHAVE
Sistemas de recomendação, Pontos de Interesse, embeddings geo-
gráicos, feições geográicas, Aprendizagem de Máquina

1 INTRODUÇÃO
Atualmente, os sistemas de recomendação (SRs) desempenham um
papel crucial na personalização da experiência do usuário, forne-
cendo sugestões altamente relevantes em uma variedade de domí-
nios, incluindo e-commerces [1], entretenimento [13] e música [21].
Esses sistemas são fundamentais para ajudar os usuários a navegar
por diversas opções, recomendando produtos, ilmes e músicas que
se alinham com suas preferências.

Dentro do vasto campo de SRs, a recomendação de Pontos de
Interesse (POIs) representa uma subárea de crescente interesse.

Os autores retêm os direitos, ao abrigo de uma licença Creative Commons Atribuição CC
BY, sobre todo o conteúdo deste artigo (incluindo todos os elementos que possam conter,
tais como iguras, desenhos, tabelas), bem como sobre todos os materiais produzidos pelos
autores que estejam relacionados ao trabalho relatado e que estejam referenciados no artigo
(tais como códigos fonte e bases de dados). Essa licença permite que outros distribuam,
adaptem e evoluam seu trabalho, mesmo comercialmente, desde que os autores sejam
creditados pela criação original.

POIs, que podem ser locais como restaurantes, hotéis e parques,
são essenciais para experiências de turismo, um setor que contribui
signiicativamente para o crescimento econômico global [4]. No
entanto, a recomendação eicaz de POIs apresenta desaios únicos,
devido à complexidade inerente em capturar as preferências dos
usuários, que são inluenciadas por fatores culturais, pessoais e
geográicos.

Sistemas tradicionais de recomendação de POIs frequentemente
se baseiam em embeddings que consideram sempre as mesmas in-
formações, como avaliações dos usuários sobre os locais, check-ins,
horários de visitação e tipos de POIs [15, 32, 35]. Esses dados são
bastante relevantes pois representam padrões de visitação e carac-
terísticas dos POIs visitados. Os tipos de POI, por exemplo, catego-
rizam os pontos de interesse de diversas formas, como comerciais
(por exemplo, restaurantes, hotéis), recreativos (parques, museus) e
transportes (aeroportos, estações ferroviárias), facilitando buscas
em bancos de dados geográicos e agrupamentos. Entretanto, apesar
das recentes pesquisas mostrarem bons resultados [31ś33], elas não
consideram a utilização de feições geográicas no contexto de um
POI. Essas feições podem ser cruciais para caracterizar as preferên-
cias dos usuários, podendo inclusive motivar a escolha dos POIs a
serem visitados. Um exemplo disso é que algumas pessoas podem
ir a um parque com um lago, como o Central Park em Nova York,
e em seguida para um restaurante com as mesmas características,
com um lago ou rio próximos.

Diante disso, conduzimos um estudo com o objetivo de respon-
der à seguinte questão: a utilização de embeddings geográicos que
incorporam feições geográicas pode aprimorar as recomendações
de POIs? Nesse contexto, propomos uma abordagem para incorpo-
rar embeddings dessa natureza em um modelo de recomendação
de POIs e avaliamos experimentalmente nossa solução a partir
da comparação da eicácia do recomendador antes e depois dessa
adaptação.

Para isso, selecionamos uma abordagem recentemente desenvol-
vida para incorporar feições geográicas em embeddings de tipos de
POIs (GeoContext2Vec [23]), que tem se mostrado promissora para
outros cenários de aplicação. O modelo selecionado para implemen-
tação da abordagem foi o GETNext [32], referenciado na literatura
como uma das principais opções para recomendação de POI. Os
resultados obtidos indicam que a abordagem parece promissora,
conseguindo capturar a importância das feições geográicas pre-
sentes no contexto de um POI para a escolha do próximo POI a ser
visitado por um usuário.

As seções subsequentes estão organizadas da seguinte maneira:
a Seção 2 explica conceitos relevantes para esta pesquisa. A Seção 3
descreve trabalhos relacionados na área de representação de POIs e
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SRs de POIs. Na Seção 4 apresentamos nossa metodologia, incluindo
a arquitetura do modelo utilizado e geração dos embeddings geo-
gráicos. A Seção 5 discute os resultados de nossos experimentos.
Por im, a Seção 6 conclui o artigo e aponta para pesquisas futuras.

2 FUNDAMENTAÇÃO TEÓRICA
Esta seção aborda conceitos teóricos relevantes no contexto de
aprendizado de máquina e SRs de POIs abordados nessa pesquisa,
comoWord Embeddings, Transformers e feições geográicas.

2.1 Word Embeddings

Embeddings1 são representações vetoriais densas e de baixa dimen-
são de objetos em um espaço contínuo, que podem incluir palavras,
frases, documentos, imagens e sons. A principal função dos embed-

dings é converter dados de alta dimensionalidade e frequentemente
esparsos em vetores mais compactos e densos, preservando relações
semânticas e contextuais, facilitando a manipulação matemática
eiciente.

Word Embeddings são essencialmente uma categoria especíica
de embeddings focados exclusivamente em palavras, permitindo
que modelos de aprendizado de máquina e processamento de lin-
guagem natural (PLN) capturem aspectos semânticos, sintáticos e
relações de contexto entre palavras. A principal função dosWord

Embeddings é transformar palavras, que são símbolos discretos e
sem uma representação numérica natural, em vetores contínuos que
podem ser processados por algoritmos de aprendizado de máquina.

OsWord Embeddings são amplamente utilizados em tarefas como
análise de sentimentos [8], reconhecimento de entidades nomeadas
[9], tradução automática [38], entre outros. Eles são fundamentais
porque permitem que o modelo entenda que palavras com signiica-
dos ou contextos semelhantes tenham representações vetoriais pró-
ximas. Na Figura 1 podemos observar as palavras "gato", "cachorro"e
"computador"representadas como embeddings em um espaço ve-
torial. Nessa igura, é possível perceber que as palavras "gato"e
"cachorro"estão mais próximas no espaço vetorial, ao contrário de
"gato"e "computador". Isso demonstra a habilidade dos embeddings

de capturar o signiicado semântico das palavras, fazendo com que
vetores de palavras semelhantes estejam mais próximos entre si no
espaço vetorial.

Figura 1: Representação visual de embeddings das palavras
’gato’, ’cachorro’ e ’computador’

1https://www.cloudlare.com/pt-br/learning/ai/what-are-embeddings/

Um dos exemplos mais notáveis e amplamente utilizados deWord

Embeddings é o Word2Vec, desenvolvido por Mikolov et al. [18] em
2013. O Word2Vec utiliza redes neurais para aprender representa-
ções vetoriais de palavras a partir de grandes conjuntos de dados
textuais. Existem duas arquiteturas principais dentro do Word2Vec:

• CBOW (Continuous Bag ofWords): Neste modelo, o obje-
tivo é prever uma palavra com base no contexto. Por exemplo,
dada a sequência de palavras "o gato dorme no", o modelo
CBOW tentaria prever a palavra "sofá"como a palavra mais
provável para completar a frase.

• Skip-gram: O modelo Skip-gram inverte a tarefa do CBOW,
tentando prever o contexto a partir de uma palavra. Por
exemplo, dada a palavra "gato", o modelo tentaria prever
palavras como "dorme", "no"e "sofá".

Ambos osmodelos são eicazes para capturar relações semânticas
e sintáticas, podendo inclusive ser aplicado em situações que não en-
volvem palavras diretamente, como em sistemas de recomendação
[2].

2.2 Transformers

Transformers é uma arquitetura de aprendizado de máquina que
ganhou destaque no campo de PLN desde sua introdução em 2017
por Vaswani et al. [24]. Essa arquitetura baseia-se em mecanismos
de atenção, especiicamente a "atenção auto-dirigida"(self-attention).
Esse mecanismo permite que o modelo avalie diferentes partes de
uma entrada para determinar quais são mais relevantes entre si,
aprendendo contextos e dependências complexas em dados sequen-
ciais, independentemente da distância entre os elementos relevantes
na sequência. Isso elimina a necessidade de redes neurais recor-
rentes (RNNs) ou convolucionais (CNNs), que eram comumente
utilizadas emmodelos anteriores para processamento de sequências.
Por esse motivo, modelos que utilizam a arquitetura Transformers

são excelentes no tratamento de longas dependências entre elemen-
tos de sequência de entrada, permitindo ainda processamento em
paralelo.

A arquitetura dos Transformers é geralmente dividida em duas
partes principais: o codiicador (encoder) e o decodiicador (decoder)
(Figura 2). Cada parte consiste em uma pilha de camadas idênticas
que contêm subcamadas de atenção multi-cabeça e redes neurais
feed-forward densamente conectadas. Normalizações de camada e
conexões residuais também são empregadas para facilitar o treina-
mento de redes muito profundas.

Durante a fase de treinamento de um modelo que utiliza a ar-
quitetura Transformers, o processo central envolve o ajuste dos
pesos de atenção. Esses pesos são essenciais porque determinam
quão importante é cada palavra da sequência de entrada em relação
às outras. O modelo realiza isso calculando os pesos de atenção
que ajudam a destacar partes especíicas da entrada que são mais
relevantes para a tarefa em questão.

A arquitetura Transformers é utilizada hoje em uma variedade
de tarefas no campo de aprendizado de máquina, desde visão com-
putacional, processamento de áudio, geração de texto, entre outros.

2.3 Feições geográicas
Feições geográicas referem-se a qualquer parte da superfície terres-
tre ou a qualquer elemento presente nela que possa ser representado
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Figura 2: Arquitetura do transformer

Source: [24]

em um mapa2. A identiicação e análise dessas feições são cruciais
em áreas como geograia e ciências ambientais, contribuindo para
pesquisas em planejamento urbano, estudos ambientais, navegação
e cartograia. Cada feição geralmente possui atributos associados
que fornecem informações adicionais, como nome, população ou
elevação, e podem apresentar características espaciais adicionais,
como coordenadas geográicas. As feições podem representar diver-
sos tipos de entidades geográicas, como pontos (Figura 3.a), linhas
(Figura 3.b), polígonos (Figura 3.c) ou até objetos mais complexos,
como redes ou superfícies. Cada um desses tipos pode represen-
tar informações diferentes dentro do contexto de uma cidade, com
pontos3 representando uma feição que não tem comprimento nem
área em uma determinada escala, como semáforos, árvores e fontes;
linhas4, que são feições com comprimento mas sem área, como
rios, ruas e rodovias; e polígonos5, que delimitam uma área em
uma determinada escala, podendo representar edifícios, parques e
lagos. Essas deinições não são necessariamente excludentes; um
rio, por exemplo, pode ser tratado tanto como uma feição do tipo
linha quanto do tipo polígono.

3 TRABALHOS RELACIONADOS
Esta seção descreve trabalhos correlatos nas áreas de representação
e SRs de POIs.

2https://support.esri.com/pt-br/gis-dictionary/search?q=feição
3https://support.esri.com/pt-br/gis-dictionary/point-feature
4https://support.esri.com/pt-br/gis-dictionary/line-feature
5https://support.esri.com/pt-br/gis-dictionary/polygon-feature

Figura 3: Tipos de feições geográicas: a) ponto b) linha c)
polígono

3.1 Representação de POIs
Diversos estudos têm explorado a representação de POIs por meio
de técnicas de embedding, destacando-se como uma abordagem
promissora para melhorar a eicácia dos SRs de POIs. Estudos como
o de Wang et al. [27], que introduziram o Urban2Vec, exemplii-
cam inovações signiicativas nesse campo. O Urban2Vec é uma
técnica não supervisionada que gera representações de bairros e
vizinhanças utilizando uma combinação de imagens de street view
e informações textuais dos POIs. Esta abordagem é notável porque
integra características visuais e textuais com dados geoespaciais,
superando os baselines existentes e competindo com métodos total-
mente supervisionados em tarefas de predição downstream como
planejamento urbano, desenvolvimento de modelos de negócios e
melhoria do bem-estar social.

No contexto de SRs de POIs, os embeddings gerados por essas
técnicas são utilizados para capturar a essência dos POIs e con-
textualizar as recomendações de acordo com as preferências dos
usuários e características locais. Por exemplo, Zheng et al. [5] intro-
duziram o modelo POI2Vec, que utiliza embeddings para representar
os POIs com base nas interações dos usuários e nos check-ins, permi-
tindo um entendimento mais profundo dos padrões de movimento
e preferências.

Por outro lado, Silva et al. [23] propuseram o GeoContext2Vec,
uma abordagem que enfatiza a importância das feições geográicas
na vizinhança de um POI para a geração de embeddings. Diferente
de métodos que se apoiam em dados de check-in ou descrições
textuais, o GeoContext2Vec avalia a proporção e a unicidade do
espaço ocupado pelas feições. Este método demonstrou superar
o ITDL (Yan et al. [30]), um método estado-da-arte baseado em
coocorrências de POIs, em termos de avaliação de similaridade
de tipos de POI por análises humanas. Além disso, a utilização
de mapas de domínio público como o OpenStreetMap (OSM) para
a criação de vetores é destacada como uma alternativa prática e
reproduzível.

Apesar de muitos estudos sobre SRs de POIs utilizarem embed-

dings gerados com base em tipos de POI, check-ins e outros fato-
res, identiicamos uma lacuna no uso de embeddings que integram
feições geográicas para aprimorar esses sistemas. Assim, empre-
gamos o GeoContext2Vec para gerar embeddings de tipos de POIs
que incluem feições geográicas, utilizando-os no contexto de re-
comendação de POIs, presente nessa pesquisa, para aprimorar as
recomendações.
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3.2 Sistemas Convencionais de Recomendação
de POIs

Pesquisas iniciais na área de SRs de POIs utilizaram cadeias de Mar-
kov e técnicas de fatoração de matrizes [3, 29, 37]. Entretanto, essas
abordagens se tornaram limitadas para representar os padrões de
visitação dos usuários quando comparadas a abordagens baseadas
em aprendizagem profunda e embeddings [7].

Além disso, muitas abordagens modelam as relações entre POIs
visitados e potenciais POIs incorporando e priorizando fatores tem-
porais. Yuan et al. [34] identiicaram uma lacuna signiicativa nos
métodos existentes, que frequentemente negligenciavam a inluên-
cia do tempo especíico do dia nas preferências dos usuários. Eles
propuseram um modelo de recomendação colaborativa que integra
informações temporais, permitindo recomendações mais precisas
para diferentes momentos do dia. Shi et al. [22] introduziram uma
rede de memória atencional com embeddings baseados em correla-
ção (AMN-CE) para recomendação de POI considerando o tempo,
propondo um mecanismo de atenção temporal para ajustar a in-
luência de diferentes horários nas preferências do usuário. Wang
et al. [25] desenvolveram um modelo que incorpora preferências
temporais de check-in dos usuários, projetando uma rede neural
entre-grafos para controlar o luxo de informação através de diferen-
tes espaços semânticos, melhorando a precisão das recomendações
ao considerar a relação entre horários de check-in e POIs.

Halder et al. [10] abordaram a recomendação do próximo POI
considerando o tempo de ila que os usuários levam para entrar
em um POI, um fator crítico que inluencia o comportamento de
mobilidade do usuário. Utilizando um modelo Transformers, o TLR-
M, os autores não só recomendam o próximo POI, mas também
preveem o tempo de ila necessário para um usuário entrar em um
POI.

Embora os fatores temporais sejam importantes, a inluência
geográica dos POIs também é crucial para aprimorar as recomen-
dações. Diversas técnicas de geração de embeddings geográicos têm
sido aplicadas considerando o contexto de POIs, vizinhança e carac-
terísticas, além de fatores temporais, para capturar as preferências
dos usuários e melhorar as recomendações.

3.3 Sistemas de Recomendação de POIs que
consideram dados geográicos

Luo et al. [17] propuseram o Spatio-Temporal Attention Network

(STAN), um modelo que aborda a questão da escassez espacial e
das relações temporais empregando uma arquitetura de atenção
em duas camadas. Este modelo é hábil em facilitar interações entre
locais não adjacentes e check-ins não consecutivos, capturando os
efeitos espaço-temporais explícitos que inluenciam o comporta-
mento do usuário.Wang et al. [26] propõem ummétodo de recomen-
dação de POIs que aproveita inluências sequenciais, de categoria e
geográicas. Este método começa extraindo vetores latentes de POIs
e preferências do usuário a partir de sequências de check-in usando
um modelo de embedding de palavras. Em seguida, aplica-se uma
iltragem colaborativa para prever as preferências do usuário para
diferentes POIs com base em seu comportamento.

Qin et al. [19] propuseram o framework Disentangled dual-graph

(DisenPOI) para recomendação do próximo POI a ser visitado, que

aprimora a recomendação de POIs ao separar as inluências sequen-
ciais e geográicas, frequentemente confundidas em abordagens
tradicionais. O framework utiliza dois grafos distintos: um para
modelar a sequência de visitas do usuário e outro para represen-
tar as relações geográicas entre POIs. Por meio de aprendizado
contrastivo, o framework extrai representações dissociadas dessas
inluências, permitindo uma compreensão mais clara das prefe-
rências do usuário e resultando em recomendações mais precisas
e interpretáveis. Yang et al. [32] apresentaram o modelo Graph

Enhanced Transformer (GETNext), que também usa grafos para a
recomendação do próximo POI, aproveitando um mapa de luxo de
trajetória global e uma arquitetura baseada em Transformers. Para
capturar padrões genéricos de movimento de um usuário entre
POIs, os autores construiram um grafo que representa a trajetória
dos usuários. Nesse grafo, os nós reletem POIs com atributos como
localização geográica, categoria do POI e frequência de check-in.
Após isso, eles utilizaram uma Rede Neural Convolucional de Gra-
fos para aprender os embeddings de POIs que encapsulam essas
transições globais e recomendar o próximo POI a ser visitado.

Yan et al. [31] desenvolveram o Spatio-Temporal HyperGraph

Convolutional Network (STHGCN), um modelo para recomendação
do próximo POI que emprega um hipergrafo para analisar informa-
ções de trajetórias detalhadas. O modelo aprende com trajetórias
históricas e colaborativas, resolvendo o problema de cold start [14]
e aprimorando recomendações para diferentes durações de traje-
tórias de usuários. Utilizando um Transformers com hipergrafo,
o STHGCN integra estruturas de hipergrafo com dados espaço-
temporais, mostrando-se superior a métodos anteriores em testes
práticos. Yin et al. [33] desenvolveram o modelo Sequence-based

Neighbour search and Prediction Model (SNPM) para recomendação
do próximo POI, empregando técnicas de embeddings de grafos e
métodos Eigenmap para analisar relações de POIs a partir de da-
dos esparsos de check-in. O modelo inclui um Grafo de Vizinhos
Dinâmico e uma Previsão de Dependência de Múltiplos Passos,
considerando tanto o estado atual quanto sequências históricas de
visitas aos POIs.

Embora as abordagens previamente citadas tenham avançado
signiicativamente ao considerar dados geográicos e arquiteturas
baseadas em grafos para melhorar as recomendações, ainda existe
uma lacuna importante na integração de feições geográicas em
modelos de recomendação de POIs. Sendo assim, propomos uma
abordagem que utiliza embeddings geográicos de tipos de POI que
incorporam feições geográicas, como descrito em [23]. Nós então
integramos esses embeddings na arquitetura baseada em grafos e
Transformers do modelo GETNext [32] e veriicamos se a adição
desses embeddings melhora as recomendações de POIs.

4 METODOLOGIA
Em nossa abordagem metodológica, empregamos a geração de em-

beddings de tipos de POIs utilizando o GeoContext2Vec e então
integramos esses embeddings na arquitetura baseada em grafos e
Transformers do modelo GETNext. Os detalhes destes processos
serão explorados nas subseções seguintes.
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4.1 Geração de embeddings de tipos de POI
Como mencionado anteriormente, as feições geográicas desempe-
nham um papel fundamental na representação de tipos de POIs.
SRs de POIs podem se beneiciar signiicativamente disso, pois ten-
tam capturar as preferências dos usuários com base em diferentes
atributos.

Para isso, utilizamos o GeoContext2Vec para representar os tipos
de POIs, considerando seu potencial em aproveitar as feições geográ-
icas presentes no contexto de um POI. Diferentemente dos métodos
tradicionais que se baseiam em coocorrências, check-ins e populari-
dade de POIs, o GeoContext2Vec explora as informações geográicas
disponíveis em mapas, como o OSM, para gerar embeddings dos
tipos de POI de forma mais precisa. O OSM possui quatro tabelas
principais que utilizamos para extrair as feições geográicas rele-
vantes para o nosso contexto. São elas: planet_osm_polygons, que
contém feições como edifícios, parques, rios, lagos, etc; planet_osm_-

lines, que inclui ruas e rodovias menores, ferrovias, etc; planet_osm_-

roads, que encapsula as principais estradas e rodovias da cidade; e
planet_osm_points, que possui semáforos, árvores, fontes, etc.

Inicialmente, o algoritmo do GeoContext2Vec considera um raio
ao redor do POI (por exemplo, 100 metros) e identiica as feições
geográicas presentes nesse contexto (Figura 4). Em seguida, ele
calcula a proporção do espaço ocupado por cada feição geográica
no contexto. Por exemplo, um rio que atravessa todo o contexto
terá uma proporção maior do que um pequeno edifício.

Figura 4: Contexto geográico de um POI

Além disso, o algoritmo considera um parâmetro � que deter-
mina a ênfase dada à área das feições geográicas em relação às
suas ocorrências. Se � for deinido como 1.0, apenas a área das
feições será considerada. Por outro lado, se � for 0.0, apenas as
ocorrências das feições serão levadas em conta. Valores entre 0.0
e 1.0 indicam uma combinação das duas, onde a proporção é de-
terminada pelo valor do parâmetro. O algoritmo também avalia a
unicidade de cada feição geográica. Um único rio, por exemplo,
será mais relevante para caracterizar o contexto do que pequenas
árvores presentes em grande quantidade. Combinando a proporção
de espaço e a unicidade, o algoritmo gera um fator que aumenta
a relação de coocorrência entre o tipo de POI e cada feição geo-
gráica presente no contexto. Por im, o conjunto de relações de
coocorrência gerado é usado para treinar um modelo Word2Vec
[18], que aprende embeddings vetoriais para cada tipo de POI. Esses
embeddings capturam as relações contextuais entre os tipos de POI
e as feições geográicas do contexto.

O algoritmo foi aplicado para a geração de embeddings conside-
rando os tipos de POIs presentes no dataset utilizado. Deinimos
um raio de 400m para o contexto geográico de um POI e consi-
deramos todas as feições geográicas presentes na circunferência
desse raio. Esse valor foi estabelecido por meio de experimentação,
sendo 400m o que produziu os resultados mais favoráveis. Tam-
bém deinimos o parâmetro � como 0.8, o que signiica que 80%
é destinado à área da feição e 20% às ocorrências, que também se
mostrou mais apropriado nas nossas experimentações. Após isso,
extraímos todas as feições relevantes considerando as tabelas do
OSM mencionadas anteriormente e em seguida calculamos o fator
de coocorrência para cada tipo de POI e feição geográica. Esse fator
considera tanto a proporção do espaço ocupado pela feição quanto
sua unicidade no contexto, e tenta capturar a relevância de uma
feição em relação a um tipo especíico de POI dentro de um dado
contexto. Com isso, formamos um conjunto de treinamento onde
cada entrada relete uma relação de coocorrência, ponderada pelo
fator calculado. Treinamos então um modelo Word2Vec usando a
arquitetura Skip-Gram, que aprende representações vetoriais para
cada tipo de POI com base nas feições geográicas associadas, e
obtemos um embedding para cada tipo de POI presente no dataset,
reletindo as feições geográicas de seu contexto.

4.2 Arquitetura do Modelo
O modelo GETNext tenta prever o próximo POI a ser visitado por
um usuário, integrando contexto e informações sequenciais. A ar-
quitetura empregada no modelo inclui componentes cruciais para
essa predição, mesclando padrões de movimento genéricos, prefe-
rências especíicas do usuário e dados contextuais para prever o
próximo POI a ser visitado. A utilização de redes neurais de grafos,
mecanismos de atenção e a arquitetura baseada em Transformers

possibilita a captura de relações complexas e recomendações perso-
nalizadas.

Os três principais componentes da arquitetura são: Aprendi-
zado de Movimento Genérico, Embedding Contextual e Codiicador-
Decodiicador. Esses três componentes são descritos nas subseções
seguintes.

4.2.1 Aprendizado de Movimento Genérico (Generic Movement Lear-

ning). Na camada de Aprendizado de Movimento Genérico, uma
Rede Neural Convolucional de Grafos (GCN) analisa dados his-
tóricos de check-in para aprender os embeddings de POIs. Esses
embeddings reletem os padrões de movimento dos usuários entre
POIs, considerando aspectos como localização, categoria e frequên-
cia de visitas. Adicionalmente, a camada inclui umMapa de Atenção
de Transição, que modela explicitamente as probabilidades de tran-
sição entre POIs, reforçando a inluência dos padrões coletivos de
movimento na previsão.

4.2.2 Embedding Contextual (Contextual Embedding). Na camada
de Embedding Contextual são gerados outros três embeddings, além
dos embeddings de POIs gerados na camada de Aprendizado do
Movimento Genérico. São eles: embeddings de usuário, categoria
e tempo. Esses embeddings são projetados para capturar, respec-
tivamente, as preferências do usuário, a classiicação dos POIs e
as preferências temporais. No entanto, para extrair compreensões
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mais profundas, é necessário combinar esses embeddings. São inte-
grados então os embeddings de POI com os especíicos do usuário,
que são derivados do histórico individual, a im de personalizar as
recomendações. Além disso, os embeddings temporais e os embed-

dings de categoria também são combinados, reconhecendo que as
preferências dos usuários podem mudar conforme a categoria do
POI e os diferentes horários do dia. Essas integrações ajustam o
modelo para alinhar-se às preferências do usuário e ao contexto
temporal das visitas aos POIs.

4.2.3 Codificador-Decodificador. A camada de codiicador-deco-
diicador, subdividida em um codiicador Transformer e decodiica-
dores perceptron multi-camada, processa sequências de check-ins
e extrai características relevantes usando camadas de atenção e
redes totalmente conectadas. O decodiicador emprega um percep-

tron multi-camadas para fazer previsões detalhadas, incluindo o
próximo POI a ser visitado, sua categoria e o tempo de visita.

Dado o contexto da arquitetura descrita, adicionamos os em-

beddings dos tipos de POI que incorporam as feições geográicas,
gerados para a cidade de Nova York utilizando o GeoContext2Vec,
a im de que o modelo seja capaz de identiicar os padrões de vi-
sitação e associá-los às feições geográicas. Os embeddings foram
adicionados após a concatenação dos embeddings combinados (POI
+ usuário e categoria + tempo), como mostrado na camada de Em-

bedding Contextual na Figura 5. Essa adição tem como objetivo
ter uma representação inal que apresente as duas conigurações,
visitação e feições. Essa abordagem pode ser intuitivamente com-
preendida como um meio de fornecer ao modelo uma compreensão
mais rica do contexto geográico associado aos locais visitados. Ao
fazer isso, o modelo pode aprender a associar aspectos geográicos
especíicos com padrões de visitação, potencialmente melhorando
sua capacidade de fazer recomendações precisas e contextualmente
relevantes.

5 EXPERIMENTOS E RESULTADOS
Esta seção descreve o dataset, métricas de avaliação e experimentos
realizados para a tarefa de recomendação do próximo POI na cidade
de Nova York.

5.1 Dataset

Conduzimos nossos experimentos no dataset público de Nova York
do Foursquare1, que possui 1.075 usuários, 5.099 POIs, 318 catego-
rias e 104.074 check-ins coletados entre abril de 2012 e fevereiro de
2013. A sequência total de check-ins de um usuário foi dividida em
trajetórias de intervalos de 24 horas, gerando um total de 14.160
trajetórias. Trajetórias que continham apenas um check-in foram
eliminadas do dataset. O dataset foi dividido em treino, validação
e teste seguindo uma ordem cronológica, sendo 80% para treino,
10% para validação e 10% para teste. Um ponto importante é que,
se um usuário ou POI não apareceu no treinamento mas apareceu
no teste, nós o ignoramos ao calcular as métricas.

5.2 Avaliação
Como métricas principais, utilizamos a acurácia@k (Acc@k) e o
MRR, que são usuais em SRs. A Acc@k veriica se o POI que o

1https://sites.google.com/site/yangdingqi/home/foursquare-dataset

usuário visitou (ou interagiu) está presente entre os K principais
POIs recomendados. Entretanto, como a Acc@k não leva em conta
a ordem dos POIs relevantes nos primeiros k resultados, utilizamos
também o MRR, que considera a posição do primeiro POI relevante
na lista de recomendações. UmMRRmais alto indica que, em média,
o primeiro POI relevante aparece em uma posição superior nas
listas de recomendações, reletindo em uma melhor qualidade. A
Acc@k foi deinida pela seguinte equação:

Acc@k =

Qtd itens relevantes nos top k recomendados

�
(1)

Além disso, o MRR foi deinido como:

MRR =

1

|� |

|� |︁

�=1

1

rank�
(2)

onde � representa um conjunto de consultas e rank� é a posição
do primeiro item relevante na i-ésima consulta. Por exemplo, se o
sistema recomenda os locais na ordem B, A, D, C, E e o primeiro
local relevante para o usuário é A, na segunda posição, o rank do
primeiro item relevante rank� é 2. Se essa fosse a única consulta
considerada, o MRR seria calculado como:

MRR =

1

1

1︁

�=1

1

2
= 0.5

Se houvesse mais consultas, somaríamos os recíprocos das posi-
ções dos primeiros itens relevantes de cada consulta e dividiríamos
pelo número total de consultas para obter o MRR. Em ambos os
casos, tanto para a Acc@k quanto para o MRR, quanto maiores os
valores, melhor.

5.3 Coniguração do Experimento
Utilizamos a biblioteca do PyTorch para o treinamento dos modelos
(GETNext e Word2Vec) e realização dos testes, em uma conigura-
ção de hardware que inclui um processador Intel Core i7-12700F
12 geração, 64GB de memória RAM e uma GPU NVIDIA GeForce
RTX 4090 24GB. Os ajustes principais dos hiperparâmetros para
o GETNext incluem a utilização de embeddings de 128 dimensões
para POI e usuário, e 32 para tempo e categoria de POI, escolhidos
com base nos mesmos valores deinidos no trabalho de referência
[32]. Além disso, utilizamos os embeddings gerados pelo GeoCon-
text2Vec que possuem 70 dimensões. Por im, o treinamento do
modelo GETNext com a adição dos embeddings de tipos de POI que
incorporam as feições geográicas foi realizado em 200 épocas e
batch de tamanho 20. O código do fonte utilizado nessa pesquisa
está disponível em um repositório do Github6.

5.4 Resultados
Nossa pesquisa focou na integração de embeddings de tipos de POIs,
que incorporam feições geográicas, a um modelo de recomendação
de POIs [32] com o objetivo de aprimorar as recomendações. Os
resultados, mostrados na Tabela 1, indicam um aumento de até
1.65% nas métricas calculadas para o dataset de Nova York, em
comparação com o GETNext, nosso principal baseline, e outros
baselines comumente utilizados na área de SRs de POIs [6, 11, 12, 16,

6https://github.com/nicolasmnl/poi-recommendation-TCC
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Figura 5: Arquitetura do modelo baseada no GETNext com embeddings dos tipos de POI que incluem feições geográicas

17, 20, 28, 36]. Os resultados do GETNext, apresentados na Tabela 1,
foram obtidos reproduzindo os experimentos nas mesmas condições
dos realizados pelos autores originais.

Tabela 1: Comparação de desempenho em Acurácia@K e
MRR no dataset de Nova York

Acc@1 Acc@5 Acc@10 Acc@20 MRR

MF [12] 0.0368 0.0961 0.1522 0.2375 0.0672
FPMC [20] 0.1003 0.2126 0.2970 0.3323 0.1701
LSTM [11] 0.1305 0.2719 0.3283 0.3568 0.1857
PRME [6] 0.1159 0.2236 0.3105 0.3643 0.1712
ST-RNN [16] 0.1483 0.2923 0.3622 0.4502 0.2198
STGCN [36] 0.1799 0.3425 0.4279 0.5214 0.2788
PLSPL [29] 0.1917 0.3678 0.4523 0.5370 0.2806
STAN [17] 0.2231 0.4582 0.5734 0.6328 0.3253
GETNext [32] 0.2268 0.4897 0.5880 0.6545 0.3460

GETNext com
feições

0.2329 0.4987 0.6045 0.6670 0.3524

Aumento (%) 0.61% 0.9% 1.65% 1.25% 0.64%

Os resultados sugerem que a utilização de feições geográicas é
promissora, pois relete o comportamento real dos usuários, que
possivelmente consideram o contexto geográico de um POI ao de-
cidir o próximo POI a visitar. Esses resultados também respondem
à questão de pesquisa levantada, uma vez que embeddings que inco-
poram feições geográicas podem sim aprimorar as recomendações.

Além disso, nossa estratégia pode ser facilmente replicada, sendo
necessário apenas adicionar os embeddings de tipos de POIs que

incorporam feições geográicas em outras abordagens com carac-
terísticas semelhantes. Por exemplo, em [31], os autores desen-
volveram um modelo que emprega características semelhantes às
desta pesquisa, também superando o GETNext, mas se diferencia
por não usar as feições geográicas e por utilizar um hipergrafo
para analisar tanto as trajetórias históricas individuais dos usuários
(intra-usuário) quanto as trajetórias colaborativas entre diferentes
usuários (inter-usuário). Este modelo poderia ser aprimorado com
a adição dos embeddings que consideram as feições geográicas, po-
tencialmente melhorando os resultados apresentados. No entanto,
a reprodução do trabalho [31] com a adição dos embeddings que
incorporam as feições não está no escopo desta pesquisa.

6 CONCLUSÕES E TRABALHOS FUTUROS
SRs de POIs são fundamentais para enriquecer a experiência do
usuário, fomentar a sociabilidade e impulsionar o turismo em várias
regiões. Entretanto, sistemas convencionais de recomendação de
POIs frequentemente se limitam a usar informações como avalia-
ções de usuários, check-ins, horários de visitação e tipos de POIs,
desconsiderando dados geográicos relevantes, como as feições geo-
gráicas no contexto dos POIs. Neste estudo, propomos a utilização
de embeddings de tipos de POI que integram feições geográicas
para melhorar os SRs de POIs. Avaliamos nossa abordagem princi-
palmente em relação ao GETNext, além de outros baselines usuais
em SRs de POIs. Os resultados mostram que a inclusão de feições
geográicas nos embeddings de tipos de POI elevou as métricas em
até 1.65% em relação ao GETNext no dataset de Nova York utilizado,
demonstrando a relevância das feições geográicas na escolha dos
usuários pelo próximo POI a visitar e respondendo à questão de
pesquisa levantada.
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Como limitações de nossos experimentos, notamos que em gran-
des metrópoles como Nova York, as feições geográicas presentes
no contexto dos POIs são muito similares ao longo de toda a ci-
dade, o que pode diicultar a distinção e associação entre um POI
e seu contexto geográico. Além disso, é importante mencionar
que o algoritmo foi testado em apenas um dataset, referente ao de
Nova York retirado do Foursquare, o que pode sugerir limitações
na generalização dos resultados.

Para trabalhos futuros, pretendemos realizar experimentos com
uma variedade maior de datasets, que incluam diferentes cidades
e contextos geográicos, para avaliar a robustez e a capacidade de
generalização do modelo proposto. Isso proporcionará uma com-
preensão mais profunda de como as feições geográicas afetam as
recomendações de POIs em diversos ambientes. Adicionalmente,
queremos explorar a integração dos embeddings de tipos de POI uti-
lizados nesta pesquisa em modelos estado da arte de recomendação
de POIs. O objetivo é veriicar se a inclusão de feições geográi-
cas pode potencializar o desempenho desses modelos também. Por
im, estudos especíicos sobre quais feições geográicas contribuem
mais para a melhoria das recomendações podem ser realizados,
envolvendo análises de sensibilidade ou avaliações da importância
relativa de diferentes tipos de feições em variados contextos, for-
necendo informações valiosas para o aprimoramento contínuo dos
SRs de POIs.
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