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RESUMO

A representagdo de regides geograficas tem sido alvo de pesquisas nos tltimos tempos, pois é
a peca chave para a realizagdo de diversas tarefas, como a busca por regides similares. Tal
representacdo, porém, ndo ¢ tarefa trivial, uma vez que pode envolver inumeras varidveis no
processo. A tendéncia atual é que essas representacdes sejam feitas através de vetores de alta
dimensdo, conhecidos como embeddings. Porém, operacdes de busca por estes costumam ser
custosas para a maquina em termos de tempo de processamento e consumo de disco. Neste
artigo experimentou-se diferentes manipulacdes nesses vetores a fim de diminuir o consumo
de recursos computacionais no momento da busca sem comprometer significativamente a
relevancia dos resultados produzidos por ela. Técnicas de reducdo de dimensionalidade dos
vetores € quantizacdo de seus elementos foram executadas, além de comparagdes entre a
busca exata por vizinhos mais proéximos € a busca aproximada por estes. Observou-se que a
busca aproximada por vizinhos mais proximos reduz o tempo de busca em aproximadamente
42,6%, mantendo uma boa aproximagdo com os resultados do baseline. A técnica de
quantizagdo dos embeddings apresentou a segunda maior interse¢ao com o baseline e reduziu
consideravelmente o consumo de disco pelos indices. Técnicas como a redugdo de
dimensionalidades ndo apresentaram grandes alteracdes no tempo de busca e tiveram
intersegoes baixissimas com o baseline da pesquisa.



EFFICIENCY IN THE SEARCH FOR SIMILAR GEOGRAPHIC
REGIONS: COMPARING DIFFERENT MANIPULATIONS IN POI
AND GEOGRAPHIC FEATURES EMBEDDINGS

ABSTRACT

Geographic regions representation has been the main target of several researches in the last
years, as it is the key component for performing various tasks, such as searching for similar
regions. However, such representation is not a trivial task, as it may involve numerous
variables in the process. The current trend is for these representations to be made using
high-dimensional vectors, known as embeddings. However, search operations for these tend
to be resource-intensive for the machine in terms of processing time and disk usage. In this
article we experimented with different kinds of manipulation on these vectors in order to
reduce the consumption of computational resources during the search without significantly
impacting the relevance of the results produced. Vector dimensionality reduction techniques
and the quantization of its elements were performed, in addition to comparing the exact search
for nearest neighbors and the approximate search for them. We observed that the approximate
search for nearest neighbors reduces the search time by approximately 42,6%, while still
maintaining a good approximation with the baseline results. The embeddings quantization
technique showed the second-best intersection with the baseline results and significantly
reduced disk usage by the indexes. Techniques such as dimensionality reduction did not result
in significant changes in the search time and had very low intersection with the research
baseline.
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RESUMO

A representacéo de regides geograficas tem sido alvo de pesquisas
nos ultimos tempos, pois é a peca chave para a realizacdo de diver-
sas tarefas, como a busca por regides similares. Tal representacio,
porém, nio é tarefa trivial, uma vez que pode envolver iniumeras
variaveis no processo. A tendéncia atual é que essas representacdes
sejam feitas através de vetores de alta dimenséo, conhecidos como
embeddings. Porém, operacgdes de busca por estes costumam ser
custosas para a maquina em termos de tempo de processamento e
consumo de disco. Neste artigo experimentou-se diferentes mani-
pulacdes nesses vetores a fim de diminuir o consumo de recursos
computacionais no momento da busca sem comprometer significa-
tivamente a relevancia dos resultados produzidos por ela. Técnicas
de reducio de dimensionalidade dos vetores e quantizacio de seus
elementos foram executadas, além de comparacdes entre a busca
exata por vizinhos mais proximos e a busca aproximada por estes.
Observou-se que a busca aproximada por vizinhos mais proximos
reduz o tempo de busca em aproximadamente 42,6%, mantendo
uma boa aproximacdo com os resultados do baseline. A técnica
de quantizacdo dos embeddings apresentou a segunda maior inter-
secdo com o baseline e reduziu consideravelmente o consumo de
disco pelos indices. Técnicas como a reducio de dimensionalidades
nio apresentaram grandes alteracdes no tempo de busca e tiveram
interse¢des baixissimas com o baseline da pesquisa.

PALAVRAS-CHAVE

Embeddings; reducdo de dimensionalidade; quantiza¢io; word2vec;
KNN; ANN; Pontos de Interesse

1 INTRODUCAO

A busca por regides geograficas similares ¢ de interesse de diversos
atores da sociedade, tais como agentes politicos, no planejamento
urbano das cidades; turistas, na escolha de seus préximos destinos;
ou empresarios, na realizacdo de analises estratégicas baseadas em
localizacéo.

Para ilustrar, suponha que um empresario do ramo farmacéu-
tico deseja expandir seu negécio para outras cidades. Ele ja opera

Os autores retém os direitos, ao abrigo de uma licen¢a Creative Commons Atribui¢do CC
BY, sobre todo o conteiido deste artigo (incluindo todos os elementos que possam conter,
tais como figuras, desenhos, tabelas), bem como sobre todos os materiais produzidos pelos
autores que estejam relacionados ao trabalho relatado e que estejam referenciados no artigo
(tais como codigos fonte e bases de dados). Essa licenca permite que outros distribuam,
adaptem e evoluam seu trabalho, mesmo comercialmente, desde que os autores sejam
creditados pela criagao original.

uma farméacia em uma determinada cidade, obtendo um retorno
financeiro satisfatério e atribui o sucesso do empreendimento a
sua proximidade com grandes hospitais e clinicas. Sendo assim,
ele gostaria de replicar esse contexto geografico ao estabelecer sua
nova filial.

Note que a presenca de Pontos de Interesse (POI) tem alta in-
fluéncia na escolha do novo local. POI sdo localiza¢des no mapa que
podem ser objeto de interesse ou de utilidade das pessoas. Contudo,
além da correlacdo com outros POI, as fei¢des geograficas também
devem ser ponderadas na escolha do novo local. Por exemplo, areas
proximas a rodovias tendem a demandar mais oficinas mecénicas e
postos de gasolina.

Embora existam ferramentas amplamente utilizadas para dados
geograficos, como o Google Maps!, elas nio proveem funciona-
lidades para busca por regides similares. Quer seja o critério de
similaridade a proximidade entre outros POI, quer sejam as fei¢oes
geograficas presentes no ambiente.

Um desafio para se realizar esse tipo de busca, porém, é a re-
presentacdo digital dos dados geogréficos (tipos de POI, feicdes
geogréficas, etc). Uma alternativa que vem sendo bastante explo-
rada por pesquisas recentes é o uso de vetores de alta dimenséo
(embeddings) como meio de se obter essa representacio [1, 12, 14].

Os embeddings ja sdo uma tecnologia consolidada no universo
dos dados textuais por sua eficacia em capturar relagdes contextuais
e semelhanca semantica entre palavras [2, 8, 9], sendo utilizados
em grandes motores de busca tradicionais.

Ao levar esse tipo de representagéo para o contexto dos dados ge-
ograficos costuma-se obter bons resultados também [13]. Contudo,
ndo foram encontrados na literatura relatos de trabalhos que ava-
liem a eficiéncia do uso desses embeddings para a busca de regides
similares no mapa.

Além disso, embora os embeddings sejam eficazes em representar
diversos tipos de dados, sua utilizacdo em buscas pode ser compu-
tacionalmente custosa. Um exemplo disso esta na deterioragio da
eficiéncia de algoritmos de busca por k-vizinhos mais préximos
(KNN, sigla em inglés para K-Nearest Neighbors). O KNN é uma
técnica de busca amplamente utilizada por sua notoria eficacia e
simplicidade por tras do conceito. Basicamente, o algoritmo consiste
em classificar um elemento como sendo da classe X se a maior parte
dos k-vizinhos mais proximos a esse elemento também pertencer a
essa classe [11].

!https://www.google.com/maps
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O KNN, porém, é baseado em uma busca exaustiva em todos
os elementos da base de dados. Dessa forma, apesar de ser uma
estratégia que traz os resultados 6timos para uma busca vetorial,
ela é substancialmente prejudicada, & medida que se aumenta o
volume de dados e suas dimensdes [5].

Motivada por isso, esta pesquisa tem como objetivo principal
avaliar diferentes técnicas de busca por regides similares utilizando
embeddings e compara-las quanto ao consumo de recursos compu-
tacionais e a qualidade dos resultados recuperados. Para atingir esse
objetivo, implementamos diversas manipula¢des nos embeddings e
comparamos o tempo de busca e a semelhanca entre os resultados
retornados.

A primeira otimizacéo efetuada foi a redugio de dimensiona-
lidade dos vetores. Essa técnica busca simplificar um embedding
representando-o em uma quantidade menor de dimensdes, man-
tendo o maximo de informacdes relevantes possivel. Duas estraté-
gias foram escolhidas para realizacdo da reducdo de dimensionali-
dade: Principal Component Analysis (PCA) e Feature Agglomeration.

Uma outra otimizagio realizada nos embeddings diz respeito a
quantizacdo dos seus componentes. Esta técnica consiste em dis-
cretizar os elementos de um vetor, com o objetivo de reduzir o
consumo de memoria que essas estruturas de dados requerem.

Para cada uma das técnicas de otimizac¢do implementadas, foram
comparados os tempos de busca utilizando o algoritmo do KNN
e o de buscas aproximadas por k-vizinhos mais proximos (ANN,
sigla em inglés para Aproximate Nearest Neighbors), que sdo um
conjunto de estratégias alternativas ao KNN que néo garantem a
eficacia 6tima na pesquisa mas que sdo computacionalmente mais
baratas [7].

A hipétese inicial é de que as manipula¢des que serdo aplicadas
nos vetores e a mudancga nos algoritmos de busca podem diminuir
o consumo de recursos computacionais sem degradar significativa-
mente os resultados da busca.

O restante deste artigo esta organizado da seguinte forma: a
Secdo 2 demonstra um apanhado da literatura atual no contexto
de representacdes de regides geograficas através de embeddings;
a Secdo 3 descreve os métodos que foram utilizados para atingir
os objetivos de pesquisa; a Se¢do 4 apresenta um estudo de caso
que justifica a escolha pelo baseline; a Secdo 5 demonstra os resul-
tados observados durante os experimentos e a Se¢do 6 apresenta as
conclusdes que foram inferidas a partir da analise dos resultados e
sugere possibilidades futuras de pesquisas a serem investigadas.

2 TRABALHOS RELACIONADOS

Nos ultimos anos houve um crescente desenvolvimento de redes
neurais especializadas no mapeamento de textos em linguagem na-
tural para vetores no espaco vetorial de varias dimensdes. Exemplos
disso sdo os modelos de Word2Vec [8] e aqueles baseados em Trans-
formers, como o BERT [2] e o Sentence-BERT [10]. Essas diferentes
arquiteturas tém sido usadas de forma eficaz em uma vasta quan-
tidade de tarefas, desde a traducdo automaética de textos [4] até a
representacdo de informacdes geoespaciais através de embeddings.

Varios sdo os exemplos do ultimo caso encontrados na litera-
tura. Um deles é o Urban2Vec [13], em que os autores propdem
um modelo de aprendizagem de embeddings baseado no Word2Vec,
treinado com imagens do Street View e dados de POL O Urban2Vec

Gomes e Campelo

se mostra um modelo superior a diversos baselines e capaz de apro-
ximar vizinhancas que sdo comprovadamente semelhantes com
base nas suas caracteristicas fisicas e nas caracteristicas sociais de
sua populagéo.

Utilizando o BERT como arquitetura-base de seu modelo, é pos-
sivel encontrar o GeoBERT [3]. Descrito pelos autores como o pri-
meiro modelo pré-treinado em larga escala capaz de aprender a
representar informacdes geoespaciais, o GeoBERT utilizou dados
de mais de 17 milhdes de POI de 30 cidades da China como corpus
de treinamento. O resultado foi um modelo robusto que alcangou
boas métricas em tarefas como a classificacdo de regides em éarea
de trabalho ou de residéncia.

O modelo que serviu de base para a geracdo da representacio
vetorial das regides que foram objeto de estudo dessa pesquisa
foi proposto por Silva et al. [12]. Os autores propuseram o Geo-
Context2Vec, abordagem que combina dados de POI com dados de
feicoes geograficas para representar tipos de POI. A técnica mostrou
resultados promissores ao superar modelos estado-da-arte, compro-
vando que as feicOes geograficas da regido sio boas caracteristicas
a serem consideradas na representacdo de POIL

Os trabalhos citados acima se dedicam a representar regides
geograficas de diversas formas e a partir de variados tipos de da-
dos. Contudo, ndo foram encontrados esfor¢os na literatura que
implementem diferentes manipula¢des de simplificagdo nesses em-
beddings e atestem a sua eficiéncia em conjunto com sua eficacia em
trazer bons resultados para a busca por regides geograficas nem por
nenhum outro tipo de dado que seja possivel de ser representado
através de tais vetores.

3 METODOLOGIA

Esta se¢do apresenta as principais decisdes metodoldgicas para
condugio da pesquisa: a Subsecdo 3.1 faz um descritivo dos dados
que foram selecionados para a execucao da pesquisa e do modelo-
base usado para representar as regides através de embeddings; a
Subsecdo 3.2 explica como se deu a representacéo de cada regido do
mapa a partir de seus POI e fei¢cdes geograficas; a Subsecéo 3.3 narra
a defini¢do das métricas do modelo usado como baseline; a Subsecio
3.4 elucida as manipulacdes feitas nos embeddings originais das
regides; a Subsecdo 3.5 detalha o algoritmo de busca e ranqueamento
utilizado na pesquisa por regides similares, por fim, a Subsecéo
3.6 elenca as tecnologias utilizadas durante o desenvolvimento da
pesquisa.

3.1 Dados e Modelo-Base

A geracdo dos vetores de alta dimenséo foi feita a partir do GeoCon-
text2Vec [12], uma abordagem que utiliza dados de POI e fei¢coes
geograficas contextuais para gerar embeddings para os tipos de POL
Uma outra vantagem desta técnica é que também é possivel se obter
embeddings das feicdes geograficas de uma determinada area no
mapa. O modelo baseado no GeoContext2Vec foi treinado a partir
dos dados do Yelp Challenge? (versio de fevereiro de 2021) e dos da-
dos sobre feicdes geograficas coletados do OpenStreetMap? (OSM),
uma iniciativa open-source e colaborativa que mapeia informacdes
geoespaciais de todos os lugares do mundo.

Zhttps://www.yelp.com/dataset
3https://www.openstreetmap.org/
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Coordenadas (Latitude, Longitude)

Cidade  Superior Esquerda Inferior Direita
Austin 30.4214, -97.8204 30.1547, -97.5935
Portland 45.6409, -122.7980 45.4360, -122.4481
Atlanta 33.8892, -84.5518 33.6443, -84.2675
Orlando 28.6451, -81.5055 28.3388, -81.2281
Vancouver 49.3596, -123.3816 49.1554, -122.8666

Tabela 1: Coordenadas geograficas das areas selecionadas em
cada cidade para a pesquisa.

O dataset do Yelp contém informacdes sobre 160.585 POI em
836 cidades dos Estados Unidos da América (EUA) e Canada. Para
o contexto do treinamento do modelo, apenas dados da cidade de
Austin (Texas - EUA) foram usados, por ser a cidade com maior
presenca de POI no dataset.

Para esta pesquisa selecionamos as cinco cidades com maior
quantidade de POI registradas no dataset do Yelp, sdo elas: Austin
(Texas), Portland (Oregon), Atlanta (Geérgia), Orlando (Flérida) e
Vancouver (British Columbia), sendo as quatro primeiras localizadas
nos Estados Unidos e a ultima localizada no Canada. As coordenadas
da area delimitada em cada cidade para conducio dos experimentos
estdo descritas na Tabela 1.

3.2 Representacio das Regioes

Cada uma das areas escolhidas para fazer parte da pesquisa foi
subdividida em regides, que foram o objeto-alvo das buscas e dos
experimentos realizados na pesquisa. A subdivisdo ocorreu da se-
guinte forma: definiu-se que a area total de cada regido seria igual
a 0.4km?, por ser um tamanho razoavel e que abrange um espaco
que pode conter uma quantidade significativa de fei¢des geografi-
cas e POL A partir da primeira regido definida no canto superior
esquerdo do mapa, as demais foram obtidas com o deslizamento
de uma janela através da area. Essa janela deslizante suaviza a dis-
tancia entre uma regido e a seguinte e faz com que haja intersecéo
entre diferentes regides. Esse conceito de janela deslizante auxilia
numa quantidade maior de regides resultantes e ajuda para que a
busca seja mais precisa. Essa janela de deslizamento tem tamanho
8, ou seja, divide-se o lado da regido por 8 e chega-se ao tamanho
do passo que sera dado entre uma regido e outra. O deslizamento
de janela ocorreu nas dire¢des vertical e horizontal, como pode ser
visto na Figura 1. A quantidade de regides resultantes dessa divisao
esta sumarizada na Tabela 2.

Para cada regido definida no mapa, gerou-se a sua representa-
cdo, utilizando embeddings produzidos com o GeoContext2Vec. Os
embeddings do GeoContext2Vec sdo gerados a partir de tipos de
POI e feicoes geograficas. Essas fei¢oes sio classificadas em quatro
tipos (linhas, rodovias, poligonos e pontos) e para cada um dos
tipos existe um modelo especializado em sua representacio vetorial.
Cada um desses modelos especializados é capaz de prover a repre-
sentacdo das feicdes daquele tipo e também dos tipos de POI que
estdo associados aquele tipo de fei¢do. Por exemplo: o modelo de
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Figura 1: Exemplo de deslizamento vertical e horizontal de
janela no mapa

rodovias pode gerar embeddings para todas fei¢oes do tipo rodovia,
mas também para qualquer tipo de POI a partir das informacoes de
rodovias usualmente associadas aquele POL

A Figura 2 ilustra o processo para representar cada uma das
regides a partir dos embeddings obtidos através de cada um dos
modelos especializados. As linhas pretas correspondem aos embed-
dings de feicoes geograficas e as vermelhas tracejadas sdo referentes
aos dados de POIL Cada regido do mapa foi representada por, no
maximo, 8 embeddings, 4 de feicdes e 4 de tipos de POI, gerados
pelos modelos especializados do GeoContext2Vec. As regides que
nao possuiam dados de um dos 4 tipos de fei¢des nao tiveram os
embeddings para aquele tipo armazenados e aquelas que néo pos-
suiam POI em seu interior ndo tiveram nenhum dos 4 embeddings
de POI armazenados. Dessa forma, algumas regides tiveram menos
de 8 embeddings representativos.

A equacdo 1 descreve como foram calculados os embeddings de
feicoes geograficas:

N,
rorFei Zj:fl modeltype(featurei,j) "
vetorFeicao i =
type,i Nf

em que vetorFeicaosype ; Tepresenta o vetor gerado para a i-ésima
regido pelo modelo especializado na feicdo geografica do tipo type;
model;ype (feature; j), representa o vetor obtido pelo modelo es-
pecializado na feicdo geografica do tipo type para a j-ésima fei¢ao
da i-ésima regido geografica; e Ny representa o nimero total de
features do tipo type para a i-ésima regido.
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Figura 2: Geracao dos embeddings das regides

Cidade  Quantidade de Regides
Austin 97969
Portland 97969
Atlanta 97969
Orlando 136161
Vancouver 124609
Total 554677

Tabela 2: Total de regides em que cada cidade foi dividida

De maneira analoga, a equagéo 2 resume o calculo dos embed-
dings dos tipos de POI para cada uma das regides geograficas:

Yo modelyype (POI; k)
5 ®
P

vetorPOl;ype,i =

em que vetorPOlyype i representa o vetor de POI gerado para a i-
ésima regido pelo modelo especializado na fei¢do geografica do tipo
type; modelsype (POI, j), representa o vetor gerado pelo modelo
especializado na fei¢do geografica do tipo type para o k-ésimo POI
da i-ésima regido geografica; e Np diz respeito ao nimero total de
POI presentes na i-ésima regido.

Apbs gerar os embeddings de todas regides de cada uma das
cidades, foi populado um indice no Elasticsearch* com todos os
vetores dessas regides. O Elasticsearch é uma ferramenta especi-
alizada em busca frequentemente utilizada por sua eficiéncia ao
lidar com grandes volumes de dados e pela vasta quantidade de
funcionalidades de que dispde. Cada vetor foi associado a seu tipo,
de acordo com o modelo especializado que o gerou e o dado que ele
representa. Ao fim, obeteve-se um indice com 2.665.575 vetores.

3.3 Baseline

Foram selecionadas aleatoriamente dez regides de cada cidade para
compor o conjunto de validagido em que seriam realizadas as buscas
dos experimentos. Este conjunto serviu como base para que as
métricas de eficiéncia e eficicia dos experimentos fossem aferidas.
Para cada uma dessas regides, foi realizada a busca pelas regides
mais similares através do algoritmo do KNN no Elasticsearch. Antes
da realizacdo da busca, foi considerada a restricdo de que esta ndo
fosse realizada dentre as regides pertencentes a mesma cidade da
regido ancora, para evitar que regides com intersecdes em suas
areas dominassem as primeiras posicdes do ranking da busca.

Os resultados retornados por essa busca foram estabelecidos
como baseline da pesquisa, por serem os embeddings mais robustos
disponiveis e pelo fato da busca ter utilizado o algoritmo mais
completo possivel (o KNN), em que hé a garantia de se encontrar
os vizinhos mais proximos dentre toda a base de dados. A partir do
baseline foram propostas solu¢des de melhoria no desempenho da

“https://www.elastic.co/elasticsearch
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busca através de otimizacdes nos dados e varia¢des no algoritmo
de buscas.

3.4 Manipulacdes nos Embeddings

Diferentes estratégias de manipulagio foram implementadas nos
embeddings a fim de testar o desempenho da busca em cada um dos
cenarios. Foram empregadas técnicas de reducédo da dimensionali-
dade dos embeddings e quantizagio dos seus elementos.

As técnicas de redugdo de dimensionalidade de embeddings tém
o objetivo de alcancar uma representacdo dos vetores de alta di-
mensdo em um espago latente menor com o minimo de perda de
informagdo. Em particular, foram comparadas as técnicas de Princi-
pal Component Analysis (PCA) e Feature Agglomeration.

As técnicas acima foram aplicadas em cada um dos embeddings
que representam uma regido para gerar vetores de 90, 70 e 50 dimen-
soes. As implementagdes utilizadas foram aquelas disponibilizadas
pela biblioteca scikit-learn® com seus hiperparametros padrio.

Para a quantizacdo dos elementos dos vetores, foi utilizada uma
técnica de mapeamento dos valores continuos dos embeddings para
inteiros de 8 bits (entre —128 e 127).

3.5 Algoritmo de Busca e Ranqueamento

Quanto aos algoritmos de busca, foi comparada a eficiéncia do
KNN em relacdo ao ANN. O algoritmo de ANN escolhido para esta
pesquisa foi o Hierarchical Navigable Small World graphs (HNSW)
[7] implementado de forma nativa pela API do Elasticsearch.

Para cada regido utilizada como entrada da busca, foram se-
lecionados seus 8 embeddings representativos na base de dados.
Buscou-se assegurar que todas as regides do conjunto de validagéo
possuiam todos os 8 tipos de embeddings, ou seja, sdo regides que
possuem em seu interior ao menos um POI e ao menos um exemplo
de cada um dos tipos de fei¢des geograficas.

Para cada um dos 8 embeddings de cada regido, foi executada a
busca pelos seus 100 embeddings mais similares de mesmo tipo do
vetor de entrada usando o KNN ou ANN. Ou seja, a partir do vetor
de rodovias foram recuperados os 100 embeddings de rodovias mais
similares a ele; a partir do vetor de poligonos foram recuperados
0s 100 mais similares a ele; e assim por diante para cada um dos
tipos de embedding daquela regido. Ao fim do processo, houve um
total de 800 regides candidatas a serem definidas como similares a
regido de entrada.

Apbs essas buscas, as 800 regides retornadas foram ranqueadas
a fim de se definir dentre todas elas quais eram mais e menos si-
milares em relagdo a regido de entrada, pois cada uma das buscas
anteriores aconteceu de maneira independente e neste momento
seus resultados deviam ser unificados. Esse ranqueamento ocorreu
do seguinte modo: primeiramente, foram removidas as regides du-
plicadas, ou seja, aquelas que, na etapa anterior, foram retornadas
em mais de uma consulta por tipo de vetor.

Para fins de exemplificacdo, suponha que em determinada busca,
apos essa remocao de duplicatas, obtiveram-se 600 regides. Cada
uma delas foi entdo comparada com a regido de entrada da busca
através da similaridade do cosseno entre cada um de seus embed-
dings de mesmo tipo. Por exemplo, considere a regido A como sendo
a entrada da busca e a regido B como sendo uma das 600 regides

Shtps://scikit-learn.org/stable/
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obtidas na fase anterior. Os embeddings de rodovia da regido A
foram comparados aos embeddings de rodovia da regido B através
da similaridade do cosseno, gerando um score de 0 a 1. O mesmo
aconteceu para as embeddings de linhas, pontos, poligonos e POI.
Nos casos em que a regifo B ndo possuia embeddings de certo tipo
por auséncia de dados, o score foi definido para um valor padrdo
de 0.5. Este valor foi escolhido pois, nesses casos, nio era possivel
apontar que tal par de regides era similar ou dissimilar, portanto
o valor de 0.5 passa a seméntica de uma similaridade neutra entre
as regides. Por fim, obteve-se um total de 8 scores de similaridade
entre os embeddings da regido A e da regido B. Foi entdo calculada
a média harmonica entre esses 8 scores para que fosse definida a
similaridade final entre as regides A e B.

Apos a realizacio desse calculo para cada uma das regioes re-
tornadas na busca, elas foram ordenadas em ordem decrescente de
similaridade e retornou-se as 200 primeiras como resultado final da
busca.

Os resultados das consultas, por sua vez, foram comparados em
termos de sua intersecido com os mais similares obtidos utilizando
o baseline original e do tempo total de execucgio da busca. Para
diminuir a influéncia de fatores randémicos no tempo aferido, cada
consulta foi realizada 5 vezes e aferiu-se a média do tempo para
cada consulta e o desvio padrio observado.

3.6 Tecnologias Utilizadas

A linguagem de programacio Python foi utilizada durante o desen-
volvimento da pesquisa por possuir um vasto arsenal de ferramentas
para manipulacio de dados, dentre elas algumas bibliotecas como
numpy?® e pandas’, que serviram para leitura de datasets, tratamento
e operacdes com vetores, etc.

4 ESTUDO DE CASO

Como mencionado na Secao 3.3, para avaliar o trade-off entre a sim-
plificacéo dos embeddings e eficacia de busca, definimos um baseline
6timo para comparacio. Para isto, assumimos que a busca com KNN
pelos embeddings originais de 100 dimensdes oferece a melhor base
de comparacio, uma vez que sido os embeddings mais robustos que
temos, originalmente produzidos pelo GeoContext2Vec.

Para atestar que o modelo baseline realmente traz resultados
coerentes na sua busca por similares, realizou-se um estudo de caso
em algumas amostras de regides. Foi analisado se os resultados
fornecidos por este modelo faziam sentido com a realidade, ou seja,
se as regides que o modelo aponta como similares de fato o séo.

O exemplo abordado nesta Secéo trata da busca realizada a partir
de uma regido na cidade de Vancouver. A regido tem como latitude e

longitude superiores esquerdas 49.25979502816142 e —123.02714020875631

e inferiores direitas 49.255258438532366 e —123.01572916266714. A
regido retornada como mais similar a esta ap6s realizada a busca
fica em Portland e tem como latitude e longitude superiores esquer-
das 45.455921680792684 e —122.7848748530676 e inferiores direitas
45.45080117368662 e —122.77615350338439. E possivel visualizar
ambas na Figura 3.

Percebe-se através das figuras que ha diversos elementos em
comum que indicam que as regides sio, de fato, semelhantes. Em

®https://numpy.org/
https://pandas.pydata.org/
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Figura 3: Comparacao entre regioes similares em Vancouver e Portland

ambas as regides ha a presenca de autoestradas marcadas em ver-
melho e estradas principais, em laranja e amarelo. Além disso, é
possivel perceber areas verdes com a presenca de gramados (marca-
dos em verde-claro) e bosques nativos (marcados em verde-escuro)
em ambas as imagens. Outros elementos que devem ter influenciado
na semelhanca apontada pelo algoritmo sio os vias que servem de
caminho para pedestres (identificadas por linhas tracejadas verme-
lhas), areas de comércio varejista e a presenca de estacionamentos
para bicicletas (marcados por quadrados azuis) e para automéveis
(marcados pela letra P). A legenda completa para o mapa pode ser
consultada no site do OpenStreetMap®.

Com base nas evidéncias de que o modelo baseline trazia resul-
tados coerentes providas por este estudo de caso, seguiu-se com a
pesquisa.

5 RESULTADOS E DISCUSSAO

A implementacdo das técnicas de reducdo de dimensionalidade
resultou em uma diminuigio do espago ocupado em disco pelos
indices no Elasticsearch. As Tabelas 3, 4 e 5 comparam o tamanho
dos indices resultantes de cada uma das abordagens com o tamanho
dos indices construidos a partir dos embeddings originais.

Shttps://www.openstreetmap.org/key

‘ Original ‘ PCA

Dimensoes 100 90 70 50
Tamanho do indice 4.4GB 4.1GB | 3.1GB | 2.2GB

Tabela 3: Comparacio entre o tamanho do indice original e
dos indices apos aplicacao do PCA nos embeddings.

A diminui¢do mais expressiva aconteceu com a aplicacdo da
quantizacdo, cujos embeddings de mesma quantidade de dimensoes
que a abordagem original ocuparam um espaco aproximadamente
70,4% menor do que o indice original.

As técnicas de redugdo de dimensionalidade resultaram em in-
dices de tamanhos semelhantes. A reduc¢do no espaco em disco
ocupado pelos indices ap6s a aplicacdo dessa otimizagdo variou
entre 6,8% e 50%. A diminuicdo observada é aproximadamente igual
a diminuicdo no tamanho dos indices em termos de proporgéo.

Nas Tabelas 6, 7 e 8, é possivel comparar os tempos de busca
aferidos apds as diferentes manipulacdes nos dados. Elas fazem
um comparativo entre os tempos da busca com KNN usando os



Eficiéncia na busca por regides geograficas similares

‘ Original ‘ Feature Agglomeration

Dimensoes 100 90 70 50

4.4GB 3.9GB | 3GB 2.2GB

Tabela 4: Comparacio entre o tamanho do indice original e
dos indices apos aplicacao do Feature Agglomeration nos
embeddings.

Tamanho do Indice

‘ Original ‘ Quantizacao

Dimensoes 100 100

4.4GB 1.3GB

Tabela 5: Comparacio entre o tamanho do indice original e
dos indices apos aplicacao da Quantizacio nos embeddings.

Tamanho do Indice

embeddings originais e aqueles alcancados a partir do uso de embed-
dings de dimensionalidade reduzida através da estratégia de PCA.
Nestas tabelas também se comparam os dois algoritmos usados para
a busca dos embeddings: o KNN e o ANN.

Percebe-se que os tempos de busca ao aplicar o PCA néo sofreram
varia¢des significativas ao se utilizar o KNN como algoritmo de
busca, estando todos os tempos aferidos dentro da margem do
desvio padrdo. Ao utilizar o ANN, h4 uma certa diminui¢do no
tempo de busca médio observado, mas ainda ha intersecéo entre
esses valores e os do baseline considerando-se a margem do desvio
padréo.

No caso da reducéo de dimensionalidade com Feature Agglome-
ration, houve uma reducéo no tempo de busca para a busca com
KNN com embeddings de 50 dimensdes. Entretanto, para os outros
cenarios de busca com KNN a variagio foi praticamente nula em
relacdo ao baseline e a margem do seu desvio padrao. Enquanto
isso, para a busca feita com ANN, houve inclusive um aumento no
tempo de busca médio, havendo intersecdo apenas entre o tempo
de busca para os embeddings de 50 dimensdes e o baseline, ao se
considerar a margem do desvio padréo.

Por sua vez, a Tabela 8 faz a comparacio entre o tempo de
busca pelos embeddings quantizados e o baseline. Mais uma vez
ndo observa-se mudanga significativa entre os tempos de busca
apos a aplicagio da quantizacgdo e o baseline. Apesar de haver uma
queda no tempo médio ao se utilizar de ambas as técnicas de busca,
ha intersecdo entre a margem do desvio padrio nas duas aborda-
gens.

Uma hipdtese explicativa para nido haver tanta diferenca nos
tempos de busca antes e depois da aplicagido das redugdes de di-
mensionalidade é a de que, em niimeros absolutos, a diminuic¢do da
quantidade de dimensdes tenha sido muito pequena. Dessa forma,
a busca pelos embeddings nio sofre daquilo que a literatura define
como “praga da dimensionalidade”, ou seja, a crescente necessidade
por recursos computacionais a medida que os embeddings tém uma
quantidade extremamente alta de dimensoes [6].

Por fim, a Tabela 9 compara o tempo de busca pelos mesmos
embeddings originais de 100 dimensoes através de dois algoritmos de
busca diferentes: 0 KNN e o ANN. Percebe-se que a simples mudanca
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Algoritmo Tempo Médio
Dimensoes Desvio Padrao
de Busca (em s)

90 0.197776 0.030471

KNN 70 0.172140 0.010504

50 0.150741 0.019554

PCA

90 0.135739 0.027985

ANN 70 0.133145 0.030405

50 0.138603 0.029780

Baseline KNN 100 0.171767 0.019032

Tabela 6: Comparacio entre o tempo de busca com os
embeddings reduzidos através de PCA e com os embeddings

originais.
Algoritmo . Tempo Médio .
Dimensdes Desvio Padrao
de Busca (em s)
920 0.186680 0.014094
KNN 70 0.143829 0.010361
50 0.116841 0.007826
Feat. Agg.
920 0.277182 0.036526
ANN 70 0.282050 0.021683
50 0.208434 0.027667
Baseline KNN 100 0.171767 0.019032

Tabela 7: Comparacio entre o tempo de busca com os
embeddings reduzidos através de Feature Agglomeration e
com os embeddings originais.

Algoritmo Tempo Médio
Dimensoes Desvio Padrao
de Busca (ems)
. KNN 100 0.158186 0.011650
Quantizagao
ANN 100 0.129520 0.026959
Baseline KNN 100 0.171767 0.019032

Tabela 8: Comparacio entre o tempo de busca com os
embeddings quantizados e com os embeddings originais.

Algoritmo Tempo Médio
Dimensdes Desvio Padrao
de Busca (em s)
KNN 100 0.171767 0.019032
Baseline
ANN 100 0.098633 0.033683

Tabela 9: Comparacio entre o tempo de busca para os
embeddings originais a partir do uso dos algoritmos de KNN
e ANN.
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Embeddings | Algoritmo | Dimensdes | Intersecio Média
Utilizados de Busca (em %)
KNN 100 25,0
Quantizados
ANN 100 21,9
Originais ANN 100 93,5

Tabela 10: Intersecio entre o resultado das buscas com
quantizacao e ANN e o baseline

no algoritmo de busca j4 é suficiente para provocar uma reducio
significativa no tempo, que tem uma queda de aproximadamente
42,6%.

Finalmente, foi feita a comparacéio entre os resultados retornados
pelas buscas por embeddings apos as manipula¢des para definir o
quao semelhantes elas foram em relacdo ao baseline da pesquisa.

No caso das reducdes de dimensionalidade, com qualquer das
técnicas, a interse¢ao entre suas regif)es retornadas e aquelas retor-
nadas pelo baseline foi baixissima, ndo chegando nem a 0,01 % em
média.

Ja no caso da quantizacdo e da troca de algoritmo de busca de
KNN para ANN, os resultados das interse¢des estdo descritos na Ta-
bela 10. Percebe-se uma semelhanca expressiva entre os resultados
da busca com ANN e KNN, apontando que a troca de algoritmo seja
uma estratégia util na melhora do desempenho da busca. No caso
da quantizagéo, percebe-se uma certa interse¢io que nao chega ser
suficiente para se afirmar que seus resultados sdo tdo bons quanto
os do baseline.

6 CONCLUSOES E TRABALHOS FUTUROS

Inicialmente, formulou-se a hipotese de que as técnicas de redugéo
de dimensionalidade e a quantizacdo dos elementos dos embed-
dings, bem como a troca no algoritmo de busca de KNN para ANN
diminuiriam o consumo de recursos computacionais necessarios
para a busca por regides geograficas sem afetar significativamente
a relevancia dos resultados obtidos. Essa hipotese foi parcialmente
rejeitada. De fato, apds serem aplicadas as técnicas de redugéao de di-
mensionalidade e quantizagdo, o consumo de disco requerido pelos
indices dos embeddings foi reduzido. No entanto, observou-se uma
baixa interse¢do entre os resultados obtidos com os embeddings
modificados e aqueles produzidos com os embeddings originais do
baseline. Além disso, o tempo de busca pelas regides ndo foi conside-
ravelmente afetado ao se trabalhar com os embeddings modificados.

Por sua vez, a troca no algoritmo de busca, como esperado, oca-
sionou uma reducéo no tempo médio de procura pelos embeddings
ao se tratar dos embeddings originais e teve uma boa intersecéo
com os resultados da busca pelos embeddings originais.

Em trabalhos futuros, pretende-se avaliar a aplicagdo dessas
mesmas técnicas de reducdo de dimensionalidade e quantizagao
em embeddings de dimensionalidade maior, a fim de que seja pos-
sivel observar uma mitigacéo da “praga da dimensionalidade” e,
consequentemente, uma diminui¢io no tempo de busca pelos em-
beddings.
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