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Resumo

No ambito da modelagem de dados, é comum trabalhar com variaveis limitadas
a um intervalo. Apesar de existir varias distribuicoes definidas especificamente para
modelar esses tipos de dados, é comum dados como proporgoes, taxas e razoes conterem
zeros e/ou uns e isto inviabiliza a utilizagdo de uma distribui¢ao continua para a
modelagem. Sendo assim, nessa dissertagao, foram propostas distribuicoes construidas
a partir da mistura entre uma distribuicao log-Bilal e uma distribuicao Bernoulli
degenerada em zero e/ou um, com o intuito de modelar dados no intervalo [0, 1],
[0,1) ou (0,1]. Também foram realizadas simula¢oes de Monte Carlo para estudar as
propriedades dos estimadores de maxima verossimilhanca. Por fim, apresentamos uma

ilustracao com um conjunto de dados reais.



Abstract

When modeling data, it is common to work with variables limited to an interval.
Although there are several distributions defined specifically to model these types of
data, it is normal data such as proportions, rates and ratios contain zeros and/or ones
and this makes it unfeasible to use a continuous distribution for modeling. Thus, in
this dissertation, was proposed distributions built from the mixture between a log-Bilal
distribution and a Bernoulli distribution degenerated in zero and/or one, in order to
model data in the interval [0, 1], [0,1) or (0,1]. Monte Carlo simulations were also
performed to study the properties of the maximum likelihood estimators. Finally, we

present an illustration with a real data set.
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Capitulo 1

Introducao

Nos mais diferentes campos de atuacgao, muitas vezes, faz-se necessario modelar
variaveis aleatérias continuas, que assumem valores nos mais diversos intervalos. A
modelagem de variaveis aleatorias continuas que assumem valores em um intervalo
¢é necessaria para descrever muitos fenomenos naturais e artificiais que nao podem
ser representados por variaveis discretas. Dentro desse contexto, ha os profissionais
que precisam modelar varidveis que assumem valores no intervalo (0, 1), como taxas,
proporgoes e indices de concentracao. Também existem casos em que a variavel resposta
é uma variavel continua que assume valores em uma abertura limitada ao intervalo
(a,b). Para esse caso, uma transformagao pode ser proposta, usando a transformagao
béasica (y — a)/(b — a), (sendo y o valor da varidvel) para que a varidvel mude seu
intervalo para (0, 1).

Para dados limitados a um intervalo, existem varias distribui¢des que sao definidas
especificamente para modelar esses tipos de dados. Um dos principais modelos para
modelar dados no intervalo (0, 1) é o modelo seguindo a distribuicdo Beta, uma vez que
sua densidade pode assumir diversas formas dependendo dos valores dos parametros, no
qual, esse modelo pode ser estendido a um modelo de regressao onde a variavel resposta
segue uma distribui¢do Beta, detalhes especificados por Ferrari & Cribari-Neto (2004).

Por outro lado, além dos modelos que seguem a distribuicao Beta, varias distri-
buic¢oes foram propostas por pesquisadores com o intuito de aumentar a precisao da

modelagem, algumas dessas distribui¢oes sao a Topp-Leone desenvolvida por Topp &
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Leone (1955) e Kumaraswamy por Kumaraswamy (1980). Nesse contexto Cribari-Neto
& Santos (2019) afirmaram que a distribui¢ao Kumaraswamy se encaixa melhor que
a distribuicao Beta em dados nos quais suas observagoes sao hidrolégicas de pequena
frequéncia e uma alternativa a essas distribuigoes é a unit-Birnbaum-Saunders proposta
por Mazucheli et al. (2018), a qual é uma distribuigdo de dois pardmetros com dominio
limitado e também apresenta a vantagem de nao incluir nenhuma funcgao especial ou
parametros em sua formulagao.

Altun et al. (2021) mencionam que, embora a distribuicdo Beta seja amplamente
utilizada para modelar conjuntos de dados em intervalos limitados, ela tem deficiéncia
para modelar conjuntos de dados extremamente assimétricos a esquerda e leptocurticos.
Assim como a distribuicao Beta, as outras distribui¢oes também tém problemas com
relagao a alguns contextos dentro do intervalo de dados distribuidos no intervalo
(0,1). Para resolver esse problema com relagdo a dados extremamente assimétricos
a esquerda e leptocturticos, Altun et al. (2021) propuzeram, a partir da distribuigao
Bilal apresentada em Abd-Elrahman (2013), a distribuigao log-Bilal. Adicionalmente,
os autores desenvolveram algumas de suas propriedades estatisticas, como também,
destacaram quatro motivos que refletem a importancia desta distribuicao, isto é, a
log-Bilal.

Os motivos que resumem a importancia da distribui¢ao log-Bilal sdo: (i) a
distribuicao log-Bilal tem expressoes simples e fechadas para suas fungoes estatisticas
(ii) as propriedades da distribuicao log-Bilal sdo derivadas em formas explicitas sem
quaisquer func¢oes mateméaticas especiais, (iii) a distribui¢do proposta fornece mais
flexibilidade do que as distribui¢oes existentes para as formas da funcao de taxa de
risco, (iv) gracas as suas simples fungoes matematicas, foi introduzido um novo modelo
de regressao baseado na densidade log-Bilal para modelar as varidveis dependentes
extremamente assimétricas com covariaveis associadas.

Neste trabalho, apresentamos uma adaptagao ao processo gerador de niimeros
pseudoaleatorios para a distribuicao log-Bilal. Em seguida, é proposto uma distribuicao
log-Bilal com zeros e/ou uns ajustados.

O restante do trabalho esta dividio da seguinte maneira: No Capitulo 2 é apre-
sentada a distribuicao log-Bilal com zeros e/ou uns ajustados. Além disso, algumas

propriedades sao apresentadas. No Capitulo 3 é realizado um estudo de simulacao de
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Monte Carlo com o objetivo de estudar as propriedades dos estimadores de maxima
verossimilhanga. No Capitulo 4, é realizada uma ilustragao usando um conjunto de
dados reais. Por fim, sao apresentadas as conclusoes no Capitulo 5.

No que se refere aos aspectos computacionais do trabalho, este trabalho foi escrito
usando o Overleaf, que é um editor XTEX colaborativo baseado em nuvem usado para
digitar, editar e publicar documentos. Ja a estimacao, as simulagoes, a aplicagao e os

graficos foram feitos usando a linguagem de programacao R.



Capitulo 2

Distribuicao log-Bilal com zeros

e/ou uns ajustados

2.1 A distribuicao log-Bilal

Seja X uma variavel aleatoria (VA) com distribui¢ao Bilal, entdo sua fungao

fungao de densidade de probabilidade (FDP) é dada por

f(z;0) = Sexp(—?) [1 — exp(—z)] , x>0,

em que 6 > 0 é o parametro de escala. A fungdo de distribuigdo acumulada (FDA) de
X é dada por
2
Flz)=1- exp(—éy) {3 — Qexp(—gﬂ .
Seguindo Altun & Hamedani (2018) e Altun (2021), temos que Y = exp(—X), entao a
fungao densidade de probabilidade (FDP) da distribui¢ao log-Bilal é dada por

6 o, 1
f0) =gy (1=y7), 0<y<1, (2.1)

em que # > 0. Aqui, o parametro # se comporta como um parametro de forma em
contraste com a distribuicao Bilal. A partir de agora, a variavel aleatéria Y com

densidade (2.1) ¢ indicada como Y ~ log-Bilal (). A FDA de Y para (0 <y < 1) é
F(y;0) = 3y7" — 2.

Na Figura 2.1, apresentamos formas assumidas pela distribui¢ao log-Bilal a partir de

diferentes valores do parametro #. A partir desta, nota-se que a distribuicao log-Bilal
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pode ser usada para modelar diferentes tipos de dados definidos no intervalo (0, 1),

sejam estes com assimétria a direita, a esquerda ou simétricos neste intervalo.
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(2)6=01,02,03,04e05 (bye=1,11,13,15e17

Figura 2.1: FDP de uma log-Bilal para diferentes valores de 0

Para gerar nimeros aleatérios de uma distribuicao log-Bilal, é apresentado em Al-
tun et al. (2021) um procedimento baseado na funcao quantilica de Y. No entanto, ndo é
uma solucao dentro do conjunto dos ntiimeros reais. Para gerar nimeros pseudoaleatorios
de uma distribui¢ao log-Bilal numericamente, encontrar a raiz real yy (0 < yo < 1) da
equacao

3yl —2y]" — U =0, (2.2)

é necessario, em que U ~ U(0, 1) e o valor do pardmetro 6 sejam conhecidos. Podemos

resolver a equacao (2.2) usando o comando uniroot() do R.

rloghilal<- function(Nsim, theta){
X <= NULL

for (i in 1:Nsim) {
u <- runif (1)
X[i] <- uniroot(function(x) 3*x"(2/theta) - 2xx"(3/theta) - u,
lower = 0, upper = 1, tol = 1e-9 )$root
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return(X)

Neste trabalho, apresentamos também um procedimento utilizando o método de

aceitagao e rejeicdo para gerar numeros pseudoaleatérios da distribuicao log-Bilal.

Algoritmo 1 Algoritmo para gerar valores pseudo-aleatorios da distribuicao log-Bilal.

1:
2:

@ g ok w

Defina um valor para o parametro 6;

Gerar um valor uniforme y = uy ~ U (0,1) e fazer f (u1) e g (u;) nos quais f e g
seguem uma distribuicao log-Bilal,

Defina C como sendo Max da fungao (2.1);

Gerar um valor uniforme uy ~ U (0, 1);

Se uy < g;?;l)) faca x = y, se nao volte para o passo 2;

Repetir os passos 2, 3, 4 e 5 n vezes.

O Algoritmo 1 foi implementado na linguagem R. Foi criada uma func¢ao chamada

de rlogbilal(), que recebe como argumentos o tamanho da amostra e o valor do

parametro 6 a ser considerado.

rloghilal<- function(n, theta){

fx1 <- function(x, theta){

(6/theta)*(x"(2/theta-1))*(1-x"(1/theta))

max.bilal <- optimize(f = function(x) {fx1(x,theta)}l},

interval = ¢(@0, 1), maximum =
TRUE) ;max.bilal

# Agora podemos entao determinar o valor de C, como sendo

(of

<- max.bilal$objective/1;c

## Define funcoes
f<- function(x) {fx1(x,theta)}
g <- function(x) 1 + @ * x

## Amostra da proposta U(Q,1)

y

<- runif(n)

## Amostra u tambem de U(0Q,1)

u

<- runif(n)
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## Calcula a razao

r <= f(y)/(c * g(y))

## x serao os valores de y onde u < r
x <= y[u < r]

return(x)

Na Figura 2.2, sao apresentados trés casos o quais sao comparados a FDP da log-Bilal
com os valores pseudoaleatorios gerados pelo método de aceitacao e rejeicao; os valores
escolhidos para 6 foram 6 = 0.1,0.5 e 1. Observando os graficos, é evidente que os

valores gerados provém da FDP da log-Bilal em questao.

f(y. 0)

00 02 04 06 08 10 00 02 04 06 08 10 00 02 04 06 08 1.0

Valores Gerados Valores Gerados Valores Gerados

Figura 2.2: Geracao de nimeros pseudos aleatorios de uma log-Bilal

Se Y ~ LB(0) entao a média e a variancia sao dadas, respectivamente, por

6 362(62 + 106 + 13)

EV) =907 ¢ VY- @rmroree ot

Podemos reescrever a distribuicao log-Bilal em termos de sua média. Basta fazer

2(,,2
0=y =12 (,/24% — 5) e consequentemente E(Y) = pe Var(Y) = (uffggfig;l(‘;’;%jfljﬁz,)).
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Além disso, temos que (2.1) pode ser reescrita como
6 2/[1 \/E, -1 /|1 \/@,
o T ()

em que 0 <y < 1. O logaritmo da FDP ¢ dado por

flys ) =

1

() = log (12)~log <\/m N 5>+ ( 1 u+224 - 1) log (y)+log | 1 — ym
! 5 (v - 9)

2.2 A distribuicao log-Bilal com zeros ou uns ajus-

tados

E normal ocorrer o feito de, dados como proporcoes, taxas e razoes conterem
zeros e/ou uns. Isto pode estar relacionado com alguma intervencao ou até mesmo
censura nos dados. Tendo em vista situagoes como essas a distribuicao log-Bilal nao ¢é
uma distribui¢ao que se adequa a esse tipo de dados. Se os dados contém zeros ou uns
(mas nao ambos), um modelo natural consiste em adicionar a distribui¢ao Log-Bilal um
ponto de massa em zero ou um. Logo, podemos obter modelos para fragoes observadas
nos intervalos [0,1) ou (0, 1]. Nessa circunstancia, vamos supor que a base de dados
seja modelada pela distribui¢ao log-Bilal (2.3) j& que essa distribuigdao, é bastante
flexivel quando se trata de ajustar dados no intervalo (0, 1). Dessa forma, o componente
discreto, i.e., o ponto de massa, serd modelado através de uma distribuicao degenerada
no valor conhecido ¢, onde ¢ é igual a zero ou um dependendo do caso (ver Ospina
2008).

A FDA da distribuicao log-Bilal com zeros ou uns ajustados é dada por

Fylpa)=aly@y)+0—a)F(y|p, (2.4)

em que [ 4 (y) representa uma fungao indicadora, com valor 1 se y € A e 0 caso contrario.
O pardmetro 0 < a < 1 é conhecido como pardmetro de mistura e a fungdo F (- | p) é
a FDA da distribui¢ao log-Bilal com média 0 < u < 1. Como destacado em Ospina
(2008) a funcao F' (y | u, ) ndo é absolutamente continua, uma vez que tem um ponto
de massa em Y = c.

A FDP da distribuicao log-Bilal com zero ou um ajustados pode ser escrita da

seguinte forma

Flylma)={a'©® 1 —a) @y | )o@, (2.5)
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em que f(y|u) é a FDP dada em (2.3). Observe que o pardmetro de mistura o
representa exatamente a probabilidade de observagao do zero (¢ = 0) ou do um (¢ = 1).
Note que (2.5) pode ser fatorada em termos apenas de uma fun¢ao que envolve apenas
a e outra que depende apenas de .

Considere os seguites casos: se ¢ = 0 obteremos a distribui¢ao log-Bilal com zeros
ajustados (LBZA); e se ¢ = 1 temos a distribui¢ao log-Bilal com uns ajustados (LBUA).
Desta forma, a distribui¢ao apresentada em (2.5) permite modelar os exessos de zeros
ou uns, de acordo com as caracteristicas dos dados.

Temos que a média e a variancia da variavel aleatoria Y sao respectivamente

E(Y)=ac+(1—a)p, e

(U3 + 5y +6)2(2u2 + 5y + 3)

(2.6)

>+a(1—a)(c—u)2,

em que o valor de ¢ dependera da natureza dos dados estudados, podendo assumir
os valores 0 ou 1. Além disso, é possivel notar em (2.6) que a média de Y é uma
média ponderada entre a média da variavel degenerada em ¢ e a média da distribuicao
absolutamente continua.

Na Figura 2.3, estao os graficos referentes aos valores gerados a partir de uma
LBZA. Nele estao quatro diferentes graficos, no qual foi fixado o valor de @ = 0.4 e
testado diferentes valores para g, os valores testados foram p = 0.4, 0.5, 0.7 e 0.9.
Observando o grafico, é nitida a flexibilidade que tem a distribuicao LBZA, no qual
a distribui¢ao pode assumir tanto a forma simétrica quanto a forma assimétrica, seja

assimetria a esquerda ou a direita.
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Figura 2.3: FDP de uma LBZA para diferentes valores de
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Sejam Y7, ..

., Y, uma amostra aleatoria de uma distribui¢ao log-Bilal com zeros

ou uns ajustados com pardmetros p e . A funcdo de verossimilhanga, L(u, «), pode

ser escrita da seguinte maneira

L(p, a) = L(o) L(p),

em que L(a) e L(p) sdo as fungdes de verossimilhanca da varidvel degenerada em c e
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da variavel absolutamente continua, respectivamente, ou seja,
n
L(a) _ Haﬂ{c}(yi) (1 _ Oé)lfﬂ{c}(yi) _ Oénc(l _ Oz)n_nc7
i=1

Lp) =TI f (i | )t @)
=1

em que n, = é:l Tty (vi).

Ospina (2008) destaca que quando a fun¢ao de verossimilhanga é escrita desta
forma os parametros sao separaveis e a estimacoes de a e u podem ser realizadas de
forma independente uma da outra. Para mais detalhes ver também (Pace & Salvan
1997, p. 128).

O logaritmo da fun¢@o de verossimilhanga assume a seguinte forma

n

C(pya) = C(a) + D [1 =Ly (w)](n),

i=1

em que

l(a) =n.loga+ (n—n.)log (1 — «)

¢ (p) =log (12) —log (,/u224—5> + (1<\/M+%_5> —1) log (y;) +

1

log | 1 —y;

Derivando ¢ (u, a) em relacao aos parametros a e i é possivel obter o vetor escore.

Desta maneira, o vetor escore é igual a

Up,a) = (U (a),U (),

em que,
Ne N—ne
U(a)=——
(@) == — 37—,
U () 12 (n —ne) N 48i;[1_]1{c} (i)]y:
ILL =
— pt24 2 fut24 ([ fpt24
20 =5 F5E) e R (V)
T
24 - cv " logy

7> [1—Ty E ;

B (R o) =1
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Note que a solucao do sistema U (a) = 0 tem forma fechada. O estimador de maxima
verossimilhanga de a é & = n./n, ou seja, a proporgao de zeros ou uns na amostra. O
estimador de méaxima verossimilhanca para p deve ser encontrado utilizando algum
método iterativo, pois o sistema U (1) = 0 ndo tem uma solucao analitica. Neste traba-
lho, optamos por colocar a distribuicao na estrutura da familia de distribui¢des do pacote
gamlss (Rigby & Stasinopoulos 2005). O c6digo esté presente no Apéndice A. Para
obter as estimativas de maxima verossimilhanca basta usar a funcao gamlssInf@tol()
do pacote gamlss.inf (Enea et al. 2019). As estimativas de maxima verossimilhanca
podem ser obtidas através dos algoritmos RS, CG ou uma mistura dos dois (Rigby &

Stasinopoulos 2005).

2.3 A distribuicao log-Bilal com zeros e uns ajusta-

dos

Considere agora a situacao no qual exista uma probabilidade positiva de ocorrer 0

e 1. Desta forma, para modelar dados dessa natureza, pode-se utilizar uma mistura entre

uma distribuicdo Bernoulli e uma distribuicao log-Bilal. No entanto, diferentemente da

Secao anterior, a distribuicao Bernoulli atribui probabilidades nao-negativas aos valores

0 e 1. Portanto, a FDA da distribuigdao log-Bilal com zero e uns ajustados (LBZUA) é
dada por

FylmwaX)=aF (y|N)+0-a)F(y|n), (2.7)

no qual F (y|A) ¢ a FDA da distribuigdo Bernoulli com pardmetro A\. Como na
Secao anterior, 0 < o < 1 é o parametro de mistura e a fungao F (- | u) é a FDA da
distribui¢ao log-Bilal com média 0 < p < 1. Como destacado em Ospina (2008) a
funcdo F' (y | u, v, A) ndo é absolutamente continua, uma vez que tem pontos de massa
emY =0eY = 1.

A FDP da distribuicaio LBZUA pode ser escrita da seguinte forma

all = N), sey =0,
[l uaX)= al, sey=1, (2.8)

(I—=a)f(y|p), seye(0,1),
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em que f (y | p) é a FDP dada em (2.3). Temos que a média e a varidncia da varidvel
aleatoria Y, sao respectivamente
EY)=al+(1—-a)p, e

Bt (g3 + 10 + 13) 2
ta(l—a)h—p)?.
(17 + 5 + 6223 + 5 +3)) S

Assim como na Figura 2.3, a Figura 2.4 estao os graficos referentes aos valores

Var (Y)=aA1 =X+ (1 —«) (

gerados a partir de uma LBZUA, nela estdo quatro diferentes graficos, no qual foi fixado
o valor de a = 0.2 e A = 0.2, para assim ser testado diferentes valores para i, os valores
testados foram p = 0.4, 0.5, 0.7 e 0.9. Observando os graficos, é evidente que o formato
dos graficos nao se alteraram comparando com os graficos provenientes de uma LBZA,

a diferenca esta nas proporgoes associadas aos valores extremos (0 e 1).

(u=04,0=02, 1=02) (u=05,0=0.2, A=0.2)
— 0 —~ [e0]
R o 7] R o 7
3 . 3 _
3 g 4 = g i
> >
© | o |
© T T T T T T © T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0
X X
(u=0.7,0=0.2, A=0.2) (u=09,0=02, A=0.2)
0 | ©
2 2 Y
- (@] -
3 - 3 M -
i, S ow-
> o] >
o | .
© T T T T I ° | T T T T I
0.0 0.2 04 0.6 0.8 1.0 0.0 0.2 04 0.6 0.8 1.0
X X

Figura 2.4: FDP de uma LBZUA para dferentes valores de
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Sejam Y7, ..., Y, uma amostra aleatéria de uma distribuicdo LBZUA com parametros

i, ae A. A fungao de verossimilhanga, L(u, «, A), pode ser escrita da seguinte maneira
L(p, o, A) = L(o) L(A) L(p),
em que L(«), L(A) e L(u) sdao dadas por

L(a) = ™™ (1 — o) "0

Y

LX) = A™(1 = )mor7mt = \P(] — \)"0,

L(p) =TT f (i | )t Hon @,
i=1
n n n
em que ng; = Z; Tgoay (¥3), m1 = Z; Iy (vi) e ng = Z; Ity (vi), que sdo, respectivamente,
os nimeros de zeros e de uns na amostra, o niimero de uns na amostra e o niimero de
zeros na amostra.

De maneira semelhante a Se¢do anterior, temos que a funcdo de verossimilhancas
¢é obtida como apresentado na expressao anterior, e os parametros sao obtidos de
maneira independente considerando cada uma das partes que compoem a func¢ao de
verossimilhangas. O logaritmo da fun¢ao de verosimilhancas é dado por

n
C(p, 0, A) = L(a) +£(A) + ;[1 — Ljo,1y (wa)](p),
=

em que

l(a) = (ng+ny)loga+ (n —ng ) log (1 — ),
(X)) =nqlog(N) +nglog (1 —N),

¢(p) =log (12) —log (,/H—;M—E)) + (1(\/%_@ —1) log (y;) +

1

log | 1—y;

Obtendo-se a primeira derivada de ¢ (i, a, A) em relagdo aos pardmetros o, A e i

é possivel obter o vetor escore. Desta maneira, o vetor escore ¢ igual a

Up,a) = (U(a),UA),U (),
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em que,
(no+n1)  (n—no)
U = _
(@) o l—a '’
nq Un)
UAN=Y~12x
U ( 12 (n — 7’L01) 48 Z [1 o ]I{O 1} (yl)]yl

Tl 2r o) e ()

1
1 24+u75
24 v~ " logyi
2 Z ]I{O 1} yl ] 1

B (R ) | WV

Note que as solugoes dos sistemas U (a) =0 e U (A) = 0 tém forma fechada e por-

tanto, os estimadores de maxima verossimilhanca de o e A, sao dados, respectivamente,
por & = ng /n e A= ni/(ng + ny), isto é, a proporcao de zeros e uns na amostra e a
proporc¢ao de uns no grupo de observagoes que sao 0 ou 1. O estimador de maxima
verossimilhancga para p deve ser encontrado utilizando algum método iterativo, pois o
sistema U (u) = 0. Neste trabalho, optamos por colocar a distribuigdo na estrutura da
familia de distribui¢oes do pacote gamlss (Rigby & Stasinopoulos 2005). O cédigo é
apresentado no Apéndice A. Para gerar as func¢oes relacionadas a distribuicao log-Bilal
com zeros e uns ajustados, basta usar a funcao gen.Inf@tol() com o argurmento
type.of.Inflation = "Zero&0ne". Para obter as estimativas de maxima verossimi-
lhanga, basta usar a fungdo gamlssInfoto1() do pacote gamlss.inf (Enea et al. 2019).
As estimativas de maxima verossimilhanga podem ser obtidas através dos algoritmos

RS, CG ou uma mistura dos dois (Rigby & Stasinopoulos 2005).



Capitulo 3

Simulacoes

A eficiéncia dos estimadores de maxima verosimilhanga dos pardmetros do modelo
proposto foi analisada através de simulagao de Monte Carlo. Para isso, utilizamos o
pacote R chamado gamlss.inf (Enea et al. 2019). Neste pacote, existe uma fungao cha-
mada gen.Infoto1(), a qual permite gerar distribui¢oes com zero e/ou uns ajustados.
No entanto, é necessario ter a distribuicao que é absolutamente continua implementada
na estrutura da familia de distribui¢oes presentes no pacote gamlss (Rigby & Stasino-
poulos 2005). Isto foi feito com a distribuigao log-Bilal indexada pela média. Desta
forma, é possivel gerar facilmente as distribui¢oes LBZA, LBUA e LBZUA. Veja nos

codigos abaixo

Listagem 3.1: Gerando novas distribuigoes.

library(gamlss.inf)

gen.InfOtol (family = "LB", type.of.Inflation = "Zero")
A @ inflated LB distribution has been generated

and saved under the names:

dLBInf@ pLBInf@ qLBInf@ rLBInfo

plotLBInfo

gen.Infotol (family = "LB", type.of.Inflation = "One")
A 1 inflated LB distribution has been generated

and saved under the names:

dLBInf1 pLBInf1 gLBInf1 rLBInf1

plotLBInf1
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gen.Inf@tol (family = "LB", type.of.Inflation = "Zero&One")
A 0@tol inflated LB distribution has been generated

and saved under the names:
dLBInf@tol pLBInf@tol gLBInf@tol rLBInfotol
plotLBInfotol
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Nas simulagoes, iremos nos concentrar apenas nas distribui¢oes LBZA e LBUA.

Os resultados da simulagao sao interpretados com base nas seguintes quantidades: viés

e a raiz do erro quadrético médio (REQM).

Para obter as estimativas de méaxima verossimilhanca, foi utilizada a funcao

gamlssInf@tol(), do pacote gamlss.inf. Os valores escolhidos para o parametro u

foram p = (0.2,0.5,0.8), e para « foram a = (0.1,0.5,0.9). O ntmero de réplicas de

Monte Carlo foi N = 5000 e os tamanhos da amostra foram n = 20, 30, 40, . .., 200.

Para a realizacao das simulagoes de Monte Carlo utilizamos a funcao MonteCarlo() do

pacote MonteCarlo (Leschinski 2019). O viés e a REQM foram obtidos usando a fungao

calc_absolute() do pacote simhelpers (Joshi & Pustejovsky 2022). Uma parte dos

codigos das simulagoes é apresentado a seguir.

Listagem 3.2: Simulacoes de Monte Carlo.

library (MonteCarlo)

library(tidyverse)

library (ggpubr)

library(simhelpers)

library(gamlss.inf)

library (boot)

# Funcoes auxiliares

my.gamlssInf@tol <- function(...) tryCatch(expr =
gamlssInf@tol(...), error = function(e) NA)

#Criando a familia com zeros ajustados

gen.Inf@tol ("LB","Zero") #zero ajusted log-bilal distribution
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est <- function(n, mu, alpha){

repeat{
y <= rLBInfo(n, mu = mu, xi@ = alpha)
fit <- my.gamlssInf@tol(y = y, mu.formula =71, xi@.formula
="1, family = LB(mu.link = "identity"))

if (all(is.na(fit)) == FALSE) break

coef_mle <- unname(c(fit$mu.coefficients, fit$xi0.coefficients))
#bias <- coef_mle - v_theta

return(list("mean” = coef_mle[1], "prop@" =
inv.logit(coef_mle[2]) ))

#Simulacao zeros ajustados

n_grid <- seq(20, 200, by = 10)

mu_grid <- c(0.2, 0.5, 0.8)

alpha_grid <- c(0.1, 0.5, 0.9)

param_list <- list("n” = n_grid, "mu” = mu_grid, "alpha" =
alpha_grid)

MC_result <- MonteCarlo(func = est, nrep = 5000, param_list =
param_list)

df <- MakeFrame(MC_result)
df$alpha<- df$po
resul_mu <- df %>% group_by(n, mu, alpha) %>%

do(calc_absolute(., estimates = mean, true_param = mu,
perfm_criteria = c("bias”, "rmse"))) %>%

mutate(mu = as.character(mu), alpha = as.character(alpha), bias
= abs(bias))

A Figura 3.1, apresenta o viés do estimador de maxima verossimilhanga do
parametro pu de uma LBZA para diferentes tamanhos amostrais, como também os
valores de i e o definidos anteriormente. Nota-se que a magnitude do vies do estimador

fi aumenta com o incremento da proporcao de zeros na amostra. Este comportamento
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é esperado, uma vez que o aumento da quantidade de zeros, reduz a quantidade de
observagoes positivas na amostra. Para « fixo, de uma maneira geral o vies de i é
maior quando p = 0.2. Além disso, com o aumento do tamanho da amostra, notamos
que, para todos os cenarios, o viés é reduzido. Importante destacar que a velocidade

dessa reducao ¢ menor a medida que a proporcao de zeros aumenta.

0.005

0.004 00075

gl .
00g1|

ias

bias
(=]

0.002

0.00%5
0.00t

0.000 00000 N Ty

=02 0508 =02 0508 =02 05--08
(a) a =0.1. (b) o =0.5. (¢) a=0.9.

Figura 3.1: Viés de i para diferentes valores de n, i e o de uma LBZA.

A Figura 3.2 apresenta o REQM do estimador de maxima verossimilhanga do
parametro p para os cenarios considerados inicialmente. A partir desta figura podemos
notar um comportamento de acordo com o esperado. Ao fixar o valor de o o maior
valor do REQM foi para u = 0.5 e menor quando y = 0.8. Para concluir, o REQM,

assim como o Viés, diminui em todos os cendrios com o aumentar do tamanho amostral.
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005 + : 05+,
0
;

o
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00

-02--05-08 =02 05-08 =02 0508
(a) o =0.1. (b) o =0.5. (c) a=0.9.

Figura 3.2: REQM de i para diferentes valores de n,pu e o de uma LBZA.

Da mesma forma que foi estimado o pardmetro u da LBZA, também foi utilizado
o estimador de maxima verossimilhanca para estimar o pardmetro p de uma LBUA. As
Figuras 3.3 e 3.4 apresentam os resultados obtidos para a estimativa de ;1 da LBUA. A
Figura 3.3 mostra os resultados referente ao Viés de i para diferentes valores de u, o
e tamanhos amostrais, enquanto a Figura 3.4 nos mostra os resultados referentes ao
REQM de fi utilizando os mesmos valores de p, o e tamanhos amostrais usados para

calculo do viés.



0.004

bias

0.002

0.000

(a) o =0.1.

0.0030

bias

00025

0.0000

00| 4

(b) o =0.5.

26

=02 05--08

(c) a=0.9.

Figura 3.8: Viés de i para diferentes valores de n,u e o de uma LBUA.

Assim como no i da LBZA, o viés do estimado de maxima verossimilhanca de

i de uma LBUA aumenta de magnitude conforme aumenta a propor¢do de uns na
amostra. Fixando o a, o viés de ji também é maior quando p = 0.2. Além do mais, para
todos os cenarios testados, houve reducao do viés a médida que o tamanho amostral

aumentou.

e, . 015

0.00-

(a) a =0.1.

=02 0508

(b) a =0.5.

=02 05-08

(¢) a=0.9.

Figura 3.4: REQM de [i para diferentes valores de n,u e a de uma LBUA.
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Na Figura 3.4, se trata do REQM de i da LBUA para diferentes valores de u, a

e amostral. De maneira similar a LBZA, o REQM de fi diminui com o aumentar do
tamanho amostral, como também tende a aumentar a médida que a propor¢ao de uns

aumenta na amostra. Ao fixar o valor de «, assim como na LBZA, o maior valor do
REQM foi quando = 0.5 e menor valor para u = 0.8.

Se tratando do parametro «, na Figura 3.5, é apresentado o viés do estimador
de maxima verossimilhanca do parametro o de uma LBZA para diferentes valores
amostrais, de y e de a. Note que, a magnitude do viés do estimador & se mantem
estavel com a variagao de p. Para u fixo, de uma maneira geral, o vies de & é maior
quando o = 0.9. Além disso, assim como ocorreu com i, percebe-se que para todos os

cenarios testados o viés diminui a medida que o tamanho amostral aumenta

00 |

wl o o

bias

002

(a) p=0.2. (b) uw=0.5. (c) n=0.8.

Figura 3.5: Viés de & para diferentes valores de n, e a de uma LBZA.

Na Figura 3.6, mostra o REQM do estimador de méaxima verossimilhanca do
pardametro o de uma LBZA para diferentes valores de amostras, de ;1 e a. De maneira
similar ao viés, a significincia do REQM se mantém estavel para os diferentes valores de
(. Ao fixar o valor de i, assim como no viés, o maior valor do REQM foi para oo = 0.9.

Para concluir, o REQM também diminui a medida que aumenta o tamanho amostral.
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(a) p=0.2.

(b) p=0.5.
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(c) u=0.38.

Figura 3.6: REQM de & para diferentes valores de n, i e a de uma LBZA.

As figuras 3.7 e 3.8, apresentam o viés e REQM de & de uma LBUA. A Figura 3.7,

mostra os resultados referente ao viés de & para diferentes valores de i, o e tamanhos

amostrais. Enquanto a Figura 3.8 nos mostra os resultados referentes ao REQM de &

utilizando os mesmos valores de p, o e tamanhos amostrais usados para calculo do viés.

004 3

003

bias

wy

(a) p=0.2.

(b) p=0.5.

(c) u=0.38.

Figura 3.7: Viés de & para diferentes valores de n,u e o de uma LBUA.
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De acordo com a figura 3.7, nota-se que, o viés do estimador de maxima verossi-
milhanca de o da LBUA, permanece consistente a medida que o p aumenta. Quando
fixado o u, o viés de & é maior quando o = 0.9 e menor quando o = 0.5. Além do
mais, para todos os cenarios testados, houve reducao do viés a medida que o tamanho
amostral aumentou, também vale destacar que o viés nao ultrapassou 0.05, mesmo

quando o tamanho amostral foi 20.

o

o o 008

rmse

0061 \

004

(a) u=0.2. (b) n=0.5. (c) p=0.8.

Figura 3.8: REQM de & para diferentes valores de n, e a de uma LBUA.

A Figura 3.8, se trata do REQM de & da LBUA para diferentes valores de u, « e
amostral. Assim como na LBZA, o REQM de & diminui com o aumentar do tamanho
amostral. Dos valores testados, a = 0.9 foi o valor que obteve o maior REQM ao fixar
o valor de pu.

Em resumo, podemos concluir que, o método maxima verossimilhanga ¢ apropriado
para estimar tanto o paradmetro p, quanto o parametro o da distribuicao log-Bibal tanto
com zeros, quanto com uns ajustados. Dado que, para os casos simulados, é notério a
reducao que o viés e REQM sofrem a medida que o tamanho da amostra aumenta, como
também, aumentam a medida que a proporcao de zeros ou uns crescem na amostra.
Também vale ressaltar que viés e REQM de [i e & ndo se apresentam muito alto para
tamanhos de amostras pequenos, como também sao bem préximos a zero, quando o

tamanho da amostra é suficientemente grande.



Capitulo 4
Aplicacao

Neste Capitulo, sera apresentada uma ilustracao com um conjunto de dados reais.
Este conjunto de dados é referente uma nova abordagem para conceituar e medir a
democracia. O projeto Varieties of Democracy (V-Dem) distingue entre cinco principios
de democracia de alto nivel: eleitoral, liberal, participativo, deliberativo e igualitario, e
coleta dados para medir esses principios. O projeto é composto por uma equipe de mais
de 50 cientistas sociais em seis continentes. O trabalho é desenvolvido por mais de 3.000
especialistas em diversos paises e um Conselho Consultivo Internacional verdadeiramente
global (Maerz et al. 2021). Para maiores detalhes, ver https://www.v-dem.net/.

Sao considerados os dados do ano de 2019 e foi usada como base uma analise reali-
zada em https://www.andrewheiss.com/blog/2021/11/08/beta-regression-guide/,
feita pelo professor Andrew Heiss do Departamento de Gestao e Politica Publica da
Georgia State University. No entanto, o principal interesse estara em ajustar a variavel
propor¢ao de mulheres no parlamento. O conjunto de dados é composto por
27.013 observagoes e 4.108 variaveis, foi acessado através do pacote R chamado de
vdemdata desenvolvido por Maerz et al. (2021). Para usar a variavel de interesse é
necessaria a transformacao da variavel v21gfemleg que representa a porcentagem de
mulheres parlamentares. Portanto, serd crianda uma nova variavel a qual chamaremos
de prop_mulher é obtida dividindo por 100 a variavel v21lgfemleg. Também iremos
considerar a variavel v21gqugen que pode assumir os valores 0, 1, 2, 3 e 4. No caso do

valor ser maior do que 0, isso indicar que o pais tem cota baseada em género. Desta
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forma também sera criada a variavel cotas que é igual a "SIM”se v21gqugen é maior
do que 0 e "NAO”caso contrario. Além disso, foram eliminadas as linhas com dados
)

faltantes. Abaixo, é apresentado esse tratamento dos dados.

Listagem 4.1: Tratamento dos dados.

library(tidyverse)

library(vdemdata)

vdem_novo <- vdem %>% select(year, v2lgfemleg, v2lgqugen) %>%

2019) %>%

drop_na(v2lgqugen, v2lgfemleg) %>% mutate(cotas =
if_else(v2lgqugen > @, "SIM", "NAO"),

prop_mulher = v2lgfemleg / 100)

filter(year =

A Figura 4.1 apresenta a distribuicao da proporc¢ao de mulheres no parlamento
entre os dois valores diferentes de cotas. Note que aparentemente os paises que nao
possuem uma cota baseada em género apresentam menos mulheres parlamentares, o
que ¢ esperado visto que as cotas foram projetadas principalmente para aumentar a

quantidade de mulheres parlamentares.

0.6 A

Densidade

0.2 s

Proporgéo de mulheres no parlamento

0.0 A - 01

NAO =YY 0.0 02 0.4 0.6
Cota Proporgao de mulheres no parlamento

Cota [[l] NAo [ ] sim

Figura 4.1: Distribuicdo da propor¢ao de mulhere parlamentares.

Através da Tabela 4.1 percebe-se que em paises que nao possuem cotas a proporgao
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de mulheres no parlamento varia no intervalo [0,0.532], enquanto que para os paises
com cotas essa propor¢ao varia entre [0.0254,0.612]. A anélise poderia ser conduzida
considerando ambos os grupos de cotas, porém, iremos considerar apenas os paises que
possuem algum tipo de cota baseado em género para ajustar a distribuicao log-Bilal
com zeros ajustados.

Tabela 4.1: Distribuicao da propor¢do de mulheres parlamentares na presencga (ou nao) de

cotas.

Cota mn minimo mAaximo

SIM 97 0 0.532
NAO 75 0.0254  0.612

Os resultados obtidos usando o R, apresentados abaixo, para a distribuicao log-
Bilal com zeros ajustados, temos que as estimativas de maxima verossimilhanca de
[ e « sao respectivamente, 0, 2859 e 0,0206. A funcao gamlssInf@tol() do pacote R
chamado de gamlss.inf considera apenas a ligacao logit para modelar a proporc¢ao
de zeros. Desta forma, utilizamos também a funcao inv.logit() do pacote boot para

obter a proporc¢ao estimada.

Listagem 4.2: Ajuste dos dados.

HHHHHHAHH

#Distribuicao log-Bilal com zeros ajustados
HHHHHHHH

library(gamlss.inf)

library(boot)

gen.InfOtol1 ("LB","Zero")
modelo_logBilal <- gamlssInf@tol(y = prop_mulher, mu.formula = ~
1, xi@.formula =71,
+ family = LB(mu.link =
"identity"), data = vem_sem_cota)
> summary (modelo_logBilal)
khkkkkkkkhkkhkhkhkhkkhkkhkkkkkhkkhhkhkhhkhkhkkkkhkkkkhkhkhhkhkhkhkkhkkkkkhkkhkhkhkhkhkkhkkkkkkkkkkkkkkk*%

Family: "InfLB"

Call:
gamlssInf@tol (y = prop_mulher, mu.formula = "1, xi@.formula = "1,
data = vem_sem_cota, family = LB(mu.link = "identity"))
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Fitting method: RS()
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Mu link function: identity
Mu Coefficients:

Estimate Std. Error
(Intercept) 0.28591 0.01952
Signif. codes:
0 ‘x*x%’ 0.001 ‘x*’ 0.01 ‘*’ 0.05

t value Pr(>|t])
14.64 <2e-16 *%*%

xi® link function: logit
xi@ Coefficients:

Estimate Std. Error
(Intercept) -3.8607 0.7145
Signif. codes:
0 ‘x*%’ Q0.001 ‘x*’ 0.01 ‘*’ 0.05

t value Pr(>|t])
-5.403 4.84e-07 **%



Capitulo 5

Conclusoes

A distribuicao log-Bilal é uma distribuicao indexada por apenas um parametro e
pode ser usada para ajustar dados no intervalo (0,1). Apesar da sua simplicidade, é
uma distribuicao flexivel. Por exemplo, esta distribuicdo pode se usada para modelar
dados com assimetria negativa. Neste trabalho, foi proposta a distribuicao log-Bilal com
zeros e/ou uns ajustados. A partir das simulagoes, foi possivel detectar que o estimador
do parametro possui boas propriedades, dado que, ao usarmos amostras suficientemente
grandes, o estimador tende a ser pouco viesado. Por fim, foi utilizado um conjunto de
dados que tenta conceituar e medir a democracia para apresentar uma ilustracao de
como podemos fazer o ajuste de dados usando a distribuicao proposta neste trabalho.

Como trabalhos futuros, é possivel propor um modelo de regressao baseado na
distribuicao proposta. Além disso, é possivel usar uma abordagem bayesiana para
realizar a estimacao dos parametros. Também pode-se propor modelos para ajustar

dados com a presenca de censura.
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Apéndice A

Cdédigos R

Listagem A.1: Cddigos R - modelo de regressao quantilica.

library(gamlss.inf)
library(boot)

#Funcoes

dLB <-function(x, mu = 0.5, log = FALSE){
if (any(mu <= @) | any(mu >= 1) ) stop(paste("mu_must._be.

between_0@_and_1", "\n", ""))
if (any(x <= @) | any(x >= 1)) stop (paste ("x_must_be_between_0._
and_1", "\n", ""))

theta <- 0.5*%(sqrt((24+mu)/mu) - 5)

log_pdf <- log(6) - log(theta) + (2/theta - 1)*log(x) + log(l -
x“(1/theta))

12
13
14
15
16
17
18
19
20

if(log == FALSE) fy <- exp(log_pdf) else fy <- log_pdf

fy
} #ok!

pLB <- function(q,

{
if (any(mu <= 0)

between_0_and_1",

lower . tail

any (mu >= stop(paste("mu_must_be._
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22
23
24
25

26
27
28
29
30
31
32

33

34
35
36
37
38
39
40

41

42
43
44
45
46
47
48
49
50

51

52
53

36

if (any(q <= @) | any(q >= 1)) stop(paste("y_.must._be_between_0_
andu‘]ll’ H\nll’ HH))

theta <- 0.5*%(sqrt((24+mu)/mu) - 5)

if(lower.tail == TRUE) cdf <- 3*q"(2/theta) - 2*xq"(3/theta) else
cdf <- 1 - (3*q"(2/theta) - 2*q"(3/theta))

if(log.p == FALSE) return(cdf) else return(log(cdf))

} #ok

gLB <- function(p, mu = 0.5, lower.tail = TRUE, log.p = FALSE){

if (any(mu <= @) | any(mu >= 1) ) stop(paste("mu_must_be._
between_@_and_1", "\n", ""))

if (any(p <= @) | any(p >= 1)) stop(paste("p_must._be_between_0.
and_1", "\n", ""))

theta <- 0.5*%(sqrt ((24+mu)/mu) - 5)
x0@ <- NULL

for(i in 1:length(p)){
if(lower.tail == TRUE){
x0[i] <- uniroot(function(x) 3*x"(2/theta) - 2*x"(3/theta) -
pLil, lower = @, upper = 1, tol = 1e-9 )$root
} else x0[i] <- uniroot(function(x) 3*x"(2/theta) -
2xx " (3/theta) - (1-p[il), lower = 0, upper = 1, tol = 1e-9
Y$root

if(log.p == FALSE) return(x@) else return(log(x9))

} #ok

rLB <- function(n, mu = 0.5){

if (any(mu <= @) | any(mu >= 1) ) stop(paste("mu_must._be.
between_0_and_1", "\n", ""))

if (any(n <= 0)) stop(paste(”"n_must_be_a_positive_integer",
ll\nll, ll”))

r <- NULL
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56
57
58

59
60
61
62
63
64
65
66
67

68
69
70
71
72
73
74
75
76
7
78

79
80
81
82
83

84
85
86
87
88

89
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theta <- 0.5*%(sqrt((24+mu)/mu) - 5)
for (i in 1:n) {
u <- runif (1)
r[i] <- uniroot(function(x) 3*x"(2/theta) - 2*x"(3/theta) - u,
lower = @, upper = 1, tol = 1e-9 )$root
}
r
} #ok
LB <- function (mu.link ="logit")

{
mstats <- checklink("mu.link"”, "LogBilal", substitute(mu.link),
c("logit"”, "probit", "cloglog", "cauchit”, "log", "own"))
structure(
list(family = c("LB","LogBilal"),
parameters = list(mu = TRUE),
nopar = 1,
type = "Continuous”,
mu.link = as.character(substitute(mu.link)),
mu.linkfun = mstats$linkfun,

mu.linkinv = mstats$linkinv,

mu.dr = mstats$mu.eta,
dldm
nd = gamlss:::numeric.deriv(dLB(y, mu, log
"mu”, delta = 1e-04)
dldm = as.vector(attr(nd, "gradient"))
dldm
}, #ok!
d21dm2 = function(y, mu)({
nd = gamlss:::numeric.deriv(dLB(y, mu, log
"mu”, delta = 1e-04)
dldm = as.vector(attr(nd, "gradient”))
d21dm2 = -dldm * dldm
d21dm2
}, #ok!
G.dev.incr = function(y,mu,...) -2*dLB(x =y, mu = mu,
log = TRUE) ,
rqres = expression(rqres(pfun = "pLB", type =

function(y,mu){
TRUE),

TRUE) ,

"Continuous”, y =y, mu = mu)),
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91
92
93
94
95
96
97

),

class

mu.initial = expression({mu <- (y+mean(y))/2}),
mu.valid = function(mu) all(mu > @ & mu < 1) ,
y.valid = function(y) all(y > 0 & y < 1), #ok!
mean = function(mu) mu, #ok!

variance = function(mu) mu”2

= c("gamlss.family",6 "family"))

#ok !
#tok!

38
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