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RESUMO

O feijdo-caupi ¢ uma cultura de grande importdncia mundial, motivo pelo qual muitas
cultivares melhoradas sdo exploradas. As sementes desses materiais possuem caracteristicas
intrinsecas que os distinguem. Assim, o objetivou —se por meio deste trabalho ajustar os
modelos de aprendizagem de madaquina para identificagdo de feijdo-caupi a partir do
processamento de imagens digitais de sementes utilizando técnicas de inteligéncia artificial. A
pesquisa € do tipo quali-quantitativas, e foi realizada no ambiente de professores, sala 03. Para
tanto, imagens digitais de sementes de 10 (dez) cultivares foram obtidas e processadas
utilizando-se dos vetorizadores InceptionV3, SqueezeNet, VGG16 ¢ VGG19. Posteriormente,
foram testados os algoritmos de aprendizado de Maquina K-Vizinhos Mais Proximos (KNN -
number of nearest neighbors), Arvore de Decisdo (Tree), Floresta Aleatoria (RF - Random
Forest), Aumento de Gradiente (GB - Gradient Boosting), Maquina de Suporte de Vetores
(SVM - Support Vector Machines) e Rede Neural Artificial (MLP - Multi-Layer Perceptron).
Os algoritmos de aprendizado de maquina Rede Neural Artificial ¢ Maquina de Suporte de
Vetores (SVM) tiveram melhores indicadores de performance para identificagdo de feijao-
caupi a partir do processamento das imagens digitais de sementes. Esse trabalho vem a
contribuir, tanto no ambito académico, quanto no aspecto pratico, tento em vista que os dados

disponiveis podem servir futuramente para criagdao de aplicativos mobile.

Palavras-chave: Vigna unguiculata L., classificacdo fenotipica, aprendizagem de maquina.



BATISTA, Gabriel Azevedo de. Cowpea identification from digital images of seeds and
artificial intelligence techniques. 2023. 32f. (Course Completion Work - Monograph), Curso
Superior de Tecnologia em Agroecologia, Centro de Desenvolvimento Sustentavel do

Semiarido, Universidade Federal de Campina Grande, Sumé — Paraiba — Brazil, 2023.

ABSTRACT

Cowpea is a crop of great importance worldwide, which is why many native varieties and
improved cultivars are explored. The seeds of these materials have intrinsic characteristics
that distinguish them. Thus, the aim of this work was to adjust the machine learning models
for cowpea identification based on the processing of digital images of seeds using artificial
intelligence techniques. The research is of the qualitative and quantitative type, and was
carried out in the teachers' environment, room 03. Therefore, digital images of seeds of 10
(ten) cultivars were obtained and processed using the vectorizers InceptionV3, SqueezeNet,
VGG16 and VGG19. Subsequently, the learning algorithms of K-Nearest Neighbors (KNN -
number of nearest neighbors), Decision Tree (Tree), Random Forest (RF), Gradient Boosting
(GB), Vector Support Machine (SVM - Support Vector Machines) and Artificial Neural
Network (MLP - Multi-Layer Perceptron). The machine learning algorithms Artificial Neural
Network and Vector Support Machine (SVM) had better performance indicators for cowpea
identification from the processing of digital images of seeds. This work contributes, both in
the academic field and in the practical aspect, considering that the available data can serve in

the future for the creation of mobile applications.

Keywords: Vigna unguiculata L., phenotypic classification, machine learning.
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1 INTRODUCAO

A cultura do feijao-caupi (Vigna unguiculata (L.) Walp.), também conhecido como
feijdo-de-corda ou macassar, tem grande importancia no mundo, principalmente em regides
aridas e semidridas onde a espécie constitui uma das principais fontes nutricionais. Por esse
motivo, muitos gendtipos, variedades, linhagens e cultivares s3ao exploradas nos
agroecossistemas (MARTEY et al., 2021; TAVARES et al., 2021; MARINHO et al., 2021;
NARAYANA & ANGAMUTHU, 2021).

Tendo em vista a existéncia de grande diversidade genética da espécie, considerando
desde variedades crioulas, até cultivares melhoradas, pode-se inferir a ocorréncia de
diferencas marcantes nas caracteristicas das sementes desses materiais. De fato, conforme
observado no Catalogo de cultivares de feijao-caupi da Embrapa Meio Norte, as sementes
possuem variagdes expressivas nos aspectos de cor, forma, tamanhos e massa, caracteristicas
que lhes confere identidade (EMBRAPA, 2021).

Pesquisas foram realizadas para comparagdes entre as caracteristicas de sementes de
cultivares de feijdo-caupi, chegando-se a conclusdo de que as caracteristicas avaliadas sao
bons indicadores para diferenciacdo dos materiais genéticos (MIQUELONI et al., 2018;
SILVA et al., 2020). Com isso, ¢ possivel que sejam desenvolvidas ferramentas tecnologicas
para identificacdo rapida e precisa das cultivares dessa espécie a partir de caracteristicas das
sementes.

Com base no exposto, salienta-se que, com o avanco tecnoldgico, a agricultura tem
incorporado novas ferramentas baseadas em computagdo para diversas finalidades. Com isso,
o setor agricola passou a contar com o uso de inteligéncia artificial e aprendizagem de
maquina para identificagdo e classificacio de plantas a partir de suas caracteristicas
intrinsecas, o que tem ganhado destaque devido ao fato de se basear em analises ndo-
destrutivas das sementes e dos vegetais no campo (HATI & SINGH, 2021).

Técnicas de inteligéncia artificial e aprendizado de maquina ja sdo conhecidas e
aplicadas na regido semiarida do Nordeste brasileiro com a finalidade de identificacdo de
plantas (MENEZES NETO et al., 2021). Contudo, ainda ndo foram relatadas pesquisas para
identificacao de feijao-caupi utilizando-se de processamento de imagens digitais das sementes
e emprego de técnicas de inteligéncia artificial. Assim, novas pesquisas com essa finalidade

podem introduzir desenvolvimento técnico-cientifico para a agricultura na regido.
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2  OBJETIVOS

2.1 OBJETIVO GERAL

O presente trabalho teve como objetivo, ajustar modelos de aprendizagem de maquina
para identificagcdo de feijao-caupi (Vigna unguiculata (L.) Walp) através de imagens digitais

de sementes utilizando-se de técnicas de inteligéncia artificial.

2.2 OBJETIVOS ESPECIFICOS

Obter sementes de cultivares melhorada de feijdo-caupi cultivadas no semidrido
brasileiro.

Obter imagens digitais de sementes de cultivares melhoradas de feijao-caupi em dois
angulos e quatro posicdes diferentes.

Processar imagens digitais de sementes e ajustar modelos de inteligéncia artificial para
identificacdo de cultivares melhoradas de feijao-caupi.

Avaliar o desempenho dos modelos ajustados para identificacdo de cultivares

melhoradas de feijao-caupi.
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3 REVISAO DE LITERATURA

3.1 PREAMBULO AS PESQUISAS COM FEIJAO-CAUPI

Atualmente, existem muitas cultivares melhoradas de feijaocaupi identificadas pelos
agricultores familiares e langadas pelos programas de melhoramento genético (GOMES et al.,
2021; MARINHO et al., 2021; NARAYANA & ANGAMUTHU, 2021). Esses materiais sao
cultivados de forma experimental em diversos agroecossistemas e submetidos a variados
sistemas de manejo, sobretudo para aumento de rendimento em condicdes de estresses
bidticos e abiodticos (SA etal.,2021; TOYINBO et al., 2021).

De fato, muitas pesquisas s3o desenvolvidas com feijdo-caupi, por exemplo,
utilizando doses de fosforo para homeostase idnica sob estresse salino (SA et al., 2021),
avaliando respostas da cultura a fertilizagdo organica e mineral (SANCHEZ-NAVARRO et
al., 2021), respostas ecofisiologicas a deficiéncia hidrica (FERREIRA et al., 2021) e
biofortificagdo agrondmica de genoétipos (BARBOSA et al., 2021; SILVA et al., 2021). Ainda
sdo escassos os trabalhos na literatura que contempla um banco de dados de imagens digitais
ou modelos de inteligéncia artificial para identificacdo e classificagdo de feijao-caupi a partir

das caracteristicas das sementes.

3.2 IDENTIFICACAO TRADICIONAL DE FEIJAO-CAUPI

Em relacdo as sementes, para identificacdo das cultivares, devem ser levantadas
caracteristicas como a cor da semente - determinada em sementes recém-colhidas e secas, de
acordo com as seguintes cores: branca com hilo marrom, branca com hilo preto, branco
vermelha, marrom-clara, marrom-escura, vermelha; cor do halo determinada em sementes
recém-colhidas e secas, de acordo com as seguintes cores: amarelo, marrom, vermelho; brilho
da semente - determinado em sementes secas: opaco, intermediario, brilhante; peso de 100
sementes (g) - peso médio em gramas, obtido em uma amostragem de quatro repeti¢cdes de
100 sementes a 13,5% de umidade; produtividade - medida em kg ha-1 (MARINHO et al.,
2001).

Com base nas caracteristicas das plantas, tradicionalmente, a identificacdo de
gendtipos de feijdo-caupi € realizada a partir do levantamento de dados relativos aos
caracteres fenoldgicos, morfologicos e agrondmicos, nos estadios de germinagdo, plantulas,

floragdo, maturagdo, colheita e pds-colheita (MARINHO et al., 2001). Nesta perspectiva, os
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estudos realizados por Freire Filho er al. (1981) e Fonseca et al. (1986), reportam os
principais caracteres a serem levantados para fins de fenotipagem dos genoétipos, a saber:
Emergéncia de plantulas, cor do hipocétilo, floragdo média, cor da flor, porte da planta,
pigmentagdo da haste principal, nimero de nds da haste principal, comprimento do foliolo
central, largura do foliolo central, corda vagem durante a maturagdo, nimero de vagens por
planta e numero de sementes por vagem.

De acordo com Oliveira et al. (2015), a identificacao classica dos gendtipos abrange,
primeiramente, classificagdo segundo o Regulamento Técnico do Feijao, Instrucdo Normativa
Numero 12 de 28 de fevereiro de 2008, instituido pelo Ministério da Agricultura, Pecuéria e
Abastecimento (MAPA) (BRASIL, 2008), adaptado por Freire Filho ef al. (2005). Em
complemento, também sdo utilizados os descritores recomendados pelo Biodiversity
Intenational (2007), anteriormente conhecido como International Board for Plant Genetic
Resources (IBPGR), considerando a abrangéncia mundial do documento em relagdo aos
descritores estabelecidos pelo Ato Numero 4 de 19 de agosto de 2010, instituido pelo MAPA
(BRASIL, 2010).

3.3 IDENTIFICACAO DE PLANTAS COM INTELIGENCIA ARTIFICIAL

A identificagdo de espécies por inteligéncia artificial ¢ um processo de fundamental
importancia para suporte a agricultura de precisao (SUN et al., 2021). Nos ultimos anos, o
aprendizado de maquina alcangou avangos significativos no reconhecimento de imagens
digitais. Consequentemente, essa tecnologia se torna cada vez mais popular e constitui um
ramo importante da agricultura inteligente com aplicagdo na identificagdo de espécies de
plantas de interesse econdmico, social e ambiental (XIONG et al., 2021).

A tecnologia de identificagdo utilizando-se de aprendizagem de maquina tem sido
utilizada pela comunidade cientifica para relacionar marcadores morfologicos, fisiologicos e
moleculares as caracteristicas de imagens digitais de plantas submetidas a estresses abidticos
(SOLTABAYEVA et al., 2021); para deteccao de doencas em folhas de plantas (SUJATHA
et al., 2021); e reconhecimento e identificacao de espécies (HATI & SINGH, 2021). Apesar
da importancia da cultura do feijao-caupi e da inteligéncia artificial para identificacdo de
plantas no Nordeste do Brasil (MENEZES NETO et al., 2021), ainda ndo foram realizadas
pesquisas para identificacdo de cultivares melhoradas dessa espécie a partir de processamento

de imagens digitais de sementes.
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4 MATERIAL E METODOS

A presente pesquisa ¢ de carater exploratorio, em que por meio dela pode preencher
lacunas em pesquisas futuras com esse tema.

As fotos das sementes foi realizada na sala 03 (trés) do ambiente de professores e o
processamento das imagens no programa foi realizada no laboratorio de informatica do CDSA
As sementes das cultivares melhoradas de feijdo-caupi foram obtidas do banco de
germoplasma do Instituto Agrondmico de Pernambuco (IPA). Foram utilizados os gendtipos
da Subclasse Comercial Branco rugoso (BRS Novaera), Subclasse Comercial Branco liso
(BRS Guariba, BRS Potengi, BRS Cauamé), Subclasse Comercial Cores — Mulato (BRS
Pajeu, BRS Miranda, BRS Pingo-de-Ouro e IPA 206), Subclasse comercial Preto-Brilhoso
(BRS Tapahium).

As sementes das cultivares melhoradas de feijao-caupi foram transportadas para o
Laboratério de Ecologia e Botinica do Centro de Desenvolvimento Sustentavel do Semiarido
(CDSA) da Universidade Federal de Campina Grande (UFCG), localizado no municipio de
Sumé — PB, nas coordenadas de Latitude 7° 40’ 18 S; Longitude 36° 52° 54” W e altitude de
518 m acima do nivel do mar. O clima local, segundo a classificagdo de Koppen-Geiger, ¢ do
tipo Bsh (semiarido quente), com temperatura média anual de 26 °C e precipitacao

pluviométrica média anual de 600 mm (VITAL et al., 2020) (Figura 1).

Figura 1 - Localizagdo da sala 03 do ambiente de professores do Centro de Desenvolvimento Sustentavel do

Semiarido da Universidade Federal de Campina Grande.

Fonte: Wikipedia e Google Maps. Sumé, PB, 2022.

Foram obtidas imagens de 10 genotipos de um total de 10 gendtipos usados nesta
pesquisa ou 125 imagens de cada cultivar, o que representa 100% de imagens obtidas. Para

tanto, foi utilizada uma camera digital da marca Nikon, modelo COOLPIX P530 V1.0,
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configurada para ISSO de 400 e resolu¢do de 16 MB em dimensdes da imagem de 4608 x
3456 de comprimento e largura, respectivamente e 300 DPI (Dots Per Inch ou pontos por
polegadas). As imagens foram capturadas no modo RGB de 8 bits e salvas no formato .jpeg.
Foram obtidas 125 imagens de cada genotipo (amostras de 30 g de sementes), sendo 25 fotos
nas seguintes posicdes: 25 fotos no angulo de 90 graus, 25 fotos no angulo de 45 graus na
dire¢do norte, 25 fotos no angulo de 45 graus na direcdo sul, 25 fotos no angulo de 45 graus
na direcao leste, e 25 fotos no angulo de 45 graus na direcdo oeste, todas a uma distancia

média de 30 cm (Figura 2).

Figura 2 - Visdo parcial da captura das imagens digitais das sementes das cultivares de feijao-caupi

. Fonte: Acervo da equipe de pesquisa. Sumé, PB, 2022.

Para processamento das imagens foi utilizado o software Orange Data Mining v.
3.29.3. Inicialmente, das 125 imagens obtidas, 100 foram importadas utilizando-se do widget
“Import Images” contido no add-on “Image Analytics”. Posteriormente, as imagens foram
processadas e vetorizadas utilizando-se do widger “Image Embedding”. A vetorizacao das
imagens foi realizada utilizando-se dos “Embedders” InceptionV3, SqueezeNet, VGG16 e
VGG19 (GODEC et al., 2019).

Para ajuste dos modelos de identificagdo das cultivares de feijao caupi, serdo testados
algoritmos de aprendizagem de maquina e suas respectivas variagoes até que melhores valores
de performance fossem obtidas para cada modelo, a saber:

O algoritmo “K-vizinhos mais proximos (KNN - number of nearest neighbors)”
procura K exemplos de treinamento mais proximos no espago de recursos e usa sua média
como previsao. Serdo testadas como métricas dos modelos as distancias Euclidiana,
Manhattan, Maxima e Mahalanobis, além de variacdes entre pesos uniformes e distdncia

como critérios dos modelos. O pré-processamento padrao do algoritmo serd mantido.
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O algoritmo “Arvore de decisdo (Tree)” divide os nés por pureza de classes a partir de
dados continuos e discretos e ¢ utilizado para classificagdo e regressdo. Serdo testadas
variacoes dos parametros de indugdo bindria da arvore, nimero minimo de instancias nas
folhas, limite para nao divisao de subconjuntos, limite da profundidade maxima da arvore e
limite de parada para divisdo da maioria dos nos.

O algoritmo “Floresta aleatdria (RF - Random Forest)” ¢ um método de aprendizagem
por conjunto usado para classificacao, regressao e outras tarefas. Serdo testadas variacdes das
propriedades, como numero de arvores, numero de arvores considerado em cada divisdo,
treinamento replicavel e distribuicdo das classes de equilibrio. Para controle de crescimento
da floresta, serdo testadas varia¢des de limite de profundidade de arvores individuais e limite
para ndo divisdo de subconjuntos.

O algoritmo de “aumento de gradiente (GB - Gradient Boosting)” ¢ uma técnica de
aprendizado de maquina para problemas de regressao e classificacdo, a partir do aumento do
gradiente de arvores de decisdo. Serdo testadas variagdes do método de aumento de gradiente
(scikit-learn, xgboost e catboost); das propriedades bésicas, como niimero de arvores, taxa de
aprendizagem, treinamento replicavel e regularizacdo. Para controle de crescimento da
floresta, serdo testadas variagdes de limite de profundidade de arvores individuais e limite
para ndo divisao de subconjuntos. Também serdo testadas variagdes das subamostragens,
como fracdo de instancias de treinamento, fragdo de recursos para cada arvore, fragdo de
recursos para cada nivel e fracdo de recursos para cada divisao.

O algoritmo “M4quina de vetores de suporte (SVM - Support Vector Machines)” ¢
uma técnica de aprendizado de maquina que separa o espago de atributos com um hiperplano,
maximizando a margem entre as instancias de diferentes classes. Serdo testadas variagdes de
tipo (SVM e v-SVM); do Kernel (linear, polinomial, RBF - fun¢do de base radial e sigmoide);
e numero de limite de interacoes.

O algoritmo “Rede neural (MLP - multi-layer perceptron)” pode aprender a partir de
modelos lineares e nao lineares. Serdo testadas variagdes dos parametros dos modelos, como
neurdnios por camada oculta, fun¢do de ativagdo para a camada oculta (identidade, logistica,
tan hiperbolica e ReLu), solver para otimizag¢do de peso (L-BFGS-B, SGD e Adam), alfa e
maximo de interagdes. Outros pardmetros foram definidos como os padroes do sklearn.

A performance dos modelos foi avaliada utilizando-se de diferentes métodos
de amostragem do Orange Data Mining, a saber: validacdo cruzada (Cross-validation). Para

validagdo dos modelos, foi utilizado o método teste em dados de teste (Test on test data)
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utilizando-se de vetores de 25 imagens das 125 obtidas inicialmente e que ndo foram
utilizadas na etapa de ajuste dos modelos.

Tanto para a avaliagdo do desempenho quanto para a validagdo, foram utilizadas
estatisticas de desempenho. Para modelos de classificagdo foram utilizadas: a area sob a curva
ROC de operagdo do receptor (Area under ROC), precisdo da classificagdo (Classification
accuracy), média harmonica ponderada de precisdo e recall (F-1), precisdo (Precision),
recordacgdo (Recall), especificidade (Specificity), perda de entropia cruzada (LogLoss), tempo

de treinamento (Train time) e tempo de teste (Test time).
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5 RESULTADOS E DISCUSSAO

No processamento das imagens de sementes de feijao-caupi, verificou-se que, dentre
os Embedders testados, ou seja, InceptionV3, SqueezeNet, VGG16 ¢ VGGI19, os que
obtiveram melhor performance na etapa de modelagem foi o InceptiomV3 e VGG16 com o
algoritmo Rede Neural Artificial (Neural Network), com acuréacia de 1,00, area abaixo da
curva ROC de 1, tempo de teste de 6,091 s, tempo de treino de 18,110 s, F1 de 1, precisao de
0,990, recordagao de 0,99 e especificidade de 0,999. Com o empate em varios parametros e
diferencas minimas em outros, optou-se por escolher o embedder InceptionV3, isso porque os
pesquisadores que utilizam essa ferramenta de processamento de imagens optam por trabalhar
com esse embedder, também por ser o embedder padrio desse algoritmo dentro do programa

(Tabela 1).

Tabela 1 - Estatisticas de desempenho dos Embedder na etapa de modelagem. Sumé, PB,
2022.

Estatisticas de desempenho

Model Embedder InceptionV3
T‘r am Test AUC CA F1 Precision Recall LogLoss Specificity
time time

Neural 18,110 6,091 1,000 1,000 0,990 0,990 0,990 0,097 0,999
Network

SVM 19,198 3,167 1,000 0,980 1,000 0996 0,980 0,021 1,000
KNN 2420 2,068 1,000 00980 0,980 0980 0980 0,105 0,998
Gradient 1777,54 2,122 1,000 0,960 0960 0,958 0,960 0,135 0,995
Boosting

Random 3272 1,732 0990 0910 0910 0912 0,910 0,547 0,990
Forest

Tree 31,950 0,004 0,890 0,780 0,780 0,777 0,780  6253,196 0,975

Embedder SqueezeNet

SVM 10,625 1,640 1,000 0,990 0,990 0994 0,990 0,024 0,999
Neural 6,768 2201 1,000 0990 0,990 0,988 0,990 0,106 0,999
Network

KNN 1379 098 1,000 0,990 0,990 0987 0,990 0,080 0,999
Gradient 849,495 0,911 1,000 0960 0,960 0962 0,960 0,149 0,996
Boosting

Esfe‘l‘t’m 1,694 0974 1,000 0,960 0960 0958 0,960 0,404 0,995
Tree 11,377 0,001 0920 0,840 0,840 0842 0,840 44354839 0,982

Embedder VGG16

Neural 36,607 7,152 1,000 1,000 1,000 0,999 1,000 0,007 1,000
Network

SVM 6,153 3,586 1,000 0990 0,990 0,987 0990 0,134 0,999
Gradient 2307719 3,739 1,000 0,980 0980 0,982 0,980 0,090 0,998
Boosting

?gﬁeds‘t’m 6,824 3212 1,000 00980 0980 0,978 0980 07217 0,998

kNN 31,898 11,988 1,000 0,970 0,970 0,974 0,970 0,133 0,997
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Tree 34,001 0,003 0950 0910 0910 0908 00910 2841923 0,990
Embedder VGG19

Neural 39,081 6,959 1,000 0990 0,990 0,990 0,990 0,040 0,999
Network

SVM 2033,605 3,729 1,000 0,980 0980 00983 0,980 0,078 0,998
Gradient 6,458 3,199 1,000 00980 00980 0,976 0,980 0,229 0,997
Boosting

kNN 5902 3,198 1,000 0970 0,970 0,975 0970 0,145 0,997
?gfeds‘;m 28,998 11,150 1,000 0,970 0,970 0971 0,970 0,137 0,996
Tree 32,953 0,002 0960 0920 0,920 0921 00920 22430,927 0,991

IA: inteligéncia artificial; Train time: tempo de treinamento; Test time: tempo de teste; AUC: area sob a curva
ROC de operagdo do receptor; CA: precisdo da classificacdo; F1: média harmonica ponderada de precisio e
recall; Precision: precisdo; Recall: recordag@o; LoglLoss: perda de entropia cruzada; Specificity: especificidade.
Fonte: Elaboragdo da equipe de pesquisa.

Verificou-se que a Rede Neural Artificial classificou corretamente em 100% das

amostras de sementes das cultivares BRS Guariba, BRS Miranda, BRS Novaera, BRS Pajeu,

BRS Pujante, BRS Tapaihum, IPA 206, Pingo de ouro, enquanto que para as cultivares BRS

Cauamé e BRS Potengi a taxa de classificacdo correta foi de 98%, isso pode acontecer por

conta da coloragdo muito semelhante entre as cultivares (Tabela 2).

Tabela 2 - Matriz de confusdo para o desempenho do algoritmo Rede Neural Network na
etapa de modelagem para processamento das imagens de sementes de feijado-caupi. Sumé, PB,

2022.
Valores preditos pelo modelo
. BRS BRS. B.RS BRS BRS BRS BRS BRS. IPA Pingo
Cultivares Cauam  Guarib Mirand Novaer ., . . Tapaih p¥
. Pajeti  Pontegi Pujante 206 de ouro
é a a a um

BRS . 98 0 0 0 0 2 0 0 0 0 100
Cauamé
BRS . 0 100 0 0 0 0 0 0 0 0 100
Guariba
BRS
Miranda 0 0 100 0 0 0 0 0 0 0 100
BRS 0 0 0 100 0 0 0 0 0 0 100
Novaera
BRS 0 0 0 0 100 0 0 0 0 0 100
Pajet
BRS 0 2 0 0 0 98 0 0 0 0 100
Pontegi

valor DRS 0 0 0 0 0 0 100 0 0 0 100

1 Pujante
rea BRS
Tapaihu 0 0 0 0 0 0 0 100 0 0 100
m
IPA 206 0 0 0 0 0 0 0 0 100 0 100
Pingo de 0 0 0 0 0 0 0 0 0 100 100
ouro
X 98 102 100 100 100 100 100 100 100 100 1000

Fonte: Elaboracdo da equipe de pesquisa.
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Dentre as fungdes de ativacdo testadas, dentro do algoritmo Rede Neural Artificial
verificou-se que a Logistica (Logistic) operando com solver Adam, obteve maior acuricia

(Tabela 3).

Tabela 3 - Estatisticas de desempenho para o algoritmo Rede Neural Network com suas
variagOes das fungdes de ativacao operando em diferentes Solvers. Sumé, PB, 2022.

Estatisticas de desempenho

Fungio de Solver L-BFGS-B
ativacio Train Test
. R AUC CA F1 Precision Recall LogLoss Specificity
time time

Identidade 29,137 6,993 1,000 0,997 0,997 0,997 0,997 0,010 1,000
Losgistica 27,055 6,966 1,000 0,990 0,990 0,990 0,990 0,025 0,999
T.an - 25,852 6,371 1,000 0,999 0,999 0,999 0,999 0,010 1,000
hiperbolica

ReLu 14,930 4,310 1,000 0,996 0,996 0,996 0,996 0,008 1,000

Solver SGD

Identidade 57,733 3,732 1,000 0,993 0,993 0,993 0,993 0,039 0,999
Losgistica 78,314 3,447 0,998 0,947 0,947 0,948 0,947 0,330 0,994
T.an - 64,768 2,946 1,000 0,992 0,992 0,992 0,992 0,064 0,999
hiperbolica

ReLu 59,203 2,939 1,000 0,994 0,994 0,994 0,994 0,049 0,999

Solver Adam

Identidade 21,687 3,365 1,000 0,994 0,994 0,994 0,994 0,019 0,999
Losgistica 45,371 2,877 1,000 0,999 0,999 0,999 0,999 0,015 1,000
T.an 1 23,044 2,843 1,000 0,996 0,996 0,996 0,996 0,016 1,000
hiperbolica

ReLu 15,116 2,787 1,000 0,997 0,997 0,997 0,997 0,018 1,000

IA: inteligéncia artificial; Train time: tempo de treinamento; Test time: tempo de teste; AUC: area sob a curva
ROC de operagdo do receptor; CA: precisdo da classificacdo; F1: média harmonica ponderada de precisio e
recall; Precision: precisdo; Recall: recordagdo; LogLoss: perda de entropia cruzada; Specificity: especificidade.
Fonte: Elaboragao da equipe de pesquisa.

A Rede Neural Network selecionada com a fungdo de ativagdo Logistica e o solver
Adam teve taxa de acerto de 100% para todos os genotipos, exceto, BRS Pingo de ouro que a

taxa foi de 99% (Tabela 4).
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Tabela 4 - Matriz de confusdo para o desempenho do algoritmo Rede Neural Network,
selecionado com a fungao de ativagao Logistica e o solver Adam. Sumé¢, PB, 2022.

Valores preditos pelo modelo

Cultivares BRS BRS Nﬁii d N]?)l\jaser BRS BRS BRS Tflzishu IPA BRS Pingo de 5
Cauamé Guariba a N Pajett Pontegi Pujante P 206 ouro
BRS , 100 0 0 0 0 0 0 0 0 0 100
Cauamé
BRS 0 100 0 0 0 0 0 0 0 0 100
Guariba
BRS
Miranda 0 0 100 0 0 0 0 0 0 0 100
BRS 0 0 0 100 0 0 0 0 0 0 100
Novaera
BRS Pajen 0 0 0 0 100 0 0 0 0 0 100
Valor BRS
real . 0 0 0 0 0 100 0 0 0 0 100
Pontegi
BRS 0 0 0 0 0 0 100 0 0 0 100
Pujante
BRS. 0 0 0 0 0 0 0 100 0 0 100
Tapaihum
IPA 206 0 0 0 0 0 0 0 0 100 0 100
BRS
Pingo de 0 0 1 0 0 0 0 0 0 99 100
ouro
X 100 100 101 100 100 100 100 100 100 99 1000

Fonte: Elaboragao da equipe de pesquisa.

O segundo melhor algoritmo para processar as imagens das sementes dos genotipos de
feijao caupi foi o SVM (Support Vector Machines). E fazendo a comparagdo apds processar
as imagens nos tipos de SVM: SVM e v-SVM, o que obteve melhores resultados foi o SVM
operando no Kernel Linear (Tabela 5).

Tabela 5 - Estatisticas de desempenho do algoritmo SVM, selecionando o melhor tipo,
operando em diferentes Kernel. Sumé, PB, 2022.

Estatisticas de desempenho

Tipos de Maquina

Kernel

SVM

T‘r ain T‘est AUC CA F1 Precision Recall LogLoss Specificity

time time
Linear 11,286 3,914 1,000 1,000 1,000 1,000 1,000 0,068 1,000
Polinomial 13,405 4,107 1,000 1,000 1,000 1,000 1,000 0,067 1,000
RBF 19,887 6,595 1,000 0,990 0,990 0,990 0,990 0,097 0,999
Sigmoide 13,334 4,587 0,994 0,906 0,905 0,908 0,906 0,288 0,990

v-SVM

Linear 18,509 5,386 0,999 0,953 0,953 0,954 0,953 0,174 0,995
Polinomial 19,071 4,895 0,999 0,963 0,962 0,965 0,963 0,141 0,996
RBF 24,186 6,572 1,000 0,971 0,971 0,971 0,971 0,144 0,997
Sigmoide 19,205 5,061 0,994 0,914 0,914 0,914 0,914 0,294 0,990

Fonte: Elaboracdo da equipe de pesquisa.
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A Maquina de Suporte de Vetores (SVM) operando com o Kernel Linear e o tipo de
maquina SVM teve taxa de acerto de 100% para todos os genotipos (Tabela 6).

Tabela 6 - Matriz de confusao para o desempenho do algoritmo SVM. Sumé, PB, 2022.

Valores preditos pelo modelo

BRS BRS BRS

. BRS BRS ‘ BRS  BRS BRS . IPA  BRS Pingo
Cultivares Cauamé Guariba M1raand Nozaer Pajett Pontegi Pujante Talﬁ ihu 206 de ouro )2
BRS 100 0 0 0 0 0 0 0 0 0 100
Cauamé
BRS 0 100 0 0 0 0 0 0 0 0 100
Guariba
BRS
Miranda 0 0 100 0 0 0 0 0 0 0 100
BRS 0 0 0 100 0 0 0 0 0 0 100
Novaera
Valor BRS Pajett 0 0 0 0 100 0 0 0 0 0 100
real  BRS 0 0 0 0 0 100 0 0 0 0 100
Pontegi
BRS 0 0 0 0 0 0 100 0 0 0 100
Pujante
BRS 0 0 0 0 0 0 0 100 0 0 100
Tapaihum
IPA 206 0 0 0 0 0 0 0 0 100 0 100
BRS Pingo 0 0 0 0 0 0 0 0 0 100 100
de ouro
) 100 100 100 100 100 100 100 100 100 100 1000

Fonte: Elaboragao da equipe de pesquisa.

Os resultados supracitados, evidenciando o bom desempenho dos modelos de
inteligéncia artificial, se devem ao fato de que as sementes contém caracteristicas fisicas que
as distinguem uma das outras, sendo esses aspectos que os algoritmos Rede Neural e SVM
conseguem fazer a distingdo de cada genotipo. Isso pode ser ratificado pelas informagdes
disponibilizadas pela Embrapa (2021) em seu Catdlogo de cultivares de feijao-caupi. No
referido catdlogo, caracteristicas como formato, cor, tamanho e peso, por exemplo, sdo

apontadas como descritores importantes para garantia da acuracia dos modelos.

A inteligéncia artificial para identificagdo de imagens de sementes tem boa eficiéncia,
Segundo Donmez (2022), relatou em seu artigo sobre Identificagdo de Sementes de Milho
Haploides, o algoritmo SVM obteve uma eficiéncia 96,74%%, isso mostra que os sistemas
baseados em inteligéncia artificial na andlise de dados em sementes apresentam resultados

notaveis, consolidando cada vez mais a inteligéncia artificial na selecdo de sementes.
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5.1 VALIDACAO DOS MODELOS

Utilizando-se de vetores de 25 imagens das 125 obtidas inicialmente e que ndo foram
utilizadas na etapa de ajuste dos modelos, verificou-se que houve boa performance para o
algoritmo Rede Neural Network, haja vista os elevados valores de acurécia e area abaixo da

curva > 0,7 (Tabela 7).

Tabela 7 - Dados do algoritmo Rede Neural Artificial no processo de validagao. Sumé, PB,
2022.

Estatisticas de desempenho

Melhor
Modelo Train Test
. . AUC CA F1 Precision Recall LogLoss Specificity
time time
Rede Neural N/A N/A 0,94 0,768 0,72 0,715 0,768 3,805 0,974

Fonte: Elaboragao da equipe de pesquisa.

A Rede Neural Artificial classificou corretamente com taxa de acerto de 100% as
cultivares BRS Miranda, BRS Novaera, BRS Pujante, BRS Tapaihum e BRS Pingo de ouro
(Tabela 8).

Tabela 8 - Matriz de confusdo para o desempenho do algoritmo Rede Neural Network no
processo de validagdo. Sumé, PB, 2022.

Valores preditos pelo modelo

Cultivares BRS BRS BRS BRS BRS BRS BRS BRS IPA BRS Pingo 5
Cauamé Guariba Miranda Novaera  Pajet Pontegi  Pujante  Tapaihum 206 de ouro
BRS . 14 0 0 5 0 4 0 0 2 0 25
Cauamé
BRS
Guariba 10 0 0 8 0 6 0 0 1 0 25
BRS
Miranda 0 0 23 0 0 0 0 0 2 0 25
BRS 0 0 0 25 0 0 0 0 0 0 25
Novaera
BRS 0 0 9 0 9 0 1 0 6 0 25
Valor gaﬁgu
real Pontegi 0 0 0 3 0 22 0 0 0 0 25

BR.S 0 0 0 0 0 0 25 0 0 0 25
Pujante
BRS
Tapaihu 0 0 0 0 0 0 0 25 0 0 25
m
IPA 206 0 0 0 0 1 0 0 0 24 0 25
BRS
Pingo de 0 0 0 0 0 0 0 0 0 25 25
ouro

> 24 32 41 10 32 26 25 35 25 250

Fonte: Elaboragao da equipe de pesquisa.
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Verificou-se que o algoritmo SVM teve boa performance, haja vista os elevados

valores de acurdcia e area abaixo da curva > (0,9 (Tabela 9).

Tabela 9 - Dados do algoritmo SVM no processo de validagdo. Sumé, PB, 2022.

Estatisticas de desempenho

Modelo Y
T.r am ”l."est AUC CA F1 Precision Recall LogLoss Specificity
time time

SVM N/A N/A 0,941 0,776 0,729 0,739 0,776 3,842 0,975

Fonte: Elaboragao da equipe de pesquisa.

A Maéquina de Suporte de Vetores (SVM) operou corretamente com taxa de acerto de
100% nas cultivares BRS Pujante, BRS Tapaihum, IPA 206, BRS Pingo de ouro ¢ BRS
Novaera (Tabela 10).Face ao exposto, levando em consideragdo a pesquisa de Wang e Song
(2023), em que eles trabalharam a identificacdo de milho doce com imagens hiperespectrais
combinadas com aprendizado profundo, deve-se destacar que os resultados da pesquisa
mostraram que a identificagdo artificial de sementes de milho doce obteve precisdo de 95%
nos conjuntos de treinamento e teste. Portanto, com os dados da validagdo, em que sdo
utilizadas novas fotos dos genotipos no processamento, os algoritmos conseguiram distinguir
boa parte das cultivares, logo pode-se afirmar que a inteligéncia artificial consegui diferenciar
de acordo com tracos marcantes das sementes, foi como também afirmaram Miqueloni et al.

(2018) e Silva et al. (2020).
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Tabela 10 - Matriz de confusdo para o desempenho do algoritmo SVM, no processo de
valida¢ao. Sumé, PB, 2022.

Valores preditos pelo modelo

Cultivar BRS BRS BRS BRS BRS BRS BRS BRS IPA BRS Pingo
! s Cauamé  Guariba Miranda  Novaera Pajett Pontegi Pujante ~ Tapaihum 206 de ouro )
BRS . 17 0 0 2 0 4 0 0 2 0 25
Cauamé
BRS. 5 0 0 6 0 14 0 0 0 0 25
Guariba
BRS
Miranda 0 0 22 0 0 0 0 0 3 0 25
BRS 0 0 0 25 0 0 0 0 0 0 25
Novaera
BRS 0 0 8 0 8 0 0 0 9 0 25
Valor Pajett
real  BRS 0 0 0 3 0 22 0 0 0 0 25
Pontegi
BR.S 0 0 0 0 0 0 25 0 0 0 25
Pujante
BRS. 0 0 0 0 0 0 0 25 0 0 25
Tapaihum
IPA 206 0 0 0 0 0 0 0 0 25 0 25
BRS
Pingo de 0 0 0 0 0 0 0 0 0 25 25
ouro
> 22 30 36 8 40 25 25 39 25 250

Fonte: Elaboracao da equipe de pesquisa.

De modo geral a inteligéncia artificial tem grande potencial na identificagdo de

plantas, pois, segundo estudos realizados por Menezes Neto ef al. (2021), a inteligéncia

artificial conseguiu diferir as diferentes plantas alimenticias ndo convencionais em hortas do

Laboratorio Horta Comunitarias Nutrir (LabNutri), vinculado ao Departamento de Nutrigcdo

do Centro de Ciéncias da Saude (CCS) da UFRN. O que leva afirmar que a identifica¢do das

sementes de feijdo-caupi através da inteligéncia artificial, tem bases relacionadas que atestam

a veracidade dos resultados. Deve-se ressaltar que os achados desta pesquisa terdo importante

contribuicdo para o avango técnico-cientifico da cadeia produtivas da cultura de feijao-caupi,

sobretudo na microrregido do Cariri Ocidental paraibano.
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6 CONCLUSAO

Os algoritmos de aprendizado de maquina Rede Neural Network e Maquina de
Suporte de Vetores (SVM) tiveram melhores indicadores de performance para identificacao

de feijao-caupi respectivamente, a partir do processamento das imagens digitais de sementes.
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